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Podziekowania

7 calego serca chcialbym podziekowa¢ mojemu Promotorowi Profesor Alicji
Wakulicz-Deji oraz Promotorowi Pomocniczemu Doktor Agnieszce Nowak-
Brzezinskiej za nieoceniona pomoc, wsparcie i duzg dawke motywacji przy
pisaniu tej pracy.

Bez ich nadzoru i pomocy praca ta nigdy nie powstataby w takim
ksztatcie, jak obecnie. Dzigki pracy w Zaktadzie Systeméw Informatycz-
nych, udziale w licznych konferencjach naukowych i seminariach, pod $ci-
stym kierunkiem Pani Profesor i Pani Doktor, mogtem wyksztatci¢ warsztat
niezbedny do przeprowadzenia i opisania przedstawianych tu badan nauko-
wych.

Dziekuje réwniez za trud wlozony w roztadowanie sytuacji stresowych,
ktorych nie brakuje przy redagowaniu kazdej pracy naukowej.

Sktadam réwniez podziekowania moim najblizszym za ich wyrozumia-
tos¢, gdy tego potrzebowatem.






Rozdziat 1

Wprowadzenie

Tematem przedstawionej rozprawy sa teoretyczne i praktyczne aspekty efek-
tywnosci Systeméw Wspomagania decyzji (SWD) nazywanych czesto syste-
mami ekspertowymi (SE) i bazujacych na tzw. regutowych bazach wiedzy.
Systemy te dzialaja w oparciu o procedury rozumowania (wzorowane na
rozumowaniu realizowanym przez cztowieka) i przeprowadzaja proces zwa-
ny wnioskowaniem. W literaturze przedmiotu proces wnioskowania wyko-
rzystuje wiedze dziedzinowa, najczesciej przedstawiong w formie tancuchow
przyczynowo-skutkowych typu ” Jezeli warunek, to decyzja” (regut). Dodat-
kowo zakltada sie uaktywnienie w procesie wnioskowania tylko tych regut,
ktérych czesci warunkowe (zwane przestankami) sa prawdziwe (sa potwier-
dzone faktami znanymi w systemie). Konkluzje uaktywnionych regul staja
sie nowymi faktami uznanymi za prawdziwe. W ten sposob system gromadzi
nowa wiedz¢ wspomagajaca podejmowanie decyzji.

Celem prowadzonych badan jest propozycja zamiany dotychczasowe;j
struktury bazy wiedzy (w ktorej reguty nie byly uporzadkowane i nie two-
rzyty zadnych ztozonych struktur) na strukture skupien regut podobnych do
siebie, zarowno ze wzgledu na przestanki regut, jak i konkluzje. Zmiana ta
pozwoli optymalizowaé efektywnos¢ wnioskowania w tego typu systemach
dzigki szybkiemu znalezieniu regut do uaktywnienia oraz rozszerzeniu do-
tychczasowej bazy faktéw o nowa wiedze wydobyta poprzez uaktywnienie
regut, ktorych nie wszystkie przestanki sa spetnione. Bardzo czesto w ty-
powych rzeczywistych systemach wspomagania decyzji mamy do czynienia
z sytuacja, gdy nie mamy pelnej wiedzy (badz pelnego przekonania), kto-
ra jest niezbedna by podjaé¢ kolejne kroki (decyzje). Opracowanie metody
okreslania stopnia niepelosci wiedzy reprezentowanej przez dang regute
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stato sie jednym z celéw niniejszej rozprawy. Struktura skupien regut wraz
z reprezentantami skupien - bedac nowa formg reprezentacji regutowej ba-
zy wiedzy - pozwoli szybko znalezé regute badz skupienie do uaktywnienia
w procesie wnioskowania nawet w sytuacji gdy nie mamy petnej wiedzy o ba-
danej dziedzinie. Dzieje sie tak wtedy, gdy zbiér faktéw nie zawiera dosta-
tecznej liczby informacji pozwalajacej na uaktywnienie ktoérejkolwiek z re-
gut. W literaturze znalez¢ mozna prace, ktore rowniez proponowalty zmiane
struktury bazy wiedzy wykorzystujac analize skupien jak i prace dotyczace
reprezentacji niepewnosci wiedzy. Rozwigzania proponowane w rozprawie
znaczaco si¢ jednak od tamtych r6znig. Ich zaleta jest intuicyjnosé i tatwosé
implementacji. Majac zadany zbior faktow, przeglad bazy wiedzy polega na
porownaniu wektora faktow z reprezentantami skupien i wyborze skupienia
najbardziej podobnego. Proces takiego przegladu konczy sie w momencie
znalezienia skupienia badz reguty, ktora pokryje mozliwie najpetniej zadany
zbior faktow. Jesli wyszukana w ten sposob zostanie reguta, ktorej wszyst-
kie przestanki sg prawdziwe, w wyniku procesu wnioskowania jej konkluzja
zostanie dopisana jako nowy fakt do bazy wiedzy ze stopniem niepelosci
rownym 1. W przypadku gdy, w wyniku takiego przeszukiwania, znaleziona
bedzie reguta, ktoéra tylko w pewnym stopniu (mozliwie najwiekszym) po-
krywa zbior faktow, jej uaktywnienie pozwoli na wzbogacenie bazy faktow
o nowa wiedze ale z okresleniem odpowiednio mniejszego stopnia wiarygod-
nosci (tu okreslanej stopniem niepelosci wiedzy IF).

Calodciowa analiza problematyki wiedzy niepelnej w systemach wspo-
magania decyzji potaczona z badaniami przeprowadzonymi w ramach tej
pracy pozwolity uformowaé teze pracy, zgodnie z ktéra:

Metoda analizy skupien wraz z metoda badania stopnia
niepelosci pozwoli na zwiekszenie efektywnosci wnioskowania
w bazach wiedzy z uwzglednieniem niepetnosci wiedzy.

Gloéwnym celem pracy jest opracowanie metod poprawiajacych efektyw-
nos$¢ wnioskowania w systemach wspomagania decyzji dzigki zmianie struk-
tury bazy wiedzy w strukture skupien regut podobnych do siebie i ufor-
mowaniu dla kazdego skupienia jego reprezentanta. Ponadto optymalizacja
proceséw wnioskowania staje sie mozliwa dzigki uwzglednieniu niepetnosci
wiedzy. Efektywnos¢ wnioskowania mierzona jest zyskiem czasowym wyni-
kajacym z braku konieczno$ci przegladania wszystkich regut w bazie wiedzy
oraz liczba nowych faktéw wygenerowanych w trakcie procesu wnioskowa-
nia.
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W rozprawie dokonana zostata analiza efektywnosci wnioskowania w ba-
zach wiedzy o zlozonej strukturze (tj. o duzej liczbie regut, dowolnej liczbie
przestanek, bez ograniczen dla typu atrybutéw i ich wartosci). Uwzglednie-
nie reprezentacji dla wiedzy niepelnej pozwala na zwiekszenie efektywnosci
systemoéw opartych na bazach dziedzinowych. Istniejace podejscia bazujace
na teorii zbioréw przyblizonych, teorii Bayesa oraz innych okazuja si¢ nie-
wystarczajace do tak postawionego problemu. Wykorzystanie zapropono-
wanych w rozprawie modyfikacji algorytméw analizy skupien oraz metody
badania stopnia niepetnosci wiedzy pozwoli na realizacje proceséw wniosko-
wania efektywnie mimo, ze wiedza poczatkowa cechowala sie niepelnoscia
- co w rzeczywistych systemach wspomagania decyzji jest zjawiskiem dos¢
czesto spotykanym. Dlatego niniejsza rozprawa ma dostarczy¢ narzedzia
i metody pozwalajace na rozwigzywanie probleméw tego typu.

1.1 Ukfad pracy

Rozdziat drugi pracy przedstawia ogélng strukture modutow systemu wspo-
magania decyzji. Omowiono tu strukture bazy wiedzy oraz metody jej two-
rzenia. Zaproponowano takze model hierarchicznej struktury bazy wiedzy
stuzacy optymalizacji procesow wnioskowania. Trzeci rozdziat stanowi po-
party przyktadami obszerny przeglad istniejacych metod i algorytméw wnio-
skowania w SWD opisanych dotad w literaturze. W kolejnym rozdziale
zaprezentowano istniejace reprezentacje wiedzy niepewnej wraz z formal-
nymi definicjami oraz przyktadem zapisu wiedzy dziedzinowej w kazdym
z omawianych sposobow. Tres¢ rozdziatu pigtego sktada sie z omoéwienia
metod analizy skupien wykorzystywanych w rozprawie wraz z autorskimi
modyfikacjami stuzacymi poprawie efektywnosci wnioskowania w systemach
z wiedzg niepelna. W szczegélnosci uwage poswiecono oméwieniu metody
wspOlezynnikéw niepelnosci wiedzy (IF). Szésty rozdzial prezentuje me-
tody oceny efektywnosci, zarowno algorytméw tworzacych skupienia regut
(analiza skupien), jak réwniez efektywnosci procesu wnioskowania w SE.
Przedstawione jest réwniez szacunkowe okreslenie ztozonosci obliczeniowe]
analizowanych algorytmow. Rozdziat si6dmy to projekt systemu implemen-
tujacego algorytmy i metody opisane w tej pracy oraz stuzacego do przepro-
wadzenia eksperymentéw obliczeniowych. Kolejny rozdzial przedstawia wy-
niki eksperymentow uzyskanych w trakcie prowadzonych badan. Ekspery-
menty te mialty na celu wyznaczenie optymalnych wartosci parametréw algo-
rytmu grupujacego: m.in. wyboru metody tworzenia reprezentanta skupien,
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miary odlegtosci pomiedzy skupieniami oraz kryterium taczenia skupien.
Przedstawione sa réwniez wyniki eksperymentéw porownujacych oméwione
w rozprawie metody wnioskowania korzystajace z hierarchicznej struktury
bazy wiedzy oraz korzystajace z reprezentantéw skupien. Dokonano réw-
niez analizy eksperymentalnej przydatnosci i poprawnosci zaproponowanej
w rozprawie miary do okreslania stopnia niepetnosci wiedzy. Prace konczy
podsumowanie poréwnujace teze przedstawiong we wstepie z rezultatami
uzyskanymi w trakcie przeprowadzonych badan. Na ptycie CD dolgczonej
do pracy umieszczono aplikacje jak i przyktadowe bazy wiedzy.



Rozdziat 2

Systemy Wspomagania Decyzji

W tym rozdziale przedstawione zostana wybrane zagadnienia z dziedziny

systeméw wspomagania decyzji (SWD) [158]. Omdwiony bedzie kompletny

opis takiego systemu oraz jego poszczegdlnych modutéw. Zaprezentowana

zostanie metoda tworzenia SWD, poczawszy od procesu akwizycji wiedzy

eksperckiej, a skonczywszy na testowaniu, wdrozeniu i ocenie jakosci stwo-

rzonego systemau.
System ekspertowy (SE) jest definiowany na kilka sposobéw:

1. “(...) inteligentny program komputerowy, wykorzystujacy procedury

wnioskowania do rozwigzywania tych problemoéow, ktore sa na tyle
trudne, ze normalnie wymagaja znaczacej ekspertyzy specjalistow.
Wiedza wraz z procedurami wnioskowania moze by¢ uwazana za mo-
del ekspertyzy, normalnie posiadanej tylko przez najlepszych specja-
listow w danej dziedzinie. Wiedza w SE sktada si¢ z faktéw i heury-
styk. Fakty sa podstawa bazy wiedzy systemu — informacja, ktora jest
ogoblnie dostepna i powszechnie akceptowana przez ekspertow w danej
dziedzinie. Heurystyki sa zwykle bardziej prywatna informacja” [36].

. 7(...) system komputerowy nawiazujacy interaktywny dialog z uzyt-
kownikiem za pomoca zgromadzonej wiedzy obejmujacej zwykle waski
i specjalistyczny obszar dziatalnosci cztowieka. Co za tym idzie - sys-
tem umozliwia na podstawie wiedzy w nim zawartej, zasugerowanie
decyzji na podstawie przestanek, ktore za kazdym razem wprowadza
uzytkownik. System potrafi rowniez wyttumaczy¢ na jakiej podsta-
wie podjal taka, a nie inng decyzje (odpowiedZ na pytania “jak” oraz
“dlaczego”) [94]”.
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3. 7(...)program, ktory przedstawia rozumowanie wraz z wiedza na temat
wasko zdefiniowanej dziedziny, stworzony z mysla o rozwigzywaniu
problemoéw. System ekspertowy moze takze spetniaé¢ funkcje doradcy
czltowieka przy podejmowaniu decyzji (udzielanie porad) [73]”.

4. 7(...) program dziatajacy zazwyczaj w wasko wyspecjalizowanej dzie-
dzinie, spetniajacy funkcje eksperta w tej dziedzinie. Pozwala on na
rozwigzanie wielu problemoéw, ktore do tej pory przewyzszaly mozli-
wosci istniejacych systeméw oraz mozliwosci obliczeniowe komputerow

97).

Jak wida¢, kazda z tych definicji posiada wspolny mianownik — system
ekspertowy jest rozumiany jako program komputerowy, posiadajacy zebrana
wiedze oraz reguly stuzace do dowodzenia tez. Autorzy podkreslaja waski
zakres wiedzy systemu ekspertowego w celu lepszego zamodelowania frag-
mentu rzeczywistosci. Jednakze od momentu powstania pierwszych syste-
mow ekspertowych moc obliczeniowa komputeréw znacznie wzrosta i obec-
nie udaje sie¢ wspomaga¢ decyzje z coraz szerszego zakresu dziedzinowe-
go. Nalezy réwniez zauwazy¢, iz raz stworzony system ekspertowy moze
poshuzy¢ niezliczonej liczbie uzytkownikéow nieposiadajacych wiedzy eks-
perckiej. Dzigki temu, synteza wiedzy eksperckiej, moze by¢ wykorzystana
W znacznie szerszym gronie odbiorcow.

SWD stanowia wazng cze$¢ systeméw informatycznych. Przy obecnym
szybkim naptywie informacji, ich przetwarzanie oraz interpretacja coraz
czesciej musza zosta¢ powierzone systemom automatycznym. Jeszcze do
niedawna to ekspert-cztowiek dokonywat oceny zastanych warunkéw i na
podstawie swojego do$wiadczenia podejmowal odpowiednia decyzje. Dzis
spora cze$¢ z tych decyzji zostata powierzona komputerom, ktére spetniajg
swoje zadanie w coraz lepszy sposob, a masowe przetwarzanie duzej ilosci
danych jest mozliwe w coraz bardziej efektywny sposéb.

SWD czasami zwane sa réwniez systemami ekspertowymi. Celem ich
dziatania jest wspomaganie lub docelowo — catkowite zastapienie cztowieka-
eksperta dziedzinowego w procesie podejmowania decyzji.

Rolg SWD jest realizacja procesu wnioskowania. W ten sposéb konklu-
zje regut uaktywnionych tworza nowa wiedze zapisywana w bazie wiedzy
jako nowe fakty. Sa one umieszczone w osobnym zbiorze w postaci iloczy-
nu par atrybut-wartos¢ zwanych deskryptorami. Dzieki wydzieleniu osobnej
czesci bazy wiedzy, mozliwym jest jej wymiana oraz ulepszanie bez ingeren-
cji we wnetrze systemu. Dzieki temu przyspieszony zostaje proces tworzenia
nowych systemow wspomagania decyzji.



Aktualnie mozna réwniez spotkaé¢ przedstawicieli SWD stworzonych do
celow rozrywkowych i zabawy. Jednym z przyktadéw moze by¢ system Aki-
nator® w ktorym to zasymulowana jest popularna gra w 20 pytan. Witryna
zadajac uzytkownikowi szereg pytan odgaduje wymyslong przez niego po-
sta¢ ze Swiata bajek i kreskowek.

W dalszej czesci rozprawy pojecia systemu ekspertowego oraz systemu
wspomagania decyzji beda utozsamiane, pomimo réznic jakie soba prezen-
tujal. Przyjeto sie uwazaé¢, iz system ekspertowy stanowi synteze wiedzy
eksperta-cztowieka zapisang w sposob elektroniczny. Wiedza ta umozliwia
wycigganie logicznych wnioskéw poprzez mechanizmy wnioskowania, jed-
nakze dopiero w SWD — wiedza ta stanowi podstawe do wspomagania
uzytkownika-cztowieka w wypracowaniu decyzji w oparciu o znane wczesniej
fakty.

Przyjeto, iz system ekspertowy powinien spetniaé¢ pig¢ podstawowych
warunkéw [24]:

1. Poprawnosé
2. Uniwersalnosé
3. Zlozonosé

4. Autoanaliza

5. Zdolnos¢ do uaktualniania wiedzy.

System ekspertowy nazywamy poprawnym, jesli zapewnia on wysoka
jakos$¢ wyznaczanych decyzji. Jako$¢ ta jest mierzona zwykle w stosunku do
cztowieka-eksperta, ktory potwierdza i waliduje wyniki dziatania systemu.
Poprawny system udostepnia wyniki uzytkownikowi w rozsadnym czasie
oraz dysponuje metodami do nasladowania wiedzy, intuicji, doSwiadczenia
oraz sposobu pracy eksperta.

Uniwersalnos¢ SWD to cecha pozwalajaca na zdolno$¢ rozwiazywania
szeregu probleméw z danej dziedziny. Przyjeto, iz uniwersalny system nie
zawiera sztywnych rozwiazan, lecz pozwala na elastyczne korzystanie ze
zbudowanych wczesniej regut i heurystyk w bazach wiedzy. Aktualnie, pe-
a uniwersalno$¢ jest jeszcze nieosiggalna przez algorytmy komputerowe,
jednakze w wyniku badan nad sztuczng inteligencja — jest ona coraz blizsza.

*Dostepny pod adresem http://en.akinator.com/

"M.in. faktu odseparowania bazy wiedzy od mechanizméw wnioskowania, ” catoscio-
wego” wspomagania decyzji przez SWD oraz modelowania jednego fragmentu rzeczywi-
stosci przez SE
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Celem powstania systeméw ekspertowych bylo odciazenie cztowieka-
eksperta od zmudnego procesu analizy i wnioskowania na tych samych da-
nych. 7 racji tego, iz ekspert dziedzinowy posiada bardzo obszerng wiedze,
systemy komputerowe nasladujace zachowanie cztowieka powinny cechowaé
sie odpowiednio duzg baza wiedzy.

Autoanaliza systemu ekspertowego to mozliwo$é przedstawiania uzyt-
kownikowi koncowemu uzasadnien podjetych decyzji. W tym celu system
powinien na kazdym etapie méc odpowiedzie¢ na pytania ”jak” zostala
wyznaczona aktualnie rozpatrywana konkluzja oraz ”dlaczego” uzytkownik
pytany jest o przestanke potrzebng do aktywowania jednej z regut zapisa-
nych w systemie. SWD powinien sie¢ réwniez cechowa¢ determinizmem oraz
mozliwoscig wstecznej analizy $ciezek przeprowadzonego wnioskowania.

Jednym z elementéw systemu ekspertowego jest modut komunikacji
z uzytkownikiem. Jest on wykorzystywany nie tylko do udostepniania wy-
nikow wnioskowania i analizy, lecz rowniez do pozyskiwania nowych faktow
i regut dopisywanych potem odpowiednio do bazy faktow i bazy wiedzy.
Ze wzgledu na to, iz uzytkownik moze wprowadzi¢ wiedze¢ do systemu, kto-
ra bedzie sprzeczna i niespdjna z zapisang juz wiedzg w bazie wiedzy, cala
wiedza pozyskiwana od uzytkownika musi by¢ weryfikowana. Weryfikacja ta
obejmuje zwykle poréwnanie i analize nowodostarczonych regut w stosun-
ku do ich zgodnosci z aktualnie posiadanymi. Jesli sprawdzenie wypadnie
pomyslnie, reguta moze zosta¢ dopisana do bazy wiedzy. W przeciwnym
wypadku, nalezy dokonaé rozstrzygniecia konfliktu spowodowanego przez
niezgodnos¢ aktualnie posiadanej informacji z nowodopisywana. SWD po-
winien rozréznic¢ sytuacje, w ktérej nowe regulty beda po prostu uaktualnie-
niem starej bazy wiedzy, wtedy nalezy je po prostu dopisa¢ do bazy wiedzy.
Jesli jednak nowe informacje beda w sprzecznosci z elementami dotychczas
zapisanymi — nalezy przeprowadzi¢ analize konfliktéw. W literaturze tema-
tyce analizy konfliktow po$wiecono wiele uwagi. Znane sg metody zapropo-
nowane przez prof. Zdzistawa Pawlaka [118] oraz [30]. Analiza konfliktéw
nie jest tematem niniejszej rozprawy, zatem nie bedzie dalej podejmowana.

2.1 Geneza systemow ekspertowych

Po raz pierwszy system informatyczny zwany systemem ekspertowym po-
wstal na Uniwersytecie Stanforda. Zesp6t badawczy, ktory opracowalt pierw-
sze systemy ekspertowe sktadal si¢ m.in. z Edwarda Shortliffe’a, Bruce’a
Buchanana, Stanley’a N. Cohena, Randalla Davisa, Williama van Melle’a,
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Carli Scott. Uwaza sieg, ze byty one jednym z pierwszych sukceséw badan nad
sztuczng inteligencja [139]. Systemy DENDRAL oraz MYCIN opracowane
tamze staly sie pierwszymi pelnoprawnymi systemami ekspertowymi. DEN-
DRAL przeznaczony byt do identyfikacji struktury molekularnej nieznanych
zwiazkow chemicznych na podstawie danych otrzymanych w wyniku analiz
spektroskopowych. Celem systemu MYCIN byta natomiast diagnoza i tera-
pia zakaznych choréb krwi. W poézniejszym czasie, usunieta zostata z nie-
go wiedza dziedzinowa, a system pod nazwg EMYCIN stal sie baza dla
innych zastosowan takich jak SACON (system ekspertowy dla inzynier6w
konstrukeyjnych), PUFF (analiza i interpretacja badan pulmonologicznych)
czy BLUEBOX (wspomagajacy wybér terapii psychiatrycznej) [140].

Kolejnym etapem w historii SE byto opracowanie jezyka Prolog w ro-
ku 1972. Jest to uzywany do dzi$ jezyk programowania logicznego umozli-
wiajacy stworzenie tzw. systeméw szkieletowych, w ktorych mechanizmy
wnioskowania oderwane byly od bazy wiedzy. Wystarczylo tylko zapisa¢
baze wiedzy z danej dziedziny w odpowiednim formacie danych i system
ekspertowy mogt by¢ uzyty od zaraz bez kosztownej i czasochtonnej proce-
dury tworzenia SE od zera. Jezyk Prolog zawiera mechanizmy wnioskowa-
nia uzywajace logiki pierwszego rzedu zapisywanych w postaci oméwionych
wezeéniej klauzul Hornat.

W latach '80 ubieglego wieku nastapit prawdziwy rozkwit systemow
ekspertowych. Wystarczy tu nadmieni¢, ze okoto dwie trzecie najbogatszych
firm uwzglednionych w czasopismie Fortune 1000 zastosowato te technologie
w swoich codziennych aktywnosciach [88].

Najbardziej znanymi narzedziami zwigzanymi z systemami ekspertowy-
mi z tamtych czaséw byly m.in. Guru (wykonany na podstawie systemu
Emycin), Personal Consultant Plus (USA), Nexpert Object, Genesia, VP
Expert (USA), Xi oraz Crystal. W ich budowaniu przodowali Ameryka-
nie, Francuzi oraz Brytyjczycy. Wszystkie z nich mialy niestety jedna nie-
zaprzeczalng wade: konstrukcja bazy wiedzy musiata by¢ dokonana przez
wprawnego programiste, ze wzgledu na skomplikowany jezyk opisu.

W roku 1986 jednak nastapit przetom za sprawa systemu Intelligence
Service [37] (zwany pézniej ”Pandora”). Zaimplementowano w nim klasycz-
ny rachunek zdan, a baza wiedzy mogta by¢ tworzona za pomoca jezyka
naturalnego. System zawieral modut objasnien i modut detekeji konfliktow
pomiedzy faktami.

Wtedy wiekszosé systemow ekspertowych nie korzystata jeszcze z jezy-

t7bior formutl logicznych w ktérej co najwyzej jeden element jest niezanegowany
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ka Prolog. Dopiero od poczatku lat 90 sytuacja ta ulegata zmianie dzieki
popularyzacji i zaadaptowaniu tego jezyka wsrod szerokiej rzeszy badaczy
[103, 136].

2.1.1 Obecne systemy ekspertowe

W dzisiejszych czasach systemy ekspertowe stanowia jedna z gtéwnych
galezi sztucznej inteligencji. Nowe odkrycia oraz wykorzystanie dorobku
innych dziedzin wiedzy pozwolily na stworzenie wielu réznych aplikacji
majacych zastosowanie w prawie kazdej dziedzinie zycia.

W artykule [85] autorzy proponuja uzycie mechanizméw probabilistycz-
nych w celu optymalizacji efektywnosci wnioskowania w sieciach spotecz-
nosciowych ze wspoétezynnikami zaufania. Widaé¢ tutaj analogie do wnio-
skowania z uzyciem wspétczynnikoéw pewnosci (omoéwionych w rozdziale 5.3
na stronie 116), lecz cato$é uzywa probabilistycznych mechanizméw wnio-
skowania w sieciach Bayesa.

W ksiazce [63] znalezé mozna intensywne studium przypadku tzw. nor-
matywnych systeméw ekspertowych (ang. normative expert systems). Autor
proponuje stosowanie ”analizy decyzyjnej” zamiast tradycyjnych systemow
ekspertowych opartych na nasladowaniu zachowania ekspertow. Tradycy;j-
nie, uzywane sg metody heurystyczne lub "ad hoc”, ktére jednakze moga
powielac¢ bledy ekspertéw. W odroznieniu od nich, proponowane przez auto-
ra "normatywne SE” korzystaja z mechanizméw zachowan normatywnych
(czyli trzymania sie wypracowanych ztotych standardéw w kazdym przy-
padku) w odréznieniu od zachowan deskryptywnych (gdy tych standardow
nie zachowujemy). Autor wykorzystuje rowniez nowy sposéb zapisu wiedzy,
tzw. diagram wpltywu (ang. influence diagram). Jest to graficzna reprezen-
tacja przekonan, watpliwosci oraz preferencji tworcy SE, ktéra tworzy baze
wiedzy w normatywnym systemie ekspertowym.

Artykul [52] stanowi obszerne i wyczerpujace studium nad medyczny-
mi SWD (ang. clinical decision support systems - CDSS). Znajduja sie
W nim zar6wno opisy systeméw historycznych, jak réwniez tych nowocze-
snych. Znajduje sie tam réwniez wyczerpujacy opis metod reprezentacji wie-
dzy oraz algorytméw wnioskowania uzytych w CDSSach (skupiajac si¢ na
nastepujacych rodzajach: wiedza regutowa, sieci Bayesa, heurystyka, sieci
semantyczne, sieci neuronowe, algorytmy genetyczne i oparte na przypad-
kach).

Pozycja [64] réwniez w sposdb wyczerpujacy podejmuje problematyke
SWD. Znajduje si¢ w niej nowy algorytm o nazwie RETE stuzacy do po-
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prawy efektywnosci wnioskowania w przéd. Sposéb jego dziatania sprowadza
sie do braku koniecznosci przegladania catej bazy faktow po uaktywnieniu
jednej z regut (ze wzgledu na drobng zmiane w bazie faktéw). Budowa-
na jest dodatkowa struktura (zwana siecia RETE) umozliwiajaca szybkie
odnalezienie regut do uaktywnienia.

Pozycja [128] przedstawia zalety wnioskowania opartego na przyktadach
(ang. case based). Autorzy przekonujg o wielu zaletach takowego - gtéwnie
dzieki mozliwosci zapisu dodatkowej meta-wiedzy niedostepnej w reguto-
wych systemach wspomagania decyzji. Przedstawiane jest rowniez wniosko-
wanie w oparciu o tak stworzona baze wiedzy.

Korzystajac ze stworzonego przez siebie systemu Pathfinder (stuzace-
go do diagnozy patologii limfatycznych) autorzy [61] dokonuja empirycz-
nego poréownania trzech mechanizméw wnioskujacych: opartego na twier-
dzeniu Bayesa oraz zakladajacego niezaleznos¢ hipotez, opartego na teorii
Dempstera-Shafera oraz na zmienianiu wartosci prawdopodobienstwa szans
(ang. odds—likelihood updating - w dalszej cze$ci artykulu noszacego mia-
no ”podejscia zwiazanego z réwnolegta kombinacja funkcji wspotezynnikow
pewnosci CE” ang. an approach related to the parallel combination function
in the certainty-factor (CF) model). W artykule dowiedziono, ze wtasciwy
dob6r mechanizméw wnioskujacych moze (wbrew powszechnie panujacej
opinii) wplynaé¢ na skutecznos¢ dziatania systemu.

Odrebnie traktowane winny by¢ systemy rozmyte oparte na twierdzeniu
o zbiorach rozmytych (ang. fuzzy sets) [170]. Przeglad aktualnych rozwiazan
mozna znalez¢é w artykule [157]. Dzisiejsze systemy ekspertowe tworzone sa,
pod jedno, konkretne rozwigzanie, takie jak kontrola ruchu kolejowego [35],
wspomaganie budowy Sciezek w wytwarzaniu potprzewodnikéw [22], mode-
lowanie miast i ich wzrostu [89], ocena ryzyka bankructwa [44], wspomaga-
nia planowania militarnego otwarcia ognia [124], diagnostyki medycznej [4]
oraz ocena geologicznej stabilnosci stoku [146], itd.

Istniejg réwniez systemy o bazie wiedzy ztozonej z rozmytych regut
" JEZELI-TO”: autorzy [53, 54] zajmuja sie problemem optymalnego syste-
mu wspomagania decyzji oceniajacego ryzyko w sitowni nuklearnej. Cieka-
wym podejsciem jest hierarchiczny model rozmyty [45] stuzacy do optymal-
nego doboru pracownika. Rozwiazanie to cechuje sie synergia algorytmow
heurystycznych oraz rozmytego systemu wspomagania decyzji.

Systemy ekspertowe maja szerokie zastosowanie w niemal kazdej dzie-
dzinie. Oprocz przedstawionych powyzej, wyrézni¢ mozna wiele innych dzie-
dzin wspomaganych przez SE: nadzér sieci telefonicznej na podstawie ra-
portow o uszkodzeniach i zgloszen abonenckich (ACE), systemy diagno-
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zy medycznej (CASNET), wyznaczanie relacji przyczynowo — skutkowej
w diagnostyce medycznej (ABEL), interpretowanie postaci elektrokardio-
graméw (CAA), identyfikacja struktur czastek biatka (CRYSTALIS), dia-
gnostyka maszyn cyfrowych (DART), interpretacja wynikéw badan geolo-
gicznych przy poszukiwaniu ropy naftowej (DIPMETER ADVISOR), dia-
gnostyka komputeréw (FAULTFINDER, IDT), interpretacja wynikow po-
miar6w dla potrzeb chemii (GAL), identyfikacja zwiazkéw chemicznych me-
toda emisyjna (GAMMA), wspomaganie badan geologicznych (LITHO),
diagnostyka chor6b nowotworowych (ONCOCIN), poszukiwanie z16z mi-
neratéw (PROSPECTOR), diagnostyka sitowni jadrowych (REACTOR),
planowanie eksperymentéw genetycznych (MOLGEN, GENESIS, SPEX),
kompletowanie sprzetu komputerowego (CONAD, R1, XCON), diagnostyka
lokomotyw spalinowych (DELTA), ksztalcenie lekarzy (Gwidon), szkolenie
operatoréw sitowni jadrowych (STEAMER), analiza obwodéw cyfrowych
(CRITTER), analiza ukladéw elektrycznych (EL), analityczne rozwiazanie
zadan w zakresie algebry i réwnan r6zniczkowych (MAKSYMA ), modelowa-
nie uktadéw mechanicznych (SACON) oraz prowadzenie dialogu z maszyna
cyfrowa w jezyku naturalnym (INTELLECT) [26].

2.2 Formalna definicja SWD

Formalnie SWD zdefiniowany jest nastepujaco [159]:

SWD = <UAV,f>

U = {r,ry...,r,} — niepusty, skonczony zbiér regul zapisanych
w postaci klauzul Horna,

A = CUD={ay,as,...,an}U{dec,decy, ..., dec,} —
niepusty, skonczony zbiér atrybutéw warunkowych (C)
i decyzyjnych (D),

Vo= V) U Viea) U Vian) U Videen) U - U Videe,) | —
rodzina zbiorow wartosci atrybutow,

f + Ux A—V — funkcja informacji.

Przez r; oznaczona bedzie i-ta reguta w systemie odpowiadajaca
przyjetej w klasycznych SWD postaci zbioru formut logicznych, w ktérej
co najwyzej jeden element jest niezanegowany. Tak stworzona reguta zwana
jest klauzulg Horna [21], gdzie kazdy literal z czesci przestankowej i decy-
zyjnej tworzony jest w oparciu o zbiér atrybutéw A oraz zbiory wartosci
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kazdego atrybutu V,,a € A. Para (a,v,) (gdzie v, to warto$¢ atrybutu a)
budujaca przestanki i konkluzje regut bedzie dalej nazywana deskryptorem
(dn = (aj,v,;)), dzigki czemu regule r; mozemy przedstawi¢ nastepujaco:
ri=dy-dy-...-d, — dec;-decy-...-dec; dla j < p. Deskryptory sg zwykle
zapisywane w postaci ap = v, jednakze spotyka sie réwniez réwnowazny
zapis w postaci (ag, Vg, ).

Metoda reprezentacji wiedzy w postaci iloczynu dwojek (ax, v, ) nie jest
jedynym sposobem na symboliczny zapis wiedzy. Innym podejsciem do pro-
blemu jest uzycie trojki (ag, rely, vq, ), gdzie rel, oznacza nazwe relacji za-
chodzacej pomiedzy atrybutem aj oraz wartoscig v,,. Przykladem takiej
relacji moze by¢ "roézne”, "mniejsze”, "nie wicksze”, itp..

Trzecim ze sposobéw zapisu wiedzy jest odniesienie pary atrybut-
warto$¢ w stosunku do konkretnego obiektu (reguly). Taki zapis jest sym-
bolicznie oznaczany jako (0, ag,v,, ), gdzie warto$¢ v,, jest przyporzadko-
wywana atrybutowi ay dla konkretnego obiektu (reguly) o;.

Podstawa dziatania SWD jest baza wiedzy oraz algorytmy wnioskowania
[21, 159].

Baza wiedzy jest zwykle dana w postaci zbioru regut. Kazda reguta
sktada sie z czesci przestankowej oraz konkluzyjnej potaczonych spojnikiem
implikacji (—). Kazda z nich stanowi zbiér par atrybut-wartosé (deskryp-
toréw) potaczonych spéjnikiem logicznym ”oraz”. Zakladajac, ze mamy da-
ne atrybuty warunkowe C={Pogoda, Pora roku} oraz atrybut decyzyjny
D={Is¢ na basen} wraz z ich odpowiednimi warto$ciami

%ogoda = {Ladna, Brzydka},
Vbora roku = {Wiosna, Lato, Jesied, Zima},
‘/Iéé na basen — {Tak’ Nle}

to przyktadowa reguta moze wyglada¢ nastepujaco:

JEZELI Pogoda=t.adna ORAZ Pora roku=Lato TO I§¢ na basen=Tak

lub tez korzystajac z zapisu ze sp6jnikami logicznymi:

(Pogoda, tadna) A (Pora roku, Lato) = (IS¢ na basen, Tak)

Korzystajac z metody reprezentacji wiedzy w postaci ”atrybut-relacja-
warto$¢” kolejng przyktadows regute mozna by zapisa¢ w nastepujacy spo-
sob:

JEZELI Suma opadéw <mniejsza niz> 20mm ORAZ Pora roku
<réwna> Lato TO Czas spedzony na basenie <wiekszy niz> 2h.
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Z kolei doktadajac do reguty informacje o konkretnym obiekcie, ktorego
tyczy sie wartosc, przyktadowo, jesli sa dane:

O = {Dzisiaj},
A = {Pogoda},
Vi’ogoda = {Ladna}a

informacje o tym, ze dzisiaj jest ladna pogoda mozna zapisaé
nastepujaco: (Dzisiaj, pogoda, tadna).

2.3 Architektura systemu ekspertowego

Kazdy system ekspertowy sktada sie z kilku wzajemnie uzupetiajacych sie

moduléw (rys. 2.1):

~
Modut ..
Modut pozyskiwania Inzynier
i = wiedzy q
whiosko (akwizyeii) wiedzy
wania J

Baza danych
(faktow)

Modut

B Uzytkownik
objasniajacy

Rysunek 2.1: Schemat moduléw systemu ekspertowego. Zrédto: Opracowa-
nie wlasne

Baza wiedzy Jest tutaj zawarta cata wiedza zapisana w systemie za po-
moca faktow i regul. Zapis jest uzalezniony od wyboru metody repre-
zentacji wiedzy. Stanowi ona najwazniejsza cze$¢ systemu eksperto-
wego, od jej jakosci oraz pelnosci zalezy skutecznosé wnioskowania.

Baza danych (baza faktéw) Klasyczna baza danych, ktéra zawiera zna-
ne fakty w obrebie dziedziny dziatania systemu. Niektoére informa-
cje znane a prior: sg dopisywane do bazy faktow przed rozpoczeciem
wnioskowania. W trakcie procesu wnioskowania, nowe udowodnione
fakty zostaja dopisane do tej bazy. Dzigki temu mozna stosowaé tzw.
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wnioskowanie wielopoziomowe, w ktérym uprzednio udowodnione fak-
ty staja sie przestankami stuzacymi do udowodnienia kolejnych fak-
tow.

Modul wnioskowania Cze$¢ systemu odpowiedzialna za generowanie
konkluzji z wiedzy i faktéw. Modut ten sktada sie z mechanizmu wy-
szukujacego reguty relewantne, a wiec takie, ktorych wszystkie prze-
stanki sg spelnione, a co za tym idzie — w obliczu aktualnego zbioru
faktow reguty te moga zosta¢ uaktywnione w procesie wnioskowania.
Szczegdlowo proces wnioskowania bedzie oméwiony w kolejnych roz-
dziatach.

W pracy [25] odnalezé mozna informacje, iz modul wnioskowania skta-
da sie z dwoch czesci. Pierwsza z nich to interpreter regut, ktérego za-
daniem jest odnalezienie regut mozliwych do uaktywnienia. Druga to
maszyna wnioskujaca, ktora uzywajac wybranego algorytmu wniosko-
wania przeprowadza proces wydobywania wiedzy zgodny z wybranym
algorytmem, a wiec albo potwierdza postawiona teze¢ albo po prostu
wyprowadza nowa wiedze z systemu.

Modutl pozyskiwania wiedzy Jest to czes¢ systemu ekspertowego odpo-
wiedzialna za rozwdj i rozbudowe bazy wiedzy. W wyniku réznych
metod akwizycji wiedzy eksperckiej, modut ten dopisuje gromadzona
wiedze w formacie przyjetym dla danego systemu ekspertowego.

Modul objasniajgcy Odpowiedzialny za konwersacje z uzytkownikiem
- zbieranie od niego przestanek shuizacych do przeprowadzenia pro-
cesu wnioskowania. Drugim waznym zadaniem tego modulu jest
umiejetno$¢ wyjasniania w jaki sposob system doszedl do wygene-
rowanych wnioskéw oraz dlaczego system pyta uzytkownika o war-
tos¢ danego atrybutu w trakcie wnioskowania. Jest odpowiedzialny
zaréwno za wprowadzanie danych do systemu, jak i za wyprowadza-
nie na zewnatrz wnioskéw systemu. Modut ten daje uzytkownikowi
rade, sugestie, lecz nie podejmuje decyzji. Realizuje swoje zadania
m.in. poprzez odpowiedz na pytania ”jak” oraz ”dlaczego” w kazdym
momencie dziatania systemu. Odpowiedz na pierwsze z nich pozwala
uzytkownikowi na przesledzenie $ciezki wnioskowania, ktéra doprowa-
dzita do udowodnienia danej konkluzji (”jak udowodniona zostata ak-
tualna hipoteza robocza”). Z kolei odpowiedZ na pytanie ”dlaczego”
daje wiedze w jakim celu system ekspertowy potrzebuje do dalszej
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pracy informacji o wartosci tego konkretnego atrybutu, o ktory ak-

tualnie pyta uzytkownika. Takie zachowanie jest doskonale widoczne
w programie PC-Shell [94].

Ekspertem nazywamy osobe posiadajaca rozlegta wiedze i umiejetnosci
dziedzinowe. Przez lata taka osoba gromadzita doswiadczenia, dzigki cze-
mu jest nazywana autorytetem i ekspertem dziedzinowym. Do najwazniej-
szych cech eksperta naleza wspomniana wczesniej duza i rozleglta wiedza,
umiejetnosé jej wykorzystania w praktyce oraz zdolno$¢ do uzupekiania
wiedzy przez doswiadczenie. Zadaniem systemow ekspertowych jest do pew-
nego stopnia nasladowanie lub tez wspomaganie czlowieka w procesie po-
dejmowania decyzji.

Etapy tworzenia SWD mozna zdefiniowaé nastepujaco:

1. Rozpoznanie problemu, przekazywanie wiedzy dziedzinowej przez eks-
perta. Studium wykonalnosci postawionego problemu.

2. Analiza i usystematyzowanie wiedzy. Przygotowanie modelu systemu
wraz ze zdefiniowaniem jego granic, danych wejsciowych oraz wyjscio-
wych.

3. Zebranie wiedzy od ekspertow.

4. Analiza metod reprezentacji wiedzy i wyboér najodpowiedniejszej
(m.in. wybdr pomiedzy reprezentacjami uwzgledniajacymi wiedze nie-
pewna, a zawierajacymi tylko wiedze pewna, rozwazenie pozytywow
i negatywoéw kazdej reprezentacji w kontekscie budowanego systemu,
itp.).

5. Implementacja wybranej metody reprezentacji wiedzy. Budowa SWD.
Kodowanie systemu.

6. Testowanie systemu i naprawa btedéw.
7. Utrzymanie i konserwacja systemu.

Jak wida¢, przedstawiony model nie rézni sie bardzo od klasycznego mo-
delu budowy aplikacji. Zostatl on uszczegdtowiony w ramach specyficznych
potrzeb przy budowie SWD.
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2.3.1 Akwizycja danych

Baza wiedzy, bedaca kluczowym elementem SWD, musi zosta¢ pozyskana.
W poczatkowej fazie istnienia systemow ekspertowych, wiedza dziedzinowa
pozyskiwana byta tylko od eksperta dziedzinowego, lecz obecnie wykorzy-
stuje sie metody nie wymagajace udziatu cztowieka.

Drzisiejszy dynamiczny rozwdéj technologii eksploracji danych pozwala
na wykorzystanie szeregu automatycznych metod pozyskiwania danych ze
zbioréw oraz hurtowni danych. Sieci wielkopowierzchniowych centr handlo-
wych codziennie dostarczajg ogromnej ilosci danych, co w potaczeniu z au-
tomatycznymi metodami ekstrakeji wiedzy pozwala im na multiplikowanie
zyskéw i optymalizacje zarowno kosztow, jak i sposobéw ekspozycji towaru.
Znane sa metody indukcji regut decyzyjnych z tablic decyzyjnych (oméwio-
ne na stronie 2.3.4), metody generowania regul asocjacyjnych [2], tworzenia
drzew klasyfikacyjnych [129] czy wnioskowania z uzyciem teorii zbioréw roz-
mytych [25].

Przed rozwojem automatycznych metod ekstrakcji wiedzy, to inzynier
wiedzy przejmowal na siebie ciezar syntezy wiedzy eksperckiej. Domino-
waty wtedy badania nad symbolicznymi technikami uczenia si¢ zwigzanymi
z symbolicznymi metodami reprezentacji wiedzy. Duza popularnosé zdobyto
tzw. empiryczne uczenie symboliczne. Polega ono na stworzeniu i zmodyfi-
kowaniu nieznanych wczesniej opiséw symbolicznych. Opis ten tworzony jest
na podstawie przyktadéw lub faktow znanych wezesniej. Nie jest wymaga-
na uprzednia wiedza dziedzinowa od osoby, ktora jest nauczana. Istotny
z punktu widzenia procesu uczenia jest za to wybér odpowiednich atry-
butéw i zbiorow ich wartosci, aby uzyte przyktady byly reprezentatywne
i w zadowalajacy sposob wyeksponowaly charakterystyczne cechy danego
zagadnienia.

Gdy wiedza pozyskiwana jest bezposrednio od eksperta, mamy do czy-
nienia z tzw. uczeniem sie na pamieé. Wiedza jest utrwalana bezposrednio
po jej ustaleniu tak jak to ma miejsce np. przy nauce wiersza na pamiec.
Zadne procesy wnioskowania nie sa tu zaangazowane. Oczywistym jest, ze
metoda ta sprawdza sie jedynie przy bardzo prostych przypadkach. Roz-
winieciem tej metody jest skorzystanie z instrukcji, gdzie wspélpraca na
linii ekspert-inzynier wiedzy powoduje transfer wiedzy dziedzinowej. Eks-
pert wciela sie w role nauczyciela i steruje procesem nauczania.

Kolejnym ze sposobéw pozyskiwania wiedzy jest dedukcja, czyli pro-
ces wnioskowania od ogdétéw do szczegotow. Po uporzadkowaniu informacji
nastepuje proces rozumowania. Podejscie od drugiej strony, czyli poprzez
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indukcje, pozwala na podstawie znanych obserwacji i faktéw formutowaé
ogoblne hipotezy, ktoére nastepnie sa weryfikowane. Gdy w gre wchodzg zna-
ne wczesniej przyktady, dokonywana jest ich generalizacja. Tworzone sa
ogolne opisy lub tez charakterystyki, ktore sa nastepnie wykorzystywane do
opisu catej klasy przypadkéw. Takie przyktady moga by¢ okreslane przez
eksperta, pobierane z réznych baz danych, itp.

Rola nauczyciela zostaje znacznie ograniczona w przypadku nauki na
podstawie obserwacyi. Tutaj inzynier wiedzy dzieki swojemu do$wiadcze-
niu i intelektowi musi odkryé¢ wiedze poczatkowo mu nieznang. Metoda ta
jest stosowana z powodzeniem w technikach grupowania i analizy obrazéw.
Wyréznia sie tutaj obserwacje bierna, gdzie obserwator nie ma wptywu na
warunki eksperymentéw, moze jedynie obserwowaé oraz obserwacje czynna.
Przyktadem uczenia czynnego na podstawie obserwacji jest metoda iniek-
cji pakietow w sieciach bezprzewodowych w celu odkrycia hasta zabezpie-
czen. Atakujacy dokonuje wstrzykniecia spreparowanych datagraméw i na
podstawie odpowiedzi uzyskanych od urzadzen dostepowych, jest w stanie
odgadnad¢ hasto szyfrowania.

Ostatnig metoda nauki, jednocze$nie najtrudniejsza, jest uczenie sie na
podstawie analogit bazujace na wykorzystaniu doswiadczen wczesniejszych,
w poznawaniu nowej dziedziny.

Gdy wiedza przekazywana jest od jednego eksperta, ktérego wiedza
bedzie zapisana w systemie ekspertowym, sprawa jest stosunkowo prosta.
Jesli ekspert jest w stanie, to prosimy go o zapisanie swojej wiedzy w forma-
cie regut postaci “ezeli ... to ...”7. Takie podejscie jest najwygodniejsze dla
projektantéw systemu, bo pozwala na wpisanie wiedzy wprost do bazy wie-
dzy. Bardzo tatwo réwniez stworzy¢ komentarze w jezyku naturalnym dla
tworzonego systemu. Wadami tego sposobu jest jednak duza trudnosé dla
eksperta w przedstawianiu wiedzy w ten sposob. Bardzo czesto nie potrafi
on poda¢ prawidlowych przestanek lub tez jest ich kilka, czesto wzajem-
nie niespojnych. W wyniku takiego przetwarzania wiedzy generowana jest
znaczna liczba regut, ktére moga sie powtarzaé (ekspert nie pamieta, co
powiedziat).

Drugim podejsciem jest proba zapisu regut z uwzglednieniem wspoétczyn-
nikéw prawdopodobienstwa wptywu konkretnych wartosci atrybutow na
koncowsa konkluzje. Niestety, ludzie z natury nie radzg sobie z doktadnym
okreslaniem prawdopodobienstw (jaka jest praktyczna rdéznica pomiedzy
zdaniem “Jutro na 90% bedzie padal deszcz” oraz “Jutro na 91% bedzie
padal deszcz”?). W rzeczywistosci pojedyncze cechy maja mate znaczenie
przy ustalaniu prawdopodobienstw, duzo wazniejsze sg ich zespoty i grupy.



2.3. ARCHITEKTURA SYSTEMU EKSPERTOWEGO 21

Kolejng metoda pozyskiwania wiedzy od jednego eksperta jest obserwa-
cja jego dziatania i umieszczania w bazie wiedzy tylko gotowych i sprawdzo-
nych przyktadéw zastosowania wiedzy w praktyce. Niestety, pomimo faktu,
ze tak powstata baza wiedzy bedzie sprawdzona pod wzgledem merytorycz-
nym, to bardzo mato prawdopodobne jest, ze uwzgledni wszystkie przypadki
dziatania systemu. Co wiecej - zebranie odpowiedniej ilosci wiedzy w tym
przypadku jest bardzo czasochtonne.

Wiedza pozyskiwana z jednego zrodla jest znacznie tatwiejsza do syn-
tezy. Jednakze w zastosowaniach praktycznych zwykle mamy do czynie-
nia z kilkoma ekspertami. Istnieje wiele metod na uzgodnienie ich decyzji
tak, aby nie wprowadzac niespojnosci i sprzecznosci w syntezowanej wiedzy
np. omoéwiona ponizej metoda ”delficka”. Szczegdtowe informacje na temat
przedstawianego problemu mozna znalezé w pracy [163].

Wywiad jako metoda uzyskiwania wiedzy od eksperta nie sprawdza si¢
w przypadku wiekszych grup eksperckich. Oprocz tego, spora czes¢ wie-
dzy szczegblowej i ukrytej zostaje pominieta (ze wzgledu na jej oczywistosé
w oczach eksperta). Zebranie wszystkich ekspertéw razem i przeprowadze-
nie konferencji — ”burzy mozgéow” zwykle jednak doprowadza do sytuacji
patowej i konfliktowej. Jednakze jesli juz dojdzie do konsensusu, prosciej
tutaj o uzyskanie wiedzy ukrytej i szczegétowej. Techniki te zostaty przed-
stawione w pracy [144].

W przypadku gdy mamy do czynienia z grupa ekspertéw, nalezy popro-
si¢ ich o zajecie wspolnego stanowiska. Jesli takie nie zostanie osiggniete na
drodze dyskusji (lub tez dyskusja bezposrednia nie jest mozliwa), stosuje
sie odpowiednio skonstruowane ankiety i kwestionariusze. Kazdy ekspert
wypetnia taki sam kwestionariusz, a nastepnie odsyta go w celu poréwna-
nia z innymi. Po analizie i okredleniu wartosci srednich, kieruje sie infor-
macje zwrotng do ekspertéw. Odpowiadajg oni podajac zrodia swojej wie-
dzy, a nastepnie generowane sg zestawienia wiedzy, opinii i zrodet. Kazdy
z ekspertow ustosunkowuje sie do przedstawionego mu raportu i albo zmie-
nia zdanie, albo wskazuje na przyczyne swojego niezmiennego stanowiska.
Cata metode (zwana “delficka”) konczymy w momencie ustabilizowania sie
wynikéw. Metoda ta gwarantuje, ze opinie ekspertéw beda niezalezne i, ze
ostatecznie uda si¢ uzyskaé¢ zgodny sad ekspertow.

Mozemy powiedzie¢, ze metoda delficka charakteryzuje sie trzema wta-
snosciami:

1. Przeprowadzenie w pelni anonimowej ankiety,

2. Sprawdzanie odpowiedzi na pytania na kazdym etapie oraz stata po-
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prawa tresci pytan (zaréwno dopisywanie jak i modyfikacja juz ist-
niejacych),

3. Sporzadzanie raportéw z catosci przeprowadzonych badan, ale
uwzgledniajac tylko te kwestie, dla ktorych osiggnieto konsensus.

2.3.2 Baza wiedzy

Jako$¢ bazy wiedzy wiernie oddaje jakos¢ catego SWD stanowiac podstawo-
wy modut kazdego systemu ekspertowego. Wraz z metodami wnioskowania
stanowi o faktycznej efektywnosci systemu. Znajduja sie w niej reguty oraz
fakty zapisane zgodnie z przyjeta reprezentacja.

Czynnikami okre§lajagcymi baze wiedzy sa szczegdltowosé oraz zakres
wiedzy. Wysoka szczegdélowos¢ oznacza znaczna ilo$¢ informacji z danej
(najczesciej waskiej) dziedziny, zakres za$ - rozlegtosé wiedzy.

W dzisiejszych SWD wyrdézniamy dwa typy baz wiedzy. Najczesciej sto-
sowane sg bazy wiedzy stworzone dla konkretnego problemu, czesto bardzo
specyficznego. Jak mozna si¢ domysli¢ bazy takie beda charakteryzowaty sie
wysoka szczegdtowoscig oraz niskim zakresem wiedzy. Pozwala to na sku-
teczne operowanie w ramach konkretnego problemu poddawanego do roz-
wazania za pomocg SWD. Analogicznie do sytuacji medycznej - bedzie to
baza wspomagajaca lekarza-specjaliste w konkretnej jednostce chorobowej,
stosunkowo waskiej i wybranej sposrod wielu innych.

Drugim podejsciem jest stworzenie bazy internistycznej. Mamy tu do
czynienia z duzym zakresem wiedzy, jednakze o malym stopniu szczegoto-
wosci. Sytuacje takg mozna poréwnac do lekarza pierwszego kontaktu, ktory
powinien posiada¢ umiejetnos¢ diagnozy duzej liczby choréb i przypadkow
lub tez — potrafi¢ okresli¢ geneze problemu w celu wystania pacjenta do spe-
cjalisty. Podobnie, w systemie ekspertowym — klasyfikuje sie dany problem
do bardziej szczegdtowego rozwazania.

Przy budowie bazy wiedzy nalezy mie¢ na uwadze dwie niezbedne cechy.
Po pierwsze, baza powinna by¢ wzajemnie niesprzeczna. Oznacza to, ze
koniunkcja przestanek (badz pojedyncza przestanka w regule) nie powinna
generowaé réznych (sprzecznych) konkluzji. Po drugie, baza powinna by¢
petna, czyli zawiera¢ wszystkie mozliwe przypadki, ktore przewidywane sg
przez system.

Niestety, w dzisiejszych zastosowaniach baza wiedzy jest czesto genero-
wana w sposob automatyczny lub tez pétautomatyczny z hurtowni badz
tez z baz danych. Proces generowania takiej wiedzy jest szybki, jakkolwiek
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bardzo czesto wiedza dostarczona w ten sposob jest wzajemnie sprzeczna,
niepetna, a jej uzyteczno$¢ — niska. Celem tej pracy bedzie zaproponowanie
sposobu na radzenie sobie z niepelnoscia wiedzy.

Wyroéznia sie dwa podstawowe typy symbolicznej reprezentacji wiedzy:

Reprezentacja deklaratywna, gdzie deklarowane sa fakty, stwierdzenia
oraz reguty dziedzinowe.

Reprezentacja proceduralna polegajaca na zapewnieniu opisu procedur
stuzacych do reprezentowania wiedzy o dziedzinie.

Skorzystanie z reprezentacji proceduralnej zwykle zwieksza efektywnosé
dziatania systemu, przyktadowo poprzez zastosowanie wtasciwych praw ma-
tematycznych i fizycznych (np. réwnan fizycznych). Z drugiej jednak strony,
wiedza w postaci deklaratywnej jest tatwiejsza w opisie i formalizacji.

2.3.3 Regutowa reprezentacja wiedzy

Regulowa reprezentacja wiedzy jest najczestsza i najbardziej intuicyjna
formg gromadzenia wiedzy. Dane, w oparciu o ktore tworzona jest wie-
dza dla danego SWD bardzo czesto maja forme tablicy decyzyjnej, w kto-
rej kazdy wiersz sktada sie ze zbioru pewnych przestanek (warunkéw) oraz
czesci decyzyjnej (konkluzji).

System z regutowa baza wiedzy mozna podzieli¢ na dwa rodzaje ze
wzgledu na sposob uzyskiwania ostatecznych konkluzji w procesie wnio-
skowania:

1. System z regutami prostymi, gdzie konkluzja regut stanowi wyni-
ki posrednie. Konieczne jest tutaj wielokrotne analizowanie regut ze
wzgledu na mozliwos¢ wystapienia wnioskowania wielopoziomowego,
w ktorym przestankami regut sa konkluzje wczesniej wyznaczone.

2. System wykorzystujacy reguty ztozone, ktore umozliwiaja bezposred-
nie uzyskanie ostatecznych konkluz;ji.

Kazdy ze sposobow zapisu regut ma swoje wady i zalety. Do wad regut
prostych nalezy gtéwnie konieczno$é uzycia specjalistycznych algorytmow
wnioskowania, ktore potrafig sobie radzi¢ z wnioskowaniem wielopoziomo-
wym. Innymi stowy: konieczne jest uaktywnienie duzej liczby regut w celu
przeprowadzenia poprawnego procesu wnioskowania. Reguty te musza by¢
rowniez uaktywniane w odpowiedniej kolejnosci, nalezy zwréci¢ uwage na
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tzw. algorytmy doboru regut — czyli strategie doboru uaktywnianej reguty
w sytuacji, gdy wiele z nich moze zosta¢ aktywowanych (patrz rozdziat 3.2).

Niewatpliwg zaletg systeméw z regutami prostymi jest bardzo tatwy pro-
ces akwizycji wiedzy oraz aktualizacji bazy wiedzy. Z racji stosunkowo nie-
skomplikowanej budowy, reguty te moga zosta¢ zmieniane i wymieniane bez
szkody dla calego systemu. Ekspert dziedzinowy ma réwniez utatwione za-
danie w trakcie procesu weryfikacji poprawnosci regut.

Systemy wykorzystujace reguty ztozone nie wymagaja skomplikowanego
modutu wnioskowania, ze wzgledu na bezposredni charakter otrzymywa-
nych konkluzji. Reguty te sa duzo bardziej skomplikowane, maja zdecydo-
wanie obszerniejsza czesS¢ przestankows, a kazda z tych regul zawiera juz
ostateczna konkluzje. Wada takiego podejscia jest trudnosé¢ formutowania
odpowiedniego zbioru regut oraz ztozony sposéb jego weryfikacji i uzupe-
iania.

Do niewatpliwych zalet regutowej reprezentacji wiedzy nalezy miedzy
innymi naturalny sposéb zapisu wiedzy. Reguly w postaci "Jezeli ... to

.7 sa intuicyjnym sposobem myslenia ludzi, co w tatwy sposob przektada
sie na prostote zapisu. Ponadto, taki sposéb zapisu wiedzy naklada pewne
uporzadkowanie na baze wiedzy. Latwo mozna wyr6zni¢ czes¢ konkluzyjna
i warunkowg danej reguty, a co za tym idzie — kazda reguta jest samodoku-
mentujaca sie i stanowi niezalezng porcje wiedzy mozliwa do transferu do
innych systeméw ekspertowych. W dziedzinach, w ktorych liczba regut jest
duza i niemozliwa do zapamig¢tania przez cztowieka, regutowy zapis wiedzy
wymusza pewne uporzadkowanie. Dzigki temu mozliwe jest odkrycie nowej,
nieznanej dotad wiedzy.

Mozliwa jest réwniez modularyzacja bazy wiedzy, a wiec rozdziat regut
dotyczacych wybranego fragmentu opisywanej dziedziny do osobnych Zré-
det wiedzy (np. osobnych plikow). Dzigki temu tatwiej potem inzynierowi
wiedzy zarzadza¢ wiedza, zwlaszcza jesli regut jest duzo.

Zapis regutowy wymusza réwniez reprezentacje wiedzy w postaci w kto-
rej formuty logiczne potaczone sa ze soba alternatywa. Jest to naturalny
i intuicyjny zapis, kazda z regut stanowi o osobnym fragmencie rzeczywi-
stosci.

Oddzielna baza wiedzy pozwala na modyfikacje i ulepszanie mechani-
zméw wnioskujacych i szkieletu SE bez koniecznosci przepisywania wie-
dzy zgodnie z zasada modutowosci. Oprécz tego, mozliwym jest tworzenie
roznych aplikacji i systemoéw bazujacych na tej samej bazie wiedzy, a posia-
dajacych rézne zastosowania.

Jak zostanie to przedstawione w p6zniejszych rozdziatach, do regutowego
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zapisu wiedzy mozna w bardzo prosty sposéb wprowadzi¢ informacje o nie-
pewnosci przestanek, konkluzji oraz catych regut. Istniejgce systemy wyko-
rzystujace wspotczynniki pewnosci (ang. certainty factors) oraz przedsta-
wiany w tej rozprawie system korzystajacy ze wspotczynnikéw niepetnosci
wiedzy sa tego przyktadem.

Bezsprzecznie, regutowy zapis wiedzy nie pozwala na zadne ustepstwa
w stosunku do przyjetych zasad, co jest zaletg w sytuacjach w ktérych czto-
wiek jest podatny na wplywy z zewnatrz (np. w sektorze ubezpieczeniowym
lub finansowym).

Ostatecznie, system ekspertowy jest niewrazliwy na kolejnosé¢ zapisu re-
gut, podczas gdy cztowiek ma tendencje do zwigkszania wagi regut i przy-
padkow najswiezszych, dodanych do bazy wiedzy najpoznie;j.

Indywidualny zapis regut, oprocz niezaprzeczalnych zalet, ma réowniez
wady. Trudno jest w tatwy sposéb dostrzec zaleznosci pomiedzy poszcze-
gbélnymi regutami wystepujacymi w caltym systemie, zwtaszcza gdy tych
jest bardzo duzo. Ponadto, trudno jest okresli¢ wptyw konkretnej reguty na
sposob zachowania sie catego systemu jako calodci.

Duze systemy regutowe wymuszajg konieczno$é¢ modyfikacji metod wy-
szukiwania regut relewantnych w stosunku do aktualnie badanej hipote-
zy (lub aktualnego zbioru faktéw). Proste przeszukiwanie juz w systemach
o ztozonosci okoto 1000 regut jest nieefektywne. Stad powstaly metody do
radzenia sobie z ta niedogodnodcig [106].

Regutowe systemy ekspertowe nie majg w klasycznej wersji mozliwosci
"odstepstwa od zasad” jak to ma miejsce w przypadku czlowieka-eksperta
dysponujacego tzw. "zdrowym rozsadkiem”. Jak powszechnie wiadomo, zda-
rzajq sie sytuacje nieprzewidziane przez projektanta, w ktorych to cztowiek
moze postanowi¢ o odstepstwie od zapisanych regut, podczas gdy system
ekspertowy takiej mozliwosci nie ma. Co wiecej, system ekspertowy sam
z siebie nie jest w stanie nauczy¢ si¢ nowych zachowan w trakcie takich
sytuacji wyjatkowych.

Regutowy zapis nie sprzyja réwniez sytuacji w ktoérej system ekspertowy
wie, ze problem mu zadany nie lezy w jego kompetencjach. W przypadku
zle zaprojektowanego modutu komunikacji z uzytkownikiem, moze minaé
wiele czasu zanim system ekspertowy podda sie i zwroci informacje o braku
mozliwosci podjecia decyzji.
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2.3.4 Tablica decyzyjna

Regutowy sposob zapisu wiedzy jest stosunkowo wygodny i czesto spotyka-
ny w praktycznych zastosowaniach. Najczesciej dane dziedzinowe sa groma-
dzone w formie tabelarycznej (np w bazach danych). Tablice decyzyjne sa
odpowiednikiem reprezentacji wiedzy tabelarycznej z uwzglednieniem funk-
¢ji wspomagania decyzji.

7 danych tak gromadzonych nalezy wyindukowa¢ wiedze, ktora moze
mie¢ rézne formy zapisu. Dla tablic decyzyjnych mozna w tym celu sko-
rzysta¢ z algorytméw generowania regut decyzyjnych, w tym réwniez tzw.
regut minimalnych gwarantujacych szybki proces decyzyjny.

Formalnie, system decyzyjny moze by¢ rowniez dany w postaci tablicy
decyzyjnej. Wtedy system informacyjny DT zdefiniowany jest jako dwdjka:

DT = (U, Au{d})
gdzie
e U jest niepustym, skonczonym zbiorem obiektow,
e A jest niepustym, skonczonym zbiorem atrybutéw warunkowych,
o d ¢ A jest atrybutem decyzyjnym,
e 7Zbiér V, jest dziedzina atrybutu a € A.
Definiuje si¢ réwniez funkcje informacyjna
frUXA—VVeazevfla,z) €V

Jezeli wiedza prezentowana w tablicy decyzyjnej bedzie niespojna, czyli
co najmniej dwa elementy ze zbioru uniwersum dostarczaja sprzecznych
informacji (inaczej méwiac: opisane sa tymi samymi wartosciami atrybutéw
warunkowych, lecz sa przydzielone do réznych klas decyzyjnych), wtedy
nalezy skorzystaé z jednej z licznych metod usuwania niespéjnosei [119, 148].
Omowienie ich jednakze wykracza poza ramy tej pracy.

Procesu generowania regut mozna dokona¢ w sposdb naiwny, przyjmujac
wiersz w bazie wiedzy jako osobng regute, lub tez skorzysta¢ z algorytmu
generowania regul minimalnych [12].

Algorytm ten przedstawiony zostanie na przyktadzie. Majac dang tablice
decyzyjna jak w 2.1 nalezy najpierw sprawdzi¢, czy tablica decyzyjna jest
spojna’.

§To znaczy, czy dla wierszy z tablicy o tej samej kombinacji wartoéci atrybutéw
warunkowych decyzje sg sprzeczne
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Numer re- | Pogoda (p) llo$¢  pie- | Nastrdj (n) || Aktywnosé
gutly niedzy (a)

(k)
1 Stonecznie Duzo Wesoty Pitka nozna
2 Pochmurno Mato Smutny Kino
3 Pochmurno Duzo Wesoty Kino
4 Stonecznie Mato Smutny Spacer
5 Stonecznie Mato Wesoty Pitka nozna
6 Pochmurno Mato Smutny Spacer

Tabela 2.1: Przyktadowa tablica decyzyjna; {p,k,n} € C; a € D

Jesli w tablicy decyzyjnej wystepuje niespdjnosé, nalezy wybraé¢ jedna
z metod radzenia sobie w takiej sytuacji. W przyktadzie skorzystano z me-
tody uogélnionego atrybutu decyzyjnego [148]. Wynik dziatania obrazuje
tabela 2.2.

Numer re- | Pogoda (p) [lo$¢  pie- | Nastrdj (n) || Aktywnosé
guly niedzy (a)

(k)
1 Stonecznie Duzo Wesoty Pitka nozna
2 Pochmurno Mato Smutny Kino, Spacer
3 Pochmurno Duzo Wesoty Kino
4 Stonecznie Mato Smutny Spacer
5 Stonecznie Mato Wesoty Pitka nozna

Tabela 2.2: Spojna tablica decyzyjna

W kolejnym kroku generowana jest macierz nierozréznialnosci, ktora
to na przecieciu ¢ — tej kolumny oraz j — tego wiersza zawiera atrybuty
warunkowe, ktore odrézniaja te dwie reguty. W tablicy 2.3 znajduja sie
zakodowane nazwy atrybutéw zgodnie z nagtowkiem tabeli 2.2.

U/U 1 2 3 4 5
1 - p.k,n p k,n k
2 p.k,n - k.,n p p,n
3 p k,n - pkn | pk
4 k.n p p.k,n - n
) k p,n p.k n -

Tabela 2.3: Macierz nierozréznialnosci



28 ROZDZIAL 2. SYSTEMY WSPOMAGANIA DECYZJI

W tym momencie przystapi¢ nalezy do uogélnienia macierzy nieroz-
roznialnoéci dla kazdej klasy decyzyjnej osobno. Jednocze$nie usuwane zo-
stajg atrybuty rozrozniajace obiekty wchodzace w sktad tej samej klasy
decyzyjnej. Przyktadowo dla klasy {Pitka nozna} uogélniona macierz przed-
stawia tabela 2.4.

U/U |1 2 3 4 |5
1 -Ipkn| p | kn|-
5 - pak pak n -

Tabela 2.4: Uogélniona macierz nierozréznialnosci dla klasy {Pitka nozna}

7. uogdlnionej macierzy nierozroznialnosci tworzone sa funkcje bo-
ole’owskie w taki sposob, iz atrybuty wewnatrz komorki taczone sg za po-
moca alternatywy, natomiast komoérki ze soba — za pomoca koniunkeji [120].
Funkcja jest minimalizowana stosujac podstawowe prawa algebry Boole’a
[141]:

fuc(A, {Pitka nozna}, 1) = (pVkVn)ApA(kVn)
= (ppVpkVpn)A(kVn)
ppk V pkk N pkn V ppn V pkn V pnn
pk V pkn 'V pn
pk(1Vn)Vpn
= pkVpn

fuc(A, {Pitka nozna},5) = (pVE)A(pVEk)An
ppn V pkn V pkn V kn
= pnV pknV kn
= pn(lVEk)VEkn
= pnVkn

Majac dang formute minimalng funkcji boolowskich siegamy do orygi-
nalnej tabeli decyzyjnej i wypisujemy reguty:

fue(A, {Pitka nozna}, 1) = pk V pn
e [F p=Stonecznie AND k=Duzo THEN a=Piltka nozna

e [F p=Stonecznie AND n=Wesoly THEN a =Piltka nozna
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fua(A, {Pitka nozna},5) = pn V kn
e [F p=Stonecznie AND n=Wesoly THEN a =Pitka nozna
o [F k=Malo AND n=Wesoly THEN a=Pitka nozna

Caty proces powtarzamy dla wszystkich klas decyzyjnych. Dzieki temu
otrzymujemy zestaw regut minimalnych. Aktualnie, algorytm ten [143] jest
traktowany jako zbyt wolny w przypadku bardzo duzych zbioréw danych.
Rozpatrywane sg podejécia przyblizone i aproksymacyjne [14, 50, 79, 101,
115, 119, 125], opierajace sie na sieciach neuronowych [74] oraz inne jednakze
omoéwienie ich wykracza poza zakres tej pracy.

2.3.5 Inne metody reprezentacji wiedzy

Najbardziej intuicyjna reprezentacja regutowa nie jest jedyng mozliwoscig
organizacji wiedzy w bazach wiedzy. W przeciggu wielu lat doskonalenia
systemow ekspertowych poszerzyty sie mozliwosci w zakresie reprezentacji
wiedzy (patrz rys. 2.2, zrédto: [67]).

Regutowy zapis wiedzy jest bardzo wygodnym sposobem organizacji
wiedzy, jednakze czesto niewystarczajacym. Dynamiczny rozwdj progra-
mowania obiektowego oraz obiektowych baz danych wymusza réowniez in-
ne podejécie do tego problemu. Pewnym sposobem nasladowania ”mysle-
nia obiektowego” jest uzywanie sieci semantycznych [90]. Sieci te opieraja
sie na wzajemnych powiazaniach i oznaczaniu relacji pomiedzy weztami.
Formalnie, sie¢ jest zdefiniowana jako skonczony, etykietowany, acykliczny
graf skierowany, w ktérym wezly reprezentuja obiekty fizyczne (np. pies,
cztowiek) lub koncepcje (czynnosci, wydarzenia, np. spotkanie, posiadanie).
Luki tacza ze soba obiekty oraz ich deskryptory reprezentujac réznego ro-
dzaju relacje. Sie¢ semantyczna jest réwniez definiowana jako uporzadko-
wana trojka: S =< P, T, R >, gdzie P oznacza zbiér pojeé (wierzchotkéw
grafu) stanowionych przez nazwy obiektéw O, nazwy cech C' oraz nazwy
wartosci cech V| T zbiér typéw relacji (zbidr galezi grafu), zas R to zbiér
relacji R C P x T x P. Wyrodznia si¢ kilka typow relacji: O x O to relacja
okreslona na zbiorze obiektéw bedaca typu ”czesé-catos¢” ("IS A”) lub tez
relacja podrzednosci ”IS PART OF”; relacja typu O x C, czyli przystugiwa-
nie obiektom pewnych wartosci cech; V' x C' - relacja postaci ”jest wartoscig
cechy”; V x V bedaca relacja uporzadkowania oraz O x V - relacja typu
" posiada wartosé¢ cechy”.
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‘ EEPREZENTACIE WIEDZY ‘

/\\

‘ SYMBOLICZNE ‘ ‘ NIESYMBOLICZIE ‘
sztuczne algorytmy

slECi NEUTONOWE genetyczne

bazujace na logika ;
I s ustrukturalizowane

rachunku zdan plerwszego rzedu

. semantyczne
drzewa zbiory regul ¥
decyzyjne zagniezdzonych
reguly listy
wnioskowania decyzyjne

Rysunek 2.2: Metody reprezentacji wiedzy

Sieci semantyczne wraz z ontologiami stanowia w tej chwili ciekawy spo-
sOb reprezentacji wiedzy w sieciach spoteczno$ciowych. Szczegdtowo o tych
zagadnieniach traktuje praca [84].

Kolejnym sposobem reprezentacji wiedzy, znanym z logiki, sg rachunki
perceptéw oraz predykatéw [25]. Wnioskowanie w systemie predykatowym
oparte jest na aksjomatach rachunku zdan i metodzie dowodéw zatozenio-
wych. W jezyku tym wystepuja kwantyfikatory matematyczne. Jezyk predy-
katow zostal zaimplementowany w jezyku programowania Prolog. Powstat
on w celu automatycznej analizy jezykéw naturalnych, jest jednak jezykiem
ogoblnego zastosowania, szczegolnie dobrze sprawdzajacym si¢ w programach
zwiazanych ze sztuczna inteligencja. Prolog w przeciwienstwie do wigkszosci
popularnych jezykow programowania jest jezykiem deklaratywnym.

Wiedze reprezentowaé¢ mozna réwniez w postaci niesymbolicznej. Me-
tody te bazuja na obserwacji natury i korzystaja z mechanizméw znanych
z przyrody. Jednym z przedstawicieli takiego zapisu sa sztuczne sieci neuro-
nowe. Symulujg one zachowanie zywych komoérek nerwowych, ich potacze-
nia oraz propagacje sygnatéw elektrycznych. Sieci neuronowe w sposéb dy-
namiczny dostosowuja sie do zmieniajacych sie warunkow poprzez zmiane
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wspotezynnikow wagowych potaczen nerwowych. Wiedza reprezentowana
jest jako sposob przeksztatcania impulsow wejsciowych, poprzez warstwe
posrednig neuronéw o eksperymentalnie dobieranym schemacie potaczen,
az do warstwy wyjsciowej. Propagacja sygnatow odbywa si¢ poprzez przy-
pisanie wagi do kazdego potaczenia, a nastepnie wyliczenie wartosci wektora
wyjsciowego. Sztuczne sieci neuronowe bardzo tatwo daja sie "uczy¢”, dzieki
temu bardzo dobrze przystosowuja sie do nowych, nieznanych wczesniej
przypadkow [80].

Istnieje réwniez wiele modeli hybrydowych, jak cho¢by opisany w pra-
cy [23]. Integruje on samoorganizujace sie mapy (SOM), sieci neurono-
we, algorytmy genetyczne i regulty rozmyte w celu przewidywania wynikow
sprzedazy obwodow drukowanych. Mozna w nim odnalezé grupowanie re-
gut rozmytych i optymalizacje parametrow rozmywania. Wspomniany juz
wczesniej pakiet Sphinx rowniez zawiera narzedzie o nazwie Neuronix, ktore
tworzy wiedze dla SWD w postaci sieci neuronowe;j.

Inng technike reprezentacji wiedzy stanowia tzw. algorytmy genetyczne,
ktore umozliwiaja przekazywanie nastepnym generacjom wiedzy o catym
gatunku. Wiedza ta jest zapisana w genach.

Obszerny przeglad metod reprezentacji wiedzy oraz aktualnych trendéw
w konstruowaniu systeméw ekspertowych mozna znalezé w pracy [142].

2.4 Hierarchiczna modyfikacja bazy wiedzy

Efektywnos¢ wnioskowania w SWD uzalezniona jest przede wszystkim od
szybkosci znajdowania reguty relewantnej oraz mozliwosci aktywowania re-
gut majac do dyspozycji odpowiednig baze faktéw. Niestety, w klasycznych
SWD proces odnajdywania regut jest stosunkowo dtugi ze wzgledu na ko-
nieczno$é liniowego przegladania catej bazy wiedzy w poszukiwaniu regut
relewantnych.

Aby skrocié czas wnioskowania potrzebne sg techniki pozwalajace jak
najszybciej przeszukiwac zbior regut — kandydatow do uaktywnienia. Zasto-
sowanie metod grupowania regut podobnych do siebie pozwala na podziat
duzego zbioru regut na mniejsze grupy regut. Utworzenie reprezentantow
dla grup pozwoli potem na ich szybkie przeszukiwanie. Zastosowanie me-
tod hierarchicznych (oméwionych w dalszej czesci pracy) w ramach metod
grupowania, pozwoli dodatkowo zoptymalizowaé caty proces wyszukiwania
regut dzigki mozliwosci uzycia efektywnych technik przeszukiwania struk-
tur drzewiastych, w szczegdlnosci binarnych. Autor w tym zakresie dokonat
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analizy efektywnosci zaréwno hiearchicznych jak i niehierarchicznych me-
tod grupowania w odniesieniu do dokumentow tekstowych i ich szybkiego
wyszukiwania, czego efektem sa prace [69-72, 107-112, 160, 162].

W literaturze spotyka sie juz rozwigzania opierajace sie na budowie
struktury hierarchicznej w grupach [106, 161]. Jednakze w proponowanych
dotychczas podejsciach nie byt brany pod uwage problem niepewnosci i nie-
petnosci wiedzy, co uwzglednione bedzie w przypadku proponowanego roz-
wigzania.

W rozprawie tej proponuje sie zmodyfikowanie klasycznego SWD i pod-
danie go procesowi grupowania w celu zwiekszenia efektywnos$ci wniosko-
wania. Zysk z takiego zabiegu bedzie dwojaki: szybkos$¢ znajdowania i uak-
tywniania regut bedzie poprawiona dzieki grupowaniu regul, jednoczesnie
grupowanie regut umozliwi wyznaczenie skupien regut o najwiekszym stop-
niu pokrycia zbioru faktow.

Aby taka modyfikacja mogta mie¢ miejsce, nalezy uzupetni¢ definicje
SWD o dodatkowe struktury danych. Tak uzupetniona definicja przedstawia
sie nastepujaco:

mSWD =< U, AV, f, Fym, Tree >

Foim : U x U = R|(o..1)) - funkcja podobienstwa.

Tree ={wy,...,wan-1)} = Ug:;)l)wi

-drzewo regut i grup regut budowane przez algorytm grupujacy.
w; ={ Dy, fsim, ki, i}, gdzieD; = {dy,...,dn}

- zbidér deskryptoréw wchodzacych w sktad i-tej grupy,

ki, l; — wezty tworzace i-ta grupe.

Wprowadza sie hierarchiczng strukture regut dzieki ktérej odnajdywanie
reguly relewantnej bedzie znacznie szybsze. Autor zmodyfikowal strukture
hierarchiczng bazy wiedzy znana z literatury [106] w celu wprowadzenia do-
datkowych informacji stuzacych do poprawnego zamodelowania niepetnosci
wiedzy.

Whprowadzona zostata rowniez koncepcja wspotczynnika niepetnosci wie-
dzy, ktora pozwoli na skuteczne modelowanie niepewnosci i niepetnosci wie-
dzy. Koncepcja ta wraz z opisem, przyktadami zapisu oraz modyfikacjg me-
chanizméw wnioskowania zostanie oméwiona szczegdétowo w rozdziale 5.3.
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2.5 Podsumowanie

W dobie powszechnej komputeryzacji i minimalizacji kosztéw proce-
sow przemystowych, technologicznych, itp. SWD staja sie niezbednym
narzedziem pozwalajacym na realizacje zatozonych celow. W rozdziale omo-
wiono zaréwno podstawowe definicje, obowigzujace zapisy formalne, zapro-
ponowane w literaturze metody reprezentacji wiedzy (z naciskiem na repre-
zentacje regutowa), architekture takich systeméw oraz metody ich tworze-
nia.






Rozdziat 3

Whnioskowanie w systemach
wspomagania decyzji

Aby system ekspertowy spelnial nalezycie swoja role, reguty, fakty oraz wie-
dza zapisana w nim powinny by¢ mozliwie najpelniejsze. System ekspertowy
na podstawie znanych wezeéniej faktow i regul jest w stanie wyznaczaé ko-
lejne fakty dopisywane potem do bazy danych.

Taki mechanizm zwany wnioskowaniem Korzysta z podstawowych praw
logicznych, zwykle logiki dwuwartosciowej [48]. Zgodnie z polskim logikiem
K. Ajdukiewiczem:

”Whnioskowanie jest procesem myslowym, w ktéorym na podstawie mniej
lub bardziej stanowczego uznania przestanek dochodzimy do uznania wnio-
sku, ktorego dotychczas nie uznawaliSmy wcale badz uznawaliSmy mniej
stanowczo; przy czym stopien stanowczosci uznania wniosku nie przewyzsza
stopnia uznania przestanek.”

Systemy ekspertowe wykorzystuja regute modus ponens, inaczej zwang
"reguty odrywania”:

(A=B),A
B

Reguta ta méwi o tym, ze jezeli z przestanki A wynika logicznie wnio-
sek B oraz przestanka A jest prawdziwa, to wtedy prawdziwy jest réwniez
wniosek B.

Wyrdznia sie trzy rodzaje wnioskowania: wnioskowanie w przéd (ang.
forward inference, forward chaining, data driven, event driven), wnioskowa-

35
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nie wstecz (ang. backward inference, backward chaining, goal driven, expec-
tation driven) oraz wnioskowanie mieszane [97, 102].

W celu lepszego zrozumienia dalszych rozwazan, zaktada sie iz doktadna
baza regut to taka baza, w ktérej reguty tworzone sa w oparciu o klasyczna
logike dwuwartosciowa wraz z dwoma statymi logicznymi: prawda oraz nie-
prawda. Wprowadza sie rOwniez pojecie tzw. elementarnej bazy regud, czyli
bazy wiedzy w ktorej nie wystepuja réwnoczesnie warunki niedopytywalne
w postaci prostej p oraz zanegowanej —p. Wnioskowanie na takich bazach
bedziemy nazywaé wnioskowaniem elementarnym doktadnym [102].

Ponadto, dla wigkszosci systemow ekspertowych zaktada sie prawdzi-
wos¢ tzw. "reguly zamknietego $wiata”. Zgodnie z nig, zaktada sie, ze
prawda jest tylko to, co wynika z regut bazy regut oraz faktéw znajdujacych
sie w bazie faktow. Zatozenie to funkcjonuje rowniez w jezyku programowa-
nia Prolog stosowanym w modelowaniu systeméw ekspertowych [104].

Autor w tej rozprawie nie ogranicza proponowanego systemu do mode-
lu zamknietego Swiata. Dzieki temu dopuszczane jest dopisywanie nowych
faktéw i odpytywanie uzytkownika o fakty, ktére potrzebne sa do przepro-
wadzenia procesu wnioskowania.

3.1 Rodzaje wnioskowania

Whioskowanie jest procesem prowadzacym do udowodnienia (badZ nie) kon-
kluzji, jesli wiemy, ze przestanki sa prawdziwe. Jak napisano wczesniej, wy-
roznia sie trzy gtéwne typy wnioskowania: wnioskowanie w przéd, wniosko-
wanie wstecz i wnioskowanie mieszane.

3.1.1 Whnioskowanie w przéd

Jest inaczej nazywane wnioskowaniem sterowanym faktami lub wniosko-
waniem progresywnym [66]. Algorytm wnioskowania jest stosunkowo pro-
sty. Korzystajac z dostepnej bazy wiedzy i bazy faktéw nalezy przegladac
dostepne reguly i sprawdzac, czy wszystkie przestanki konkretnej reguty sg
spelnione. Jesli tak, reguta taka zostaje uaktywniona i jej konkluzja dopisa-
na zostaje do bazy faktéw. Warunkiem stopu dla algorytmu wnioskowania,
w przod jest sytuacja w ktorej nie mozliwym jest juz uaktywnienie zad-
nej reguty lub tez gdy w bazie faktéw znajdzie sie hipoteza, ktorg nalezato
dowies¢.

Jak mozna tatwo zauwazy¢, wnioskowanie tego typu moze doprowa-
dzi¢ do lawinowego przyrostu liczby nowych faktéw w bazie danych. Po-
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nadto, w przypadku duzych systemow ekspertowych proces uaktywniania
duzej liczby regut i szybki przyrost faktéw moze doprowadzi¢ do drastyczne-
go obnizenia efektywnosci systemu. Z drugiej jednak strony, wnioskowanie
w przéd moze przyczynic¢ si¢ do pozadanego zwigkszenia poczatkowo skapej
bazy faktow.

Algorytm wnioskowania w przoéd mozna przedstawi¢ w nastepujacy spo-
sob:

Algorytm 1: Wnioskowanie w przod
Dane: B:=Baza wiedzy; F:=Baza faktow; h:=hipoteza do

udowodnienia
Rezultat: Hipoteza udowodniona?

while h - nieudowodnione oraz sq jeszcze reguly do uaktywnienia do
Wyznacz podzbiér regut R z bazy wiedzy B mozliwych do

uaktywnienia,;
Wybierz regute ze zbioru R i ja uaktywnij;
F:= F + konkluzja wybranej reguty;
end
if h udowodnione? then
‘ return True;
else
‘ return False;
end

3.1.2 Whnioskowanie w tyt

Zwane jest inaczej wnioskowaniem sterowanym celem lub wnioskowaniem
regresywnym, poniewaz do dziatania wymaga podania hipotezy h, ktora na-
lezy dowies¢. Ten typ wnioskowania daje zwykle znacznie szybsze rezultaty,
poniewaz nie ma tutaj potrzeby uaktywniania wszystkich mozliwych regut,
a jedynie tych, ktére sg absolutnie niezbedne do udowodnienia zakladanej
hipotezy.

Algorytm rozpoczyna swoje dziatanie od sprawdzenia, czy cel wniosko-
wania znajduje sie w bazie faktéw. Jesli tak, cel zostaje udowodniony a al-
gorytm konczy swoje dziatanie. W przeciwnym wypadku, przeszukujemy
dostepne reguty w poszukiwaniu takiej, ktorej konkluzjg jest poszukiwany
cel. Wybieramy te regute zgodnie z przyjeta strategia i jej przestanki staja
sie podcelami w procesie dowodzenia. Przeszukujemy baze faktow w celu
sprawdzenia, czy podcele nie znajduja sie w niej. Jesli algorytm ich nie
znajduje, po raz kolejny poszukujemy regut, ktérych konkluzjami sg podce-
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le. Proces powtarzamy az wyczerpia si¢ mozliwe do uaktywnienia reguty lub
wszystkie podcele zostang udowodnione, a tym samym — pierwotna hipoteza
zostaje udowodniona.

W zastosowaniach praktycznych wnioskowanie wstecz jest znacznie szyb-
sze, poniewaz na etapach posrednich nie udowadnia tak wielu hipotez, jak
wnioskowanie w przéd. Wnioskowanie w tyt niestety nie nadaje sie jednak
do udowadniania kilku hipotez jednoczesnie.

Algorytm wnioskowania w tyt przedstawia sie nastepujaco:

Algorytm 2: Wnioskowanie w tyt
Dane: B:=Baza wiedzy; F:=Baza faktéw; h:=hipoteza do

udowodnienia
Rezultat: Hipoteza udowodniona?
while h - nieudowodnione oraz sq jeszcze reguly mozliwe do

zastosowania do
Wyznacz podzbior regut R z bazy wiedzy B mozliwych do

uaktywnienia, ktérych konkluzje stanowiag aktualnie rozpatrywany
cel;
Wybierz regute ze zbioru R i jg uaktywnij;
F:= F + konkluzja wybranej reguty;
if h udowodnione? then
return True;

else
h:=przestanki reguty koniecznej do udowodnienia aktualnego

celu;
Rozpocznij wnioskowanie wstecz dla nowego podcelu;
end

end

if h udowodnione? then
‘ return True;

else

‘ return False;

end

3.1.3 Whnioskowanie mieszane

Zarowno wnioskowanie w przod, jak i wnioskowanie regresywne maja swoje
wady i zalety. W trakcie prac nad systemami ekspertowymi postanowio-
no potaczy¢ obie te metody w celu ich optymalizacji [66]. Wnioskowanie
mieszane opiera sie na stosowaniu dodatkowej meta wiedzy w postaci meta
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regul (nazywanych potocznie regutami dla regutl), ktére to pozwalaja mo-
dutowi wnioskowania na przetaczanie sie¢ pomiedzy wnioskowaniem w przod
i wstecz. Dzieki temu mechanizmowi zaktada sie, iz hipoteza udowadniana
zostanie dowiedziona efektywniej. Istotna cecha wnioskowania mieszanego
jest fakt, iz przy przetaczaniu sie pomiedzy rodzajami wnioskowania za hi-
poteze gléwnag przyjmuje sie ciagle hipoteze postawiong przez uzytkownika
na poczatku dziatania systemu.

System, w ktorym zastosowano wnioskowanie mieszane przed roz-
poczeciem samego procesu dokonuje wezytania metawiedzy informujacej
maszyne wnioskujaca o preferencjach wyboru metody dowodzenia. Prak-
tycznie wyrdznia sie po prostu dwa oddzielne podmoduty wnioskowania,
kazdy z nich realizujacy dowodzenie hipotez w zaimplementowany wczesniej
sposob. Dzieki metaregutom nastepuje przetaczenie sposobu wnioskowania
w trakcie samego procesu.

W implementacjach systemu ekspertowego przyjmuje sie np. podziat
bazy regut na dwie czesci — jedng stuzaca do przeprowadzenia wnioskowa-
nia progresywnego, a druga — regresywnego. Okresla si¢ rowniez priorytet
kazdego z tych rodzajéow wnioskowania.

Wydawaé by si¢ mogto, ze optymalnym sposobem bedzie wyprowadze-
nie catej mozliwej wiedzy z czesci wnioskowania progresywnego, a nastepnie
uzycie jej do udowodnienia hipotezy podanej przez uzytkownika (wniosko-
wanie wstecz). Zwykle jest to prawda, jednakze istnieja specyficzne bazy
wiedzy w ktérych ta sytuacja nie ma miejsca [97].

Whioskowanie mieszane jest bardzo rzadko stosowane w systemach eks-
pertowych ze wzgledu na koniecznos$é¢ dostarczenia dodatkowej metawiedzy
o regutach. Oprocz tego, jednoczesna implementacja dwoch rodzajéow wnio-
skowania wraz z mechanizmem przetaczajacym znaczaco komplikuje dzia-
tanie systemu.

3.2 Strategie doboru regut

W trakcie przeprowadzenia wnioskowania moze si¢ zdarzy¢ sytuacja, w kto-
rej wiecej niz jedna z regut moze zosta¢ uaktywniona. W takim przypadku
mechanizm wnioskowania musi zadecydowac, ktorg z regut ostatecznie ak-
tywowac.

Znane sg nastepujace metody sterowania wnioskowaniem (zwane réwniez
strategiami ”doboru regut” lub ”metodami rozwiazywania konfliktéw™) [19,
97, 127):



ROZDZIAL 3. WNIOSKOWANIE W SYSTEMACH WSPOMAGANIA
40 DECYZJI

Strategia $wiezosSci (ang. recency) polega na wybraniu reguty, ktéra do-
pisana zostata najpozniej do bazy wiedzy. Stosuje sie ja dla baz o duzej
dynamice, w ktorych nowodopisywana wiedza jest czesto wykorzysty-
wana i szybko traci na aktualnosci. Dopiero, gdy wsréd najswiezszych
regut nie uda si¢ odnalez¢ odpowiedniej, rozpatrywane sa reguty star-
sze.

Strategia blokowania (ang. refractoriness) jest domys$lnie stosowana
w zdecydowanej wiekszosci systemow ekspertowych wraz z jedna z po-
zostatych metod doboru regut. Kazda reguta, ktora zostata juz wyko-
rzystana w danym przebiegu wnioskowania, zostaje zablokowana do
ponownego uzycia. Dzigki temu wyeliminowana jest sytuacja, w kto-
rej system ustawicznie postuguje sie jedng z wybranych regut uaktyw-
niajac ja, co nie wnosi zadnej nowej wiedzy do systemu.

Strategia specyficzno$ci (ang. specificity) uaktywnia najpierw te regu-
ty, ktore zawieraja wieksza liczbe przestanek. Preferowane sa bardziej
specyficzne, specjalizowane reguty o wiekszej liczbie potwierdzonych
przestanek. Dzigki temu teoretycznie, za kazdym razem bedzie wybie-
rana reguta o lepszym dopasowaniu do aktualnej sytuacji. W przy-
padku, gdy kilka regut ma taka sama liczbe przestanek, wybiera sie
regulty o mniejszej liczbie zmiennych.

Strategia pierwsza regula na liScie (ang. teztual order) jest prosta
strategia, w ktorej uaktywniana jest pierwsza reguta na liscie zgodnie
z kolejnoscig ich zapisu w bazie wiedzy.

Strategia przypadkowo$ci (ang. random order) — uaktywniona zosta-
je reguta losowo wybrana sposréd regut mozliwych do uaktywnienia.
Zwykle strategia ta uzywana jest w ostatecznosci.

3.3 Algorytmy wnioskowania

Oméwione powyzej rodzaje wnioskowania sa ogbélnymi algorytmami imple-
mentowanymi w wiekszosci systemow. Niestety, w przypadku, gdy system
ekspertowy zlozony jest z wiecej niz 100 regut zdarza sie, iz ponad 90% czasu
dzialania sprowadza si¢ do wyszukiwania regut mozliwych do uaktywnienia
majac dany zbior [38].

Proces wnioskowania mozna rozbi¢ na trzy podprocesy:
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Dopasowywanie W kroku tym sprawdzana jest czes¢ warunkowa kazdej
reguty z bazy wiedzy pod katem dopasowania do aktualnego zbioru
faktow. Wszystkie reguly mozliwe do uaktywnienia tworzg tzw. zbior
regut mozliwych do uaktywnienia (ang. conflict set).

Wybdr Sposréd wszystkich regut mozliwych do uaktywnienia, wybiera-
ny jest podzbidr faktycznie uaktywnianych regut. Sposéb wyboru jest
rozny w zaleznosci od konkretnej implementacji systemu eksperto-
wego, jednakze najbardziej popularne metody zostaly omoéwione we
wczesniejszym rozdziale tej pracy.

Uaktywnienie, czyli inaczej dopisanie czesci konkluzyjnej uaktywnianych
regut do zbioru faktow.

Bardzo czesto sprowadza sie problem odnajdywania reguty relewantnej
w stosunku do aktualnie rozpatrywanego zbioru faktéw do problemu dopa-
sowania wzorca (ang. pattern matching) [165]. Ma to miejsce ze wzgledu
na ten sam cel tych dwoch zadan. Przeanalizujmy regute oraz przyktadowy
zbior faktow:

Reg. 1:

JEZELI (pogoda,stoneczna)
ORAZ (temperatura,wysoka)
ORAZ (samochéd,zatankowany)
WTEDY (Jedz nad wode,Tak)

Zbiér faktéw: {{pogoda,stoneczna), {samochéd,zatankowany)}

Wida¢ tutaj wyraznie, ze dowolny algorytm dopasowywania wzorca po-
winien odnalezé¢ fragment reguty, ktory doktadnie pokrywa sie ze zbiorem
faktow.

Juz w poczatkowych latach dziatania systemoéw ekspertowych pro-
blem skutecznego i szybkiego dopasowywania zostatl dostrzezony. Pierwsza
znaczacy poprawg wydajno$ciows klasycznych algorytméw wnioskowania
byt zaproponowany przez Forgy’ego w 1979 algorytm RETE [39]. Jego szcze-
gétowe omoéwienie znajduje sie w kolejnym podrozdziale.

Algorytm ten buduje sie¢ weztéw, z ktoérych kazdy (précz korzenia) od-
powiada wzorcowi (lub tez zbiorowi deskryptoréw) wystepujacemu w czesci
przestankowej reguty z bazy wiedzy. Kazda Sciezka od korzenia do liscia
odpowiada regule z systemu ekspertowego. Kazdy wezet posiada zapisang
liste faktow, ktére odpowiadaja wzorcowi w nim zapisanym. Wnioskowanie



ROZDZIAL 3. WNIOSKOWANIE W SYSTEMACH WSPOMAGANIA
42 DECYZJI

w takiej strukturze polega na odwiedzaniu weztow i oznaczaniu ich jako
potwierdzone (zgodne ze zbiorem faktéow). Po potwierdzeniu calej $ciezki
(dotarciu do korzenia), reguta zostaje uaktywniona, a nowe fakty — dopi-
sane do systemu. W kolejnym etapie system sprawdza, czy nowodopisane
fakty nie spowoduja mozliwosci uaktywnienia dodatkowych regut.

Algorytm TREAT [96] jest rozwinieciem algorytmu RETE w ktérym
autorzy starali si¢ zmniejszy¢ zajetos¢ pamieciowa pierwowzoru. W tym
celu niektére z weztéw (posrednich) nie sa pamietane. Podobnie algorytm
GATOR [59] stara sie optymalizowaé algorytm RETE poprzez modyfikacje
liczby Sciezek wchodzacych do weztow posrednich sieci.

Kolejnym przyktadem optymalizacji algorytmoéw wnioskowania jest al-
gorytm LEAPS [11]. Przyspieszenie dziatania tegoz algorytmu polega na
implementacji dodatkowej struktury danych wskaznikow na reguty mozliwe
do uaktywnienia w konkretnym przebiegu algorytmu. Po dopisaniu nowych
faktow, algorytm decyduje, czy rozpoczaé przeszukiwanie regut od nowa, czy
dokonczy¢ poprzedni proces wyszukiwania reguty zdolnej do uaktywnienia.
Szczegdtowe omdwienie algorytmu znajduje sie w dalszej czesci pracy. Da-
niel P. Miranker w swoim opracowaniu * stara sie udowodni¢ wyzszo$¢ ostat-
niego algorytmu. Przytacza informacje o wysokiej ztozonosci obliczeniowe;j
algorytméow RETE i TREAT, ktora to zostala poprawiona asymptotycz-
nie w algorytmie LEAPS. Ponadto, ztozono$¢ pamieciowa zostata roéwniez
zmniejszona do wartosci liniowej. Badania te zostaly powtérzone i zweryfi-
kowane w pracy [164].

3.3.1 Algorytm Rete

Algorytm RETE [39] nalezy do grupy algorytméw wnioskujacych w przéd.
Zostal on zaprojektowany aby zwiekszy¢ szybkos¢ wnioskowania kosztem
ztozonosci pamieciowej. W wiekszosci przypadkow, wzrost predkosci wo-
bec naiwnej implementacji wnioskowania progresywnego jest kilkukrotny.
Teoretycznie jego wydajnosé nie zalezy od liczby regut w systemie. Jak si¢
jednak okazato w praktyce, w duzych systemach ekspertowych problemem
jest ogromne zapotrzebowanie na pamieé¢ operacyjna [10]. Pézniejsze mo-
dyfikacje i catkiem nowe podejscia zostaly zaprojektowane wlasnie w celu
wyeliminowania tej niedogodnosci.

W klasycznej implementacji algorytmu wnioskowania wprzéd, modut
wnioskowania dopasowuje czesci warunkowe kazdej reguty do aktualnie roz-
patrywanego zbioru faktéw aby ocenié¢, czy reguta nadaje si¢ do uaktyw-

*http://www.cs.utexas.edu/ miranker/treator.htm
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nienia. Jedli reguta zostaje uaktywniona, jej konkluzja zostaje dopisana do
zbioru faktéw i caly proces wnioskowania rozpoczyna sie od poczatku (po-
niewaz by¢ moze nowe reguty bedg mogty by¢ uaktywnione po dostarczeniu
nowej wiedzy). Tworca algorytmu RETE zauwazyl, ze uaktywnienie jed-
nej reguty powoduje tylko drobng zmiane w zbiorze faktéw, co nie powin-
no powodowaé rozpoczecia procesu wnioskowania od poczatku, ale tylko
uwzglednienie tej drobnej zmiany w tym procesie.

Zasada dzialania algorytmu RETE sprowadza sie wiec do $ledzenia
zmian w zbiorze faktow i odpowiedniej drobnej modyfikacji listy regut mozli-
wych do uaktywnienia w kazdej iteracji wnioskowania.

Algorytm RETE buduje sie¢ powiazan bedaca w istocie drzewem (czyli
acyklicznym grafem skierowanym z wyrdznionym weztem korzenia). W gra-
fie tym wystepuja rézne rodzaje wierzchotkéw (weztow):

Wezel Rete to inaczej korzen, punkt startowy grafu.

Wezel typu (ang. Type Node) jest weztem zawierajacym informacje o na-
zwie atrybutu (faktu). Dzieki tym weztom mozliwe jest bezposrednie
przejscie do wartosci danego atrybutu bez przeszukiwania wszystkich
deskryptoréw systemu. Jak mozna sie domysli¢, liczba tych weztow
bedzie réwna liczbie atrybutow warunkowych wystepujacych w catym
systemie ekspertowym.

Wezel a ktorego celem jest przyporzadkowanie konkretnej wartosci dane-
go atrybutu. Wezty tego typu beda weztami atomowymi, tj. takimi
w ktorych zapisana jest doktadnie jeden deskryptor. Dzieki temu me-
chanizm dopasowywania do wzorca bedzie dziatal znacznie sprawniej.

Wezet ( bedacy ztaczeniem dwoch weztéw typu a, a wiec - potaczeniem
kilku réznych deskryptoréw z czesci warunkowej.

Wezel terminalny (1i$é) zawierajacy informacje o numerze porzadko-
wym reguty. W momencie dojécia mechanizmu wnioskujacego do
liscia, odpowiednia reguta zostaje uaktywniona, a jej konkluzja do-
pisana do zbioru faktow.

Przyktadowo, dla trzech regut:

1. Jezeli (pogoda,tadna) ORAZ (temperatura, wysoka) LUB (tempera-
tura,normalna) WTEDY (IS¢ na basen,tak)
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2. Jezeli (pogoda, tadna) ORAZ (temperatura,niska) WTEDY (Ogladac
TV, tak)

3. Jezeli (pogoda,brzydka) WTEDY (Stucha¢ muzyki,tak)

graf RETE zostal przedstawiony na rysunku 3.1. Kolor niebieski oznacza
wezel poczatkowy, zielony — wezty typu, fioletowy — wezly «, czerwony —
wezlty [ oraz pomaranczowy — wezty terminalne.

brzydka normalna wysoka

Reg 3: (temp., wysoka)
(Stuchaé muzyki, tak) LUB
(temp,normalna)

(pogoda, tadna)
ORAZ (temp,niska)

(pogoda,tadna) ORAZ
[(temp., wysoka) LUB

temp,normalna
Reg 2: (temp )

(Ogladac TV, tak)

Reg 1:
(15€ na basen,tak)

Rysunek 3.1: Graf algorytmu RETE

Relacje mozliwe do zapisania w weztach typu a to poczatkowo tylko
relacje rownosci (np. (pogoda,tadna)). W pézniejszych modyfikacjach zbior
relacji ulegl rozszerzeniu.

Whioskowanie w takiej sieci jest stosunkowo proste. Rozpoczyna sie ono
w korzeniu grafu. Nastepnie algorytm przechodzi do odpowiednich weztow
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typu. Proces ten mozliwy jest do zréwnoleglenia, jednakze tylko na eta-
pie wezlow typu. Pdzniejsze rozgatezienia i wzajemne potaczenia pomiedzy
weztami powoduja, iz algorytm RETE bardzo trudno poddaje sie paraleli-
zacji [96].

3.3.2 Algorytm Treat

Algorytm RETE byt znacznym osiagnieciem w przyspieszaniu wnioskowa-
nia w SWD. Niestety, pomimo niewatpliwych zalet, posiadat on réwniez wa-
dy, ktore ujawniaty sie w implementacjach. Jedna z nich jest, wspomniana
juz wezeéniej, tzw. eksplozja kombinatoryczna zapotrzebowania na pamieé¢
operacyjna w celu poprawnego zapisania wszystkich weztow sieci. Druga po-
wazna wada algorytmu RETE jest mata mozliwos¢ zréwnoleglania obliczen
[151].

W celu wyeliminowania powyzszych wad autorzy [96] zaproponowali
nowa wersje algorytmu. Gléwna réznica w stosunku do poprzednika jest
brak koniecznosci pamietania weztéw typu (. Sg one zbedne dla tego algo-
rytmu, poniewaz wszystkie powiazania sg przechowywane w postaci wek-
torow w weztach « i taczone ze sobg w razie potrzeby na biezaco. Druga
zmiang implementacyjna jest uzycie wektora wartosci atrybutow w weztach
typu a zamiast oddzielnych weztow tego typu. Dzieki temu znacznie zmniej-
sza si¢ zajeto$¢ pamigciowa algorytmu.

Podobnie jak algorytm RETE, TREAT jest przystosowany nie tylko do
dodawania faktéow w trakcie wnioskowania, ale rowniez do ich dynamicz-
nego usuwania w trakcie tego procesu. Niekonieczny jest kosztowny proces
przeliczania dopasowywania wszystkich weztow typu o do nowopozyskane;j
wiedzy.

Szczegblowy sposob dzialania algorytmu oméwiony jest w pracy [96].

3.3.3 Algorytm Leaps

Algorytm LEAPS [11] korzysta z pamieci stosowej w celu optymalizacji
szybkosci wnioskowania. Wszystkie fakty zostajg odtozone na stosie w kolej-
nosci ich naptywania. Nastepnie, zostaja Sciaggane jeden po drugim i dopaso-
wywane do poszczegolnych regut. Dopasowanie jest realizowane za pomoca
szybkiego kojarzenia po nazwie atrybutu i typie oczekiwanej wartosci atry-
butu. Niestety, odbywa sie to iteracyjnie zgodnie z listg wszystkich atrybu-
tow danego systemu. Optymalizacje zaproponowane przez autora sugeruja
uzycie jednokierunkowych funkcji skrétu (ang. hash function) w celu przy-
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spieszenia tego procesu. Po odnalezieniu atrybutu i jego wartosci, proces
jest albo przerywany (niezgodno$¢ ze wzorcem) i brana jest kolejna regula
z listy, albo tez — kontynuowany od miejsca znalezienia dopasowania. Dzieki
temu nie przegladana jest cata lista regul po raz kolejny.

Wazna zaleta jest fakt, iz LEAPS umozliwia uaktywnienie reguty przed
tym jak wszystkie znane fakty zostang dopasowane do regut w systemie.
Algorytm LEAPS w momencie znalezienia pierwszej dopasowanej reguty
uaktywnia ja. Dzieki temu uzyskano przyspieszenie dziatania w rzeczywi-
stych systemach.

Kolejnym elementem odrézniajacym prezentowane podejscie od po-
przednich jest znaczna optymalizacja pamieciowa. Nie ma tu koniecznosci
przechowywania wezléw posrednich typu . Co wiecej — algorytm ten nie
przechowuje informacji o wszystkich faktach koniecznych do udowodnienia
czesci przestankowej reguly, lecz korzysta z tzw. ”leniwej ewaluacji” (ang.
lazy evaluation) faktéw polegajacej na zapisywaniu ich dopiero wtedy, gdy
jest to konieczne.

Jak wspominano wczesniej, kazdy zmieniany (dopisywany lub usuwany)
element ze zbioru faktéw jest przechowywany na stosie. Dodatkows infor-
macja dopisywang do kazdego z nich jest znacznik czasu. Jak mozna tatwo
zauwazy¢, kolejno$é¢ elementéow odktadanych na stosie jest zgodna z kolej-
noscig ich modyfikacji w trakcie algorytmu wnioskowania.

Po odtozeniu na stos danego faktu nastepuje cykl wykonywania regut.
Wybierany jest zawsze fakt ze szczytu stosu. Nazywany jest on ”obiektem
dominujacym” (ang. dominant object (DO)). Dzieki niemu filtrowana jest
baza wiedzy w celu wyboru regut zawierajacych dany fakt. Baza ta jest
przed wykonywaniem algorytmu sortowana zgodnie ze strategia specyficz-
nosci (a wiec wg malejacej liczby przestanek). Po przejrzeniu calej bazy
regut, jesli ktorakolwiek z nich jest mozliwa do uaktywnienia, jej konklu-
zja dopisywana jest na szczyt stosu faktow i proces powtarzany jest od
poczatku. Jesli system nie odnajdzie zadnej reguty, ktora jest w pelni po-
kryta — brany jest kolejny fakt ze stosu i proces powtarza sie az do jego
wyczerpania.

3.4 Poprawnos$¢ bazy wiedzy

Baza wiedzy wiekszosci systemow ekspertowych nie jest budowana przez
jednego czlowieka. Ponadto, gromadzenie wiedzy (jak zostalo to pokazane
w rozdziale 2.3.1) jest procesem, ktéry trwa stosunkowo diugi czas. W je-
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go trakcie mozliwe jest popetienie btedéw, ktére skutkowaé beda brakiem
poprawnosci w bazie danych. Wigkszos¢ z mechanizmoéow systemow eksperto-
wych dziata poprawnie tylko dla niesprzecznych baz wiedzy, co czyni proces
testowania (walidacji) bazy wiedzy niezmiernie istotnym.

W procesie testowania wykrywa si¢ reguty zbedne, sprzeczne, pochta-
niajace, reguly z niepotrzebnym warunkiem oraz reguly zapetlone [97].

3.4.1 Sprzecznosci w regutach

Sprzecznos¢ w regutowych bazach wiedzy bedzie rozpatrywana w kilku ka-
tegoriach [102]. Po pierwsze, mamy do czynienia z regutami zewnetrznie
samosprzecznymi:

JEZELI Pogoda=t.adna ORAZ Pora roku=Lato TO Pogoda=kadna

Reguta bedzie nazywana samosprzeczna, gdy przynajmniej jeden de-
skryptor wystepuje w niej zaréwno w czesci przestankowej, jak i konkluzyj-
nej. Jest to najprostszy typ sprzecznosci wykrywany dos¢ czesto w sposob
automatyczny.

Drugim typem sprzecznosci jest sytuacja w ktorej istnieja dwie reguty,
w ktérych w czesci warunkowej pierwszej z nich wystepuje deskryptor d;
wystepujacy rowniez w czesci konkluzyjnej drugiej reguty i vice versa:

1:JEZELI Pogoda=tadna ORAZ Pora roku=Lato TO I§¢ na spacer=Tak
2:JEZELI Pogoda=t.adna ORAZ I§¢ na spacer=Tak TO Pora roku=Lato

Reguty takie nazywane sg zewnetrznie bezposrednio sprzeczne. Warian-
tem tej sytuacji jest posrednia sprzecznosé¢ regut, w czasie gdy istnieje pod-
stawienie reguty m do innej reguly, tej za$ do innej, itp. ostatecznie pro-
wadzace do powyzszej sprzecznosci.

Specyficznym przypadkiem sa reguly, ktorych cze$¢ decyzyjna jest
sprzeczna:

1:JEZELI Pogoda=tadna ORAZ Pora roku=Lato TO I§¢ na spacer=Tak
2:JEZELI Pogoda=tadna ORAZ Pora roku=Lato TO I§¢ na spacer=Nie

Sprzecznos¢ wystapi tutaj tylko w przypadku, gdy zbiér wartosci atry-

butu IS¢ na spacer jest ograniczony do wartoséci {Tak, Nie}.

3.4.2 Nadmiarowos$¢ w regutach

W specyficznych przypadkach moze sie zdarzy¢, ze jedna z regut pochtania
druga:
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1:JEZELI Pogoda=t.adna ORAZ Pora roku=Lato TO I§¢ na spacer=Tak
2:JEZELI Pogoda=kadna TO I§¢ na spacer=Tak

Wida¢ wyraznie, ze reguta nr 1 jest zbedna, poniewaz zawsze w przypad-
ku spelnienia czesci warunkowej reguly nr 1, spetniona jest réwniez czesé
warunkowa reguty nr 2, natomiast w druga strone taka sytuacja nie zacho-
dzi. Czes¢ konkluzyjna obu regut jest zgodna.

Szczegbdlnym przypadkiem nadmiarowosci w regutach sa tzw. niepotrzeb-
ne warunki:

1:JEZELI Pogoda=t.adna ORAZ Pora roku=Lato TO I§¢ na spacer=Tak
2:JEZELI Pogoda=§nieg ORAZ Pora roku=Lato TO IS¢ na spacer=Tak

Jesli zbior wartosci atrybutu Pogoda sklada si¢ wylacznie z {kadna,
Snieg}, wtedy atrybut ten jest catkowicie zbedny. Sytuacja ta jest skutecz-
nie wykrywana i usuwana przez indukowanie regut minimalnych oméwione
w poprzednim rozdziale.

3.5 Podsumowanie

Zaden z przedstawionych algorytméw nie jest przystosowany do radzenia so-
bie z problemem wiedzy niepetnej. Algorytmy RETE oraz TREAT w sytu-
acji, gdy zbior faktéw nie umozliwia uaktywnienia zadnej reguty nie pozwola
na zakonczenie procesu wnioskowania sukcesem. Narzut czasowy w budo-
waniu odpowiednich sieci powigzan bedzie w tym przypadku catkowicie nie-
uzasadniony. Co wigcej, zbudowana sie¢ jest trudna do modyfikacji w ta-
ki sposob, aby podaé¢ uzytkownikowi koncowemu informacje jakich faktow
brakuje do mozliwo$ci uaktywnienia przynajmniej jednej reguty z systemu.
Algorytm LEAPS wydaje si¢ by¢ w tym momencie lepszym, jednakze je-
go najwieksza zaleta — leniwa ewaluacja — sprawia, ze reguly, ktérym do
uaktywnienia brakuje matej liczby przestanek, zostang zepchniete w gtab
pamieci i zapomniane. Algorytm ten réwniez nie poda zadnych informacji
uzytkownikowi odnosnie nowych faktéw koniecznych do wprowadzenia do
systemu w celu przeprowadzenia procesu wnioskowania.

Proponowane przez autora tej rozprawy podejécie roéwniez sprowadza
sie do modyfikacji ptaskiej, regutowej bazy wiedzy. Autor proponuje uzycie
algorytmow analizy skupien w celu grupowania regul w bazie wiedzy. Stwo-
rzona hierarchiczna struktura, z pozoru jest podobna do tych tworzonych
przez przedstawione algorytmy. Pomoze jednak w szybkim odnajdywaniu
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skupien regut o najwickszym stopniu pokrycia w stosunku do aktualnego
zbioru faktow. Proponowane rozwiazanie bedzie szczegdtowo przedstawione

w rozdziatach 5.3 oraz 7.






Rozdziat 4

Reprezentacja wiedzy niepewnej

W rzeczywistych zastosowaniach bardzo rzadko zdarza sie tak komforto-
wa sytuacja, gdy wiedza zawarta w bazie wiedzy systemu ekspertowego
jest niesprzeczna, spdjna i pewna*. Latwo mozna wyobrazi¢ sobie sytuacje,
w ktorej ekspert-cztowiek nie jest do konca przekonany o stusznosci jakiegos
twierdzenia, ale nie wie dlaczego uwaza je za niepewne. Co wiecej, reguty,
ktorymi kieruje sie ekspert (np. w medycynie czy ekonomii) sa rozmyte,
przyblizone, nieprecyzyjne i trudne do zastosowania w formie opisanej we
wczesniejszych rozdziatach.

Wiedza niepewna bedziemy okresla¢ wiedze przekazang przez eksper-
ta, ktéra moze nie zawsze pokrywa sie z pelng wiedzg na dany temat.
W wiegkszosci przypadkow ta wiedza sprawdza sie w rzeczywistosci, jednak
czasem bywa niepelna i niepewna. W przypadku pozyskiwania wiedzy od
wielu ekspertow nie jest powiedziane, ze wszyscy maja jednakowy poglad na
dany temat. Malo tego, specyfika problemu analizowanego przez eksperta
moze by¢ na tyle trudna do opisania, ze jedyne co ekspert moze zrobié¢ to
okresli¢ stopien swojego subiektywnego przekonania o spetnialnosci tej wie-
dzy w rzeczywistosci. Z niepewnoscia w wiedzy wiaza sie takze tzw. pojecia
nieostre oraz po prostu wiedza niespojna.

Eksperci, jak i zwykli ludzie zwykle wola postugiwaé sie pojeciami nie-
ostrymi, takimi jak "czesto”, "zwykle”, ”czasami”, "rzadko”. Pojecia te
w bardzo trudny sposéb modeluje sie przy uzyciu klasycznych technik bu-
dowy bazy wiedzy. W 1944 r. Ray Simpson [99] przeprowadzil ekspery-
ment, w ktorym poprosit 355 studentow szkot wyzszych i liceow o wypetnie-

*Czyli na pewno prawdziwa.
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Nazwa R. Simp- | M. Hakel
son (1944) | (1968)
Always (Zawsze) 99 100
Very often (Bardzo czesto) 88 87
Usually (Najczesciej) 85 79
Often (Czesto) 78 74
Generally (Zwykle) 78 74
Frequently (Wielokrotnie) 73 72
Rather often (Raczej czesto) 65 72
About as often as not (Tak samo czesto jak | 50 50
nie)
Now and then (Od czasu do czasu) 20 34
Sometimes (Czasami) 20 29
Occasionally (Okazjonalnie) 20 28
Once in a while (Raz na jaki$ czas) 15 22
Not often (Nieczesto) 13 16
Usually not (Zwykle nie) 10 16
Seldom (Niepowszednio) 10 9
Hardly ever (Prawie nigdy) 7 8
Very seldom (Bardzo rzadko) 6 7
Rarely (Rzadko) 5 5
Almost never (Prawie nigdy) 3 2
Never (Nigdy) 0 0

Tabela 4.1: Badanie wartosci wspoétczynnikow przekonania

nie krotkiej ankiety. Ankieta sktadata sie z takich wtasnie nieprecyzyjnych
pojeé¢, a zadaniem ankietowanych bylo przypisanie im wartosci ”przeko-
nania” bedacych wspéteczynnikami od 0 do 100. W 1968 r. Milton Hakel
powtorzyt ten eksperyment, a ich wyniki przedstawia tabela 4.1.

Jak wida¢, systemy ekspertowe musza sobie radzi¢ w jakis sposéb z pro-
blemem niepewno$ci wiedzy. Niepewnos$¢ ta moze pochodzié¢ nie tylko od
btednych wskazan eksperta, ale réwniez np. z powodu uzycia nieprecyzyjnej
aparatury pomiarowej czy braku mozliwosci wykonania jakiego$ pomiaru.

4.1 Podstawowe pojecia

Pojecie nieostre bedzie rozumiane w dalszej czesci pracy jako pojecie,
ktérego nie da sie przyporzadkowaé bezposrednio do klasy ”prawda/fatsz”.
Przyktadowe pojecia nieostre przedstawione sa w tabeli 4.1. Do tego typu
pojeé¢ zaliczamy rowniez stwierdzenia np.: ”wystarczajace cisnienie opon”
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czy "odpowiednia temperatura ciata”. Aby wnioskowanie byto mozliwe,
kazde z takich poje¢ nalezy przeksztalci¢ za pomoca metod radzenia so-
bie z niepewnoscig wiedzy do postaci odpowiedniej dla przyjetej metody
reprezentacji wiedzy.

Pojecia niespdjne to takie, ktore wprowadzaja sprzeczno$¢ w bazie
wiedzy. Z niespdjnoscia bazy wiedzy mamy do czynienia w sytuacji, gdy
dla takiego samego zbioru atrybutéow warunkowych system proponuje dwie
rozne wartosci decyzji. Szczegdtowo zagadnienie to oméwione jest w roz-
dziale 3.4 na stronie 46.

Niekompletno$é (niepeinosé) wiedzy to sytuacja, w ktérej nie
otrzymujemy petnej i wyczerpujacej informacji o rozpatrywanym problemie.
Istnieje wiele metod, zaréwno statystycznych jak i innych pozwalajacych na
uzupetnienie brakéw w danych (np. poprzez uzycie $redniej wartosci, me-
diany, czy mody dla wartosci kategorycznych) [5, 33, 131, 132]. Niepetnosé
wiedzy w kontekscie wnioskowania w SWD rozumiana jest jako sytuacja,
w ktérej nie istnieje dostatecznie duza liczba par (a;,v,;) (deskryptoréw)
wchodzacych w sktad zbioru faktéw aby aktywowaé jakakolwiek z regut
wchodzacych w sktad bazy wiedzy.

Niepewnosé¢ wiedzy to termin uzywany w dalszej cze$ci rozprawy dla
oznaczenia konkluzji dopisanych do zbioru faktéw w wyniku uaktywnienia
regut, ktérych nie wszystkie przestanki sg spetlnione zgodnie z zatozeniami
autorskiego systemu oméwionego w czesci badawczej niniejszej pracy.

W literaturze spotyka sie kilka typow metod radzenia sobie z niepew-
noscig wiedzy. Sa to najczesciej: sieci Bayesa, wspotczynniki pewnosci CF,
teoria Dempstera-Shafera oraz zbiory i wnioskowanie rozmyte i przyblizone.
Kazda z nich bedzie omowiona w tym rozdziale.

4.2 \Wiedza dziedzinowa

W zaleznosci od sposobu przyjecia reprezentacji wiedzy, do dyspozycji sa
rozne metody radzenia sobie z wiedzg niepelng. Na podstawie przyktado-
wej wiedzy dziedzinowe] przedstawianej ponizej, omoéwione zostang wybrane
metody reprezentacji wiedzy niepetnej wraz ze sposobami na radzenie sobie
z niepelodcig wiedzy.

Jan Kolaz startuje w maratonie rowerowym. Jak kazdy rozsadny zawod-
nik wie, ze sporo rzeczy moze p6js¢ nie tak: poczawszy od awarii roweru,
zbyt forsownego treningu przed maratonem, po wypadek na trasie. Awaria
roweru zdarza sie stosunkowo rzadko, ale jednak Janek nie konczy jednego
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maratonu na dziesie¢ z tego powodu. Ostatnimi czasy trasy maratonu sa co-
raz lepiej przygotowane, dlatego wypadki na trasie to okoto 5% wszystkich
startow.

Wynik w maratonie zalezy bezposrednio od tych czynnikéw. Janek moze
zajal pierwsze miejsce, moze by¢ w Scistej czotéowcee lub tez — poza podium.
Jesli wszystko sprzysiegnie sie przeciwko naszemu zawodnikowi, wtedy rzad-
ko jest w czotéwce, o wygranej nawet nie myslac. Awaria roweru i forsowny
trening to rowniez zabdjcze poltaczenie, ale z racji do$wiadczenia — Jankowi
udaje sie wtedy czasami wygra¢ zawody, a przynajmniej wielokrotnie stanaé
na podium. Prawidlowy trening podwyzsza te szanse o 10 procent.

Inaczej ma sie sprawa w przypadku, gdy rower bedzie swietnie przygo-
towany i nie ulegnie awarii. Jesli dodamy do tego umiarkowany trening, to
wygrana jest prawie pewna i Janek osigga pierwsze miejsce w 8 przypad-
kach na 10, raz przegrywa z kretesem. Wypadek na trasie jednak powoduje,
ze statystyki nie sa juz tak imponujace: 6 wygranych i po réwno miejsc
w czoléwcee i poza podium na 10 startow.

Najgorsza sytuacja ma miejsce, gdy rower jest sprawny, ale cztowiek
nie. W tym przypadku psychika nie wytrzymuje i gdy na trasie zdarzy sie
wypadek, Janek na pewno przegra. Jesli nie, to tak samo czesto zajmuje
pierwsze miejsce, jak nie oraz ma 20% szans na bycia na podium.

Od wyniku maratonu zalezy premia Janka. Jesli sponsor ma dobry hu-
mor, to zaréwno pierwsze miejsce jak i Scista czotéwka przyniosg duza pre-
mie. Pierwsze miejsce Janka i zty dzien sponsora, to juz tylko 70% szans.
Pudto i zty dzien — jeszcze gorzej, bo tylko w polowie przypadkéw premia
zostanie przyznana. Miejsce poza podium z racji przepisow wewnetrznych
grupy sponsorskiej nigdy nie przyniesie premii. Sponsor jest jednak przy-
chylny naszemu kolarzowi i w 3 przypadkach na 5 ma dobry humor.

Jaka jest szansa na to, ze Janek otrzyma premie w zawodach?

Przedstawiona wiedza dziedzinowa zostala opracowana na podstawie
wywiadu z ekspertem. Jak widac¢, znajduja sie w niej zarowno okreslenia
precyzyjne, ostre (”20% szans”, "raz na dziesieé¢ startow”, itp.) jak réwniez
nieprecyzyjne, nieostre: ”czasami”, " wielokrotnie”, itp.

W powyzszym tekscie réwniez mamy komfortowa sytuacje ze wzgledu na
okreslenie "szans” dla prawie kazdej mozliwej kombinacji wydarzen. Dzieki
temu mozliwe jest zbudowanie modeli w oparciu o tak przedstawiong baze

wiedzy. Nie wiemy jedynie, jaka jest szansa Janka na prawidtowy trening.
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Niepewnos¢ ta zostata wprowadzona celowo, aby pokaza¢ w jaki sposob
poszczegolne podejécia radza sobie z problemem wiedzy niepetnej.

4.3 Whnioskowanie probabilistyczne, sieci Bay-
esa

Pierwszym sposobem zapisu wiedzy niepewnej jest skorzystanie z rachun-
ku prawdopodobienstwa, a docelowo z teorii Bayesa do zbudowania sieci
bayesowskich.

Sie¢ Bayesa [15] jest przedstawiana jako skoniczony, acykliczny graf skie-
rowany, zbudowany na podstawie prawdopodobienstw warunkowych. Jest
rowniez okreslana probabilistycznym modelem graficznym, siecig przeko-
nan lub siecig przyczynowo-skutkowa reprezentujacg zbior zmiennych wraz
z ich zaleznosciami warunkowymi.

Formalnie, sie¢ Bayesa to uporzadkowana trojka [122]:

B=<N,E,CP >,

gdzie:

N — zbi6r wierzchotkéw (weztdéw) grafu (ang. nodes),
E — zbiér krawedzi grafu (ang. edges),

CP — zbior prawdopodobienstw warunkowych

(ang. conditional probabilities).
Wierzchotkami grafu sa stwierdzenia lub badane hipotezy. Przy kazdym

wierzchotku w grafie wystepuje tabela prawdopodobienstw warunkowych
przejscia od danego wierzchotka do nastepnika. Krawedzie grafu repre-
zentuja prawdopodobienstwa warunkowe zachodzace pomiedzy potaczony-
mi wierzchotkami grafu. Wierzchotki niepotaczone sg traktowane jako wa-
runkowo niezalezne. Laczny rozktad prawdopodobienstwa uzyskujemy ja-
ko ztozenie warunkowych prawdopodobienstw poszczegdlnych zmiennych
wzgledem ich poprzednikow.

Dla przedstawionej w rozdziale 4.2 na stronie 53 wiedzy mozna stworzy¢
graf sieci Bayesa widoczny na rysunku 4.1.

Jak wida¢, najwiekszym problemem dla sieci Bayesa jest koniecznos¢
okreslenia wszystkich prawdopodobienstw warunkowych. W przedstawio-
nym przyktadzie oszacowano je zgodnie z tabela 4.1 na stronie 52. Ponadto,
nalezy skorzystac¢ z pomocy eksperta w celu okreslenia prawdopodobienstwa
tego, ze kolarz ¢wiczy odpowiednio. Jesli wiedza taka nie bedzie dostarczo-
na, wykonany model obarczony bedzie duzym ryzykiem bledu. Drugim ze
sposobdéw jest tzw. sampling [133] polegajacy na zebraniu wielu obserwacji
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Intensywnosc
treningu

Wypadek na
trasie

Humor

Wymk sponsora

maratonu

Rysunek 4.1: Sie¢ Bayesa dla przyktadowej wiedzy

sposrod podobnych sytuacji (t.j. kolarzy zawodowych) i na ich podstawie
oszacowania jakie jest prawdopodobienstwo, ze losowy kolarz dobrze przy-
gotowuje si¢ do treningu.

Dla celéw przyktadu, zaktada sie, ze Jan Kolaz trenuje zawodowo i z war-
toscig prawdopodobienstwa rowng 0,9 trenuje odpowiednio.

Widocznym problemem jest réwniez koniecznos¢ sumowania sie praw-
dopodobienstw do wartosci 1. W przedstawionym przyktadzie mamy do
czynienia z przekroczeniem tej wartosci. Jednym ze sposobow na poradze-
nie sobie z ta sytuacja, jest przeskalowanie wszystkich wartosci tak, aby ich
suma dawata wartos¢ prawdopodobienstwa zdarzenia pewnego.

Formalnie:

B=<N,E,CP >

Gdzie:

N = {stan roweru (S), intensywnos¢ treningu (T), wypadek na
trasie (W), wynik maratonu (M), premia(P), humor sponsora

(H)}
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E = {stan roweru = wynik maratonu, intensywnos¢ treningu =
wynik maratonu, wypadek na trasie = wynik maratonu, wynik
maratonu = premia, humor sponsora = premia}

cP = {P(SdObTy) = 079a P(Szly> = Oala P(Todpowiedm’)

0797 P(Tm'eodpowiedni) = 0717 P(WTak) = O, 057 P(WNie) -

0795; P<Hdobry) - 076; P(Hzly> - 074; }

27

7 racji duzej ztozonosci, pozostate prawdopodobienstwa przedstawione
sg na rysunkach 4.2 oraz 4.3.

Stan rowenu

Dobry Zy
Intensywnosc ... Odpowiednia Nieodpowiednia Odpowiednia Nieodpowiednia
Wypadek natr.. | Tak Mie Tak Nig Tak Mie Tak Mie
» | Zwyciestwo 0.6 0.8 0 0.4 : 0.0765230...; 0.23076923 1] 0.2
Podium 0.2 0.1 0 0.4 : 011538462 : D RIB46154 0.05 0.73
Preegrana 0.2 0.1 1 0.2 | 0.80765231 | 0.13076523 0.95 0.07

Rysunek 4.2: Prawdopodobienstwa warunkowe dane w postaci tabeli

Whymik maratanu Dwyciestwo Podium Przegrana

Humor sponsora Dobry y Dobry y Dobry y

b | Przyznana | 1 0.7 1 05 0 0
Mieprzyznana 0 0.3 0 05 1 1

Rysunek 4.3: Prawdopodobienstwa warunkowe dane w postaci tabeli

Whioskowanie w sieci Bayesa sprowadza si¢ do obliczenia sumy prawdo-
podobienstw warunkowych zgodnie z potaczeniami w tej sieci. Obliczenia
te moga zosta¢ wykonane automatycznie, a ich wynik dany jest na rysunku
4.4. Jak wida¢, z wartoscia prawdopodobienstwa réwna 0,76 Janek otrzyma
premie na zawodach.

Przykladowa sie¢ zostala wykonana w programie GeNiE". Automatycz-
nie odzwierciedlone i wyliczone sa juz wartos$ci poszczegdlnych prawdopo-
dobienstw tacznych i warunkowych.

Istnieja efektywne algorytmy wnioskujace w sieciach Bayesa. Niestety,
ogromng wada tychze sieci jest brak skalowalnosci w przypadku zastosowan
o duzej ztozonosci. W celu poprawnego zamodelowania petnej sieci Bayesa
konieczne jest zdefiniowanie 2™ — 1 parametrow, gdzie m to liczba weztéw
w sieci.

thttp://genie.sis.pitt.edu/
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) Stan roweru Intensmnosc © Wypadek na trasie
treningu
Dobry90% |l | | |Odpowie ...90%|lE]| [Tak 5%]|
Zly 10% = |Nieodpo ...10% o [Nie 95% G
< Wynik maratonu < Humor sponsora
Zwyciest ... 70% ] Dobry60% [
Podium 18% Zly 40% =

Przegrana 12%|l

&

(o] Premia

Przyznana 76% [ |
Nieprzyzn...24% .

Rysunek 4.4: Wnioskowanie w sieci Bayesa

Pewng dodatkowa niedogodnodcia jest fakt, iz wartosci prawdopodo-
bienstw musza si¢ sumowac do jedynki. Otoz, w przypadku, gdy za pomoca
teorii prawdopodobienstwa modelujemy wybrany fragment rzeczywistosci
(czesto bardzo ztozony), nie mozemy sie ograniczaé do logiki dwuwartoscio-
wej 1 prawa “tertium non datur’ ttumaczonego jako trzeciego wyjscia nie
ma. Czasami ekspert nie moze przewidzie¢ prawdopodobienstwa jednego ze
zdarzen bez powiagzania go z innymi zdarzeniami warunkujacymi. W szcze-
gélnym przypadku, zdarzenie moze zaj$¢ gdy chociaz jedno (lub wszystkie)
zdarzenie warunkujace beda spetnione. Miedzy innymi te powody oraz brak
mozliwosci zaktadania niezaleznosci zdarzen wchodzacych w sktad sieci Bay-
esa pocigga za sobg fakt trudnosci w ich stosowaniu.

Akwizycja wiedzy do wykorzystania w modelach probabilistycznych row-
niez jest utrudniona ze wzgledu na to, ze dla ekspertéw dziedzinowych (np.
z zakresu medycyny) postugiwanie sie statystyka i rachunkiem prawdopo-
dobienstwa jest problematyczne; nie potrafig oni okresla¢ wartosci prawdo-
podobienstwa w sposdéb poprawny.

Sieci bayesowskie moga by¢ konstruowane, nawet jesli tylko cze$é¢ wlasci-
wosci warunkowej niezaleznosci zmiennych jest znana. Istotnag zaleta jest
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takze i to, ze taka sie¢ mozna zbudowa¢ majac niepetne dane na temat
zaleznosci warunkowej zdarzen oraz fakt, ze sieci bayesowskie potrafia po
prostu bardziej zwarcie reprezentowaé rozktad prawdopodobienstwa.

Whnioskowanie w sieciach Bayesa moze przebiega¢ w dwojaki sposob.
Pierwszy z nich okreslany mianem predykcyjnego stanowi podejscie typu
7od géry do dotu” [15]. Polega on na analizie prawdopodobienistw warun-
kowych i catkowitych wszystkich weztow bedacych przodkami rozpatrywa-
nego wezta. Korzystajac z wtasnosci okreslonych na wstepie tego rozdziatu
mozliwe jest okreslenie wartosci prawdopodobienstwa catkowitego rozpatry-
wanego wezta.

Drugi rodzaj wnioskowania to wnioskowanie diagnostyczne, inaczej zwa-
ne "od dotu do géry” [15]. Tu analizowane sa wartoéci dowodéw (hipotez)
bedacych potomkami rozpatrywanego wezta. Przyktadowo, majac dang sieé¢
Bayesa w ktérej mamy okreslone symptomy choroby (np. kaszel, katar, wy-
soka temperatura ciala) potaczone z konkluzjami bedacymi faktycznymi
jednostkami chorobowymi mozemy dokona¢ wnioskowania. Wiedzac na ja-
kie choroby pacjent choruje (np. wykonujac inne testy) mozna sprawdzi¢
jakie jest prawdopodobienstwo wystepowania rozpatrywanych symptomow.
7, drugiej strony — znajac symptomy choroby jesteSmy w stanie sprawdzi¢
prawdopodobienstwo wystapienia danej choroby u pacjenta.

Nalezy tutaj zauwazy¢, ze nawet dla sieci Bayesa, w ktorej wszystkie
wezty sa binarne (czyli maja okreslone prawdopodobienstwo doktadnie jed-
nego zdarzenia i zdarzenia mu przeciwnego), ztozono$¢ wnioskowania do-
ktadnego jest okreslona jako O(2") [15]. Daje to wyktadniczy czas, a co za
tym idzie klasyfikuje algorytm do klasy probleméw NP-trudnych. Istniejg
wprawdzie algorytmy zmniejszajace ta ztozonosé, ale dziatajg one tylko dla
specyficznych podklas problemu [86, 123].

4.4 Teoria Dempstera-Shafera

Pewna odpowiedzig i kontr-teorig dla teorii prawdopodobienstwa i sieci Bay-
esa byta teoria opracowana w roku 1960 przez Arthura Dempstera [167].
W pdzniejszym czasie Glenn Shafer dokonat jej ulepszen, stad dzi§ mowi sig¢
o teorii Depmstera-Shafera (DS, zwana roéwniez teoria funkeji przekonania
— Matematyczng Teorig Ewidencji [MTE]) [137].

Jednym z najwiekszych probleméw teorii prawdopodobienstwa, utrud-
niajacym wykorzystanie jej w kontekscie systeméw ekspertowych, jest ko-
nieczno$¢ podania wartosci wszystkich prawdopodobienstw wystepujacych
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w danym modelu. Co wiecej, prawdopodobienstwa zdarzen dotyczacych te-
go samego zjawiska muszg sumowac sie do wartosci 1. Bardzo czesto jednak
zdarza sie, ze nie sg dane wartosci prawdopodobienstw niektorych zdarzen
(model jest niepelny) lub tez eksperci nie sa w stanie dojs¢ do konsensusu
aby suma prawdopodobienstw dotyczacych tej samej zmiennej byta rowna
1.

W teorii DS nie jest konieczne spetnienie tych powyzszych dwoch warun-
kéw. Jest ona stosowana gdy mamy do czynienia z wiedzg niepetng, aktuali-
zacja przekonan i przeprowadzaniem dowodzenia. Uznaje ona model czescio-
wo wyspecjalizowany, w ktorym nie ma potrzeby uzupetniania brakujacej
specyfikacji. Kolejng roznica w poréwnaniu do teorii Bayesa jest wyzna-
czanie prawdopodobienstwa mozliwo$ci udowodnienia hipotezy na podsta-
wie posiadanej informacji, a nie samych prawdopodobienstw prawdziwosci
tychze hipotez. Celem teorii Dempstera-Shafera jest rozréznienie miedzy
niepewnoscig a niewiedza.

Kazdy fakt w teorii DS ma przypisywana wartos¢ wsparcia (z przedziatu
[0...1]). Wartos¢ 0 oznacza brak wsparcia dla faktu, 1 — pelne wsparcie.

Wprowadza sie rowniez zbiér mozliwych konkluzji ©:

62{91,62,...76)”}

taki, ze doktadnie jedna warto$¢ ze zbioru © jest prawdziwa. W teorii
Bayesa rozpatrywane byto prawdopodobienstwo kazdego elementu z tego
zbioru, teoria Dempstera-Shafera rozpatruje prawdopodobienstwo zajscia
zdarzen bedacych podzbiorami zbioru mozliwych konkluzji.

W teorii DS rozpatrywana jest réwniez przestrzen stanéw [zwana takze
rama rozrézniajaca (ang. State space, frame of discernment)| bedaca w isto-
cie zbiorem potegowym:

Jezeli © = {61,02,93}, to

29 = {mv 917 027 03a {017 92}7 {027 93}a {Hla 03}7 {917 027 03}}

Zgodnie z aksjomatami teorii DS:

e () ma prawdopodobienstwo réwne 0, ze wzgledu na to, ze przynajmniej
jedna konkluzja musi by¢ prawdziwa.

e Pozostate elementy maja prawdopodobienstwo z przedziatu [0...1].
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e Prawdopodobienstwo zbioru {6y, 65,05} jest réwne 1, poniewaz co naj-
mniej jeden z elementoéw musi by¢ prawdziwy.

Funkcje m przyporzadkowujaca prawdopodobienstwo dla elementéw
zbioru potegowego nazywamy podstawowym przyporzadkowaniem prawdo-
podobienstwa dla zbioru ©:

€l0...1]
0
1

~— ~—

m(6
m(0

D
0cO

Wreszcie dla kazdego X C ©, definiuje si¢ nowe miary:

Bel(X) = YZX m(Y) (4.1)

PI(X)= 3 m(Y) (4.2)
YNX#D

Doub(X) =1 — PI(X) = Bel(—X) (4.3)

Roéwnanie 4.1 nazywane jest miara przekonania (ang. belief) i okresla
ono wiarygodnos¢ poszlak przemawiajacych na korzy$é X. Réwnanie 4.2 to
funkcja wiarygodnosci (ang. plausibility) liczbowo okreslajace site poszlak
przemawiajacych przeciwko X. Kombinacja tych dwoéch rownan to miara
watpliwosci 4.3 (ang. doubt). Miare Bel(X) mozna traktowaé jako dolna
granice prawdopodobienistwa, natomiast PI(X) jako gérna granice.

Definiowany jest réwniez przedzial przekonania (ang. relief interval)
[X € ©: Bel(X), PI(X)]. Jego rozpietosé jest interpretowana jako wielkos¢
wiedzy o prawdziwosci danej hipotezy (im wieksza rozpietosé wartosci, tym
mniejsza wiedza).

Aby zapisaé¢ przyktadows wiedze dziedzinowq przedstawiong w rozdzia-
le 4.2 na stronie 53 zgodnie z zasadami Matematycznej Teorii Ewidencji,
dokonajmy zatozenia, ze ”stan roweru”, ”intensywnos¢ treningu” oraz ”wy-
padek na trasie” to trzy niezalezne oszacowania majace swoje oddzielne
ramy rozrozniajace, a co za tym idzie — trzy podstawowe przyporzadkowa-
nia prawdopodobienstwa:

Dla ©; (stan roweru):
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Dla O, (intensywnos$¢ ¢wiczen):

m(odpowiednia

)=0

)=0,5
m(nieodpowiednia) = 0,3

)=10,2

m(odpowiednia U nieodpowiednia

Dla ©3 (wypadek na trasie):

m(0)
(tak)
(nie)

)

m

minie

0

0,7
0,1
0,2

m(tak U nie

Dla wszystkich zbioréw ©1, O, O3 wyliczone zostang miary przekonania,
wiarygodnosci 1 watpliwosci (tab. 4.3, 4.4, 4.5).

X dobry | zty | dobry, zty
m(X) 06 |0,3 0,1
Bel(X) 0,6 |0,3 1
PIl(X) 0,7 (04 1
Doub(X) | 0,3 |0,6 0

Tabela 4.3: Miary przekonania, wiarygodnosci i watpliwosci dla ©; (stan
roweru)

W podanym przyktadzie mamy do czynienia z jednym ekspertem, wiec
dokonywanie kombinacji Dempstera nie jest wymagane.
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X odpowiedni | nieodpowiedni | odpowiedni, nieodpowiedni
m(X) 0,5 0,3 0,2
Bel(X) 0,5 0,3 1
PI(X) 0,7 0,5 1
Doub(X) 0,3 0,5 0

Tabela 4.4: Miary przekonania, wiarygodnosci i watpliwosci dla O, (inten-
sywnosé éwiczen):

X tak | nie | tak, nie
m(X) 0,7 10,1 0,2

I(X) | 0,7]0,1 1
PI(X) 0,9 | 0,3 1
Doub(X) | 0,1 | 0,3 0

Tabela 4.5: Miary przekonania, wiarygodnosci i watpliwosci dla ©3 (wypa-
dek na trasie)

Wyniki obliczen pokazuja, ze najwieksza watpliwo$é¢ znajduje sie w sy-
tuacji, gdy stan roweru jest okreslany jako zty. Informacja ta moze postuzy¢
do baczniejszego przygladniecia sie tej sytuacji i jej wpltywu na wynik ma-
ratonu Janka.

W oparciu o przedstawiang teori¢ opracowano reprezentacje wieloatry-
butowych rozktadéw przekonan w postaci tzw. tancuchoéw Markowa. Zgod-
nie z definicja, jest to nieskierowane drzewo z wezlami reprezentujgcymi
zbiory atrybutéw spelniajacych pewne warunki sasiedztwa [105]. Wezly
w takim drzewie maja okreslone wartosci sktadowych funkcji przekonania,
a taczny ich rozktad jest zdefiniowany zgodnie z definicjg ztozenia dempste-
rowskiego sktadowych funkcji przekonania oméwionego wyzej. Tak stworzo-
na struktura umozliwia wykorzystanie algorytméw wnioskowania progre-
Sywnego i regresywnego.

Zastosowanie teorii DS jest niestety utrudnione z podobnego powodu,
dla ktorego sieci Bayesa byty trudne w stosowaniu. Nie istnieje dobra meto-
da akwizycji wiedzy dla modelu DS, ani bezposrednio z danych ani poprzez
jej weryfikacje wobec otrzymanych informacji. Empiryczne pozyskiwanie da-
nych jest niemozliwe.
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4.5 Teoria zbioréow rozmytych oraz logika roz-
myta

Kolejng z metod stosowana w przypadku wiedzy niepetnej jest zapropono-
wana przez L. Zadeha w 1965 r. teoria zbioréw rozmytych [170].

Klasyczna logika dwuwartosciowa (typu prawda-falsz) okazywala sie nie-
wystarczajaca do praktycznych zastosowan. Podwaliny pod nowa teorie za-
proponowal polski uczony Jan hLukasiewicz w swoim traktacie ”O zasadzie
sprzecznosci u Arystotelesa” [156]. Oprocz dwéch znanych uprzednio stanéw
logicznych, Lukasiewicz dotozyl trzeci — "mozliwos¢” o wartosci liczbowej %
reprezentujaca wiedze w postaci "pot na pot’. Oprocz tego, zaproponowana
byta arytmetyka trojwartosciowa uwzgledniajaca ten dodatkowy stan oraz
zbior aksjomatéw z catosciowa notacja. W pdzniejszym okresie powstata
logika wielowartosciowa i koncepcja logiki o nieskorniczonej liczbie wartosci.

Drugim polskim matematykiem, ktérego prace daty poczatek teorii zbio-
réw rozmytych, byt Stanistaw Le$niewski [87]. Stworzona przez niego teoria
o nazwie "mereologia” zakltadala zmiane aksjomatu przynaleznosci elemen-
tu do zbioru. Lesniewski stwierdzil, ze dany element nie jest elementem,
ale czescig zbioru. Stad blisko juz do rozszerzenia tych zasad, podania me-
tod operacji na zbiorach i aksjomatéw az do uzyskania zbioréw rozmytych.
Co ciekawe, prace te zostaly rowniez wykorzystane przez prof. Zdzistawa
Pawlaka w omawianej p6zniej teorii zbiorow przyblizonych.

Cztowiek w sposéb bardziej naturalny uzywa okreslen jakosciowych do
opisu rzeczywistosci, np. "wysokie drzewo”, "silny mezczyzna”, itp. Z nie-
ostroscig poje¢ wigze sie rowniez subiektywnos¢ w odbiorze informacji. Wa-
ga ciata rowna 90 kg to dla osoby niskiej juz otyto$é¢, natomiast kulturysta
uzna ja za niedowage. Owa subiektywnos$é¢ to wtasnie swoiste rozmycie gra-
nic zbioru obiektow. Zgodnie z klasyczna teorig zbiorow, osoba taka nie
moze jednoczesnie naleze¢ do zbioru oséb otytych i z niedowaga. W celu
wyeliminowania tej nieprecyzyjnosci wiedzy, wprowadza sie pojecie zbioru
rozmytego:

Zbiorem rozmytym [77] A w pewnej (niepustej) przestrzeni X, A C X
nazywamy zbior par

A={(z,pa(z));z € X}
gdzie

pa: X —[0...1]
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jest funkcja przynaleznosci zbioru rozmytego A.
Wiasciwosci funkeji przynaleznosci sa nastepujace:

e Funkcja kazdemu elementowi z € X przyporzadkowuje wartosé¢ z prze-
dziatu [0...1],

e 14(z) =1 oznacza pelna przynaleznosé do zbioru rozmytego,
e 14(z) = 0 oznacza brak przynaleznosci do zbioru rozmytego,
e 0 < pa(x) <1 oznacza czeSciowa przynaleznosé do zbioru rozmytego.

W pracy [28] znalezé mozna wyczerpujacy opis topologii, aksjomatdéw
oraz relacji i ich typow, jakie zachodza pomiedzy zbiorami rozmytymi.

Schemat procesu wnioskowania rozmytego jest przedstawiony na rysun-
ku 4.5:

Blok Blok
rozmywa- Blok wyostrza-
nia whniosko- nia
(Fuzyfi- wania (Defuzy-
kacja) fikacja)

Wejicie
[wartosc
nierozmy-
ta]

Wyjécie
[wartosé
nierozmy-
ta]

Baza regut
rozmytych

Rysunek 4.5: Schemat wnioskowania rozmytego

Wejscie Na wejsciu algorytmu wnioskujacego przekazywana jest wartosé
nierozmyta.

Fuzyfikacja jest operacja zamieniajaca sygnaly wejsciowe z dziedziny
ilosciowej na wielkosci jakoSciowe reprezentowane przez zbiory roz-
myte na podstawie okreslajacych je funkcji przynaleznosci.
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Whioskowanie odbywa si¢ z wykorzystaniem bazy regut rozmytych i po-
lega na przeksztatcaniu wejsciowych wartosci zmiennych lingwistycz-
nych do wyjsciowych wartos$ci zmiennych lingwistycznych.

Defuzyfikacja jest operacja odwrotna do fuzyfikacji. Wartoséci zmiennych
lingwistycznych zostaja przeksztatcone na wartosci nierozmyte. Istnie-
je wiele metod wyostrzania, najczesciej stosowane to metoda srodka
maksimum, metoda pierwszego (ostatniego) maksimum oraz metoda
srodka cigzkosci [77].

Wyjscie Wyjscie algorytmu wnioskujacego stanowi warto$¢ nierozmyta.

Istnieje wiele modeli wnioskowania na podstawie rozmytej bazy wiedzy,
wéréd ktérych mozna wyr6znié dwie kategorie [100]. Pierwsza z nich, to
modele lingwistyczne (np. model typu Mamdami) opierajace sie na regutach

postaci "jezeli ... to ...V

analogicznych do tych uzywanych w systemach
ekspertowych. Réznica polega na tym, ze w miejsce zbioru atrybutow uzyty
jest zbiér zmiennych lingwistycznych, a w miejsce zbioru wartosci atrybutéw
— zbiory wartosci zmiennych lingwistycznych.

Druga kategoria zawiera modele oparte na wnioskowaniu Takagi-Sugeno.
Tworzone sa one przez reguly logiczne z rozmyta cze$cia warunkow oraz
funkcyjny nastepnik. Sg de facto kombinacja modeli rozmytych i liniowych.

Zapis przyktadu dla przedstawionej wczesniej wiedzy dziedzinowej przy
uzyciu logiki rozmytej wymaga okreslenia zbioréw rozmytych dla poszcze-
gblnych zmiennych i ich warto$ci. Wymagana jest rowniez synteza wiedzy
do postaci regut rozmytych:

1. JEZELI stan roweru JEST dobry ORAZ intensywno$¢ treningu JEST
odpowiednia ORAZ zdarzyt sie wypadek na trasie JEST tak TO Janek
Zwycieza.

2. JEZELI stan roweru JEST dobry ORAZ intensywno$é¢ treningu JEST
odpowiednia ORAZ zdarzyt sie wypadek na trasie JEST nie TO Janek
zZwycieza.

3. JEZELI stan roweru JEST dobry ORAZ intensywnoéé treningu JEST
nieodpowiednia ORAZ zdarzyt sie¢ wypadek na trasie JEST nie JEST
tak TO Janek przegrywa.

4. JEZELI stan roweru JEST dobry ORAZ intensywnosé treningu JEST
nieodpowiednia ORAZ zdarzyt sie wypadek na trasie JEST nie TO
Janek staje na podium.
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5. JEZELI stan roweru JEST zly ORAZ intensywno$é¢ treningu JEST
odpowiednia ORAZ zdarzyt sie¢ wypadek na trasie JEST tak TO Janek
przegrywa.

6. JEZELI stan roweru JEST zly ORAZ intensywnoé¢ treningu JEST
odpowiednia ORAZ zdarzyt sic wypadek na trasie JEST nie TO Janek
staje na podium.

7. JEZELI stan roweru JEST zly ORAZ intensywno$é¢ treningu JEST
nieodpowiednia ORAZ zdarzyt sie wypadek na trasie JEST tak TO
Janek przegrywa.

8. JEZELI stan roweru JEST zly ORAZ intensywno$é¢ treningu JEST
niecodpowiednia ORAZ zdarzy!l sie wypadek na trasie JEST nie TO
Janek staje na podium.

9. JEZELI wynik maratonu JEST zwyciestwo ORAZ humor sponsora
JEST dobry TO premia JEST przyznana.

10. JEZELI wynik maratonu JEST zwyciestwo ORAZ humor sponsora
JEST zty TO premia JEST przyznana.

11. JEZELI wynik maratonu JEST podium ORAZ humor sponsora JEST
dobry TO premia JEST przyznana.

12. JEZELI wynik maratonu JEST podium ORAZ humor sponsora JEST
zty TO premia JEST nieprzyznana.

13. JEZELI wynik maratonu JEST przegrana ORAZ humor sponsora
JEST dobry TO premia JEST nieprzyznana.

14. JEZELI wynik maratonu JEST przegrana ORAZ humor sponsora
JEST zty TO premia JEST nieprzyznana.

Przedstawione reguty nie wyczerpujg wszystkich mozliwych przypad-
kow, jednakze ztozonos$¢ regul modelujacych cata rzeczywisto$é zapisang
w tekscie przekracza ramy tego przykitadu. Nalezy réwniez zaznaczy¢, ze
okreslenia "wygrywa”, " przegrywa”, "staje na podium” sg pewnym uprosz-
czeniem. Mamy tu do czynienia z jedng zmienng konkluzyjng o nazwie wy-
nik, a jej wartoSciami sg wyzej przytoczone pojecia. W petni poprawny
(aczkolwiek mniej intuicyjny) zapis jednej z regut wygladatby nastepujaco:
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JEZELI stan roweru JEST dobry

ORAZ intensywnos¢ treningu JEST odpowiednia
ORAZ zdarzy? sie wypadek na trasie JEST tak
TO Janek ma wynik JEST wygrywa.

Aby przeprowadzi¢ prawidtowy proces wnioskowania nalezatoby przed-
stawi¢ wzory do obliczania funkcji przynaleznosci dla kazdej wartosci zmien-
nych wystepujacych w powyzszych regutach. Nalezy réwniez zapropono-
wa¢ metode okreslania zmiennych jakos$ciowych takich jak ”stan roweru”
wartos$ciami liczbowymi mozliwymi do zastosowania jako argument funkcji
przynaleznosci. Zatézmy wiec, ze stan roweru oraz intensywnos¢ treningu
bedziemy okresla¢ jako warto$¢ z przedziatu [0...10]. W ten sposéb za-
modelowa¢ mozna naturalne zachowanie czlowieka, znane cho¢by z badan
lekarskich i intensywnosci odczuwania bolu. Funkcje przynaleznosci dla tych
zmiennych lingwistycznych ksztaltuja sie wiec nastepujaco:

Odlaxz <3

Hstan roweru dobry(x) = % dla3 <x <8
ldlax>8

ldlaxz<3
Mstan roweru zly (.CE) = 8% dla3 <z <8
Odlaz>8

Odlaz <3
Htrening odpowiedni (:E) = IT_S dla3 <z <8

ldlax >38

ldlax <3
Hirening nieodpowiedni (Q?) = 8% dla3 <x <8
Odlaz>8

Wykresy powyzszych funkeji przynaleznosci obrazuja rysunki 4.6 oraz
4.7 na stronie 69.

Funkcje przynaleznosci dla zmiennej ” zdarzyt si¢ wypadek” okreslmy ja-
ko funkcje stala, przyjmujaca wartosci 1 oraz 0 dla wartodci ”tak” oraz " nie”
odpowiednio. I znéw, dokonujemy tu pewnego rodzaju uproszczenia w sto-
sunku do modelu rzeczywistego, ktéry powinien zbada¢ wptyw wypadku na
pozostalte czynniki uwzglednione wezesniej.
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Rysunek 4.7: Wykres funkcji przynaleznosci zmiennej lingwistycznej trening

Zatozmy wiec, ze stan roweru zostal okreslony przez Janka wartoscia
4, a lekarz ocenil, ze Janek trenowal w 90% (wartosé 9) tak jak powinien.
Zgodnie z okreslonymi wczedniej funkcjami przynaleznosci mamy:

Mstan roweru dobry (4> = 07 2

Mstan roweru zly (4) = Oa 8
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Hirening odpowiedni(g) =1

Hirening nieodpowiedm’(g) =0
Zaktadajac réwniez, ze nie zdarzyt sie wypadek na trasie, jedynymi re-
gutami dotyczacymi tego, czy Janek zwyciezy mozliwymi do uaktywnienia
(posiadajacymi wszystkie wartosci funkcji przynaleznosci konkluzji wieksze
od 0) beda reguty:

1. JEZELI stan roweru JEST dobry ORAZ intensywnos¢ treningu JEST
odpowiednia ORAZ zdarzyt sie wypadek na trasie JEST nie TO Janek
Zwycieza.

2. JEZELI stan roweru JEST zly ORAZ intensywno$é¢ treningu JEST
odpowiednia ORAZ zdarzyt sie wypadek na trasie JEST nie TO Janek
staje na podium.

W kazdej z regut znajduja sie trzy przestanki potaczone spodjnikiem
ORAZ. Zgodnie z regutami wnioskowania typu Mamdani w systemach
rozmytych, warto$¢ funkcji przynaleznosci zmiennej lingwistycznej bedacej
konkluzja tychze regutl bedzie ograniczona do minimalnej wartosci ktorej-
kolwiek przestanki, a wiec:

Reg. 1:

mind fistan rowera (dODTY);
Wintensywnose treningu(0dpowiednia);
Hwypader (ni€) }

=min{0,2;1;1} = 0,2

Reg. 2:

man{ fhstan rowera(21Y);
intensywnose treningu(0dpowiednia);

Mwypadek(nie)}
=min{0,8;1;1} =0,8

Aby otrzymaé¢ ostateczny wynik i informacje o spodziewanym zajetym
miejscu przez zawodnika, nalezy rowniez okresli¢ funkcje przynaleznosci dla
zbioru rozmytego "wynik”. Z racji tego, ze mamy tu do czynienia z funkcja
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operujaca na wartosciach dyskretnych (nie da si¢ zaja¢ 3,5 miejsca), tym
razem funkcja przynaleznosci zadana jest tabela 4.6.

Hwynik | Wygrana | Podium | Przegrana
1 0,2 0,8 0
2 0,2 0,8 0,8
3 0,2 0,8 0,6
4 0,2 0,8 0,4
5 0,2 0,6 0,2
6 0,2 0,4 0
7 0,2 0,2 0
8 0,2 0 0
9 0,2 0 0
10 0,1 0 0

Tabela 4.6: Funkcja przynaleznosci dla zbioru rozmytego wynik

Po ograniczeniu wartosci funkcji do wartosci odpowiednich wyliczonym
wczesniej otrzymujemy wartosci zapisane w tabeli 4.7.

Huynik | Wygrana | Podium | Przegrana
1 0,2 0,8 0
2 0,2 0,8 0,8
3 0,2 0,8 0,6
4 0,2 0,8 0,4
) 0,2 0,6 0,2
6 0,2 0,4 0
7 0,2 0,2 0
8 0,2 0 0
9 0,2 0 0
10 0,1 0 0

Tabela 4.7: Funkcja przynaleznosci dla zbioru rozmytego wynik po ograni-
czeniu

Graficzna interpretacja uzyskanych wynikow zostata zilustrowana na ry-
sunkach 4.8 oraz 4.9.

Stosujac metode ostatniego maksimum, otrzymujemy informacje, ze Ja-
nek zajal drugie miejsce. Aby dokonczyé wnioskowanie i sprawdzié¢ jaka
premia nalezy si¢ zawodnikowi, nalezatoby przeprowadzi¢ analogiczny pro-
ces dla zmiennych lingwistycznych ”humor sponsora” oraz ”premia”. Ze
wzgledu jednak na obszernosé tego przyktadu i analogie rozumowania, nie
bedzie on tutaj przytoczony.
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Rysunek 4.9: Wykres funkcji przynaleznosci zmiennej lingwistycznej wynik
po ograniczeniu

Systemy korzystajace z logiki rozmytej sa powszechnie wykorzystywane
w praktyce. Jak napisano wcze$niej w rozdziale 2.1.1 na stronie 12, sys-
temy rozmyte zdobywaja coraz wiekszg popularnos¢ ze wzgledu na szero-
kie mozliwosci zastosowania. Do klasycznych zastosowan mozna zaliczy¢
sterowanie wszelkimi urzadzeniami wyposazonymi w automatyke (od ste-
rownikow przemystowych do sprzetu gospodarstwa domowego), uktadami
sterowania maszynami ci¢zkimi, reaktorami, czy klimatyzatorami.

W obrebie zastosowan medycznych, systemy rozmyte uzywane sa do
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sterowania pompami insulinowymi czy wraz z metodami analizy obrazow -
rozpoznawaniem gestow jezyka migowego.

Pomimo zalet metod korzystajacych z logiki rozmytej, duzym proble-
mem jest wyznaczanie funkcji przynaleznosci. Jest to proces dosé¢ zmudny
i trudny, a poprawne rezultaty sa trudne do uzyskania.

4.6 Teoria zbiorow przyblizonych

Profesor Zdzistaw Pawlak w 1982 r. zaproponowal ta nowatorska metode
z powodzeniem wykorzystywang dzisiaj w modelowaniu zaréwno wiedzy
pewnej, jak i niepewnej [116].

Wiedza pewna zapisywana jest w sposob omowiony wczesniej (rozdziat
2.3.4 na stronie 26).

Proponuje sie wykorzystanie pojeé¢ ostrych tzw. dolnego i gornego przy-
blizenia w miejsce tych nieprecyzyjnych. Zdefiniowana réwniez réznica po-
miedzy dolnym i gérnym przyblizeniem (inaczej brzeg zbioru) bedzie sta-
nowita o niepewnosci wiedzy.

Formalnie, jesli dany jest system informacyjny SI = {U, A, V, f} [117]
taki, ze:

e U to uniwersum, czyli zbior obiektéw wchodzacych w sktad systemu,
e A to zbidr atrybutéw opisujacych obiekty definiowane w systemie,

e V' to zbiér wartosci atrybutéw,

e f to zdefiniowana wczesniej funkcja informacyjna,

mozna zdefiniowa¢ tzw. relacje nierozroznialnoséci bedaca iloczynem kar-
tezjanskim na zbiorze obiektow, takim ze wartosci odpowiednich atrybutow
w obu obiektach sg identyczne:

IND(B) = {(z,y) € U x U : Vacpa(z) = aly)}

Relacja ta jest zwrotna, symetryczna i przechodnia. Na podstawie pod-
zbioru atrybutéw B przypisuje ona do tego samego zbioru obiekty z uniwer-
sum, ktore majg takie same wartosci odpowiednich atrybutow wchodzacych

w sktad zbioru B.
Wreszcie, zdefiniowaé¢ mozna pojecia przyblizen:
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Dolnym przyblizeniem jest to zbiér takich wszystkich obiektéw na-
lezacych do klas relacji nierozréznialnosci nad zbiorem B, ktére w ca-
tosci zawierajg sie w klasie decyzyjnej X. Innymi stowy, jest to obszar,
w ktorym zdefiniowane sg wszystkie te obiekty, co do ktérych nie ma
watpliwosci, ze naleza one do zbioru tych poje¢ w Swietle posiadanej
wiedzy:

BX = U,ex{Y € IND(B) : Y C X}

Gorne przyblizenie jest to zbior takich wszystkich obiektow nalezacych
do klas relacji nierozréznialnosci nad zbiorem B, ktére maja niepusta
czes¢ wspolna z klasa decyzyjng X. Sa to wiec obiekty, ktére byé¢ moze
nalezg do takiego zbioru, albowiem nie mamy catkowitej pewnosci, ze
do niego nie naleza:

BX = U,ex{Y € IND(B) : Y N X # 0}

Brzeg zbioru to te elementy, co do ktérych nie wiadomo, czy sa reprezen-
tantami danego zbioru:

BNg(X) = BX — BX

Nawigzmy teraz do omowionego przyktadu dla ilustracji ww. poje¢. Po-
shuzymy sie wiedzg dziedzinows zdefiniowana w rozdziale 4.2 na stronie 53.
Ponadto, korzystajac ze zdefiniowanych juz w czasie wnioskowania rozmy-
tego regul (rozdziat 4.5 na stronie 66) zapiszemy je zgodnie z teoria zbioréw
przyblizonych. Zastosujmy zapis w postaci tablicy decyzyjnej (patrz 2.3.4
na stronie 26). Ze wzgledu na fakt wnioskowania dwupoziomowego, koniecz-
nym jest zdefiniowanie dwoch tablic decyzyjnych.

DTy = (Uy, Ay U {d,})

o U :{X1,X27---7X8}

e A; = {stan roweru (S), intensywno$¢ treningu (I), wypadek na trasie
(W)}

e d; ¢ Ay = wynik maratonu (M),

DTy = (Us, Ay U {d2})
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L U2 - {R17R27“'JRIE}
e A; = {wynik maratonu (M), humor sponsora (H)}

e dy ¢ Ay = premia (P),

X Stan Intensywnos¢ Wypadek | Wynik ma-
roweru | treningu (I) na trasie | ratonu (M)
() (W)

X; | dobry | odpowiednia tak zwyciestwo

Xy | dobry | odpowiednia nie zwyciestwo

X3 | dobry | nieodpowiednia | tak przegrana

X4 | dobry nieodpowiednia | nie podium

X5 | zty odpowiednia tak przegrana

Xg | zty odpowiednia nie podium

X7 | zty nieodpowiednia | tak przegrana

Xg | zty nieodpowiednia | nie podium

Tabela 4.8: Tablica decyzyjna dla przyktadowej wiedzy

X Wynik mara- | Humor sponso- | Premia (P)
tonu (M) ra (H)
Ry wygrana dobry przyznana
Ry wygrana zty przyznana
R3 podium dobry przyznana
Ry podium zty nie przyznana
Rs przegrana dobry nie przyznana
R przegrana zty nie przyznana

Tabela 4.9: Druga tablica decyzyjna dla przyktadowej wiedzy

W celu obliczenia goérnego i dolnego przyblizenia zbioréw, przedstaw-
my najpierw w jaki sposéb relacja nierozroznialnosci dzieli zbior obiektéw
wzgledem wartosci decyzji:

X =X,UX,UX,
X, = {X1, X»},

Xp = { X3, X5, X7},
Xe = {X4, Xo, Xs}
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Zaktadamy, ze nie wiemy jaki byt stan roweru (S) przed wyruszeniem
na tras¢ maratonu. Obliczmy wiec brzeg, dolne oraz gérne przyblizenie dla
pierwszej tabeli decyzyjnej dla zbioru atrybutéow warunkowych B={I, W}
wzgledem wartosci decyzji:

B={I,W}
U/INDsrp = {{X1, X5}, {Xa, Xe}, { X3, X7}, { X4, X5 }}
BX,=10
BX, =)
BX. =10

BX, = {X1,Xs, X5, X¢}
BX, = {X1, X3, X5, X7}
BX. = {X5, X4, X¢, X5}
BNp(X,) = {X1, Xo, X5, X¢}
BNg(X) = {X1, X3, X5, X7}
BNgp(X.) = {X, X4, X¢, X}

Jak widac, wszystkie pojecia nalezg do zbioru brzegowego. Oznacza to,
ze majac dane tylko te informacje, co na wstepie - nie jesteSmy w stanie
jednoznacznie powiedzieé¢, czy Janek wygra, czy przegra. 7Z racji tegoz faktu,
dalsze wnioskowanie bez dookreslenia nowej wiedzy jest bezcelowe.

Teoria zbioréw przyblizonych jest uzyteczna w kontekscie indukcji re-
gut z niekompletnych zbiorow danych. Korzystajac z tego podejscia mozna
rozr6zni¢ pomiedzy trzema typami niekompletnosci wiedzy: (1) wartoscia-
mi utraconymi (danymi zebranymi, ale aktualnie niedostepnymi), (2) war-
tosciami, ktore tatwo mozna uzupetni¢ za pomocg innej wartosci ze zbioru
danych oraz (3) niekompletnoscia niebrana pod uwage (niewazna).

Istnieje wiele metod stosowanych w przypadku niekompletnosci danych.
Gdy niekompletnos¢ dotyczy brakujacej wartosci danego atrybutu, jedna
z czesto stosowanych technik jest uzupelnienie wartosci atrybutu. Oczy-
wiscie, najbardziej trywialnym podejsciem jest w przypadku atrybutéw nu-
merycznych uzupetnié¢ braki wartoscia srednia, zas w przypadku cech nomi-
nalnych — wartoscia najczesciej wystepujaca (dominanta). Ciekawe podejscie
przedstawia praca [126], w ktorej braki sa zastepowane wartoscig ”*”. Po-
nadto, autor [51] proponuje poszukiwanie zbioru wartosci atrybutu w celu
znalezienia najbardziej pasujacej wartosci (ang. closest fit).
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Pierwszy przypadek niekompletnosci wiedzy byt rozpatrywany przez au-
toréw publikacji [149], natomiast trzecia sytuacja zainteresowala autorke
pracy [83]. W drugiej koncepcji, brakujaca wartosé¢ atrybutu moze by¢
zastapiona przez dowolng warto$é¢ sposroéd wartosci wlasciwych dla rozpa-
trywanej dziedziny i wlasciwych dla tego ”typu” obiektéw [49]. Przyktado-
wo, jesli przystepujemy do umowy ubezpieczenia mieszkania, a z jakiegos
powodu aktualna warto$¢ nieruchomogci nie jest znana, korzystajac z teorii
zbiorow przyblizonych mozna siegna¢ do wartoséci nieruchomosci o podob-
nym standardzie, metrazu i lokalizacji aby ekstrapolowac¢ brakujaca wartosc.

Dzigki powyzszym metodom, zostaly opracowane rozwiazania pozwa-
lajace na generowanie regut przy wykorzystaniu danych niekompletnych.

Omowione tutaj metody znalazty réwniez zastosowanie w wielu syste-
mach hybrydowych w dziedzinie uczenia maszynowego i eksploracji danych.
Sa szczegodlnie uzyteczne do indukowania regut decyzyjnych i wyboru cech
znaczacych stuzacych zmniejszeniu wymiarowosci rozpatrywanego proble-
mu. Dziedzina wykorzystywania zbioréw przyblizonych obejmuje takie ob-
szary jak bioinformatyka, ekonomia, finanse, medycyna, multimedia, prze-
twarzanie sygnaléw, robotyka oraz ekstrakcja danych z tekstu.

Szersze i bardziej wnikliwe informacje dotyczace teorii zbioréw przy-
blizonych znacznie wychodzitoby poza ramy tej rozprawy. Wyczerpujace
informacje o tej teorii znalezé mozna w opracowaniu [79].

4.7 Wspotczynniki pewnosci CF

Jak wykazano we wczesniejszym rozdziale, model probabilistyczny do zapisu
wiedzy niepewnej, okazal si¢ niewystarczajacy. Poczynione zatozenia o nie-
zaleznosci warunkowej zmiennych oraz sumowaniu wartosci prawdopodo-
bienstw dotyczacych konkretnej zmiennej do jedynki okazalty sie przydatne
w kontekscie praktycznym, jednakze bardzo czesto niedoktadnym.

W 1975 r. autorzy [139] przedstawili system MYCIN wraz z modelem
tzw. wspoOtczynnikéw pewnosci (ang. certainty-factor). Podejscie to bylo
nowatorskie jak na tamte czasy i pomimo uptywu wielu lat — nadal pozostaje
szeroko wykorzystywane w praktyce.

Dwa lata wczesniej, dzigki Richardowi Swinburne’owi [152] przedstawio-
na zostata nowa metoda klasyfikacji teorii statystycznych. Konkluzja pracy
byta obserwacja intuicyjnie znana juz wczesniej — klasyczny rachunek praw-
dopodobienstwa nie nadaje si¢ do zastosowania w systemach ekspertowych
bazujacych w wigkszosci na cechach jakosciowych, a nie ilo$ciowych.
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W systemie Mycin skorzystano zatem z mozliwosci sprawdzania wiary-
godnosci hipotez czy prawdziwosci przypuszezen (domnieman) zdefiniowa-
nych za sprawg logicznej teorii prawdopodobienstwa (ang. Logical Theory).
Teoria ta glosita istnienie logicznej relacji pomiedzy obserwacja e a hipo-
teza h. Wyrdzniano tutaj stopien potwierdzenia hipotezy przez zaistniate
przestanki [20].

Hipoteze h mozna potwierdzi¢ na jeden z ponizszych sposobow:

1. Metoda klasyfikacji, gdzie po prostu obserwacja e potwierdza hipoteze
h.

2. Metoda poréwnywania, gdzie porownywane sg co najmniej dwie obser-
wacje e; oraz e, i szacowany jest wpltyw kazdej z nich na potwierdzenie
hipotezy h. W wyniku czego przyktadowo dochodzimy do wniosku, ze
”obserwacja e; mocniej niz e; wptywa na potwierdzenie hipotezy h.

3. Metodg ilosciows, gdzie podawana jest wartos¢ liczbowa sity potwier-
dzania hipotezy.

W systemie Mycin zastosowany zostal ostatni sposob oceny, co zaowo-
cowalo powstaniem miary wspotczynnikow pewnosci CF.

System Mycin zawieral poczatkowo baze okoto 200 regut w postaci
"jezeli ... to ...”. Przykladowa reguta wygladata nastepujaco:

IF Kultura bakteryjna rozwineta sig¢ we krwi

AND odczyn jest gramopozytywny

AND bakterie wniknely przez jelito i zoZadek

OR miednica jest miejscem infekcji

THEN Istnieja silne poszlaki (0.7), ze klasag bakterii,
ktére sa za toodpowiedzialne jest Enterobacteriacae.

Roéznica wobec klasycznego zapisu reguty ujawnia sie w jej konkluzji,
ktora to jest opisana wartoscig liczbowa wspoétezynnika CF okreslajacego
przekonanie o prawdziwosci danej reguty. Reguly takie tworzg sie¢ zaleznosci
zwang sieciag wspotezynnikow CF. Przyktadowa sie¢ widoczna jest na ry-
sunku 4.10. Zapis wiedzy z wykorzystaniem wspétczynnikéw pewnosci CF
przedstawiony zostaje analogicznie w stosunku do podejscia probabilistycz-
nego w sieciach Bayesa.

W przypadku naszego przyktadu, korzystajacego z wiedzy dziedzinowe;j
zdefiniowanej w rozdziale 4.2 na stronie 53, mamy dany zbiér weztow (N)
i krawedzi (E):
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N = {stan roweru (S), intensywnos¢ treningu (T), wypadek na
trasie (W), wynik maratonu (M), premia(P), humor sponsora
(H)}

E = {stan roweru = wynik maratonu, intensywnos¢ treningu =
wynik maratonu, wypadek na trasie = wynik maratonu, wynik
maratonu = premia, humor sponsora = premia}

Model ten znacznie upraszcza budowe samej sieci, albowiem liczba wspo-
tezynnikéw, jaka nalezy podaé, jest znacznie mniejsza. Nie sg tu juz po-
trzebne prawdopodobienstwa warunkowe wszystkich ewentualnosci, lecz dla
kazdego przej$cia — doktadnie jedna warto$¢ wspotezynnika CF. Po odpy-
taniu eksperta o wpltyw poszczegdlnych czynnikow na ostateczny wynik,
skonstruowany zostat graf wspotczynnikéw CF jak na rysunku 4.10.

Wypadek na
trasie

Intensywnosc
treningu

0,5 0,5 0,1

Humor
sponsora

Wynik

maratonu

-0,3

0,2

Rysunek 4.10: Sie¢ wspotezynnikow CF dla przyktadowej wiedzy

Na rysunku 4.10 widac przestanki Stan roweru,
Intensywnos¢ treningu, Wypadek na trasie, Wynik maratonu,
Humor sponsora, hipoteze Premia oraz wartosci wspoétczynnikéw CF
pomiedzy poszczegbdlnymi przestankami i hipoteza. Sie¢ konstruowana
jest na podstawie zbioru regut wyindukowanych z wiedzy dziedzinowej
przedstawionej w rozdziale 4.2 na stronie 53.
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Jak widaé¢, wspélezynnik C'F przyjmuje wartosci z przedziatu [—1;1],
jednakze nie jest to wymagane i jego wartos¢ mogtaby by¢ zdefiniowana na
innym przedziale. Aby zdefiniowaé formalnie czym jest C'F' nalezy uprzednio
dokonac¢ opisu miar z ktorych korzysta sie do jego obliczania. W ponizszych
oznaczeniach przyjmuje sie, ze P(h) to prawdopodobienistwo zajscia hipo-
tezy h, natomiast P(hle) to prawdopodobienstwo zajscia hipotezy h pod
warunkiem zajscia warunku e.

Miara wiarygodno$ci (zaufania) (ang. MB - measure of belief)
bedaca wspoélezynnikiem przyjmujacym wartosci z przedziatu [0; 1]
i okreslajacym stopien przekonania o shusznosci danej przestanki jest
definiowana jako:

P(hle) — P(h)

MBlh,e] = 1= P

Miara watpliwosci (ang. MD — measure of disbelief) bedaca wspdtezyn-
nikiem przyjmujacym wartosci z przedziatu [0; 1] i okreslajacymi sto-
pien przekonania o fatszu danej przestanki jest przedstawiona wzorem:

P(h) — P(hle)
P(h)

MDlh,e] =

Jesli P(h) > P(hle) przyjmuje sie, ze poznanie wartosci obserwacji e
zmniejsza przekonanie eksperta o stusznosci hipotezy h. W przeciwnym
przypadku, shuszno$¢ ta zostaje zwiekszona dzigki otrzymanej nowej infor-
macji.

Wspotezynnik pewnosci CF jest definiowany jako réznica pomiedzy
miarg wiarygodnosci, a watpliwosci:

CF[h,e] = MB[h,e] — MDIh, €]

Warto$¢ wspétezynnika CF jest zwykle okreslana na przedziale [—1. .. 1]
wlasdnie ze wzgledu na wartos¢ wspétezynnikow M B[h, e] oraz M DIh, e]:

e Gdy CFlh,e] = —1, oznacza to, ze h jest falszywe na pewno, bo
MBIlh,e] =0 oraz M D[h,e] = 1.

e Gdy CFlh,e] = 1, oznacza to, ze h jest prawdziwe na pewno, bo
MB[h,e] =1 oraz M Dl[h,e] = 0.
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e W pozostalych przypadkach wartos¢ wspotczynnika C'F' nalezy do
przedziatu (—1...1).

Rysunek 4.10 na stronie 79 pokazuje sie¢ zaleznosci wspotczynnikow
pewnosci. Taka sie¢ moze stuzy¢ do szybkiego i efektywnego przeprowadze-
nia procesu wnioskowania.

W celu jego przeprowadzenia, nalezy zdefiniowaé¢ sposéb propagacji
wspotczynnikéw pewnosci CF.

W przypadku, gdy mamy do czynienia z regutami o wielu przestankach
nalezy wpierw wyliczy¢ sumaryczng wartos¢ C'F' dla takiej reguty:

o Jezeli reguta  jest postaci Jezeli e ORAZ eq to
h ze stopniem pewnosci CF, to sumaryczna wartos¢ CF dla
reguty wyliczamy w nastepujacy sposob:

CFlh,e1&es] = min {CF(e;); CF(eq)} - CF(h)

Zapis ten oznacza wybor minimalnej wartosci wspotezynnika
CF sposrod wszystkich przestanek wchodzacych w sktad reguty,
a nastepnie wyliczenie iloczynu z faktyczna wartoscig wspoétezynnika
C'F konkluzji. W przypadku, gdy w regule znajduje si¢ kilka konkluzji,
brana pod uwage jest wiec ta najmniej stuszna.

o Jezeli reguta jest postaci Jezeli e; LUB ey to
h ze stopniem pewnosci CF, to sumaryczna wartos¢ CF dla
reguty wyliczamy w nastepujacy sposob:

CFlh,e &es] = max {CF(e;); CF(eq)} - CF(h)

Tutaj brana pod uwage jest maksymalna wartos¢ C'F' ze wzgledu na
fakt, ze taka regute mozna rozbi¢ na dwie oddzielne reguty, a w proce-
sie wnioskowania wzigta pod uwage bytaby wtasnie reguta o wyzszej
wartosci tegoz.

e W przypadku, gdy wszystkie przestanki reguly uznajemy za pewne,
niezaleznie od ich liczby i sposobu potaczen logicznych pomiedzy ni-
mi, do dalszego obliczania wykorzystywana jest wartos¢ wspotczyn-
nika C'F' konkluzji. Z taka sytuacja mamy do czynienia w przypadku
wiekszosci systeméw bazujacych na tym podejsciu.
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pea o

Rysunek 4.11: Réwnolegle tacze- Rysunek 4.12: Szeregowe taczenie
nie regut regut

W przypadku, gdy dana hipoteza jest konkluzja wiecej niz jednej regu-
ly (patrz rysunek 4.11), nalezy zastosowaé jeden z ponizszych wzoréw na
propagacje niepewnosci wiedzy w zaleznosci od wartosci wspotczynnikow
CF tych regut (funkcja sgn to funkcja signum zwracajaca liczbe —1 dla
kazdej liczby rzeczywistej ujemnej, 1 dla liczby rzeczywistej dodatniej, a 0
dla wartosci 0).

Dla potaczenia rownoleglego (rys. 4.11) nalezy zastosowaé jeden z po-
nizszych wzorow:

sgn(CFley, h]) = sgn(CFleq, h]) =
CFley ea,h] = CFle1, h] + CFles, h| + |CFley, h]| - CFles, h] (4.4)

sgn(CFley, h]) # sgn(CFles, h]) =
B CFlei,h] + CFley, h]
1 min {|C'Fley, hl[; |CFles, hl[}

CFley es, h] (4.5)
Szeregowe ltaczenie regut (rys. 4.12) wymaga jedynie wyliczenia iloczynu
wartosci wspotezynnikow C'F':

CFley ea,h] = CFley, h] - CFley, h]

Przedstawiony tutaj sposéb propagacji wspotczynnikow C'F' nie jest je-
dynym aktualnie rozpatrywanym. Szczegbotowe informacje, wraz z poréwna-
niem oraz badaniami efektywnosci znalez¢é mozna w pracy [91].

Dla podanego wczesniej przyktadu, zaktadajac, ze wszystkie przestanki
sg prawdziwe, sumaryczna warto$¢ wspotezynnika CF wynosi:
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CF(SI,M)=0,5+0,5—-0,5-0,5=0,75
CF(S1IW,M)=0,75+0,5—0,5-0,75= 0,875
CF(SIW M,P)=0,875-0,9=0,7875
CF(STW M H,P) = 0.7875 = 0.3 _ /6o
1-0,3

Do niewatpliwych zalet metody wspotczynnikow pewnosci nalezy pro-
sty system ich propagacji. Dzieki temu, faktyczna implementacja systemu
korzystajacego z tego podejscia jest prosta. Model ten w sposéb racjonal-
ny wydaje si¢ przekuwa¢ niepewnos$é¢ rozumiang przez cztowieka na postac
zinformatyzowang. Po dostrojeniu i rozbudowaniu, systemu Mycin osiggnat
doktadnos$é¢ klasyfikacji przewyzszajaca lekarzy uznawanych za ekspertow
dziedzinowych. Stosunkowo prosty wydaje sie by¢ tez proces akwizycji wie-
dzy.

Niestety, model ten nie zostal w sposéb formalny udowodniony i nie
posiadal poprawnej podbudowy teoretycznej.

Kolejnym podejéciem byta meteda Dempstera-Shafera, ktora pozwolita
na pewne polaczenie modeli probabilistycznych i podejsciem opartym na
modeli wspotczynnikéw pewnosci CF.

W przypadku aktualizacji modelu, czasami konieczna jest aktualizacja
wartosci wszystkich wspétezynnikéw C'F, nawet tych juz poprawnie wyliczo-
nych. Najwieksze jednak wady obejmuja sam proces propagacji wspotczyn-
nikow pewnosci. Przesledzmy przyktad podany na rysunku 4.13. Wida¢ tu-
taj sze$¢ przestanek (a do f) i jedng konkluzje H. Stopnie pewnosci tychze
przestanek s bardzo niskie i wynosza w kazdym przypadku 0,1. Poréwnaé
to mozna do sytuacji w ktorej hipoteza H oznacza uzyskanie miliona dola-
row, a poszczegolne przestanki zdarzenia matoprawdopodobne: wygrana na
loterii, znalezienie pieniedzy na ulicy, darowizna, itp.

Jednakze ze wzgledu na fakt, ze przestanek jest sporo - catkowita wyli-
czona warto$¢ wspotczynnika C'F' hipotezy H wynosi 0,47. Jesli przestanek
tych byloby wiecej, wartos¢ ta bedzie odpowiednio wyzsza.

Drugim przyktadem obrazujacym stabos$é¢ tego podejscia jest spadek
warto$ci wspoOlezynnika C'F dla diugich tancuchéw wnioskowania (rys.
4.14). Jak wida¢ w przykladzie, pomimo stosunkowo wysokich wartosci
wspotezynnikow C'F na poszczegdlnych etapach, catkowita warto$¢ C'F hi-
potezy wynosi nawet mniej niz w poprzednim przyktadzie (C'Fe; —es, hi] =
0,43).
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0,1 0,1
0,1 0,1 ’
0,1

Rysunek 4.13: Wiele przestanek o matej wartosci wspoétezynnika CF

Rysunek 4.14: Dtugi tancuch wnioskowania

Reguly logiki klasycznej zachowuja zasade modus ponens oraz zasade
lokalnosci (ang. Principle of locality). Oznacza to, ze majac regule logiczna
"Jezeli e to h” i wiedzac, ze e jest prawdziwe - na mocy zasady modus
ponens mozna powiedzie¢, ze h rowniez jest prawdziwe; zasada lokalnosci
mowi, ze h bedzie prawdziwe niezaleznie od innych informacji, ktére jeszcze
posiadamy.

Niestety, wnioskowanie w warunkach niepewnosci czesto narusza te dwie
reguly. Stad uzycie modelu CF czesto prowadzi do btedéow we wnioskowaniu
(62, 121].

Kolejny problem przedstawiony jest na schematycznym rysunku poka-
zujacym wnioskowanie w sprawie awarii elektrowni w Czarnobylu (4.15, zré6-
dto: [60]). Widaé tutaj, ze wszystkie doniesienia radiowe, telewizyjne oraz
prasowe miaty zrodlo w jednym wywiadzie telefonicznym. Tak przedstawio-
ny model wspoétezynnikow CF znacznie zwieksza nasze przekonanie o tym,
ze tysigce osob zmarto. Jesli jednak otrzymamy informacje, ze wszystkie te
komunikaty miaty doktadnie jedno Zrédto — nasze przekonanie o stusznosci
tej hipotezy maleje.

Te oraz inne wady spowodowaty, iz autor postanowit rozwinac te metode
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Rysunek 4.15: Schemat wnioskowania po awarii elektrowni w Czarnobylu

i zaproponowaé autorska metode wspotczynnikéw niepelnosci (ang. incom-
pleteness factor) omdéwiong w dalszej czesci pracy.

4.8 Podsumowanie

Nalezy pamietac¢, ze nie kazda wiedza da si¢ w sposéb doktadny zamode-
lowa¢ w wybranych metodach reprezentacji wiedzy. Niestety, zadna z nich
nie jest doskonata do reprezentacji wiedzy niepetnej. Teoria Bayesa wymaga
definiowania bardzo duzej liczby wspotczynnikow oraz zaktada niezaleznosé
zmiennych losowych. Logika rozmyta to koniecznosé definiowywania funk-
¢ji przynaleznodci dla kazdej zmiennej lingwistycznej i kosztowny matema-
tycznie sposdb wyliczania konkluzji. Zbiory przyblizone jedynie w sposéb
bardzo ogdlny daja informacje o ostatecznej konkluzji. Teoria Dempstera-
Shafera oraz wspotczynniki pewnosci CF wydaja sie¢ by¢ metoda obiecujaca,
jednakze réwniez nie pozbawiona wad. W tym celu autor rozprawy pro-
ponuje uzycie wspétezynnikow niepelnosci IF (ang. incompleteness factor)
bazujacych wtasnie na wspotczynnikach CF. Jak to zostanie wykazane w ko-
lejnych rozdziatach, metoda ta wydaje si¢ niwelowaé¢ przedstawione wady
(w postaci relatywnie zbyt niskiej wartosci wspdtezynnika CF dla konklu-
zji przy propagacji niepewnosci wzdtuz dtugich sciezek wnioskowania oraz
relatywnie wysokich przy uzyciem wielu zrédet wiedzy). Koncepcja wspo-
tezynnikéw niepetnosci wiedzy (IF) proponowana w rozprawie w potaczeniu
z ideg grupowania regut podobnych do siebie w skupienia i przegladania po-
tem (w procesie wnioskowania) tylko reprezentantéw skupien pozwalaja na
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optymalizacje SWD pod wzgledem szybkosci wnioskowania jak i ilosci oraz
jakosci wyprowadzonej nowej wiedzy.



Rozdziat 5

Hierarchiczna struktura bazy
wiedzy

Gwaltowny rozw6j narzedzi i mechanizméw informatycznych spowodowat
ogromny przyrost liczby informacji, jakie s gromadzone i przetwarzane
w systemach komputerowych. Wiekszos¢ z nich jednak jest zbierana w spo-
sob automatyczny i w postaci nieprzetworzonej jest dla cztowieka bezposred-
nio niedostepna. Koronnym przyktadem tutaj moga by¢ zaréwno automa-
tyczne logi serwerowe, zbierane z zachowaniem milisekundowych okienek
czasowych, jak rowniez informacje o zachowaniach klientow wielkich sie-
ci handlowych. Informacje od danych rézni jedna wazna cecha: informacja
jest uporzadkowana, jest zestawem uzytecznych cech wydobytych z danych
poprzez ich analize i grupowanie, jest swego rodzaju ich podsumowaniem
[153]. Dopiero od potowy ubiegtego wieku zaczyna sie stosowaé¢ narzedzia
informatyczne w celu zamiany danych na informacje. Do tej pory proces ten
wykonywany byt catkowicie recznie, co w pewnym momencie historii prze-
stato by¢ ekonomicznie uzasadnione. Rozwineta si¢ wige dziedzina informa-
tyki zwana analiza (ekstrakcja) danych (ang. data mining), ktéra przenosita
ciezar tego zmudnego procesu w strone komputerow.

Data mining (eksploracja danych) to proces ekstrakcji, odkrywania
wczesniej nieznanych, niewidocznych na pierwszy rzut oka wzorcoéw, po-
tencjalnych powigzan i innych uzytecznych informacji w duzych zbiorach
danych [168]. Proces powinien byé¢ automatyczny lub czesciej pétautoma-
tyczny, a odkryte wzorce powinny by¢ prawdziwe, mozliwe do zweryfikowa-
nia i miarodajne, wnosi¢ nowg warto$¢ do informacji generujac pewien zysk,
zazwyczaj ekonomiczny. Mianem data miningu okresla si¢ réwniez proces

87
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predykeji, czyli generowania informacji, ktére bezposrednio nie wystepuja
w analizowanych danych. Proces ten pozwala przewidzie¢ nowe wartosci da-
nych lub np. odtworzy¢ dane uszkodzone, zamazane na podstawie analizy
tych juz zgromadzonych i odkrytych w nich wzorcéow.

Eksploracja danych jest pojeciem bardzo szerokim [114]. W jej sktad
wchodzg m.in. nastepujace elementy:

Streszczanie (ang. data generalization) ma na celu stworzenie kroét-
kiego, zwieztego podsumowania streszczanych danych. Opis ten jest
skoncentrowany na wczesniej wybranych pozadanych cechach. Przy-
ktadem tutaj moze by¢ streszczenie i podsumowanie wynikéw badan
laboratoryjnych na duzej grupie ludzi.

Wykrywanie asocjacji (ang. association rule learning) to proces
odkrywania powiazan pomiedzy danymi niewidocznych bezposrednio.
Najczesciej spotyka sie ten typ eksploracji danych w duzych sieciach
handlowych, ktére na podstawie wzorcow behawioralnych klientow
odkrywaja towary najczesciej kupowane razem (powiazane ze soba).

Wykrywanie odchylen (ang. outlier detection) to odnajdywanie da-
nych, ktore z jakichs powodow nie pasuja do pozostatego zbioru. Wy-
korzystanie obejmuje nie tylko detekcje fatszerstw bankowych i ubez-
pieczeniowych, ale takze wykrywanie nieprawidtowosci w sekwencjo-
nowanym tancuchu DNA.

Analiza przebiegéw czasowych (ang. time series detection),
gdzie gtowng role odkrywaja cykliczne podobienstwa zachowania sie
obserwowanej probki. Analiza gietdowa wykorzystuje ta cze$¢ data
miningu.

Klasyfikacja wzorcowa (ang. supervised classification) czyli przy-
pisywanie danych do wczesniej znanych klas lub kategorii. Najczesciej
wykorzystywane przez sektor ubezpieczeniowy, gdzie potencjalnego
klienta przypisuje sie do wczesniej opracowanych grup ryzyka.

Klasyfikacja bezwzorcowa (ang. unsupervised classification)
bedaca procesem podobnym do powyzszego, lecz tutaj nie ma
okreslonych z gory kategorii, a zadaniem algorytmu analizy danych
jest stworzenie nowej taksonomii i przypisanie analizowanych przy-
padkéw do wygenerowanych grup. Inaczej nazywamy ja taksonomia.
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Grupowanie (ang. clustering) bedace odmiana klasyfikacji bezwzorco-
wej, gdzie dane przypisywane sa do grup na podstawie cech wspoélnych,
zwykle na podstawie wybranej wczesniej miary podobienstwa. Liczba
grup, jak réwniez opis ich reprezentanta nie sg znane a prior: i musza
by¢ odkryte w trakcie dzialania algorytmu.

Eksploracja tekstow i WWW (ang. text-mining) obejmuje techniki
wyszukiwania klasyfikacji i grupowania dokumentéw tekstowych. Roz-
patrywacé tu bedziemy wszelkie teksty, ktore nie sg specjalnie utworzo-
ne do celéw analizy automatycznej (np. logi systemowe, reguly w sys-
temach wspomagania decyzji, teksty na stronach www, itd.).

Przebieg procesu odkrywania wiedzy ma charakter iteracyjny. Nieodzow-
nym pierwszym elementem jest zrozumienie zagadnienia przez analityka da-
nych, co pozwala réwniez na tatwiejsza komunikacje z ekspertem dziedzino-
wym, a co za tym idzie — na skuteczniejsza analize¢ danych. Drugi z etapow,
to podzial zbioru danych na dwa lub trzy zbiory (treningowy, testujacy
oraz ewentualnie walidacyjny). W ten spos6b mozna budowaé¢ rozwiazania
w oparciu o pierwszy ze zbiorow danych, podczas gdy faktyczne testowa-
nie i ewentualna walidacja przeprowadzona zostanie na innych danych, lecz
ciggle z tej samej dziedziny i tego samego zrédta. Po ograniczeniu zestawu
danych, nastepuje proces wstepnego czyszczenia i przetwarzania danych. Ma
tutaj miejsce zaréwno konwersja danych do wybranej metody reprezentacji
wiedzy, jak réwniez wstepne usuwanie wartosci izolowanych lub uznanych
za nieprawidtowe [81]. Dokonywana jest réwniez dyskretyzacja zmiennych
lub tez ich normalizacja czy tez konwersja do jednego, przyjetego forma-
tu (np. jedna skala mierzenia temperatury). Kolejnym stadium jest ewen-
tualne ograniczenie liczby wymiaréow stawianego problemu. Analizowanie
kazdej informacji o obiektach znaczaco spowalnia caly proces, dlatego tak
wazne jest wsparcie eksperta w wyborze atrybutéw kluczowych dla danego
problemu. Istniejg réwniez metody stuzace do automatycznego lub potau-
tomatycznego wyboru cech kluczowych, np. metoda sktadowych gtéwnych
[65]. W nastepnym etapie wybierane jest konkretne zadanie eksploracji da-
nych sposréd omoéwionych wezesniej zastosowan. Majac dane te informacje,
mozna przystapi¢ do wyboru i implementacji konkretnego algorytmu i sys-
temu pozwalajacego na osiggniecie zaktadanych celow.

Nieodzownym elementem podsumowujacym jest proba interpretacji zna-
lezionych wzorcéw i weryfikacja ich wraz z ekspertem domenowym. Powodu-
je to, iz zebrana wiedza bedzie nietrywialna i uzyteczna z punktu widzenia
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uzytkownika koncowego. Ostatni etap obejmuje zebranie wnioskéw i przy-
gotowanie ich w wersji czytelnej dla uzytkownika koncowego.

5.1 Grupowanie danych

Analiza skupien jest jedng z podstawowych technik uzywanych w data mi-
ningu [98]. Metoda ta zmienia uporzadkowanie obiektow w taki sposob, ze
obiekty podobne do siebie (zgodnie ze wczesniej zdefiniowana miara podo-
biefistwa lub odlegltosci) trafiaja do tych samych grup (skupien), a obiekty
roznigce sie od siebie — do réznych grup. Wspomniana funkcja podobienstwa
jest wiec kluczowym elementem technik grupowania, albowiem od jej jakosci
wydatnie zalezy jako$é¢ otrzymanych grup.

Od lat ’60 ubiegtego wieku techniki analizy skupien znajduja coraz szer-
sze zastosowanie, a algorytmy stosowane w tym celu ulegaja ciagtej ewolu-
cji. W ostatnich czasach wystepuje wyrazna tendencja do specjalizowania
narzedzi do konkretnego problemu zamiast prob uzyskania rozwiazania ogol-
nego, mozliwego do zastosowania w szerokim spektrum przypadkoéw. Autor
tej rozprawy postanowit jednak zaproponowac rozwigzanie na duzym pozio-
mie ogdlnosci, cechujace sie¢ mozliwo$ciami optymalizacyjnymi pod katem
szczegotowych zastosowan.

Jak napisano wczesniej, w procesie eksploracji danych ogromnie istotna
jest weryfikacja poprawnos$ci wynikéw. Ma to co najmniej tak samo duze
znaczenie w przypadku wykorzystywania algorytmow analizy skupien. Gru-
powanie danych nie moze by¢ traktowane jako proces w petni automatyczny;,
lecz zwykle pétautomatyczny. Kluczowe jest przetestowanie wielu podejsé,
dostrojenie parametréw oraz wtadciwa interpretacja i ewaluacja wynikow.
Osobnym problemem jest forma danych wej$ciowych, ktoéra np. dla danych
przestrzennych musi zosta¢ dostosowana do potrzeb konkretnego algorytmu
grupujacego. Szerzej problem analizy danych przestrzennych zostal omowio-
ny w pracy [68].

Oprocz samego algorytmu podstawowymi parametrami koniecznymi do
zdefiniowania sa funkcja odlegltosci, zaktadana liczba skupien lub kryterium
stopu algorytmu. Jak bedzie to wykazane pézniej, istnieja automatyczne lub
pétautomatyczne metody do wyznaczania niektorych z nich. Przyktadowo,
autor opracowal i przystosowal metode wyznaczania optymalnej liczby sku-
pienr dla grupowania regut algorytmem hierarchicznym AHC [107].

Ze wzgledu na tak duze zréznicowanie dostepnych algorytméw réwniez
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kryterium ich podziatu nie jest tylko jedno. Najczesciej stosowanym kryte-
rium podziatu jest podzial na algorytmy [16]:

e Hierarchiczne

— Aglomeracyjne

— Deglomeracyjne (podziatowe)
e Niehierarchiczne

— K-means i podobne

— K-medoids i podobne.

Inne kryterium podziatu opiera si¢ na strukturach danych wykorzysty-
wanych w czasie procesu grupowania [75]:

Modele potlagczeniowe wykorzystujace hierarchiczne struktury danych,
np. drzewa. Modele te oparte sa na funkcji odlegtoéci (lub podo-
bienstwa).

Modele oparte na centroidach, czyli obiektach uznawanych za repre-
zentatywne dla danej grupy. Przyktadem sg algorytmy k-means.

Modele oparte na rozkladzie wykorzystujace matematyczne funkcje
rozkladu statystycznego. Algorytm oczekiwania-maksymalizacji [31]
jest tutaj przyktadem.

Modele gestosciowe takie jak DBSCAN [34] oraz OPTICS [7] wykorzy-
stujace funkcje gestosci w celu obliczania odlegtosci pomiedzy obiek-
tami tworzacymi skupienia.

Modele grafowe korzystajace z algorytméw grafowych (m.in. do znajdo-
wania kliki w grafie).

Pozostale niedajace sie zakwalifikowa¢ do zadnej z powyzszych grup.

Kolejnym kryterium jest podzial na algorytmy twarde, w ktorych obiekt
zawsze jest przynalezny do jednej i tylko jednej grupy (skupienia) oraz al-
gorytmy rozmyte, w ktérych obiekt nalezy do wielu grup, a odpowiedni
wspolezynnik okresla stopien przynaleznosci [92].

Ostatnim rozpatrywanym kryterium jest podzial na algorytmy deter-
ministyczne, w ktérych wynik grupowania jest zawsze taki sam dla tego
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samego zestawu danych oraz algorytmy stochastyczne (niedeterministycz-
ne), w ktoérych czynnik losowy decyduje o ostatecznym podziale na grupy.
Przedstawicielem tej pierwszej grupy jest szczegdétowo oméwiony algorytm
AHC, natomiast drugiej — algorytm k-means.

Autor stosowat rézne algorytmy analizy skupien [67, 68], a doswiadcze-
nia z tych badan zaowocowaly ostatecznie uzyciem algorytmoéow determi-
nistycznych, dostarczajacych stabilnych i stalych podzialéw obiektéw na
grupy. Istnieja réwniez inne badania rozpatrujace ten problem [106], jed-
nakze w zadnym z dotychczasowych opracowan nie byt brany pod uwage
wplyw niepelnosci wiedzy na skutecznosé¢ i efektywno$¢ wnioskowania.
W tym celu autor tej rozprawy, po wielu badaniach i strojeniu parametréw
poczatkowych, przystosowal algorytm hierarchiczny AHC do grupowania
regut w SWD. Algorytm ten korzystajac z mechanizmoéw analizy skupien
daje rowniez pewng informacje o sposobie postepowania z niepelnoscig wie-
dzy. Problem ten bedzie szczegbétowo oméwiony w rozdziale 5.3.3 na stronie
119.

5.1.1 Algorytmy hierarchiczne

Algorytmy hierarchiczne charakteryzuja sie tym, ze budujg grupy obiektow
krok po kroku. Poza tym, budujg, omawiang doktadniej w dalszej czesci
pracy, hierarchie skupien. W oryginalnej wersji dla n obiektow tworza n — 1
skupien. W obrebie tej grupy algorytméw wyréznia sie dwie podgrupy [76]:

e Algorytmy aglomeracyjne,
e algorytmy podziatowe (deglomeracyjne).

Algorytmy podziatlowe rozpoczynaja prace z zatozeniem, ze wszystkie
obiekty w bazie stanowia jedna grupe. Nastepnie, w poszczegdlnych kro-
kach, dzielg obiekty na poszczegdlne zagniezdzone grupy, wewnatrz ktérych
podobienstwa obiektow sa wieksze niz na poziomie wyzszym. Algorytmy te
koncza swoj przebieg, gdy na najnizszym poziomie otrzymamy tyle grup ile
jest obiektow (innymi stowy: kazdy obiekt bedzie w oddzielnej grupie).

Algorytmy aglomeracyjne maja odwrotny przebieg: na poczatku zakta-
da sie, ze kazdy z obiektow jest reprezentantem oddzielnej grupy. Nastepnie,
w kolejnych krokach, algorytm probuje odnalezé obiekty, ktore sa najbar-
dziej do siebie podobne (lub najmniej do siebie niepodobne). Po ich od-
nalezieniu, zostaje utworzona nowa grupa obiektow skladajaca sie z tych
najbardziej podobnych (najmniej niepodobnych). Krok ten powtarza sie az
do momentu, w ktérym wszystkie obiekty znajduja sie w jednej grupie.
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n skupien
= n obiektow

n-1 skupien

n-2 skupien

Aglomeracja Deglomeracja

potaczenie BE podziat najbardziej

k+1 skupieri niepodobnych

najbardziej
skupien

podobnych skupien Htorn,

k skupien

Rysunek 5.1: Aglomeracja i deglomeracja

Wada algorytmoéw hierarchicznych jest duza ztozono$¢ obliczeniowa
(rzedu O(n?), a nawet O(n?)).

Wymagaja one do poprawnego dziatania generowania macierzy podo-
bienstwa (lub niepodobiefistwa). Struktura ta to macierz tréjkatna dolna,
w ktorej znajduje sie tyle samo wierszy co kolumn. Na przekatnej macierzy
znajduja sie zwykle same zera lub warto$¢ nieskonczonosci. Zaréwno wier-
sze jak i kolumny sa etykietowane identyfikatorami obiektéw wchodzacych
w sktad bazy danych podlegajacej grupowaniu. Na przecieciu i-tej kolum-
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ny oraz j-tego wiersza znajduje sie warto$¢ funkcji podobiefistwa (niepodo-
bienstwa) obiektu i-tego do j-tego. Im ta wartosé¢ wigksza (mniejsza) tym
obiekty bardziej do siebie podobne.

Skutecznos$é¢ algorytmoéow hierarchicznych zalezy w ogromnym stopniu
od wyboru sposobu wypelniania macierzy podobiefistwa (czyli od wybra-
nej metody wiazania obiektow w grupy). W wyniku dziatania algorytméw
grupujacych powstaja zagniezdzone struktury drzewiaste, tzw. dendrogra-
my (przyklad przedstawia rys. 5.2 na str. 94). Sa one naturalnym sposobem
wizualizacji pogrupowanych danych.

| RLR2,R3,R4, \
\_ R5,R6,R7

‘-" R1, R2, R3 "'I |c' R4, RS, R6, ‘
\ J “_\ R7 |

b

‘-‘" R4, RS ""I ["' R6, R7 ""I

| RL,R2 ‘-‘

- b _, b _,

'RL | R2 | R3 || R4 || R5 [ R6 || R7 |

—_— V' s - V' U e

Rysunek 5.2: Przyktadowy dendrogram dla 7 regut

Algorytmy aglomeracyjne

Pierwszym i najprostszym algorytmem aglomeracyjnym jest algorytm
Agnes [76] nazywany réwniez czasem AHC (ang. Aglomerative Hierarchi-
cal Clustering). Jego przebieg jest nastepujacy:

1. Przypisz kazdy obiekt do oddzielnej grupy. Tym samym, utworz n
grup, gdzie n to liczba obiektow grupowanych.

2. Utworz grupe z dwoch grup o najmniejszej wielkosci miary niepodo-
biefistwa (najwiekszej mierze podobienstwa) z poprzedniego kroku.

3. Oblicz miare podobiefistwa (niepodobienstwa) pomiedzy nowoutwo-
rzong grupa a wszystkimi pozostatymi grupami.

4. Powtarzaj kroki 2 i 3 az do utworzenia jednej grupy zawierajacej
wszystkie obiekty.
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Do obliczenia miary podobienstwa pomiedzy grupami stosuje si¢ miary
przedstawione w tabeli 5.7 na stronie 114.

Pewnym wariantem algorytmu jest przerwanie procesu grupowania
w odpowiednim momencie. Autorka prac [106, 113] proponuje zatrzyma-
nie procesu aglomeracji (laczenia) skupien w przypadku, gdy podobienstwo
miedzy skupieniami staje si¢ wieksze niz miedzy elementami wewnatrz da-
nego skupienia. Oznaczatoby to bowiem, ze réznice miedzy grupami prze-
staja by¢ wyraznie i trudne bedzie ich efektywne przeszukiwanie. Okaze
sie przyktadowo, ze dwa rozne skupienia majg juz bardzo podobnych re-
prezentantéw i wybor jednego z nich jako bardziej odpowiedniego bedzie
albo bardzo trudny albo niemozliwy. Z tego wzgledu autorka bazujac na
kryterium podobienstwa wewnatrz skupien oraz niepodobienstwa miedzy
skupieniami oméwionym w pracy [155] przez Theodoridisa i Koutroumbas
okreslita optymalny moment na zakoriczenie procesu grupowania. Wyni-
kiem proponowanego w pracach [106, 113] algorytmu mAHC bedzie zatem
pewna grupa skupien o strukturze hierarchicznej wewnatrz kazdego z nich
(skupien) zamiast jednej duzej grupy, jak to ma miejsce w przypadku uzycia
klasycznego algorytmu AHC.

Autor niniejszej rozprawy poczynil dodatkowo starania do zapropono-
wania poprawnego sposobu wyznaczania kryterium stopu dla algorytmu
mAHC uzytego do grupowania regut. Konkretne rozwiagzanie wraz z pseu-
dokodem prezentowane jest na stronie 123.

Przyktad algorytmu AHC  Przesledzmy bieg algorytmu na przyktadzie. Ma-
my dang macierz niepodobienstwa dang w tabeli 5.1.

HENEAERENER

11 -

21 26| -

312632 -

412712 ] 2| -

D 6 |26 |41 |45 -
65031311938 -

Tabela 5.1: Macierz niepodobienstwa dla przyktadowych danych

Macierz ta jest wyliczana w pierwszym kroku za pomoca funkcji odle-
glosdci (podobienstwa). Jak widaé w przykladzie, nie zastosowano skalowa-
nia lub normalizacji danych. Nie jest to procesem koniecznym, jednakze jak
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okaze si¢ w trakcie badan — normalizacja utatwia i przyspiesza proces od-
najdywania regut, a tym samym — zwigksza efektywnos¢ wnioskowania. Do
przyktadowego grupowania uzyjemy metody $redniego wigzania.

W pierwszym kroku zaktadamy, ze n = 6, jako ze mamy 6 obiektow,
ktore chcemy pogrupowac.

W nastepnym kroku przeszukujemy tabele w poszukiwaniu najmniej-
szych wartosci. Minimalna wartosé¢ to 2. Wystepuje dla obiektow:

d(2,4) = d(3,4) = 2

W takim przypadku grupujemy pierwszy w kolejnosci napotkany obiekt.
Powstaje grupa ztozona z obiektéw 2 oraz 4 (tabela 5.2 na stronie 96 ob-
razuje sposob powstania tabeli w kolejnym kroku. Tabela wynikowa to: 5.3
na stronie 96).

[t [ 24 [3]5]6]
1 _
2.4 | (26427)/2 -
3 26 (3242)/2 | -
5 6 (26+45)/2 | 41 | -
6 50 (31+19)/2 | 31 | 38 | -

Tabela 5.2: Tworzenie macierzy niepodobienstwa w drugim kroku algorytmu

—_
1

24 265 -
3026 [ 17 | -

5 I 6 |365]41] -
6 || 50 | 25 |31]|38]-

Tabela 5.3: Macierz niepodobienstwa po trzecim kroku algorytmu

Macierz niepodobienstw zmniejszyta swoj stopien o jeden, powstata no-
wa grupa ztozona z obiektow 2, 4. Nastepnie nalezy powtarzaé¢ kroki 2 oraz
3 az wszystkie obiekty zostang zgrupowane.

Po zakonczeniu dziatania algorytmu wida¢ w jaki sposéb zostaty two-
rzone grupy. W wyniku otrzymalisémy jedna grupe zawierajaca wszystkie
obiekty poddawane grupowaniu.
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ERREREOEAL

15 -

24 31 | -

3 [335] 17 | -
6 || 44 |25 |31 -

Tabela 5.4: Macierz niepodobienstwa po zgrupowaniu obiektéw 1,5

[ [ 15 [24376]
1,5 -
243 [ 31,42 -
6 44 27 | -

Tabela 5.5: Macierz niepodobienstwa po zgrupowaniu obiektow 2,4,3

’ H 1,5 ‘2,4,3,6‘

1,5 -
2436 | 3457 | -

Tabela 5.6: Macierz niepodobienstwa po zgrupowaniu obiektow 2,4,3,6

Efektem dziatania algorytmu AHC' dla tego zbioru przyktadowego
bedzie dendrogram przedstawiony na rysunku 5.3. Przycinajac odpowied-
nio drzewo (lub przerywajac proces grupowania w odpowiednim momencie)
mozemy otrzymaé¢ grupy (1,5); (2,4,3); (6) lub (1,5); (2,4,3,6)
w zaleznosci od wysokosci ciecia.

BIRCH Bardzo ciekawym algorytmem, ktorego nie mozna jednoznacznie
zaklasyfikowaé do jednej z podanych grup, jest algorytm BIRCH [78]*. Pro-
dukuje on hierarchiczne drzewo obiektéw, jednak w trakcie jego dziatania
wykorzystuje réwniez techniki niehierarchiczne. Algorytm sprawdza si¢ przy
przetwarzaniu duzych ilosci danych poniewaz w trakcie swojego dziatania
reaguje na mozliwos¢ przepekienia pamieci operacyjnej wpisywanymi da-
nymi.

Idea tego algorytmu jest podobna do koncepcji fraktoryzacji. Tutaj row-
niez obiekty z bazy danych sg przyporzadkowywane do podgrup, zwanych
”cechami klastrow” (ang. “cluster-features”) . Te podgrupy sa nastepnie
grupowane w K grup za pomoca tradycyjnych, hierarchicznych metod gru-
powania.

*Balanced Interative Reducing using Cluster Hierarchies
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Rysunek 5.3: Dendrogram dla przyktadowych danych

“Cecha klastrow” (w skrécie C'F) to w istocie zbiér informacji staty-
stycznych o podzbiorze danych:

M M
CF ={M,LS,55} = {M,> X;,> X7}
=1 i=1
gdzie M oznacza liczbe elementéw w danym skupieniu, LS sume cech
obiektow, a S'S sume kwadratow cech obiektow.
Powyzsze informacje sg wystarczajace do poprawnego przeprowa-
dzenia procesu grupowania. W jego wyniku powstaje struktura zwana
CF-drzewem. Obiekty sg grupowane iteracyjnie, jeden obiekt po drugim
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umieszczany jest w drzewie (mozna zauwazy¢ pierwsza wade algorytmu -
wrazliwos¢ na kolejnosé danych wejsciowych). O rozmiarach i strukturze
CF-drzewa decyduja dwa parametry: B oraz e.

Drzewo CF sktada sie z weztéw bedacych lisciami lub nie bedacych
lisSciami. Te ostatnie maja co najwyzej B potomkoéw, ktorzy reprezentuja
cechy klastrow C'F; dla ¢ =1,..., B. Wezet nie bedacy liSciem reprezentu-
je grupe ztozona z podgrup jego potomkow. Wezet bedacy lisciem zawiera
co najwyzej L obiektéw, z ktorych kazdy obiekt jest cecha klastra C'Fj
dla 7 = 1,..., L. Wezty-liScie reprezentuja grupy utworzone ze wszystkich
cztonkéw grupy.

Parametr € okresla maksymalng srednice grupy. Jesli po dodaniu nowego
obiektu, $rednica nowej grupy przekroczy ta wartos¢, nastepuje rozbicie
grupy. Wybierane sg dwa najbardziej oddalone od siebie obiekty, a nastepnie
wszystkie obiekty z grupy poprzedniej otrzymuja nowe przyporzadkowanie
do jednej z dwoch grup.

Sam algorytm BIRCH [92] przedstawia sie nastepujaco:

1. Zanalizuj dane i zbuduj CF-drzewo.

2. Jesli w czasie konstrukeji drzewa przekroczona zostanie maksymalna
warto$¢ pamieci operacyjnej, to wtedy potraktuj lisScie obecnego drze-
wa jak obiekty. Zwieksz parametr € i zbuduj nastepne drzewa (tym
razem mniejsze) z “cech klastréw” i pozostaltych, nieprzetworzonych
jeszcze obiektow.

3. Powtarzaj kroki 1 i 2 az do zbudowania pelnego CF-drzewa, ktore
miesci sie¢ w pamieci.

4. Za pomocg metody hierarchicznej dokonaj grupowania CFow w k
grup.

5. Dokonaj przypisania obiektéw do najblizszych im skupien.

Algorytmy deglomeracyjne

Przeciwienstwem algorytmu Agnes jest algorytm Diana [76]. Zamiast budo-
wacé od podstaw hierarchie grup, rozbija on wstepna, ztozona ze wszystkich
obiektéw grupe tak, aby kazdy obiekt byt w koncu oddzielng grupa.
Algorytm sktada sie z n — 1 krokéw, gdzie n to liczba obiek-
tow. W kazdym kroku algorytmu nastepuje wybor grupy C', ktora jest
wewnetrznie najmniej spdjna (zawiera obiekty najbardziej niepodobne do
siebie). Parametr ten, okreslany mianem $rednicy, jest definiowany jako:
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diam(C) := maxd(1, j),

i,jeC

gdzie d(i,j) to odleglosé pomiedzy dwoma obiektami ¢ oraz j z grupy
C. Sam podzial przebiega w sposéb nastepujacy:

1. Do zbioru A przypisz wszystkie elementy grupy C'. Za zbiér B przypisz

zbiér pusty.

2. Przenies jeden obiekt ze zbioru A do B w nastepujgcy sposob:

a)

b)

Dla kazdego obiektu ¢ € A oblicz wspolezynnik «(7), Srednia
miare niepodobienstwa to wszystkich innych obiektéw grupy A.

Wybierz obiekt m o najwigkszej wartosci wspotczynnika «v i prze-
nies go do grupy B. Wtedy:

A:= A\{m}, B:={m}

3. Przesun inne obiekty z A do B:

Jesli |A| = 1, wtedy koniec.
W przeciwnym przypadku oblicz dla wszystkich i € A, ().

Oblicz érednie niepodobienstwo obiektu ¢ do wszystkich obiektow
z B (oznaczane przez d(i, B)).

Wybierz obiekt h € A dla ktérego:

a(h) —d(h,B) = max (i) — d(i, B))

Jesli a(h) —d(h, B) > 0 wtedy przesun obiekt h z A do B i wr6é
do punktu 3.

W przeciwnym wypadku, zatrzymaj proces i pozostaw zbiory A
oraz B w nienaruszonym stanie.

5.1.2 Algorytmy niehierarchiczne

W przeciwienstwie do algorytmow hierarchicznych, algorytmy niehierar-
chiczne (podziatowe, partycjonujace) wymagaja na samym poczatku poda-
nia docelowej liczby skupien. Liczba ta jest kluczowa i stata podczas dzia-

tania algorytmu. Co wigcej, zadna z utworzonych grup nie moze pozostac

pusta po wykonaniu procesu grupowania.
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Zasada dziatania algorytmoéw partycjonujacych jest wstepne podzielenie
zestawu danych na K grup, a nastepnie iteracyjna poprawa tego podziatu
az do momentu stwierdzenia braku mozliwosci poprawy.

Jak mozna tatwo wyliczy¢, sprawdzenie wszystkich mozliwosci podziatu
n obiektéw na K grup wyrazone liczba Stirlinga drugiego rzedu [42]:

1 us —1 K -7
jest ekstremalnie trudne juz dla matych wartoséci K oraz n (przyktadowo,
dla K =5 oraz n = 25 liczba mozliwosci to 2436684974110751).
Istnieje wiele metod i algorytmoéw niehierarchicznych, wérod ktorych do
najwazniejszych naleza:

1. K-means - kazda grupa jest reprezentowana przez jej centroid.

2. K-medoids - kazda grupa jest reprezentowana przez jeden z jej ele-
mentéw (medoid).

Algorytmy uzywajgce metod niehierarchicznych sg algorytmami niede-
terministycznymi, nieoptymalizowane majg rowniez tendencje do wpadania
do miniméw lokalnych funkcji grupowania. Ich zaletami jest jednak duzo
mniejsza ztozonosé obliczeniowa (rzedu O(n)). Niestety, k-means sa bardzo
podatne na szumy i wartosci znacznie odbiegajace od Srednich.

Algorytm k-means

Algorytm k-means jest klasycznym przedstawicielem algorytméw niehierar-
chicznych [92]. Jego dziatanie polega na losowym podziale wejsciowego zbio-
ru obiektéw X na k wzajemnie roztacznych, niepustych podzbioréw (grup).
Parametr k£ musi by¢ zdefiniowany jeszcze przed dziataniem algorytmu, co
stanowi jego znaczaca wade (poniewaz nierzadko analityk danych nie wie
ile naturalnych skupien wystepuje w analizowanym zbiorze).

Algorytm poczatkowo w sposdb stochastyczny wybiera tzw. centroidy,
czyli obiekty stanowiace ”$rodki” grup. Srodek grupy jest tutaj rozumia-
ny jako punkt w przestrzeni m wymiarowej (m to liczba atrybutéw opi-
sujacych obiekty) o najmniejszej odlegtosci w stosunku do pozostatych ele-
mentéw wchodzacych w sktad grupy. Odlegtosé (podobienstwo) rozumiana
jest w taki sam sposéb jak w przypadku algorytméw hierarchicznych.

Po wylosowaniu poczatkowych centroidow, algorytm w sposob iteracyj-
ny stara si¢ wyznaczy¢ nowe srodki grup. Jesli mu si¢ to uda, obiekty sa
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ponownie przypisywane do grup tak, aby znalez¢ si¢ najblizej srodkéw grup.
Klasycznym kryterium stopu jest sytuacja, w ktorej nie da sie poprawic¢ juz
dopasowania obiektéw lub tez osiggnieta zostanie zadana wczesniej liczba
iteracji algorytmu.

Algorytm k-means charakteryzuje sie niskg ztozonosciag obliczeniowg na
poziomie O(n), jednakze jest algorytmem niedeterministycznym, a co za
tym idzie — wyniki otrzymywane sa trudne do powtorzenia. Czesto algorytm
uruchamia si¢ wielokrotnie aby zminimalizowaé¢ wpltyw losowosci na wyniki
grupowania, co niestety zwieksza jego czas dziatania.

Zapis algorytmu prezentuje sie nastepujaco:

Algorytm 3: Algorytm k-means

Dane: X = {X; ... X, } — obiekty grupowane; K — zatozona liczba
skupien
Rezultat: C = {C}...Ck} - K grup obiektéw wraz z ¢; ... cx
centroidami
begin
c1...ck = Xrandom Przyjmij losowe obiekty jako centroidy;
Przypisz pozostate obiekty X; do najblizszych skupien C ... Cgk;
while nastgpity zmiany w skupieniach do
c1...ck = oblicz nowe centroidy na podstawie odlegtosci
obiektéw wchodzacych w sktad danej grupy;
Przydziel obiekty X ... X, do najblizszych skupien C] ... Ck
end

end

Algorytm k-medoids

Drugim algorytmem niehierarchicznym jest k-medoids [76]. Zasada dziala-
nia jest bardzo podobna do algorytmu k-means, jednakze w tym przypadku
zamiast centroidow wystepuja tzw. medoidy. Medoid bedzie definiowany ja-
ko element z poczatkowego zbioru obiektéw wybierany jako reprezentant
grupy. W odréznieniu od k-means, gdzie srodkiem grupy moégt byé¢ punkt
spoza oryginalnego zbioru danych, w algorytmie k-medoids wystepuje ogra-
niczenie do wyboru reprezentantow skupienia jako obiektéw z oryginalnego
zbioru poddawanego grupowaniu.

Najbardziej popularng odmiang algorytmu k-medoids jest PAM (ang.
Partitioning Around Medoids). Poczatkowe dzialania algorytmu sa tozsa-
me z k-means. W sposob losowy wybieranych jest k obiektéw uznawanych
za medoidy, a pozostale obiekty przypisywane sa do grupy zgodnie z naj-
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blizszym medoidem. Nastepnie kazdy z wybranych medoidéw zamieniany
jest z obiektami wchodzacymi w sktad aktualnego skupienia. Obliczany jest
koszt takiej zamiany i sposréd wszystkich wariantéw — wybierany jest taki
o najmniejszej catkowitej wartosci funkeji kosztu definiowanej jako suma
odlegtosci obiektéw wewnatrz grupy do obiektu wybranego jako medoid.
Dzigki temu procesowi wybierany jest obiekt lezacy najblizej w stosunku do
pozostalych elementéw skupienia.

Po wybraniu medoidéw proces dopasowywania pozostatych obiektéw do
grup jest powtarzany. Algorytm konczy swoje dziatanie w momencie w kto-
rym w dwoch kolejnych iteracjach nie wystapily zadne zmiany w podziale
na grupy lub tez wyczerpano limit iteracji algorytmu.

Pseudokod algorytmu ma nastepujacg postac:

Algorytm 4: Algorytm k-medoids

Dane: X = {X;...X,} — obiekty grupowane; K — zalozona liczba
skupien

Rezultat: C = {C}...Ck} - K grup obiektow wraz z my ... mg

medoidami

begin

my ... Mg ‘= Xyrandom Przyjmij losowe obiekty jako medoidy;

Przypisz pozostate obiekty X; do najblizszych skupien C ... Cgk;

while nastgpity zmiany w skupieniach do

foreach medoid m; do

foreach X; niebedgcego medoidem do
Zamien obiekty m; oraz X; ze sobg i oblicz koszt

zamiany
end
end
Wybierz dopasowanie o najmniejszym koszcie;

end

end

5.2 Parametry grupowania

Algorytmy analizy skupien stworzone byly pierwotnie do przetwarzania da-
nych o duzym rozmiarze. Tak postawione zadanie implikuje pewne pozadane
cechy idealnego algorytmu grupujacego [93]:

e Minimalizacja liczby iteracji algorytmu, wrecz tworzenie grup w czasie
jednego przebiegu dzialania.
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e Niewrazliwos$¢ na ksztalt skupien danych, a co za tym idzie - zdolnos¢
do tworzenia grup o dowolnie skomplikowanych ksztaltach (w tym
zagniezdzonych).

e Niewrazliwos¢ na szum informacyjny w danych i wartosci izolowane.

e Samouczenie sie, mozliwo$¢ pracy nienadzorowanej. Parametry takie
jak liczba grup nie powinny by¢ wymagane; sam algorytm powinien
wykry¢ najbardziej wlasciwa liczbe grup na podstawie analizowanych
danych.

e Umiejetnosé grupowania réznych typow danych: binarnych, dyskret-
nych i kategorycznych (zbiory danych moga zawiera¢ informacje rézne-
go typu, a algorytm powinien umozliwiaé grupowanie kazdego z nich).

e Niewrazliwo$¢ na kolejno$é przetwarzania informacji (dla kazdej
mozliwej permutacji obiektow, wyniki powinny by¢ identyczne).

e Skalowalno$¢ (algorytm powinien poprawnie dziata¢ dla danych wie-
lowymiarowych, zaréwno dla matych i duzych zbioréw danych).

e Mala ztozonosé obliczeniowa (techniki grupowania sa z zalozenia sto-
sowane do duzych i bardzo duzych zbiorow danych, czesto opisanych
przez wiele parametréw, wiec nawet drobne obnizenie ztozonosci ob-
liczeniowej finalnie moze poskutkowaé¢ realnym skroceniem czasu ob-
liczen).

Niestety do chwili obecnej nie zostat opracowany algorytm, ktory spe-
niatby wszystkie te warunki dla kazdego rodzaju danych i nalezy doswiad-
czalnie dobiera¢ odpowiedni algorytm do analizowanych informacji do mo-
mentu osiagniecia zadowalajacych rezultatow.

5.2.1 Wartosci izolowane, szum informacyjny

W czasie przeprowadzania procesu grupowania nie wszystkie wartosci daja
sie¢ jednoznacznie zakwalifikowa¢ do utworzonych grup. Obiekty, nierzadko
opisane licznym zbiorem atrybutéow, moga mie¢ w swoim opisie wartosci
spoza zakresu uznawanego za typowy. Sytuacja ta zwana szumem informa-
cyjnym wplywa na jako$¢ tworzonych skupien. Szum informacyjny powstaje
za sprawg bledéw pomiarowych, bltedéw konwersji danych, czy tez bledéw
ludzkich. W duzych bazach danych jest nie do wychwycenia za pomoca
recznych metod analizy. Czasami zdarza sie rowniez, ze na ktéryms etapie
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wartos¢ danego atrybutu zostaje pominieta z réznych powodéw. W tej sy-
tuacji mamy do czynienia z problemem wiedzy niepelnej lub tez z brakiem
w danych (ang. missing values).

¥
™
5.0 — [ ] .
[ ]
[ ]
4.8 a® 2
7 @ ®ee o o
4.6 - . o,
4.4 —
J | ¥ I A [ I I ' I 1 1
40 45 50 55 60 65

X

Rysunek 5.4: Graficzna interpretacja wartosci odstajacej

Sytuacja zobrazowana na rysunku 5.4 przedstawia sytuacje wystepo-
wania tzw. wartosci izolowanych (ang. outlier) [3]. Obiekty te w sposéb
skuteczny moga doprowadzi¢ do zaburzenia procesu grupowania, zwtaszcza
w algorytmach, ktére nie sa odporne na wystepowanie takich wartosci (np.
k-means). Ze wzgledu na wykorzystanie funkcji podobienistwa (odlegtosci)
tego typu odstajgce dane moga zaburzy¢ proces tworzenia sie grupy. Przy-
ktadowo, w sytuacji gdyby w algorytmie k-means za centrum grupy przyjac
taka wartos¢ izolowang, odlegto$¢ pomiedzy Srodkiem grupy a dowolnym
innym obiektem bytaby zbyt duza aby poprawnie sformowac¢ grupe. Lepiej
z tym problemem radza sobie algorytmy hierarchiczne, w ktorych to taka
odstajgca wartos¢ stanowi¢ bedzie oddzielng galaZ na dendrogramie i nie
zaburzy procesu grupowania pozostaltych obiektow.

Istnieje kilka metod stuzacych do poprawnego modelowania systemu
z wartosciami izolowanymi:

Retencja wartosci odstajacych, czyli ich wykrycie i oznaczenie do przejrze-
nia przez eksperta. W ten sposéb to cztowiek ostatecznie podejmuje
decyzje, czy warto$¢ obserwacji jest na tyle istotna (i mozliwa), ze
nalezy ja bra¢ pod uwage w procesie grupowania, czy tez jest btedem
i nalezy ja usunac.

Wykluczenie (usuniecie) odchylen w sposéb automatyczny jest kontro-
wersyjnym sposobem na unikniecie btedéw dopasowania elementow
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do grup. Nalezy zauwazy¢, ze jest to ryzykowne i moze doprowadzi¢
do utracenia informacji istotnych z punktu widzenia procesu ekstrak-
¢ji danych. Automatyczne usuwanie wartosci izolowanych ma miejsce
zwykle tylko w systemach o bardzo duzej ztozonosci, gdzie manualna
weryfikacja jest niemozliwa. Za kazdym razem jednak nalezy poin-
formowa¢ uzytkownika koncowego o przyjetej metodologii usuwania
wartosci odstajacych.

Zmiana podejscia jest konieczna dla zbiorow danych, ktorych rozktad nie
pokrywa sie z rozkladem normalnym. W grupowaniu nigdy nie mozna
zatozy¢, iz grupy beda miaty jaki$ z gory upatrzony ksztatt (np. kuli-
sty). W tym celu nalezy przeprowadzi¢ eksperymenty i w przypadku
otrzymania niesatysfakcjonujacych danych — zmienié¢ uzywany algo-
rytm grupujacy.

Zastosowanie podejscia rozmytego w ktorym dany obiekt moze na-
leze¢ do kilku réznych klas (grup) z inna wartoscia przynaleznosci.
W ten sposéb niejako problem jest omijany i przekazywany czlowie-
kowi do interpretacji. Nalezy jednak pamietac¢, ze podobnie jak w sys-
temach ekspertowych — propagowanie niepewnosci wiedzy w postaci
rozmywania przynaleznosci obiektu do grupy (np. taczenie skupien ze
soba) zwielokrotnia btad.

W ostatnich latach pojawilo sie pojecie ”eksploracji wartosci od-
stajacych” (ang. outlier mining) [6]. Jest to galaz data miningu, ktéra
zajmuje sie analizg wartosci izolowanych. Zgodnie z nowymi odkryciami,
analiza taka powinna poprzedza¢ sam proces ekstrakcji danych, poniewaz
sama w sobie jest w stanie dostarczy¢ nowych i uzytecznych informacji.

5.2.2 Rola reprezentanta

Po przeprowadzeniu procesu grupowania analityk danych zawsze staje przed
problemem interpretacji i wizualizacji danych. Dodajac do tego fakt, iz ana-
liza skupien jest zwykle wykonywana dla baz zawierajacych bardzo duzo
obiektow — nalezy si¢ zastanowi¢ w jaki sposob dokonaé¢ analizy kazdej otrzy-
manej grupy.

Z rozwazaniami tymi wigze si¢ problem reprezentanta skupienia.
Pojeciem tym bedziemy nazywac¢ wektor cech najlepiej charakteryzujacych
obiekty wchodzace w sktad danego skupienia. Zamiennie, uzywa sie réwniez
okreslenia centroid (inaczej obiekt centralny) [9].
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Poprawny wybor stosowanego reprezentanta jest ogromnie istotny
z punktu widzenia pdzniejszej analizy. Najczestszym celem jest tutaj wspo-
mniana wczesniej charakterystyka danej grupy. Jednakze wyznaczenie cen-
troidéw moze réwniez wspomoc proces klasyfikacji kolejnych obserwacji do
istniejacych juz skupien. Wystarczy w tym celu poréwnaé¢ dodawany obiekt
do wyznaczonych centroidéow i zdecydowaé¢ w ktorej grupie umiesci¢ nowy
obiekt. Posiadanie poprawnie wyznaczonych reprezentantéw pozwoli nam
na istotne skrécenie czasu przegladu bazy wiedzy. Oprocz tego, majac da-
nych reprezentantéw skupien na kazdym poziomie grupowania w hierar-
chicznym algorytmie aglomeracyjnym, mozemy skorzystac¢ z algorytmu wy-
boru wezta najbardziej obiecujacego opisanego przez Saltona [135]. Sposéb
jego wykorzystania w kontekscie wnioskowania wykorzystujacego skupienia
regut zostanie opisany w dalszej czesci pracy.

W zaleznosci od rodzaju grupowanych danych, centroid moze przybierac¢
rozne formy. Zwykle dla danych typu numerycznego stosowana jest wartosé
srednia z wartosci opisujacych dane. Niestety, wiadomym jest, iz $rednia nie
zawsze dobrze przybliza i opisuje elementy ja tworzace. Przyktadowo, dla
wartosci skupionych przy minimalnej wartosci z danego zbioru oraz jednej,
ekstremalnie wysokiej wartosci danej zmiennej, wyliczona srednia bedzie
nienaturalnie przesunieta w kierunku tej duzej wartosci wtasnie. W przy-
padku, gdy $rednia (arytmetyczna, wazona, harmoniczna, itd.) nie bedzie
dobrym sposobem na opis elementéw danej grupy, stosuje sie inne meto-
dy. Dla wartosci numerycznych czesto stosuje sie inne metody statystyczne
opisu obiektu. Alternatywa dla sredniej moze by¢ mediana (czyli wartosé
srodkowa niemalejaco posortowanego zestawu danych) lub tez dominanta
(czyli warto$¢ numeryczna najczedciej wystepujaca w zbiorze danych).

Inaczej kwestie reprezentanta nalezy rozwigzaé¢ dla cech majacych war-
tosci kategoryczne (jakosciowe). Wektor centroidalny powinien wtedy jak
najblizej odzwierciedla¢ wartosci wystepujace w grupie, ktorego bedzie
reprezentantem. NajczeSciej stosowang forma reprezentanta jest wektor
cech wystepujacych najczesciej (moda) lub tez wektor cech wspdlnych dla
wszystkich elementéw wchodzacych w sktad grupy. W niektorych zastoso-
waniach stosuje si¢ rowniez wektor zawierajacy wszystkie cechy obiektow
wchodzacych w sktad grupy. Takie podejscie jednak powoduje znaczne wy-
dtuzenie opisu reprezentanta oraz generuje konflikty (poniewaz w jednej
grupie mogg si¢ zdarzy¢ obiekty o réznych, wzajemnie wykluczajacych sie¢
wartosciach cech).

Do problemu grupowania regut w systemach ekspertowych nalezy po-
dejs¢ jeszcze w inny sposob. Ze wzgledu na tak szczegdlny charakter two-
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rzenia reprezentantoéw, nalezy wykorzysta¢ kombinacje réznych sposobow.
Autor w czesci eksperymentalnej dokonat analizy réznych metod tworzenia
reprezentantow skupien, takze pod katem wykorzystania ich do wspoma-
gania procesu wnioskowania w warunkach wiedzy niepetnej. Szczegdtowe
wyniki przedstawione sa w dalszej czesci rozprawy.

Ponizej przedstawiona zostanie krétka charakterystyka metod tworzenia
reprezentanta w kontekscie grupowania regut.

Centroid jako zbiér cech charakteryzujacych wszystkie obiekty danej
grupy

Centroid taki to inaczej przecigcie zbioru wartosci atrybutow poszcezegdlnych
regul (reprezentant tworzony za pomoca spéjnika logicznego AND). Meto-
da ta wybiera wszystkie te cechy, ktore opisuja kazdag regute wchodzaca
w sktad danego skupienia. Reprezentant ten cechuje si¢ duzym zwarciem
i krotka budowa. Niestety, jak to zostanie wykazane w czesci eksperymental-
nej, stosunkowo czesto zdarza sie, ze tworzone grupy zawieraja duza liczbe
obiektow, ktore sa wzajemnie do siebie bardzo podobne, lecz jako catos¢ —
nie przejawiajg wielu identycznych cech. Ze wzgledu na ta wtasciwosé, repre-
zentant tworzony jako zbiér cech charakteryzujacych kazdy obiekt w grupie
okazuje sie by¢ nieodpowiedni do zaktadanego celu.

Centroid jako zbiér cech dominujacych w opisach danej grupy

W przypadku, gdy grupy tworzone przez algorytm analizy skupien sa duze,
jednym ze sposob6éw na budowe reprezentanta jest wybor cech najczesciej
wystepujacych sposrod wszystkich cech opisujacych elementy danej grupy.
Metoda ta z jednej strony — zachowuje zalety krotkiego opisu danej grupy
(brak zwiekszonej liczby cech w stosunku do elementu wchodzacego w sktad
grupy), z drugiej jednak dla grup heterogenicznych — moze powodowaé zafa-
tszowane wyniki. Nalezy jednak pamietac, ze gléwnym celem wykorzystania
algorytmow analizy skupien jest generowanie spojnych grup, a co za tym
idzie — reprezentant tworzony jako zbiér cech dominujacych moze poprawiaé
rezultaty grupowania.

W przypadku skorzystania z tej metody, nalezy sie jednak zastanowic,
czy cechy domiujace beda wyznaczane globalnie (tj. sposrod wszystkich cech
wystepujacych we wszystkich regutach w systemie), czy w obrebie zbiorow
wartosci kazdej cechy oddzielnie. Pierwsze podejscie moze wygenerowac re-
prezentanta o kilku wartosciach tego samego atrybutu, co znaczaco utrudni
pozniejsza analize takiej grupy.
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Wystepowanie wiedzy niepetnej utrudnia wykorzystanie cech domi-
nujacych jako wektora centroidalnego. Moze si¢ zdarzy¢ sytuacja, w ktorej
jakas kluczowa cecha ma sporo brakujacych wartosci. W tym przypadku
wyznaczony reprezentant bedzie nieprawidtowy.

Centroid jako zbidr cech unikalnych dla obiektéw danej grupy

Sposobem na tatwe i duze rozrdznienie grup miedzy soba jest wybor cech
charakteryzujacych wytacznie obiekty danej grupy. W ten sposob dokony-
wana jest dalsza separacja grup pomiedzy soba, albowiem kazda z nich jest
opisywana tylko przez wartosci unikalne. Niestety, sposob ten bardzo czesto
gubi kluczowe informacje o wartosciach cech, dzieki ktérym obiekty stwo-
rzyty skupienie. W przypadku grupowania regut, reprezentant tego typu
ma tendencje do wyboru cech niszowych, wystepujacych ogromnie rzadko.
Fakt ten znaczaco utrudnia pézniejsze wnioskowanie z uzyciem utworzonych

grup.

Centroid jako zbiér wartosci atrybutéw opisujacych wszystkie obiekty
wchodzace w sktad danej grupy

Alternatywnym sposobem budowy reprezentanta jest uzycie wszystkich
pojeé¢ wystepujacych w opisie elementow wchodzacych w sktad danej grupy
(innymi stowy - potaczenie ich spdjnikiem logicznym OR). Dzieki temu cen-
troid opisuje doktadnie wszystkie reguty wchodzace w sktad grupy. Pewna
niedogodnoscia jest znaczna dtugos¢ takiego reprezentanta, lecz z punktu
widzenia pozniejszej analizy — grupy reprezentowane przez taki centroid sg
tatwiejsze do analizy i przeprowadzania podzniejszego wnioskowania dajgc
relatywnie lepsze wyniki.

5.2.3 Miary odlegtosci i podobienstwa

Wynik dzialania algorytmoéw analizy skupien bardzo mocno zalezy od po-
prawnie przyjetej miary podobienstwa obiektéw do siebie. Jej wartos¢ moze
by¢ okreslana za pomoca réznych metryk, a takze za pomocg miary odle-
gltosci pomiedzy dwoma obiektami. Miara podobienstwa moze przyjmowac
rozny charakter [42]:

e miary odlegtosci,

e wspotezynnika podobienstwa,
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e miary asocjacji.

Miary podobienstwa

Miara podobienstwa traktowana jest jako funkcja:
p:AxQ—-RNt
taka, ze:

0<p(r,y) <ldlax#y,
plr,y) =1dlaz =y,

p(r,y) = ply, ).

W literaturze okresla sie ja takze jako miara bliskosci, zgodnosci [42].
Nalezy zauwazy¢, ze maksymalna wartos¢ podobienstwa réowna 1 oznacza
nierozroznianie dwoch obiektow ze soba i jest przeciwienstwem do miary
odlegtosci, gdzie znormalizowana odlegto$é¢ réwna 1 oznacza catkowite prze-
ciwienstwo dwoch obiektéw. Przyjmuje sie rowniez, ze:

1
p(z,y) ey

gdzie d(x,y) to odlegto$é pomiedzy dwoma obiektami.

Dla problemu grupowania, pojecia odlegtosci i podobienstwa sa czesto
uzywane zamiennie, nalezy pamieta¢ tylko o ich przeciwnym znaczeniu (wy-
sokie podobienistwo jest tozsame z mala odlegtoscia).

Wsréd powszechnych miar podobienstwa nalezy wymieni¢:

Miare Gowera, ktora mozna stosowaé¢ zaré6wno dla obiektéw opisanych
cechami ilodciowymi oraz jakoSciowymi. Miara ta posiada zdefiniowa-
ny wspolczynnik wagowy wy, ., przyjmujacy wartos¢ 0, gdy wartos¢
[-tej zmiennej nie jest znana dla jednego lub obu obiektéw x i y oraz 1
w przeciwnym wypadku. We wzorze wystepuje rowniez wartos¢ funk-
cji podobienstwa [-tej zmiennej s, ,, okreslanej w zaleznosci od typu
zmiennej [. Liczba zmiennych okreslajacych obiekty to z. Funkcja ta
moze by¢ dobierana dla kazdej cechy osobno. Wzor na miare Gowera
przedstawia si¢ nastepujaco:

z
El:l Szy - Wayy,
z
2oim1 Way

Pgower(T,Y) =
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Miare kosinusowa wyznaczajaca stopien podobienstwa obiektow x oraz

y na podstawie z atrybutéw opisujacych te obiekty dang wzorem:

Z?:1 1Y
2 2
\/Zi:l,l:l 7 Y

Deos(T,Y) =

Miare nakladania wyznaczajaca stopien podobienstwa obiektéw x oraz
y na podstawie z atrybutéw opisujacych te obiekty dang wzorem:

Zle min (xla ?/l)
min (Y7, 27, Y0 )

povlap(x7 y) =

Miary odlegtosci

Funkcja bedaca miara odlegtosci miedzy dwoma obiektami x oraz y ma
postaé [42]:
d:QxQ—RT

i spelnia warunki dla metryk:

d(z,y) =0, gdy z =y
d(z,y) > 0

d(z,y) = d(y, )
d(z,z) < d(z,y) +d(y, 2).

Jak wida¢, miara odlegtosci nie ma okreslonej gornej granicy. Z tego
powodu w praktycznych zastosowaniach stosuje sie jednak skalowanie ich
wartosci do przedziatu [0. .. 1]. Odwrotnie niz przy miarach podobiefistwa,
mniejsza odleglos¢ oznacza, ze obiekty leza blizej siebie (sa zblizone swoim
opisem).

Najczesciej stosowane miary odlegtosci przedstawione sg ponizej. We
wszystkich ponizszych wzorach wyliczana jest odlegtos¢ d pomiedzy obiek-
tami x oraz y na podstawie 1,2,...,4,...,z cech (atrybutéw) opisujacych
obiekty.

Odlegtosé euklidesowa pomiedzy obiektami x oraz y na podstawie z
atrybutéw opisujacych te obiekty wyznaczana jako:

z

dewrt (2, y) = | D (i — yi)?

i=1
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Odleglos¢ Manhattan pomiedzy obiektami x oraz y na podstawie z atry-
butéw opisujacych te obiekty definiowana jest wzorem:

z

dmanh(wa y) = Z ’mz - yl‘

i=1

Miara Manhattan nazywana jest réwniez miarg miejska lub taksow-
kowa. Jej nazwa wywodzi si¢ z amerykanskiej dzielnicy Nowego Jorku,
w ktorej ulice przecinaja si¢ w rownych odlegtosciach pod katem pro-
stym. Miara ta jest najkrotsza odlegtoscig jaka trzeba pokonaé aby
dotrze¢ z jednego punktu do drugiego poruszajac sie tylko wzdtuz
poziomych i pionowych linii siatki.

Odlegtosé Czebyszewa zwana jest inaczej miarg maksimum lub miarg
szachowg ze wzgledu na to, ze dla przestrzeni dwuwymiarowej jest to
odpowiednik ilosci ruchow, ktore musiataby na szachownicy wykonaé
figura kroéla, by przemiesci¢ sie z jednego pola do drugiego:

dczeb(xa 3/) - maxizl,...,z|wi - y7,|
Miara ta jako prosta obliczeniowo wydatnie skraca czas obliczen.

Odlegtosé Hamminga okresla liczbe wartosci atrybutow rozrdzniajacych
dwa obiekty. Przyktadowo dla regut:

1:JEZELI Pogoda=kadna ORAZ Pora roku=Lato TO Spacer=Tak
2:JEZELI Pogoda=kadna ORAZ Pora roku=Jesieri TO Spacer=Nie

odlegtos¢é Hamminga bedzie wynosié¢ 2.

W przypadku poréwnywania wartoéci binarnych, odlegto$¢ Hamminga
to liczno$¢ jedynek w wartosci funkcji XOR wykonanej pomiedzy tymi
wartos$ciami.

Odleglo$é Levenshteina (zwana takze odlegloscia edycyjna) jest nume-
ryczna interpretacja liczby zmian koniecznych do przeksztatcenia jed-
nego ciagu tekstowego w drugi. Metoda ta jest uogdlnieniem miary
Hamminga, lecz dopuszcza sie tutaj ciagi o réznej dtugosci (brakujace
elementy sa traktowane jak operacja usuniecia litery). Operacje trak-
towane jako przeksztalcenia (operacje proste) réznia sie w zaleznosci

"Przy zalozeniu, ze wartoéé atrybutu decyzyjnego jest réwniez brana pod uwage przy
rozréznianiu obiektow. Szerzej o tym problemie mozna przeczytaé w rozdziale 5.3
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od konkretnej implementacji tej miary, ale zwykle sg zdefiniowane ja-
ko: dodanie znaku, usuniecie znaku oraz zamiana znaku na inny. Cza-
sami dopuszcza sie rowniez zamiane kolejnosci dwoch sasiadujacych
znakéw (lub stéw w zdaniu) jako kolejna z operacji prostych. Przykta-
dowo, odlegto$¢ miedzy stowami klaster a klasa wynosi 3, poniewaz

M Al 9 03 ML

nalezy zamieni¢ litere "t” na ”a” oraz usunac litery "e” i "r

Odlegto$é Mahalanobisa Jesli dane sa dwa wektory wartosci

['T} = {171,5152, s ,xz}[y] = {yl,y27 cee 7yz}

oraz pewna macierz symetryczna dodatnia okreslona G = cov(z;, y;)
bedaca macierzg kowariancji cech obiektow x oraz y, to wtedy odle-
gtos¢ Mahalanobisa zdefiniowana jest jako:

d(x,y) = \/(x —y)G-1(x — y)T.

Odlegtos¢ ta moze zosta¢ wykorzystana w zagadnieniach grupowania
danych, np. w grupowaniu rozmytym do okreslania ksztaltu grupy
(skupienia) [55].

Odlegtos¢é Minkowskiego bedaca uogdlniong miara odlegtosci miedzy
punktami przestrzeni euklidesowej. Odlegto$¢ ta jest oznaczana L,
i definiowana wzorem:

p 1/m
Lo(xy) = (Z I, —yir”) |

i=1
Latwo zauwazy¢, ze dla réznych wartosci parametru m odlegltosé ta
przyjmuje postac:

m = 2 odlegtosci euklidesowej,

m = 1 odlegtosci miejskiej,

m — oo odlegtosci Czebyszewa.

5.2.4 Kryteria faczenia skupien

Po zdefiniowaniu podobienstwa pomiedzy obiektami nalezy rowniez zdefi-
niowac¢ kryteria taczenia skupien ze sobg.
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d”;fq) = Miara niepodobienstwa pomiedzy nowa grupa (p + q) a grupa 4
dpi = Miara niepodobienstwa pomiedzy grupami p oraz i

dgi = Miara niepodobienstwa pomiedzy grupami ¢ oraz ¢

Slpta)i = Miara podobienstwa pomiedzy nowa grupa (p + ¢q) a grupa i
Spi = Miara podobienstwa pomiedzy grupami p oraz ¢

Sqi = Miara podobienstwa pomiedzy grupami ¢ oraz ¢

bypi = Wspolczynniki skalujgce

Metoda Wzor na wartos$é podobienstwa
i niepodobienstwa
3 1 3 new J— . new J—
Catkowite wiazania diste: = max(dy,dg) 5 St
mm(spl, Sq;)

3 3 new — 3 . new J—
Pf)Jedyncze wigza- it = min(d,,,d,,) Stotai =
nia max(spz Sqi)

4 : : : new (dpff'dqz)
Srednie wigzania digtn: = 5

& : : : new (bp'dp,-‘f'bq'dq,-)
Sre.dme wigzania d ora)i = bgbe
wazone

: : new _ 1 T
Wigzania za po- diste.i 5yt 5 dg — 5 dpg
moca median

. . new _ _ _bpbg
Wigzanie za  po- diii = Tyibe +b i + b = doi — iz g
moca centroidow

3 : new _ 1
Wiazanie Warda d (o). = [T

[(b + bz} ’ dpi + (bq + bi) ’ dqi —b; - dpq]

Tabela 5.7: Kryteria taczenia skupien

W tabeli 5.7 przedstawione sa najpopularniejsze kryteria stuzace do
laczenia skupien [1, 145]. Przyjeto oznaczenia jak na stronie 114.

Uzycie roznych metod wiazania powoduje zmiane zachowywania si¢ al-
gorytmu w stosunku do danych. I tak w przypadku metody catkowitego
wiazania (ang. complete linkage) uzyta jest funkcja max. Powoduje to, ze
tak zbudowane grupy sa bardziej jednorodne, albowiem funkcja max bierze
pod uwage maksymalng odlegtos¢ pomiedzy dwoma obiektami nalezacymi
do grupy. Z tego tez powodu, metoda ta jest rowniez zwana “metoda naj-
dalszego sasiada’”.

Przeciwienstwem powyzszego jest metoda pojedynczego wiazania (ang.
single linkage). W tym przypadku uzywana jest funkcja min, ktora bierze
pod uwage odlegto$¢ do najblizszego sasiada. Metoda ta ma tendencje do
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tworzenia matej liczby heterogenicznych grup, a w rezultacie - zmniejszenia
efektywnosci wyszukiwania.

Metoda catkowitego wigzania moze prowadzi¢ do dylatacji - liczba grup
moze okazac¢ sie za duza. Jak to jednak bedzie przedstawione w wynikach
eksperymentalnych, duza liczba matolicznych grup bedzie struktura, w kto-
rej wnioskowanie bedzie tatwiejsze. Przypomnieé¢ nalezy, ze struktura drze-
wiasta pozwala na unikniecie liniowego porownywania reprezentantéw grup
z aktualnym zbiorem faktow, a zamiast tego — korzysta z metody wezta
najbardziej obiecujacego.

Zarowno catkowite jak i pojedyncze wigzanie produkuje wartosci, ktore
sg niewrazliwe na skalowanie, tzn. mozna je dla wygody pierwiastkowac,
logarytmowac, a zaleznosci i relacje pomiedzy nimi i tak zostana zachowane.

Metoda srednich wiazan (ang. Unweighted pair-group average) odlegtosé
miedzy dwoma skupieniami oblicza jako srednig odlegto$¢ miedzy wszyst-
kimi parami obiektéw nalezacych do dwoéch réznych skupien. Metoda ta
jest efektywna, gdy obiekty formuja naturalnie oddzielone "kepki”, ale zda-
je takze egzamin w przypadku skupien wydtuzonych, majacych charakter
taiicucha. Metoda srednich wiazan wazonych (ang. Weighted pair-group ave-
rage) jest podobna do metody $rednich potaczen, z tym wyjatkiem, ze w ob-
liczeniach uwzglednia sie wielko$¢ odpowiednich skupien (tzn. liczbe zawar-
tych w nich obiektéw) jako wage. Zatem metoda ta (inaczej niz poprzednia)
powinna by¢ stosowana wtedy, gdy podejrzewamy, ze liczebnosci skupien sg
wyraznie nier6wne. Metoda srodkéw ciezkosci (ang. Unweighted pair-group
centroid) jest analogiczna do wyostrzania metoda $rodka ciezkosci w logi-
ce rozmytej. Srodek ciezkoéci skupienia jest $rednim punktem w przestrzeni
wielowymiarowej zdefiniowanej przez te wymiary. W metodzie tej, odlegtosc¢
miedzy dwoma skupieniami jest okreslona jako roznica miedzy $rodkami
ciezkosci. Metoda wazonych srodkéw ciezkosci (mediany) (ang. Weighted
pair-group centroid) jest tozsama do poprzedniej, z tym wyjatkiem, ze w ob-
liczeniach wprowadza sie wagi, aby uwzgledni¢ réznice miedzy wielkosciami
skupien (tzn. liczba zawartych w nich obiektéw). Zatem, metoda ta jest lep-
sza od poprzedniej w sytuacji, gdy istnieja (lub podejrzewamy, ze istnieja)
znaczne roznice w rozmiarach skupien.

Metoda réznigca sie od wszystkich pozostatych wydaje sie¢ by¢ miara
Warda. Do oszacowania odlegtosci miedzy skupieniami wykorzystuje po-
dejscie analizy wariancji. Zmierza si¢ tu do minimalizacji sumy kwadratow
dowolnych dwbch skupien, ktére moga zostaé¢ uformowane na kazdym eta-

pie.



116 ROZDZIAL 5. HIERARCHICZNA STRUKTURA BAZY WIEDZY

5.3 Grupowanie regut w bazie wiedzy

Nadrzednym celem tej rozprawy jest optymalizacja wnioskowania w syste-
mach z wiedzg niepelna. Autor w tym celu postanowit wykorzysta¢ mechani-
zmy analizy skupien w celu uprzedniego stworzenia hierarchicznej struktury
bazy wiedzy, aby potem moc efektywnie wnioskowaé przy uzyciu tak zbu-
dowanej bazy wiedzy. Niniejszy podrozdzial prezentuje w sposob szczego-
towy proponowane rozwigzanie. Przedstawiono sposéb przygotowania bazy
wiedzy i jej hierarchiczng reprezentacje. Nastepnie autor przedstawia spo-
sob wnioskowania dla tak stworzonej struktury, aby przejs¢ do omoéwienia
autorskiej metody wspoétczynnikow IF do modelowania niepetnosci wiedzy.
Przedstawione zostaja rowniez rozwazania nt. przystosowania metody wezta
najbardziej obiecujacego do dziatania w hierarchicznej strukturze bazy wie-
dzy zawierajacej dane niepetne.

5.3.1 Przygotowanie danych

Klasyczne systemy wspomagania decyzji zawieraja ptaska strukture bazy
wiedzy, w ktorej reguty zapisywane sa w postaci klauzul Horna w dowolnej
kolejnosci. Jak udowodniono wezesniej, taki zapis jest co najmniej nieefek-
tywny i moze powodowaé koniecznos¢ ciaglego przeszukiwania calej bazy
wiedzy, co wykonywane bedzie w czasie O(n), gdzie n to liczba regul.
System do poprawnego dziatania potrzebuje hierarchicznego zapisu wie-
dzy (innymi stowy: przeksztalca ptaska strukture bazy wiedzy w model hie-
rarchiczny). Autor korzysta z regul zapisanych w formacie zgodnym z pa-
kietem RSES [13]. Kazda z wygenerowanych regut minimalnych ma postac:

(attr4=8600)&(attr8=177)=>(class=2)
(attr4=8600)&(attrl=151)=>(class=2)
(attr4=8600)&(attr7=30)=>(class=2)

Czes¢ konkluzyjna od przestankowej oddzielona jest operatorem wynika-
nia (=>), przestanki potaczone sa spdjnikiem logicznym " AND” oznaczanym
jako 7&”. Baza wiedzy przygotowywana jest poprzez wygenerowanie regut
minimalnych, zgodnie z algorytmem przedstawionym w rozdziale 2.3.4 na
stronie 26.

Nalezy zauwazy¢ fakt, iz liczba deskryptoréow wchodzacych w sktad
regul minimalnych bedzie zawsze mniejsza lub réwna liczbie atrybutéow
wystepujacych w systemie. Utworzone reguty powinny by¢ jak najbardziej
ogolne i krotkie, a co za tym idzie — ich dtugos¢ bedzie zwykle mniejsza
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od liczby atrybutow w systemie. W celu poprawnego zapisania niepewnosci
autor proponuje pamietanie wartosci wszystkich atrybutow warunkowych.
W przypadku wartosci nieokreslonej lub nieustalonej proponuje sie zastapie-
nie wartosci atrybutu informacja o niezdefiniowaniu wartosci UND. Dzieki
temu przedstawiony sposob wnioskowania bedzie moglt by¢ zrealizowany
w sposOb bardziej efektywny. Dla podanego wyzej przyktadu, reprezentacja
taka miataby postac:

UND & UND & UND & 8600 & UND & UND & UND & 177 & 2
151 & UND & UND & 8600 & UND & UND & UND & UND & 2
UND & UND & UND & 8600 & UND & UND & 30 & UND & 2

Ze wzgledu na fakt oryginalnego wystepowania atrybutu decyzyjnego
w roznych miejscach reguty, system ten traktuje atrybuty decyzyjne na
tym etapie tak jak atrybuty warunkowe i nie rozgranicza informacji o nich.
Roézna liczba deskryptoréw wchodzacych w sktad reguly nie bedzie tutaj
zadng przeszkoda, albowiem w przypadku nie wystepowania danej wartosci
atrybutu w konkretnej regule, zostanie zapamietana warto$¢ UND.

Autor rozpatruje atrybuty typu numerycznego jak i kategorycznego
(symbolicznego) stad kazda informacja pamietana w systemie bedzie trak-
towana jako tancuch znakow. Dzieki temu porponowane podejscie bedzie
rowniez odpowiednie dla baz wiedzy skonstruowanych z baz danych bez
zamiany atrybutéw symbolicznych na ich odpowiedniki numeryczne.

Tego typu reprezentacja wiedzy wydaje si¢ prowadzi¢ do wickszej
zajetosci pamieci, jednakze w opinii autora — zysk czasowy wprowadzony
dzieki niej jest niewspotmiernie wyzszy w poréwnaniu do strat przez nig ge-
nerowanych. Warto podkresli¢, iz w przypadku algorytmu RETE, omowio-
nego wczesniej, autorzy rowniez zdecydowali sie na poswiecenie ztozonosci
pamieciowej na rzecz optymalizacji czasowej. W tamtym przypadku jednak
ztozonosé pamieciowa pozostaje na znacznie wiekszym (kilka rzedéw wiel-
kosci) poziomie niz w przypadku proponowanego rozwiazania. Dzigki zapi-
sowi kazdej reguty jako wektor v; = {Va;, Vay, - - Va, Vay, - - -, Va, } ztozony
z z wartosci atrybutéw warunkowych i p wartosci atrybutéw decyzyjnych
znacznie tatwiejsze bedzie porownywanie regut i pozniejsze na nich wnio-
skowanie.
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5.3.2 Struktura bazy wiedzy

W poréwnaniu do klasycznej struktury bazy wiedzy oméwionej na poczatku
tej rozprawy, autor proponuje zmodyfikowanie jej formalnego opisu zgodnie
z formalnym opisem przedstawionym w rozdziale 2.4 na stronie 31.

Pierwowzorem do tworzonego rozwiagzania byt m.in. system SMART
Saltona. Idea jego dziatania byto grupowanie dokumentéw na podstawie
ich podobienistwa miedzy soba [135]. Podobnie jak w proponowanym po-
dejsciu, wyszukiwanie odbywato sie w znacznie krotszym czasie w stosunku
do przeszukiwania liniowego, ze wzgledu na wykorzystanie reprezentantoéw
grup i struktury drzewiastej. W pracy proponuje sie zastosowanie algoryt-
mu grupujacego AHC do stworzenia skupien ztozonych z regut tworzacych
baze wiedzy. Poza znacznym przyspieszeniem wyszukiwania, uzyskuje sie
rowniez informacje o grupach najbardziej podobnych regut. Ta struktura
danych pozwoli w dalszym etapie na odnalezienie grupy regut najbardziej
podobnych do aktualnego zbioru faktéw. Dzigki temu, w sytuacji w ktorej
zadna z regut nie moze zosta¢ uaktywniona, mozliwym bedzie uaktywnienie
regut najbardziej relewantnych przy jednoczesnym oznaczeniu wiedzy przez
nie generowanej jako niepewnej.

Proponowane podejscie rézni si¢ od modelu klasycznego SWD tym,
ze przechowuje reguly w strukturze drzewiastej (Tree) oraz okrela po-
dobienistwo tych regut za pomoca funkcji fs;, zgodnie z jedng z metod
omoéwionych wezedniej. Wybor najwlasciwszej metody zostat dokonany po
przeprowadzeniu szeregu eksperymentéw omowionych w dalszej czesci pra-
cy.

Po odnalezieniu wtasciwego skupienia, nastapi uaktywnienie regut
wchodzacych w sktad odnalezionego skupienia. Oczywistym jest, ze nie
wszystkie przestanki w analizowanym skupieniu regut beda miaty pokry-
cie w zbiorze faktéw. W kolejnym rozdziale przedstawiona jest propozycja
oznaczenie wiedzy wygenerowanej przez takie reguty jako niepewnej poprzez
dodanie do faktéw dodatkowego wspotezynnika pewnosci. Fakty dopisywa-
ne do bazy wiedzy w wyniku uaktywnienia regut dla ktorych wszystkie
przestanki sa prawdziwe (wiedza jest pelna) przyjmuja stopiefi pewnosci
z wartoscig optymalng réwng 1. Natomiast, fakty dodane do bazy wiedzy
w wyniku uaktywnienia reguty o niepelnej liczbie prawdziwych przestanek
(wiedza niepelna) beda przyjmowaé stopien pewnosci odpowiednio mniej-
szy. Kazdy deskryptor wchodzacy w sktad zbioru faktéw oznaczony bedzie
poprzez tréjke:
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d; =< Ay Va,; OF(dz) >
CF(dl) S [0 ce 1], dl € I - zbiér faktéw

gdzie CF(d;) to wspotczynnik pewnosci i-tego deskryptora, C'F(f;) to
wspotezynnik pewnosci j-tego faktu bedacego cze$cia wspolng zbioru de-
skryptoréw D; oraz zbioru faktéw (F).

5.3.3 Grupowanie regut

Grupowanie regul nie bedzie réznito sie koncepcyjnie od grupowania innych
danych zapisanych w postaci zbioréw deskryptoréw. W przypadku grupo-
wania regut nalezy jednak przystosowaé nie tylko parametry algorytmu gru-
pujacego, ale rowniez funkcje podobienstwa tak, aby radzita ona sobie z tymi
specyficznymi danymi.

Jak napisano wczesniej, proponowane rozwigzanie bedzie uniwersalne
i mozliwe do zastosowania do wartosci atrybutéw bedacych wartosciami
liczbowymi (numerycznymi) jak réwniez kategorycznymi. 7 racji faktu nie
zaktadania normalizacji’ bazy wiedzy przed przystapieniem do grupowania,
proponuje sie uzycie dwoch réznych funkeji podobienistwa (odleglosci):

Proste podobienstwo (SS) bedace w istocie informacja o liczbie wspdl-
nych deskryptoréw wchodzacych w sktad dwoch regut:

simpleSimilarity = card(D, N D,)

gdzie D, oraz D, to zbiory deskryptorow p-tej oraz g-tej reguty odpo-
wiednio. Miara ta jak zostanie wykazane w eksperymentach nie spraw-
dza si¢ zbyt dobrze ze wzgledu na fakt faworyzowania regut o duzej
liczbie deskryptorow. Wspotezynnik S5 jest nienormalizowany i moze
przyjmowaé wartosci wigksze lub réwne 0.

Wazone podobienstwo (1VS) biorace pod uwage réwniez dtugosé regut,
ktorych podobienstwo jest liczone:

card(D, N D,)
card(D, U D,)

weightedSimilarity =

tCzyli zamiany danych symbolicznych na postaé¢ numeryczna.
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Autor wybrat algorytm grupowania hierarchicznego AHC z kilku powo-
dow:

1. AHC generuje hierarchie skupien, co pozwoli na szybkie wyszukiwa-
nie regul. Jezeli za n przyjmiemy liczbe grupowanych regut, to algo-
rytm potrzebuje 2 - n — 1 krokéw do wyznaczenia hierarchii skupien.
Ztozonosé obliczeniowa procesu wyszukiwania w tej hierarchii jest na
poziomie O(logan).

2. Algorytm AHC moze wykorzystywa¢ dowolne funkcje podobienstwa
i kryteria taczen skupien w grupy.

3. Wybrany algorytm jest odporny na wartosci odstajace i izolowane.

4. AHC jest algorytmem deterministycznym, wyniki dziatania nie zaleza
od kolejnosci przetwarzania regut.

5. Algorytm w prosty sposéb tworzy reprezentantéow skupien na kazdym
etapie taczenia skupien w grupy. Fakt ten pozwoli na zaproponowanie
kontr-podejscia korzystajacego z jego zmodyfikowanej wersji mAHC.

Algorytm grupowania regut

W pierwszym kroku algorytmu nastepuje generowanie kwadratowej macie-
rzy podobienstwa, ktérej rozmiar jest réwny liczbie regut zapisanych w sys-
temie. Algorytm na przecieciu i-tego wiersza i j-tej kolumny wylicza podo-
bienstwo dwdch regut do siebie zgodnie ze sposobami omdéwionymi powyzej.

Po wyliczeniu macierzy podobienstwa, nastepuje wtasciwy algorytm
grupowania. Wyszukiwana jest maksymalna warto$¢ wspotczynnika podo-
bienstwa okreslajaca, ktére reguty potaczyé¢. Nastepnym krokiem bedzie
wyliczenie warto$ci podobienstwa nowopowstatego skupienia do pozosta-
tych regut. Tutaj rowniez algorytm pozwala na manipulacje sposobami jego
wyliczania zgodnie z kryteriami tgczenia skupien oméwionymi wczesniej.
W czesci eksperymentalnej autor bada wptyw tegoz kryterium na efektyw-
nos¢ procesu wnioskowania.

Klasyczne podejscie korzystajace z algorytmu AHC buduje pelng hie-
rarchie skupien i umozliwia wyszukiwanie regut do uaktywnienia za po-
moca metody wezta najbardziej obiecujacego. Kontr-podejscie korzystajace
z algorytmu mAHC implementuje autorski sposob wyznaczania kryterium
stopu oméwionego w czesci eksperymentalnej pracy.
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W celu dalszego rozréznienia regut od siebie, autor traktuje klase de-
cyzyjna jako dodatkowy deskryptor, zaréwno w przypadku liczenia podo-
bienstwa dwoéch regul, jak rowniez wyliczania reprezentanta grupy i wnio-
skowania. Podejscie to jest uzasadnione faktem, iz wartosé¢ decyzji pamieta-
na w regule jest kluczowym elementem, nierzadko pozwalajacym na po-
prawne podzielenie regul w systemie.

Schemat blokowy algorytmu znajduje sie na rysunku 5.5.

Parametry
algorytmu START
rupujacego
Ustal parametry Wyszukaj
3 ' hierarchicznie

Wylicz macierz podobienstwa

I

L J

R1, R2 := Znajdz
dwie najbardziej
podobne reguty TAK

NIE (grupy) R2: (2,1) A(b,2) Afca) >(D,2)
s RS [b,2) Afc,1) H(D,5)

Potacz R1 i R2 w jedna /\

grupe
RS: (B,2) Ade,1) >(D.5) RL (2,1) Alb,2) Aic2) >({D.1})
— = RZ:{a,2) A(b2) Alca) »i0.2)
Zaktualizuj macierz

podobienstwa

RL (3.1} A B2) A (€3)=D1)

R3: (a2} a{b3) af
R4 (a2) A3y A =04
FS:b2haicl) =+DSh

R1:{a,1) A(b.2) Adc.3) »iD.1)

B3 (a2 Aib3) Ade,3)
R (2,2) Adb3) Alcd)

fszystkie reguty w jednej
grupie?

Rysunek 5.5: Schemat blokowy przedstawionego algorytmu grupujacego re-
guty
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Algorytm w sposob formalny mozna zapisa¢ nastepujaco:

Algorytm 5: Algorytm AHC do grupowania regut

Dane: U = {r...r,} — obiekty (reguly) grupowane;

Rezultat: Dendrogram zawierajacy skupienia regut

begin

Ustal parametry algorytmu;

Wyznacz macierz podobienstwa zgodnie z przyjetym kryterium

odleglosci;

while Wszystkie reguty nie sq w jednym skupieniv do
Ry, Ry := Dwie najbardziej podobne reguty (skupienia) ;
Potacz R, oraz R; w jedno skupienie zgodnie z przyjetym

kryterium ;
Zaktualizuj macierz podobienstwa;
end
end

Algorytm mAHC oraz dobér kryterium stopu

Algorytm mAHC w wersji znanej z literatury przerywa proces grupowa-
nia na pewnym etapie. Dzieki temu zmniejsza sie liczba krokéw potrzebna
do grupowania danych. W rozprawie prezentowana jest jednakze autorska
modyfikacja tej koncepcji. Algorytm mAHC (algorytm nr 6) uzyty w tej
rozprawie dokonuje petnego grupowania w celu uzyskania petnego dendro-
gramu. W kolejnym kroku liczba skupien jest ograniczana poprzez przyciecie
dendrogramu w sposob analogiczny do pokazanego schematycznie na rys.
5.6. Na przyktadowym rysunku po dokonaniu przyciecia na poziomie STW
otrzymujemy cztery grupy zaznaczone réoznymi kolorami.
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SwW

I
i |Jf31

L X
2 1

Rysunek 5.6: Proces przycinania dendrogramu

Algorytm 6: Algorytm mAHC wraz z automatycznym wyznaczeniem
optymalnej liczby skupien

Dane: U = {ry...r,} — obiekty (reguly) grupowane; t,,.. - wartosé
sterujagca momentem zakonczenia grupowania,
Rezultat: Tree[l],...,Tree[T] - T skupien regul wraz
z wyznaczonymi reprezentantami; 7' - optymalna liczba
skupien
begin
Ustal parametry algorytmu;
Wyznacz macierz podobienstwa zgodnie z przyjetym kryterium
odlegtosci;
stmMax := maksymalna warto$¢ podobienstwa dwdch regut;
while Wszystkie requty nie sq¢ w jednym skupieniu do
Ry, Ry := Dwie najbardziej podobne reguty (skupienia) ;
Poltacz Ry oraz Ry w jedno skupienie zgodnie z przyjetym
kryterium ;
Zaktualizuj macierz podobienstwa;
end
T = simMax - tprec ;
Przytnij dendrogram do uzyskania 7' grup;
Wyznacz reprezentantéw kazdego skupienia;

end
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Dobér optymalnej wartosci parametru ... stanowil przedmiot badan
eksperymentalnych, ktorych wyniki przedstawione sa w kolejnym rozdziale.
Algorytm mAHC rozszerzony zostal o automatyczne wyznaczanie opty-
malnej liczby skupien w czasie grupowania. Dzigki temu nie jest konieczne
wykonywanie oddzielnego przebiegu algorytmu w celu wyznaczenia wartosci
tego parametru.

Autor postanowil o kontynuowaniu procesu grupowania az do momen-
tu uzyskania pelmego dendrogramu, a nastepnie dopiero przycinaniu tak
uzyskanego drzewa. Dzigki temu raz wygenerowana struktura hierarchiczna
moze by¢ optymalizowana. Przycinanie drzewa na wysokim poziomie (czyli
otrzymanie matej liczby grup) powoduje znaczne przyspieszenie procesu wy-
szukiwania regul (skupien) relewantnych potaczone jednak z ryzykiem utra-
ty kompletnosci wyszukiwania. Przyciecie drzewa na niskim poziomie wigze
si¢ z otrzymaniem duzej liczby matolicznych skupien, co umozliwi efektyw-
niejsze wyszukiwanie regul (skupien) relewantnych w zamian za zmniejsze-
nie szybkosci wyszukiwania.

Lista krokéw algorytmu optymalnego doboru skupien:

1. Ustalenie parametrow grupowania: wybér miary podobienstwa, meto-
dy taczenia skupien, liczby skupien.

2. Rozpoczecie algorytmu grupowania.

3. Zapamietanie maksymalnej wartosci podobienstwa dwoch regut
z pierwszego kroku algorytmu grupowania (simMax).

4. Wyznaczenie wartosci progowej T wspoétczynnika podobienstwa
dwdch skupienl bedacej iloczynem simM ax oraz wartosci t,,... podancj
przez uzytkownika okreslajacej kiedy zakonczy¢ grupowanie.

Jak zostanie to wykazane w dalszej czesci pracy (eksperyment opisany
w rozdziale 8.4 na stronie 181), po przeprowadzeniu szeregu badan ustalono
optymalng wartos¢ wspotezynnika T wynoszaca T = 0,85 - ssmMax.

5.3.4 Przeglad skupien regut

Algorytm AHC generuje petne drzewo regut, co pozwala szybko wyszuki-
waé reguly poréownujac w kazdym kroku zbior faktéw do reprezentantow
lewego i prawego poddrzewa az do zejscia do poziomu lidci. Formalnie, jesli
przez D bedziemy rozumie¢ zbiér deskryptoréw (par atrybut-wartosé), fem
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jako funkcje podobienstwa, ktéra dwém regutom (skupieniom regul) przy-
porzadkowuje warto$¢ podobienstwa, a przez k;,l; — wezty taczone, wte-
dy kazda grupa w; bedzie definiowana jako w; = {D;, fsim, ki, l;}, gdzie
D; = {dy,...,dn}, fsm : U x U — R|j.1. Tego typu strukture mozna
przeszukiwa¢ zgodnie z metodami zaproponowanymi w rozprawie:

a) metoda wezla najbardziej obiecujacego,

b) metoda mAHC' z uzyciem reprezentantoéw skupien.

Metoda wezta najbardziej obiecujacego

Metoda wezta najbardziej obiecujacego rozpoczyna wyszukiwanie od korze-
nia drzewa. Nastepnie w kazdym kroku zbior faktow ) poréwnywany jest
z reprezentantami prawego i lewego poddrzewa aktualnie rozpatrywanego
wezlta, co przedstawia rys. 5.7. Do dalszej analizy wybierana jest Sciezka
o wiekszej wartosci podobienstwa faktow do grupy regut. Proces konczy
sic w momencie dotarcia do liscia oznaczajacego konkretna regute w ba-
zie wiedzy lub tez skupienia regut w zaleznosci od preferencji uzytkownika.
W przypadku wyboru skupienia, mozliwe jest odnalezienie zbioru regut naj-
bardziej relewantnych w stosunku do aktualnego zbioru faktow.

Algorytm 7: Algorytm wezta najbardziej obiecujgcego
Dane: Tree - Dendrogram zawierajacy skupienia regul; Zbior faktow

Q

Rezultat: Skupienie regut W relewantnych w stosunku do zbioru @)

begin

W := Korzen dendrogramu ;

while Nie osiggnieto zatozonej glebokosci w drzewie do
51 = foim(Q, Tree[L]);

s2 = fuim(Q, Tree[R]);

if 51 >= s, then

‘ W = Tree[l] ;
else
‘ W :=TreelR] ;
end
end
end

Algorytm jest przystosowany do odnajdywania zaréwno skupien regut
jak i samych regut (lici w drzewie). Sterowanie glebokoscia wyszukiwania,
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a co za tym idzie — licznoscia regul otrzymanych w wyniku dziatania algo-
rytmu, nalezy do uzytkownika systemu poprzez ustawienie odpowiedniego
parametru (szersze informacje znalez¢é mozna w rozdziale 7.2). Mozliwe jest
wyszukiwanie az do poziomu lisci, wtedy w wyniku otrzymujemy doktadnie
jedna regute z bazy wiedzy. Mozliwe jest rowniez zatrzymanie wyszukiwania
na wyzszym poziomie i otrzymanie wyniku zlozonego ze wszystkich regut
w aktualnie wybranym poddrzewie.

Problemem z przystosowaniem metody wezta najbardziej obiecujacego
jest wyznaczenie warto$ci podobienstwa zbioru faktow do poszczegdlnych
weztow. W tym celu autor proponuje trzy rézne podejscia: metode pokrycia
deskryptorowego, pokrycia atrybutowego oraz podejscie hybrydowe.

Najbardziej intuicyjng miarg podobienstwa dwédch zbioréw deskryp-
torow k,l jest wyznaczenie liczby deskryptorow wystepujacych zaréwno
w zbiorze faktéw, jak i w poszczegdlnych weztach zgodnie ze wzorem:

fsimy (k1) = card(d, N d;)

gdzie d; oraz dj, to zbiory deskryptorow weztéw [ i k odpowiednio.

Takie podejscie, nazwane przez autora metodg pokrycia deskryptoro-
wego, faworyzuje jednak wezly zawierajace duza liczbe powtarzajacych sie,
czestych deskryptoréw w systemie. Co wigcej, w kontekscie wiedzy niepe-
Inej, juz informacja o wspoélnych atrybutach wystepujacych w obu grupach
powinna by¢ brana pod uwage w wyliczaniu podobienstw (np. ze wzgledu na
niedoskonatosci pomiaru, wartosci puste, itp.). Zwlaszcza w bazach medycz-
nych, czesto niepoddanych poprawnej dyskretyzacji, informacje o wykona-
niu danego badania (bez znajomosci wyniku) beda mogty by¢ wykorzystane
do dalszego rozrozniania grup pomiedzy soba. Niestety, bez znajomosci rela-
¢ji pomiedzy wartosciami poszczegdlnych atrybutow nie jest mozliwe wypro-
wadzenie funkcji podobienstwa uwzgledniajacej ktore wartosci atrybutéw sa
sobie blizsze niz inne (tak jest dla wiekszosci atrybutéw bedacych cechami
nominalnymi [jakoSciowymi|). Dlatego tez proponuje sie ogdlne podejscie,
wladciwe niezaleznie od rodzaju danych.

Drugim ze sposobéw okredlania miary podobienstwa jest metoda pokry-
cia atrybutowego, ktora przy wyznaczaniu podobienstwa bierze pod uwage
tylko informacje o wspélnych atrybutach. Przy zachowaniu poprzedniej kon-
wencji oznaczen oraz gdy zbiory ay oraz a; oznaczaé¢ beda zbiory atrybutow
regul wystepujacych w poszczegélnych zbiorach deskryptoréw, miara po-
krycia atrybutowego bedzie wyznaczana w sposéb nastepujacy:
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fsim, (k1) = card(a, N ay)

Ze wzgledu na duze podobienstwo regut do siebie oraz stosunkowo liczne
zbiory wartosci poszczegdlnych atrybutow, autor postanowit wykorzystywaé
tylko informacje o wspolnych atrybutach w obliczaniu podobienstwa dwoch
weztow. Dzigki temu mozna bedzie wyrdznié, by¢ moze spojne, grupy regut.

Trzecim zaproponowanym podej$ciem bedzie potaczenie dwoch poprzed-
nich sposobow w metodzie hybrydowej:

fsimy, (k1) = card(d N d;) - By + card(a, N a;) - By

gdzie By oraz B, to wspoélczynniki stopniujace takie, ze By, By €
[0...1]. Warto$¢ wspdtezynnikow By oraz By wyznaczana jest eksperymen-
talnie, co przedstawia przyktad ponizej oraz eksperyment przedstawiony
w rozdziale 8.5.

Jak pokazaly eksperymenty, podejscie to wykorzystuje zalety zaréwno
doktadnosci metody z pokryciem deskryptoréw, jak rowniez istnienie dodat-
kowych informacji rozrézniajacych reguty pomiedzy soba. Wspdtezynniki
stopniujace stuzg zwickszaniu lub zmniejszaniu waznosci czesci deskrypto-
rowej i atrybutowej. W rozwazaniach sprawdzono dwa przypadki, w jednym
znacznie wiekszg waznos¢ otrzymuje czes¢ deskryptorowa, w drugim — czesé
atrybutowa.

Aby zobrazowaé¢ sposdb wyliczania powyzszych wartosci, przeanalizuj-
my przyktad. Dla dwoch weztow ki l: dp = {(a =1),(a =1),(a = 2), (b=
1)’ (b = 1)7(0 = 1)}7 dp = {(a = 2)’ (a = 2)’ (CL = 1)’ (b = 1)7(b = 1)7 (C =
1)} 1 zbioru faktéw @ = {(a = 2),(c = 1)} odpowiednie wartosci podo-
bienstw przedstawiaja sie nastepujaco:

o foimy(k, Q) = 2; foim, (1, Q) = 3,
o foimo (K, Q) = 4; foim, (I, Q) = 3,
o dla By = 0,75 oraz By = 0,25 fuim,1(k, Q) = 2,5; fam,2(l, Q) = 3,
e dla By = 0,25 oraz By = 0,75 faim,2(k; Q) = 3,5; faimp2(l, Q) = 3.

Wida¢ wyraznie, ze podejscie hybrydowe pozwala na uwzglednienie row-
niez wspotwystepowania atrybutéw w zbiorze faktéw oraz analizowanej re-
gule i przyczyni sie do wyboru optymalnej Sciezki w warunkach duzego
podobienstwa reprezentantéw weztéw obu analizowanych Sciezek.
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Wyszukiwanie z uzyciem reprezentantéw skupien

Alternatywa do podejscia korzystajacego z metody wezta najbardziej obie-
cujacego jest skorzystanie z algorytmu mAHC wyznaczajacego reprezen-
tantow poszczegdlnych skupien i porownujac z nimi zbiér faktow. Takie po-
dejscie rowniez przyspiesza odnajdywanie regut relewantnych, jednakze jest
silnie uzaleznione od momentu przyciecia dendrogramu®. Jedli grup bedzie
stosunkowo duzo, zysk czasowy w czasie odnajdywania regut mozliwych do
uaktywnienia bedzie znikomy.

Algorytm do swojego dzialania wymaga k reprezentantéw skupien. Po
ich wyznaczeniu, nastepuje poréwnanie zbioru faktow do kazdego z nich,
a w wyniku zwracane jest skupienie, ktérego reprezentant jest najbardziej
podobny.

Nalezy zauwazy¢, ze analogicznie w stosunku do poprzedniego rozwiaza-
nia, wyznaczenie reprezentantéw jest czynnoscia jednorazows. Kazdorazowe
pdzniejsze wyszukiwanie moze odbywacé sie¢ dzigki temu znacznie szybciej.

Algorytm 8: Algorytm wyszukiwania z uzyciem reprezentantéw sku-
pien

Dane: Tree[l], ..., Treelk] - k skupien regul wraz z wyznaczonymi
reprezentantami; Zbiér faktow )

Rezultat: Skupienie regut W relewantnych w stosunku do zbioru @)
begin
W = Treell] ;
for i — 2 to k do

if fom(W < fom(Treeli])) then

‘ W = Treeli] ;

end

end

end

Rysunek 5.7 na stronie 129 przedstawia réznice pomiedzy wyszukiwa-
niem z uzyciem skupien regut i wyszukiwaniem w strukturze hierarchicz-
nej. Pierwsze z nich wykorzystuje wyznaczonych wczesniej reprezentantow
skupien R1... R4 w celu poréwnania ich z aktualnie rozpatrywanym zbio-
rem faktow. W wyniku zwrdcona jest grupa posiadajaca najwieksze podo-
biefistwo reprezentanta do zbioru faktow (w przykladzie R3). Wyszukiwanie
z uzyciem hierarchii korzysta z metody wezta najbardziej obiecujacego aby
na kazdym poziomie hierarchii poréwnywac¢ aktualny zbior faktéw do repre-

$Innymi slowy, od liczby utworzonych grup
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zentantow lewego i prawego poddrzewa. W wyniku procesu wyszukiwania
hierarchicznego, zwracana jest grupa regutl (lub w szczegélnym przypadku
pojedyncza reguta) najbardziej podobnych do aktualnego zbioru faktow.
W przyktadzie jest to grupa ztozona z regut 5, 6 oraz 8.

ma
A

g -
o0

Rysunek 5.7: Wyszukiwanie z uzyciem skupien regut (z lewej) i wyszukiwa-
nie hierarchicznym (z prawej)

0123456879

Szczegblowe eksperymenty poréwnujace oba te podejscia znajduja sie
w dalszej czedci rozprawy.

5.3.5 Metoda wspoétczynnikéw IF

System po odnalezieniu grupy najbardziej podobnej do aktualnego zbioru
faktow, przystepuje do analizy regut wchodzacych w sktad tej grupy. Jesli
znajduja sie tam reguty majace pelne pokrycie w zbiorze faktow, te zostaja
uaktywniane. W przypadku, gdy nie ma regut majacych pele pokrycie
w zbiorze faktow, uaktywniane sg reguty majace tylko czesciowe pokrycie.
W celu odréznienia wiedzy wyznaczonej przez reguty pewne od regul nie-
pewnych wprowadza si¢ wspotezynnik niepetnosci IF (ang. incompleteness
factor). Wspolezynnik ten bedzie wyznaczany w nastepujacy sposob:

LIF(f).
card(D;)’

gdzie IF(d;) to wspétczynnik niepelnosci i-tej przestanki, IF(f;) to
wspotczynnik niepetnosci j-tego faktu bedacego czescig wspdlng zbioru

IF(d;) = s fie (FnDy)
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deskryptoréw D; oraz zbioru faktéw (F'). Inaczej méwiac, przez f; ozna-
cza¢ bedziemy deskryptory wchodzacego w sktad reguty i majace pokrycie
w zbiorze faktow. W trakcie procesu wnioskowania czes¢ faktéw bedzie nie-
pewna, bo sg one konkluzja niepelnych regut. Miara tej niepelnosci bedzie
zaproponowany wspotczynnik I F'.

Fakty pewne, znane wczesniej lub tez dopisane do zbioru faktéw po
uaktywnieniu regut pewnych posiadaja z definicji wartos¢ wspotezynnika I F
réwna 1. Wspotezynnik I F ma wartosci z przedziatu [0. .. 1], co pozwala na
tatwa interpretacje uzyskanych wynikéw. Przyktadowo, dla zbioru faktéw
{(a=1),(b=2),(c=05)} oraz nastepujacych regut:

R1: (a=1) & (b=2) & (c=3) — (d=1),

R2: (a=1) & (b=3) & (c=4) — (d=2),
wspotczynniki I F' tychze regut wynosza odpowiednio:
1. IF(R1) = 0,67,
2. IF(R2)=0,33.

Autor proponuje rowniez wprowadzenie sredniej warto$ci wspdtezynnika
IF dla catej odnalezionej grupy. W przedstawianym przyktadzie wartosc¢
tego wspotezynnika dla grupy ztozonej z regut R; oraz R, wynositaby 0,5.

Wspétezynnik I F powstal dzigki inspiracji wspotczynnikami CF zapro-
ponowanymi w systemie MYCIN [152].

Wspélezynnik [F zaproponowany przez autora wykorzystuje jeszcze
prostszy obliczeniowo sposob okreslania niepetnosci wiedzy. Stanowi tatwa
miare do modelowania niepewnosci i niepetnosci wiedzy zalezna tylko od
stopnia pelodci wiedzy zapisanej w zbiorze faktow. Umozliwia korzysta-
nie z zalet mechanizméw grupowania (m.in. wybér grupy o najwiekszym
wspOtezynniku IF'). Umozliwia si¢ rowniez sterowanie ”jakoscia” wniosko-
wania. Do uzytkownika systemu nalezy decyzja, czy liczy sie z mozliwoscig
otrzymania wiedzy nizszej jakosci, czy woli nie otrzymaé zadnych nowych
(niepelnych) informacji w wyniku procesu wnioskowania.

Whioskowanie w warunkach wiedzy niepetnej

Caly proces wnioskowania w warunkach wiedzy niepelnej przedstawiony
jest schematycznie na rys. 5.8 oraz zaprezentowany w postaci pseudokodu
na stronie 132.
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Jak wida¢, proponowane rozwigzanie do poprawnego dziatania wyma-
ga zbioru faktow wraz z uzupetnionymi wartosciami wspotczynnikow IF,
a takze bazy wiedzy danej w postaci dendrogramu. System na poczatku
rozpoczyna wyszukiwanie skupienia regul najbardziej relewantnego w sto-
sunku do zbioru faktéw, po jego znalezieniu nastepuje uaktywnienie regut
w nim wystepujacych zgodnie z przyjeta strategia aktywowania regut. Uak-
tualniony zostaje zbior faktow, co pozwala na dalsze wnioskowanie.

Parametrem danym przez uzytkownika jest po pierwsze glteboko$é¢ wy-
szukiwania w dendrogramie (a co za tym idzie przyblizona licznosé otrzy-
manej grupy) oraz minimalna progowa warto$¢ wspétezynnika IF ponizej
ktorej fakty traktowane sa jako niepewne.

Struktura

:

hierarchiczna - Wylicz wspotczynniki IF
regut WY"'k . grupy i poszczegolnych
{dendrogram) wyszukiwania := regut
korzen
dendrogramu l
Uaktywnij reguty zgodnie
4 z przyjeta strategia

TAK l

by Uaktualnij zbior faktow
glebokosc?

NIE

Porownaj zbior faktow z
reprezentantem prawego i
lewego poddrzewa

Czy sq jeszcze
reguty mozliwe do
uaktywnienia?

A4
Wynik
wyszukiwania :=

bardziej NIE

obiecujaca sciezka
KONIEC

Rysunek 5.8: Wyszukiwanie w hierarchicznej strukturze regut
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Algorytm 9: Metoda wspotczynnikéw IF do wnioskowania w warun-
kach wiedzy niepelnej
Dane: U = {ry...r,} — plaska struktura regut; Zbiér faktéw @ wraz

z wartosciami wspotczynnikow IF
Rezultat: Uaktualniony zbiér faktow
begin
/* Modut grupujacy */
Ustal parametry algorytmu grupujacego;
Wyznacz macierz podobienstwa zgodnie z przyjetym kryterium
odleglosci;
while Wszystkie reguty nie sq w jednym skupieniv do
Ry, Ry := Dwie najbardziej podobne reguty (skupienia) ;
Potacz R; oraz R; w jedno skupienie zgodnie z przyjetym
kryterium ;
Zaktualizuj macierz podobienstwa;
nd
repeat
/* Modutr wyszukujacy reguty */

¢]

W := Korzen dendrogramu ;

while Nie osiggnieto zatozonej glebokosci w drzewie do
51 = fuim(Q, Tree[L]);

sy = faim(Q, Tree[R]);

if s; >= s, then

‘ W :=Tree[l] ;

else

‘ W :=Tree[R] ;

end

/* Modu? wnioskowania */

Wrylicz wspoétczynniki IF poszczegdlnych regut
wchodzacych w sktad skupienia W' ;

Uaktywnij regute R ze skupienia W zgodnie z przyjeta
strategia;

Uaktualnij zbiér faktow ;

end

until Sq jeszcze reguty mozliwe do uaktywnienia;

end
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Przyktad

Korzystajac z przyktadowej wiedzy dziedzinowej zapisanej w rozdziale 4.2
na stronie 53 pokazany zostanie sposob dzialania prezentowanego systemu.
Na poczatku, podobnie jak w przypadku logiki rozmytej, nalezy dokona¢
syntezy wiedzy do postaci regutowej tozsamej do przedstawionej w rozdziale
4.5 na stronie 64.
Wiedze ta mozna rowniez zapisa¢ w postaci tablic decyzyjnych (rys. 5.8
oraz 5.9 na stronie 133).

X Stan rowe- | Intensywnosé Wypadek Wynik mara-
ru (S) treningu (I) na trasie || tonu (M)
(W)
X, | dobry odpowiednia tak wygrana
Xy | dobry odpowiednia nie wygrana
X3 | dobry nieodpowiednia | tak przegrana
X4 | dobry nieodpowiednia | nie podium
X5 | zty odpowiednia tak przegrana
Xg | zty odpowiednia nie podium
X, | zty nieodpowiednia | tak przegrana
Xg | zty nieodpowiednia | nie podium

Tabela 5.8: Tablica decyzyjna dla przyktadowej wiedzy

X Wynik mara- | Humor sponso- | Premia (P)
tonu (M) ra (H)
Ry wygrana dobry przyznana
Rs wygrana zty przyznana
R3 podium dobry przyznana
Ry podium zty nie przyznana
Rs przegrana dobry nie przyznana
R przegrana zty nie przyznana

Tabela 5.9: Druga tablica decyzyjna dla przyktadowej wiedzy

System do efektywnego dzialania powinien pracowa¢ na wygenerowa-
nych regutach minimalnych, stad wyznaczone reguty minimalne beda miaty
postac:

R1: JEZELI (S=dobry) ORAZ (I=odpowiednia) TO (M=wygrana)
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R2:
R3:
R4:
R5:
R6:
RT:
R8:
R9:
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JEZELI (I=nieodpowiednia) ORAZ (W=tak) TO (M=przegrana)

JEZELI (I=nieodpowiednia) ORAZ (W=nie) TO (M=podium)

JEZELI (S=zty) ORAZ (W=tak) TO (M=przegrana)

JEZELI (S=zty) ORAZ (W=nie) TO (M=podium)

JEZELI (M=wygrana) TO (P=przyznana)

JEZELI (M=przegrana) TO (P=nie)

JEZELI (M=podium) ORAZ (H=dobry) TO (P=przyznana)
(

JEZELI (M=podium) ORAZ (H=zly) TO (P=nie)

W pierwszym kroku nalezy wygenerowa¢ skupienia z przedstawionych

regul. Przyktadowe skupienia wygenerowane przez algorytm AHC' przed-

stawia rysunek 5.9:

Rysunek 5.9: Dendrogram dla przyktadowego zestawu regut

Zaktadajac, ze zbiér faktéw sklada sie z dwoch deskryptoréw: {(I=nie-

odpowiednia), (S=zly)} wtedy korzystajac z metody wezta najbardziej obie-

cujacego proces wnioskowania bedzie zaznaczony zielonym kolorem na rys.
5.10. W przyktadzie zaktadamy gteboko$¢ wyszukiwania réwna 2.
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Rysunek 5.10: Sciezka wnioskowania dla przyktadowych danych

W tym momencie przystepujemy do faktycznego wnioskowania uaktyw-
niajac reguty wchodzace w sktad tego skupienia i wyliczajac wartos¢ wspo-
tezynnika IF dla kazdej z nich:

R2: JEZELI (I=nieodpowiednia) ORAZ (W=tak) TO (M=przegrana) =
CF(R1) = 0,33

R3: JEZELI (I=nieodpowiednia) ORAZ (W=nie) TO (M=podium) =
CF(R2) = 0,33

R4: JEZELI (S=zly) ORAZ (W=tak) TO (M=przegrana) = CF(R3) =
0,33

R5: JEZELI (S=zty) ORAZ (W=nie) TO (M=podium) = C'F(R4) = 0,33

Uzytkownik w wyniku wnioskowania otrzymuje informacje, ze w bazie
nie ma regut, ktére w pelnym stopniu odpowiadaja zaktadanemu zbiorowi
faktow. Jednoczesnie prezentowana jest grupa zawierajaca reguly, ktore sa
pokryte zbiorem faktéw w najwiekszym mozliwym stopniu. To od uzytkow-
nika zalezy teraz, czy pozwoli¢ na uaktywnienie tychze regut i dopusci¢ do
dalszej propagacji niepewnosci wiedzy.
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Dodatkowym atutem przedstawionego podejscia jest jednoczesne przed-
stawienie przestanek koniecznych do udowodnienia w celu otrzymania regut
w pelni pokrytych zbiorem faktéw. Dla przedstawionego przyktadu istotna
bytaby warto$¢ atrybutu ”W” ktéra pozwolitaby na uaktywnienie jednej
z odnalezionych regut bez niepewnosci wiedzy.

5.4 Podsumowanie

W pierwszych zastosowaniach grupowanie byto stosowane do danych. Po-
tem przeniesiono te mechanizmy do grupowania dokumentéw w systemie
SMART Saltona. Ideg jego dziatania byto grupowanie dokumentéw na pod-
stawie ich podobienstwa miedzy soba [135]. Podobnie jak w proponowanym
podejsciu, wyszukiwanie odbywato si¢ w znacznie krotszym czasie w sto-
sunku do przeszukiwania liniowego, ze wzgledu na wykorzystanie reprezen-
tantéw grup i struktury drzewiastej. W rozprawie proponuje sie zastoso-
wanie algorytmu grupujacego AHC do stworzenia skupien ztozonych z re-
gut tworzacych baz¢ wiedzy. Poza znacznym przyspieszeniem wyszukiwania,
uzyskuje sie rowniez informacje o grupach najbardziej podobnych regut. Ta
hierarchiczna struktura bazy regut pozwoli w dalszym etapie na odnalezie-
nie grupy regut najbardziej podobnych do aktualnego zbioru faktow. Dzieki
temu, w sytuacji w ktorej zadna z regul nie moze zosta¢ uaktywniona, mozli-
wym bedzie uaktywnienie regut zblizonych przy jednoczesnym oznaczeniu
wiedzy przez nie generowanej jako niepewnej. Jedyng zauwazalng wada algo-
rytmu jest jego relatywnie wysoka ztozonosé obliczeniowa zalezna od liczby
regul w systemie [rzedu O(n?)]. Do zalet z cala pewnoscig nalezy zaliczy¢
odpornosé¢ na wartodci odstajace, jak i fakt, ze przeszukiwanie drzewa od-
bywa sie w czasie logarytmicznym — ztozonosé tego procesu to O(logan)
typowa dla drzew binarnych.

Proponowane podejscie r6zni sie od modelu klasycznego SWD tym, ze
przechowuje reguty w strukturze drzewiastej oraz okresla podobienstwo tych
regul w stosunku do aktualnego zbioru faktéw na kazdym etapie wnio-
skowania. Wyszukiwanie odbywa si¢ za pomocg metody wezta najbardziej
obiecujacego. Zostata ona zmodyfikowana i przystosowana do dziatania dla
regutowych baz wiedzy.

Postanowiono wykorzysta¢ algorytm AHC pomimo jego relatywnie duzej
ztozonosci obliczeniowej. Ogromna zaletg wobec algorytméw niehierarchicz-
nych jest jednak fakt utworzenia struktury hierarchicznej pozwalajacej na
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szybkie wyszukiwanie regul, a co za tym idzie — zwickszenie efektywnosci
wnioskowania.

Niepelos¢ wiedzy jest problemem nietrywialnym. Proponowane przez
autora podejscie tgczy metody znane z analizy skupien, elementéw teorii
zbiorow przyblizonych oraz wspotezynnikow pewnosci CF w celu tatwiejsze-
go i wydajniejszego modelowania niepewnosci wiedzy. W przedstawionym
przyktadzie zilustrowano przydatnos¢ i celowos¢ tego rozwigzania. Nalezy
zauwazy¢ zysk czasowy z wprowadzenia tego podejscia: zamiast ptaskiego
przeszukiwania w bazie ztozonej z 9 regut, nalezato wykona¢ tylko 2 poréw-
nania zbioru faktéw i reprezentantéw skupien na poszczegdlnych poziomach
hierarchii. W wyniku dziatania systemu nie tylko otrzymaliSmy grupe regut
najbardziej relewantnych w stosunku do zbioru faktow, ale réwniez infor-
macje o stopniu pokrycia zbiorem faktéw tychze regut.






Rozdziat 6

Ocena efektywnosci

Efektywnos¢ jest pojeciem uzywanym nie tylko do systeméw informatycz-
nych. Spotykamy sie z nim na co dzien, przyktadowo mowiac o efektywnym
zarzadzaniu czasem. Stownik jezyka polskiego PWN za ”efektywny” uznaje:

1. dajacy dobre wyniki; wydajny;
2. istotny, rzeczywisty.

Kazdy system informatyczny jest tworzony z mysla o wydajnym i po-
prawnym dzialaniu. Aby oceni¢ te trudnomierzalne aspekty, powstaty licz-
ne sposoby oceny jakosci i efektywnosci systemoéw informatycznych. Meto-
dy oceny stuza takze do poréwnywania i analizy wynikéw uzyskiwanych
przez konkurencyjne algorytmy i systemy. Przedstawiany w rozprawie spo-
sob optymalizacji procesow wnioskowania realizuje takze proces grupowania
regut i reprezentacje wiedzy niepetnej, niezbedne wydaje sie przeprowa-
dzenie oceny efektywnosci jego dziatania. Problem oceny efektywnosci jest
bardzo szeroki i przekracza ramy tej rozprawy. Wyczerpujace informacje nt.
metod oceny jakosci systemOw wspomagania decyzji znalezé mozna w po-
zycjach [41, 43, 46], natomiast studium oceny jakosci grupowania przedsta-
wione zostato w [17, 29, 40, 56-58, 82, 150, 169].

Proponowany system bedzie oceniany w trzech kategoriach:

1. Ocena jakosci tworzonej struktury skupien regul w bazie wiedzy (in-
nymi stowy: efektywnosé bazy wiedzy). Wykorzystane tu beda miary
oceny jakosci skupien.

139
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2. Ocena jakosci procesu wnioskowania w systemach ekspertowych. Ba-
dane i oceniane beda tu zaréwno efektywnosé czasowa jak i pamiecio-
wa wyszukiwania regut do uaktywnienia.

3. Ocena efektywnosci wnioskowania z wiedza niepetna z wykorzysta-
niem metody wspotczynnikow IF. W tym kontekscie pokazane zostana
zalety i zyski proponowanej metody wnioskowania.

6.1 Ocena jakosci struktury skupien regut

W literaturze [17, 29, 40, 56-58, 82, 150, 169] spotka¢ mozna wiele me-
tod stuzacych ocenie poprawnosci grupowania. Cel oceny jest jasny — po
przeprowadzeniu analizy skupien otrzymujemy pewien podziat obiektéw na
grupy. W celu poréwnania dziatania kilku algorytméw (lub tez oceny wply-
wu zmiany parametréow jednego algorytmu) nalezy poréwnaé ze soba wyniki
grupowania uzywajac jednej z miar zaprezentowanych ponize;j.

Zdarza si¢ tak, ze nawet drobna zmiana parametru wyraznie zmienia
jakosé i sposéb grupowania danych (np. w przypadku podejsé ewolucyjnych
do grupowania danych). Przyktadowo, gdy w zbiorze poddawanym grupo-
waniu wystepujg naturalnie dwa skupienia, a wymuszamy tworzenie trzech
badz wiekszej liczby grup, wtedy musimy sie liczy¢ z tym, ze jako$é¢ grupo-
wania nie bedzie optymalna.

W wielu opracowaniach, m.in. [57] autorzy przyjmuja podzial metod
oceny na trzy podgrupy:

1. wewnetrzne,
2. zewnetrzne,
3. wzgledne.

Metody wewnetrzne nie potrzebuja do przeprowadzenia skutecznej oce-
ny zadnych dodatkowych danych z zewnatrz. Mowa tu o dodatkowej wiedzy
dostarczonej np. przez eksperta oceniajacego jakos¢ grupowania. Sa przy-
ktadem metod nienadzorowanych, albowiem potrafia dziata¢ w sposéb ca-
tkowicie automatyczny [154]. Metody wewnetrzne zwykle opieraja sie na
ocenie jednego z dwoch parametréw: miary separacji wyznaczajacej stopien
oddzielenia poszczegdlnych grup od siebie oraz miary spdjnosci, obliczajace
stopien jednorodno$ci danej grupy.

Metody zewnetrzne z kolei korzystaja z wczesniej ustalonego optymal-
nego podziatu obiektéw na skupienia. W tym celu nalezy dostarczy¢ wiedzy
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z zewnatrz aby algorytm mogt poréwnaé rezultaty grupowania z wczesniej
ustalonym wzorcem.

Metody wzgledne sa zwykle wykorzystywane do oceny jakosci grupo-
wania w obrebie zmiany parametréw tego samego algorytmu lub tez kilku
algorytmow dziatajacych na tych samych danych. Ich nazwa odzwierciedla
zachowanie — obliczaja wzgledna jakosé grupowania.

Aby zmierzyé¢ jakos¢ grupowania, wprowadzi¢ mozna pojecie catkowi-
tej poprawnosci rozumianej jako suma wazona poprawnosci poszczegolnych
grup C...C;...Ck:

K
catkowita poprawno$¢ = > w; - poprawnosé(Ch).
i=1
Poprawnos¢ czastkowa C; moze by¢ dowolng z miar poprawnosci po-
szczegblnych klastrow. W wersji klasycznej, wszystkie wagi w; sg réwne 1,
jednakze istnieje mozliwo$¢ zmiany wag dla poszczegdlnych grup.

6.1.1 Ocena wewnetrzna

Ocena wewnetrzna opiera sie tylko na danych przeznaczonych do grupowa-
nia. Przykladem takiej oceny moga byé¢ miary separacji (ang. separation)
oraz spojnosci (ang. compactness, cohesion) skupienia [18]. Zwykle sg one
stosowane do algorytmoéw z grupy niehierarchicznych.

Miary spdjnosci i separacji

% off

Rysunek 6.1: Graficzna interpretacja pojecia sp6jnosci (po lewej) i separacji
(po prawej)

Definicja miar spgjnosci i separacji jest intuicyjna (patrz graficzna re-
prezentacja na rys. 6.1): im bardziej homogeniczna grupa, tym miara jej
spojnosci bedzie wigksza. Im wyrazniej odréznione grupy od siebie, tym
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wspotezynnik separacji wickszy. Do mierzenia tych pojeé¢ uzywa sie roznych
miar, np. sumy kwadratéw odlegtosci wewnatrz skupienia dla miary spéj-
nosci lub sumy kwadratow odlegtoéci pomiedzy skupieniami dla miary se-
paracji.

Suma kwadratéw btedéw

Suma kwadratéw bledow (ang. sum of squared errors - SSE) jest po-
dejSciem znanym ze statystyki. W przypadku analizy skupien, suma kwa-
dratéw btedow wyliczana jest jako suma odlegtosci kazdego obiektu do tzw.
prototypu. Prototypem moze byé¢ obiekt uznany wczedniej za najlepszego
reprezentanta skupienia albo wybrany metodami obliczeniowymi. Miare te
mozna zdefiniowaé¢ nastepujaco:

K
SSE =YY" dist(c;,r)’
i=1reC;

gdzie K to liczba skupien, C; oznacza i-te skupienie, a funkcja dist(c;,r)
to odlegtosé obiektu (reguty) r do prototypu grupy c;.

SSE jest catkowicie nieodporny na istnienie wartosci odstajacych (izolo-
wanych). Wspétezynnik ten moze by¢ stosowany do przyblizonego okresla-
nia, czy wybrana liczba skupien K jest optymalna dla zestawu danych po-
przez wyliczanie wartos$ci miary eSS E w nastepujacy sposob:

eSSE = e k.

Poprawny dobor liczby grup w stosunku do naturalnych skupien ma
miejsce, gdy warto$¢ eSSE jest bliska 0. Niestety, wspotczynnik ten jest
nieodporny na obiekty izolowane zawarte w skupieniach. Z tego powodu nie
bedzie brany pod uwage w ocenie zaproponowanego w rozprawie systemu.

Wspétczynnik sylwetki

Kombinacja miar spdjnosci i separacji jest tzw. wspétezynnik sylwetki (ang.
silhouette coefficient) [76, 154].

Niech a(7) bedzie srednia odlegtoscia obiektu od wszystkich pozostatych
elementow znajdujacych sie w obrebie tego samego skupienia. Dla kazdej
grupy C,,, w ktérej nie znajduje sie obiekt i wyznacz Srednia odlegtos¢
pomiedzy wszystkimi obiektami zawartymi w tej grupie a ¢-tym obiektem.
Za b(i) przyjmij minimalng wartosé:
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> dist(i, ) )
ard(Cy,)

Wtedy wspotezynnik sylwetki s(i) przyjmuje wartos¢:

b(i) — ali

oy~ M =al)
maz{a(i), b(i)}

Wspotezynnik sylwetki przyjmuje wartosci z przedziatu [—1. .. 1]. Jezeli

b(Z) = min{ch mi:@vmecm

s(i) < 0, wtedy méwimy, ze obiekt i zostal btednie zgrupowany. Jesli s(i) ~
0 nie wiadomo, czy obiekt ¢ jest przydzielony do poprawnej grupy, wreszcie
gdy s(i) > 0 oznacza prawidtowe przyporzadkowanie. Przyjmuje si¢ réwniez,
ze wartosci s(i) < 0,5 oznaczaja staba jako$¢ utworzonych grup.

Wspbtezynnik sylwetki obliczany jest dla kazdego obiektu oddzielnie co
sprawia, ze dla duzych zbioréw danych miara ta staje si¢ nieefektywna (zbyt
dlugi czas potrzebny na jej wyznaczenie). Wartos$ci wspotezynnika sylwetki
w obrebie grupy mozna usredni¢ wyliczajac sSrednig warto$é¢ wspotezynnika
sylwetki () dla j -tej grupy zgodnie ze wzorem:

S; = ! > s(2)
T card(Cj) iec,

Dalsze uogélnienie wspolezynnika sylwetki to tzw. catkowity (lub ogdlny,
globalny) wspoétczynnik sylwetki GSy (ang. global silhouette) dla U-tego
podziatu K skupien:

1 K
GSy=—=)>) S,
K25

G Sy jest wykorzystywany do szacowania optymalnej liczby grup na kté-
re nalezy podzieli¢ dane. Gdy w wyniku dzialania dowolnego algorytmu
otrzymamy kilka réznych podziatow, nalezy wyliczy¢ wspétezynnik GS dla
kazdego z podziatéw U, a nastepnie wybraé¢ ten podzial, ktorego GS jest
najwiekszy.

Interpretacja graficzna wspoétczynnika sylwetki moze by¢ podobna do
rysunku 6.2. Na osi OX zaznaczone sg wartosci wspotczynnika sylwetki
dla kazdej z utworzonych grup oznaczonych etykietami jak na osi OY. Im
rysunek bardziej przypomina foremne prostokaty, tym lepszy jakosciowo
podziat. Wykres na ktéorym dowolne skupienie szybko obniza swdj wspo-
tezynnik sylwetki obrazuje zta jako$é procesu grupowania (patrz skupienie
nr 5).
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Rysunek 6.2: Graficzna interpretacja globalnego wspoétczynnika sylwetki.
Zrodto: program MatLab

Indeks Dunna

Dla wyraznie rozgraniczonych skupien, mozliwe jest skorzystanie z indeksu
Dunna [58]. W celu jego zdefiniowania, nalezy wezesniej przyblizy¢ pojecia
minimalnej odlegtosci wewnetrznej skupienia D,,;, oraz maksymalnej odle-
glodci wewnetrznej skupienia ($rednicy) A(C;):

Dmin(ch C]) - min$€0¢,y€Cj;Ci?éCj {diSt(xa y)}
A(C;) = mazxy yec,dist(x,y). (6.2)

Interpretacja graficzna tych dwoch poje¢, zaktadajaca przyjecie euklide-
sowej miary odlegtosci, przedstawiona zostata na rysunku 6.3.
Wreszcie, indeks Dunna jest dany wzorem:

ID = min { min min(Ci C;)
1<K 1<J§K; max;<m<i A(Ch,)
JF

1

Innymi stowy, indeks Dunna to iloraz z minimalnej wartosci odlegtosci
wewnetrznej skupienia dwéch dowolnych obiektéw podzielony przez naj-
wieksza $rednica dowolnej grupy. Indeks ten z definicji przyjmuje tylko war-
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Rysunek 6.3: Ilustracja maksymalnego (kolor zielony) i minimalnego (kolor
czerwony) dystansu wewnatrz grupy

tosci dodatnie, nie ma natomiast gérnego limitu wartosci. Wyzsza wartos¢
oznacza lepsza jakos¢ grupowania.

Indeks Dunna jest réwniez miara obciazong przez wystepowanie wartosci
izolowanych, ktore powodujg znaczne zwiekszenie sie Srednicy grupy. Istotng
wada tego wskaznika jest rowniez stosunkowo duza ztozonosé obliczeniowa
(rzedu wielomianowego).

6.1.2 Ocena zewnetrzna

Ocena jako$ci grupowania bez dodatkowych informacji z zewnatrz jest jedna
z metod oceny jakosci. W przypadku, gdy a priori dany jest jednak tzw.
optymalny podziat (czyli podzial obiektéw na grupy uznany za optymalny)
mozliwe jest zastosowanie metod oceny z grupy zewnetrznych. Optymalny
podzial moze by¢ dany np. za sprawa eksperta (lekarz oceniajacy przypadki
chorobowe) lub tez znany powszechnie (np. organizmy zywe i ich uprzednia
taksologia).

Majac dana najlepsza (optymalna) klasyfikacje mozna w stosunkowo
tatwy sposéb poréwnaé ja z klasyfikacja dokonana automatycznie (i tym
samym odpowiedzie¢ na pytanie, czy tak postawiony problem da si¢ zauto-
matyzowacd). W dalszej czedci rozdziatu przyjmuje sie, ze optymalna klasy-
fikacja operuje na pojeciu klas: obiekt nalezy do danej klasy, co oznacza, ze
w przypadku idealnym algorytm grupujacy powinien przyporzadkowaé ten
dokument do grupy tozsamej z ta klasa.

W obrebie oceny zewnetrznej autorzy [154] wyrdzniaja dwa podejscia:
klasyfikacyjne oraz z uzyciem miar podobienstwa. Pierwsze z nich opiera sie
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na mierzeniu stopnia zawierania obiektéw jednej klasy przez poszczegdlne
grupy (homogenicznos¢), drugie natomiast sprawdza w jak duzym stopniu
obiekty etykietowane tg samag klasa zawieraja sie w tej samej grupie i od-
wrotnie.

Miary zorientowane na klasyfikacje

Mierzona jest tutaj zgodnos¢ przyporzadkowania do odpowiednich grup na
podstawie znanych wezesniej klas [40].
Najczesciej wyrdzniamy nastepujace miary:

Entropia (ang. entropy) jest miara okreslajaca jaka liczba obiektéw da-
nej klasy znajduje si¢ w skupieniu. Inaczej méwiac, jest to obliczenie
stopnia dystrybucji klas w danej grupie. Entropia i—tego skupienia e;
po podziale na K grup dana jest wzorem:

K
e; = — Y pijlogy pij
j=1

gdzie

mij

Pij = m;
oznacza prawdopodobienstwo napotkania obiektu klasy j w grupie
© wyznaczane jako iloraz liczby m;; obiektéw klasy j w grupie ¢ do
licznosci itej grupy oznaczanej m;.

Entropia poszczegdlnych grup po zsumowaniu wraz z czynnikami wa-
gowymi bedacymi ilorazem licznosci i—tej grupy m; i licznosci zbioru
danych N przyjmuje postaé¢ catkowitej miary entropii:

Wspélezynniki wagowe maja za zadanie réznicowaé stosunkowo mniej-
szy wplyw entropii matolicznych skupien w stosunku do tych duzych.
Ze wzgledu na bardzo nierownomierny rozktad decyzji w skupieniach
analizowanych w ramach rozprawy doktorskiej, miara entropii bytaby
nieprzydatna, a jej wyniki — nieuzyteczne w kontekscie oceny jakosci
generowanych skupien.
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Czysto$é (ang. purity) to podobnie jak entropia miara okreslajaca jak
duzo miejsca w danej grupie zajmuja obiekty nalezace do jednej klasy:

; — 1nax
Di i:l,...,KpU

Jak wida¢, wskaznik ten to maksymalne prawdopodobienstwo napo-
tkania na obiekt j—tej klasy w i—tym skupieniu.

Catkowita czysto$¢ wyraza sie jako:
K
my;
p= ; W Di

i jest interpretowana analogicznie do miary catkowitej entropii.

Doktadnos$é (ang. precision) w systemach wyszukiwania informacji — jest
stosunkiem liczby obiektéw relewantnych wyszukanych do wszystkich
znalezionych. W odniesieniu do procesu oceny jakosci grupowania
mozemy stwierdzi¢, ze jest stosunkiem liczby obiektéw nalezacych do
jednej klasy i bedacych w jednej grupie do liczby wszystkich obiektéw
nalezacych do tej klasy. Jej warto$¢ liczbowa obliczana jest analogicz-
nie jak w przypadku miary p;; omawianej w kontekscie entropii.

Kompletno$é (ang. recall) podobnie jak doktadnosé, miary tej uzywa sie
rowniez w systemach wyszukiwania informacji. Jest to stosunek liczby
obiektéw relewantnych wyszukanych do liczby wszystkich relewant-
nych w systemie. W kontekscie oceny jakosci grupowania jest to sto-
sunek liczby obiektow nalezacych do jednego skupienia i jednej klasy
m;; do liczby wszystkich dokumentow etykietowanych dang klasg m;:

mij

RECALL;; =

m;

F-miara (ang. F-measure) jest definiowana jako kombinacja kompletnosci
i doktadnosci wraz ze wspotezynnikiem wagowymi 3:

E, e

Mozna zauwazy¢, ze jest to wazona $rednia harmoniczna wartosci
kompletnosci i doktadnosci ze wspotezynnikiem (3, ktorego celem jest
zmiana proporcji sSredniej wazonej pomiedzy kompletnoscig a doktad-
noscig. Klasyczna F-miara przyjmuje wspotcezynnik G réwny 1.
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Zgodna klasa | Niezgodna klasa
Zgodna grupa a b
Niezgodna grupa c d

Tabela 6.1: Tabela wspotczynnikéw miar zorientowanych na podobienstwo

Miary zorientowane na podobienistwo

Wyzej przedstawione miary braty pod uwage zgodnosé klasyfikacji do
grup zgodnie ze znanymi wczesniej klasami. Druga grupa metod oceny
zewnetrznej sprawdza podobienstwo struktur uzytych w czasie grupowania
(np. macierzy podobienstwa) z idealnymi strukturami znanymi lub wyzna-
czonymi wczesnie;j.

W niektorych miarach do bardziej przejrzystego zaprezentowania wzo-
row i definicji mozna poshuzyé sie tabelg 6.1 wzorowang na miarach znanych
z teorii btedu [138].

Tabele 6.1 nalezy rozumie¢ w taki sposob, iz po wykonaniu procesu gru-
powania wspotezynniki a, b, ¢, d okreslaja konkretne wartosci liczbowe zgod-
ne z etykietami. Przyktadowo, wspétczynnik a to liczba obiektéw pogrupo-
wanych do jednego skupienia zgodnego z wczesniej zdefiniowang optymalna
klasg.

Najwazniejsze miary zorientowane na podobienstwo przedstawione sa
ponizej:

Statystyka Randa Wspoétczynnik Randa okresla stosunek wszystkich
"dobrych przyporzadkowan” do liczby wszystkich przyporzadkowan.
Przez "dobre przyporzadkowanie” nalezy rozumie¢ sklasyfikowanie
dwdbch obiektéw do tej samej grupy jesli tylko znajduja sie one w tej
same]j klasie lub przyporzadkowanie do réznych grup jesli znajduja sie
one w roznych klasach. Wspotezynnik przyjmuje wartosci z przedziatu
[0...1]. Wartosé¢ bliska 0 oznacza, ze schemat grupowania zupelnie nie
pokrywa si¢ z klasami, natomiast RAN D réwny w przyblizeniu 1 jest
oznaka bardzo duzej zgodnosci schematu grupowania oraz schematu
klas:

d+a

RAND = —.
a+b+c+d

Miara Jaccarda Miara Jaccarda jest wspotczynnikiem podobnym do sta-
tystyki Randa z drobng roznica polegajaca na niebraniu pod uwage
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obiektéw z réznych klas przyporzadkowanych do réznych grup. Ta-
kie podejscie zwicksza wplyw czynnika okreslajacego zgodnosé przy-
porzadkowania:

a

JACCARD = ——.
a+b+c

I' Statystyka Huberta Jest to kolejny wspoétczynnik operujacy na war-
tosciach poréwnujacych klase i grupe. Najwickszy wplyw na jego
warto$¢ maja catkowicie poprawne przyporzadkowania (zgodna grupa
i zgodna klasa oraz niezgodna grupa i niezgodna klasa) [169]:

_ (a+b+c+d)-a—(a+b)~(a+c).
Va+b)-(a+c) (c+d)-(b+d)

6.2 Ocena jakosci procesu wnioskowania w sys-
temach ekspertowych

Jakos¢ systemow ekspertowych bedzie uzalezniona od jakosci poszczegol-
nych elementéw wchodzacych w sktad takiego systemu. W poprzednich roz-
dziatach omoéwiona byta rola niesprzecznosci bazy wiedzy, co niewatpliwie
wplywa na wzrost szybkosci przeszukiwania bazy wiedzy. W celu dalszego
przyspieszenia — powstaly omdéwione wczesniej algorytmy przeszukiwania
bazy wiedzy (m.in. RETE, LEAPS; itp.). Szybkie odnalezienie odpowiedniej
reguty jest jednym z mierzonych czynnikéw poprawiajacych efektywnosé
SWD. Drugim czynnikiem badanym przez autora jest zdolnos¢ do uaktyw-
niania regut w warunkach niepewnosci. W przypadku matej licznosci zbioru
faktow, klasyczne systemy wspomagania decyzji nie uaktywnia zadnej z re-
gut, a co za tym idzie — nie dostarcza zadnej nowej wiedzy z systemu.

Proponowane podejscie stara si¢ rozwigza¢ te dwa problemy poprzez
kontrolowane uaktywnianie regut o odpowiednim stopniu pewnosci. Dzigki
temu zadanie eksploracji nowej wiedzy, nawet przy malej liczbie faktow,
moze by¢ realizowane.

6.2.1 Przeglad dostepnych rozwigzan

Jedna z najwczesniejszych prob ewaluacji systeméw ekspertowych mozna
odnalezé w pozycji [130]. Autorzy proponuja tam catosciowe podejscie do
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problemu i ocene nie tylko narzedzia informatycznego, ale catego pro-
cesu tworzenia SWD. Ich dzialanie opiera si¢ na ocenie pod wzgledem
nastepujacych kryteriow:

e charakterystyki zastosowania: ocena problemu, dziedziny i wykonal-
nosci projektu,

e mozliwosci narzedzia,

e metryki, czyli miar oceny mozliwosci wykorzystywanych narzedzi do
budowy systemu ekspertowego,

e technik oceny, czyli sposobu zastosowania powyzszych metryk,
e kontekstu.

W pracy podane sg szczegdtowe propozycje oceny poszczegdlnych kry-
teriow oraz przyktad oceny rzeczywistych systemoéw ekspertowych.

Autor publikacji [147] zwraca uwage na powszechny ”syndrom 95%” . Po-
lega on na tym, iz zwykle prototyp systemu ekspertowego oceniany jest na
podstawie procentowej miary pomyslnych odpowiedzi. Nierzadko jest ona
bardzo wysoka (tytutowe ”95%”), co bywa mylace ze wzgledu na odpowied-
ni dobor przypadkow testowych. Problem ten jest analogiczny do zjawiska
przeuczania klasyfikatoréw. Autor przedstawia ocene dwdch prototypowych
systeméw ekspertowych za pomoca kilku kryteriow takich jak zdolnos¢ do
aktualizacji, tatwos¢ uzytkowania czy czas potrzebny do poprawnego za-
projektowania systemu ekspertowego. Niestety, wigkszo$¢ z tych kryteriow
jest subiektywna i ciezka do zastosowania praktycznego. Autor konkludu-
je sw6j wywod smutnym wnioskiem powstawania duzej liczby prototypow
systeméw ekspertowych, ktore jednakze nie zostaja pomyslnie wdrozone
u uzytkownika koncowego.

Grupa autoréw z Kanady [47] proponuje zastosowanie metod znanych
z inzynierii oprogramowania do oceny systeméw ekspertowych. Poczgtkowo,
niezbedne jest wykonanie specyfikacji dziatania systemu, ktéra pozwoli na
odkrycie realnych potrzeb uzytkownika. Kolejnym krokiem jest weryfikacja
wewnetrznych sprzecznosci w bazie wiedzy oraz koncowa walidacja zgod-
nosci z wezedniej zdefiniowang specyfikacjg. Autorzy proponuja czesciowa
automatyzacje weryfikacji bazy wiedzy za pomoca swojego narzedzia o na-
zwie "COVER”.

Wyczerpujace i catosciowe kompendium wiedzy nt. weryfikacji, walida-
cji 1 ewaluacji systemoéw ekspertowych przedstawia pozycja [166]. Jest to
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pozycja pisana przez praktykéw jako podrecznik oceniania systemow eks-
pertowych. Pomocne i praktyczne rady oraz metody oceny kazdego aspektu
i stadium zycia systemu poparte sg tu praktycznymi rozwigzaniami i wska-
zowkami.

Autorzy stosunkowo nowych opracowan [95] i [134] proponuja uzycie
ankiet w celu weryfikacji systemow ekspertowych. Pierwsza pozycja rozpo-
czyna sie wyczerpujacym przegladem literatury dziedzinowej aby w kolej-
nych rozdziatach podaé¢ gotowe przyktady ankiet ewaluacyjnych wraz z waga
punktows kazdej odpowiedzi i progami punktowymi oceniajacymi systemy
ekspertowe. Druga z pozycji pokazuje inny (znacznie uproszczony) wariant
ankiety ewaluacyjnej.

Jak wida¢, zdecydowana wigkszos$¢ autorow proponuje subiektywng ewa-
luacje systeméw ekspertowych. W tej rozprawie, procz takowych, zastoso-
wane zostang roéwniez inne, obiektywne i automatyczne metody stuzace do
wykazania przydatnosci i poprawno$ci prezentowanego rozwiazania.

6.2.2 Efektywnos$c¢ przeszukiwania bazy wiedzy

Efektywnos¢ przeszukiwania bazy wiedzy jest zwykle okreslana poprzez dwa
parametry: kompletnosé¢ oraz doktadno$¢ wyszukiwania. Pierwszy z nich
okresla stopien przeszukania bazy wiedzy i odnalezienia wszystkich regut
relewantnych (czyli jak "pelne” jest wyszukiwanie regut), drugi méwi jak
duza cze$é¢ odnalezionych regut jest adekwatna w stosunku do aktualnie po-
szukiwanych. Oméwione tutaj miary sg analogiczne do tych uzywanych przy
ocenie zewnetrznej zorientowanej na klasyfikacje przedstawionych w roz-
dziale 6.1.2. W przypadku, gdy przeszukiwanie skupien regut zakonczy sie
wyborem reguly (skupienia), ktora jest nie w petni pokryta zbiorem faktéw,
przedstawione tu miary beda odpowiednio zmniejszone.

Aby latwiej zrozumie¢ przedstawione pojecia, wprowadzmy oznaczenia
jak w tabeli 6.2:

Skupienia (reguly) re- | Skupienia (reguly)
lewantne nierelewantne
Skupienia (reguly) | a b
wyszukane
Skupienia (reguly) | ¢ d
niewyszukane

Tabela 6.2: Tabela wspotczynnikéw miar opartych na teorii btedu
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Do pomiaru efektywnosci przeszukiwania bazy wiedzy mozna uzy¢
nastepujacych miar:

Kompletnosé — (ang. recall [76]) to iloraz liczby skupien (regut) relewant-
nych wyszukanych i sumy liczby skupien (regul) relewantnych (wy-
szukanych oraz niewyszukanych):

a

K = .
a+c

Definiowana jest rowniez jako zdolnos¢ systemu do wyszukania wszyst-
kich regut relewantnych.

Dokladnosé [76] — (ang. precision) to iloraz liczby skupien (regut) rele-
wantnych wyszukanych i sumy liczby wszystkich skupien (regul) wy-
szukanych (relewantnych i nierelewantnych):

a
a+b

Optymalizacja parametrow systemoéw wspomagania decyzji bedzie gtow-
nie dotyczy¢ parametru doktadnosci, nawet kosztem kompletnosci. W pro-
cesie wyszukiwania regul wazniejszym jest odnalezienie regut doktadnych,
tak aby byly one mozliwe do uaktywnienia i mozna byto dzieki temu uzy-
ska¢ nowa wiedze z systemu. Mniejsze znaczenie bedzie mialo odnalezienie
wszystkich mozliwych regut.

Procedura wyznaczania stopnia niepelosci konkluzji uaktywnianych re-
gut (lub niepetosci calego odnalezionego skupienia wybranego do procesu
wnioskowania) zostala opisana w podrozdziale 5.3.5.

6.2.3 Efektywnos¢ wnioskowania

W rozdziale 3 przedstawione zostaly algorytmy wnioskowania w SWD. Ich
dzialanie oparte jest na bazie wiedzy tworzonej przez inzyniera wiedzy. Od
jakosci tej wiedzy zalezy bezposrednio efektywnosé wnioskowania, albowiem
zaden z algorytméw wnioskowania nie bedzie w stanie doprowadzié¢ do po-
prawnych i uzytecznych wnioskow bez uzycia poprawnych danych. Tworze-
nie i organizacja wiedzy w bazie wiedzy jest czesto niedoceniang czescig
optymalizacji proceséw wnioskowania. Problem niepelosci wiedzy dodat-
kowo komplikuje ta sytuacje. Czesto bezcelowe wyszukiwanie reguty, ktorej
nie ma w systemie réwniez prowadzi do spadku efektywnosci wnioskowania.
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W klasycznym podejsciu efektywnos$é wyszukiwania regul (ang. conflict
set resolution) bardzo silnie zaleze¢ bedzie od kolejnosci zapisu regut w bazie
wiedzy. Ptaska struktura regut pozwala na wyszukiwanie regut relewantnych
w czasie O(n), co dla duzych systeméw jest dosé dtugim procesem. Nalezy
si¢ zastanowi¢ w jakiej kolejnosci w takim razie zapisywaé¢ reguty w ba-
zie wiedzy, aby wyszukiwanie ich byto najszybsze. Precyzyjna odpowiedz
niestety jest niemozliwa, albowiem zalezy to od konkretnego wnioskowa-
nia uruchamianego przez uzytkownika. W idealnym przypadku, kolejnosé
zapisu regut w bazie wiedzy nie powinna mie¢ wpltywu na czas wniosko-
wania. Modyfikacja polegajaca na zapisie hierarchicznym bazy wiedzy nie
tylko przyspiesza wyszukiwanie dzieki wyszukiwaniu przy uzyciu drzewa
binarnego regutl, ale réwniez (przy zalozeniu korzystania z algorytméw de-
terministycznych) uwalnia system od zaleznosci zwiazanej z kolejnoscia do-
pisywanych regut.

Oméwione wezesniej strategie doboru regut (ang. conflict resolution me-
thods) w pewnym stopniu wplywaja na jako$¢ generowanej wiedzy. Przy
zatozeniu niesprzecznosci wiedzy w bazie wiedzy, ich wplyw nie powinien
zostaé przeceniany.

Zaproponowana struktura hierarchiczna posiada liczne zalety omowione
wczesniej, a dyskutowane w szczegdlnosci w kolejnych rozdziatach. Niektore
z nich to przyspieszenie procesu wyszukiwania regut relewantnych, mozli-
wos¢ wyszukiwania catych skupien regut najbardziej adekwatnych w sto-
sunku do aktualnego zbioru faktéow i mozliwo$¢ odnajdywania i uaktywnia-
nia regut, ktorych nie wszystkie przestanki sg spelione. Kolejng zaleta jest
mozliwos¢ uogodlniania wiedzy. Na kazdym poziomie hierarchii skupien regut
(budowanej przez algorytm AHC) mozliwym jest wyznaczenie reprezentan-
tow skupien skutecznie odzwierciedlajacych wiedze na wyzszym poziomie
abstrakcji.

6.2.4 Walidacja grupowania

Walidacja grupowania (lub ewaluacja grupowania — ang. cluster evaluation /
validation) jest procesem wspomagajacym grupowanie. Ma on na celu ocene
biezaca grupowania, dzigki ktorej mozna dostraja¢ parametry wybranego
algorytmu w celu uzyskania najlepszych wynikéw. Do zadan walidacji nalezg
miedzy innymi [150]:

1. poréwnanie podziatéw koncowych w celu wyltonienia najlepszego,
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2. ocena empiryczna (na podstawie znanych danych) grupowania; majac
dany optymalny podzial danych (lub eksperta, ktéry taki podzial
moze wyznaczy¢) mozna poréwnaé wygenerowany podzial na grupy
i oceni¢ jego stopien zblizenia do podziatu optymalnego,

3. dla algorytméw, ktére tego wymagaja, dobér odpowiednich parame-
trow, takich jak liczba grup, optymalna miara odlegtosci, liczba sku-
pien, gestosé siatki gridowej, itp.,

4. podjecie decyzji, czy zaprezentowane dane przejawiaja tendencje do
grupowania (tj. czy wystepuja w nich naturalne grupy mozliwe do
odkrycia),

5. ocena uzytecznosci grupowania; fakt znalezienia formalnie najbar-
dziej poprawnego podziatu nie zawsze gwarantuje, ze podzial ten jest
uzyteczny ze wzgledu na potrzeby uzytkownika.

6.3 Ztozonos¢ obliczeniowa rozwigzania

Jedna z uniwersalnych metod oceny rozwiazania informatycznego jest osza-
cowanie jego ztozonosci obliczeniowej [27].

W przypadku przedstawianego systemu istotnymi beda ztozonosé pa-
mieciowa oraz czasowa. Pierwsza z nich okresla szybkos¢ przyrostu iloci
pamieci w stosunku do zwigkszajacego sie rozmiaru danych wejsciowych,
druga z nich — szybkos¢ przyrostu czasu obliczen.

W obrebie SWD jedng z bardziej czasochtonnych operacji jest proces
wnioskowania na ktéry sktada sie proces wyszukiwania reguty oraz jej uak-
tywnienia. Wnioskowanie progresywne wymaga wyszukiwania wszystkich
regut mozliwych do uaktywnienia i zwykle jest przeprowadzane w czasie
liniowym. Proces ten powinien by¢ powtarzany az do momentu uaktyw-
nienia wszystkich regut w systemie. Wyszukiwanie sterowane celem z kolei
jest procesem rekurencyjnym i wywotywanym wielokrotnie az do momentu
udowodnienia zaktadanej hipotezy.

Problem wiedzy niepetnej nie bedzie miat tutaj wielkiego wptywu na sza-
cowanie ztozonosci obliczeniowej. Zaréwno wyszukiwanie jak i uaktywnia-
nie regut wyglada w sposéb identyczny w obu przypadkach. Jedyna réznica
jest rezultat, ktory w przypadku wnioskowania z uzyciem wiedzy niepelnej
czescie] moze by¢ negatywny.
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6.3.1 Ztozonos¢ obliczeniowa algorytméw grupowania

Algorytmy grupowania charakteryzuja sie stosunkowo duzg ztozonoscig ob-
liczeniowa (na poziomie wielomianowym drugiego i trzeciego stopnia). Algo-
rytm AHC oraz mAHC uzyte w tej rozprawie naleza do kategorii ztozonosci
czasowej O(n?). Nalezy zauwazy¢ jednak, ze grupowanie konieczne jest do
wykonania jedynie raz, a jego rezultaty moga by¢ zapamietane w pamieci
nieulotne;j.

Przywotane w rozprawie algorytmy niehierarchiczne (m.in. k-means),
postepuja w zgota odmienny sposéb od algorytmow hierarchicznych.
W pierwszym kroku algorytmu konieczne jest wykonanie dla kazdego z n
obiektow k operacji obliczenia odlegtosci do srodkéw kazdej z k grup. W su-
mie daje to ztozonosé na poziomie O(n - k). W kazdym z nastepnych ¢ kro-
kéw (prob poprawy i utworzenia lepszych jakosciowo grup) obliczane jest
n odlegtosci obiektow do wybranych centroidéw, a po dalszych k opera-
cjach wyznaczane sg nowe centroidy. Stad, zlozonos¢ obliczeniowa tej czesci
to O(t - (n + k)). Reasumujac, ztozonosé obliczeniowa algorytmu k-means
ksztattuje si¢ na poziomie:

On-k)+0(t- (n+k)).

W czasie grupowania dazymy do zmniejszenia rozmiaru danych, stad
k << n. Liczba iteracji t tez jest zwykle znacznie mniejsza od liczby pro-
bek danych n, stad ostatecznie ztozono$é¢ obliczeniowa algorytmu k-means
wynosi O(n).

Niestety, jak zostato to wykazane w rozdziale 5 algorytmy niehierarchicz-
ne majg szereg wad, z ktérych najpowazniejszg jest niedeterminizm. Algo-
rytmy hierarchiczne z kolei niweluja te wady za cene wyzszej ztozonosci
obliczeniowej. Algorytmy aglomeracyjne w pierwszym kroku buduja ma-
cierz podobienstwa o rozmiarze n X n. Macierz ta jest wypelniana tylko
w potowie ze wzgledu na jej symetrie wzdtuz przekatnej. Do wypetnienia
potrzeba jednak n + (n — 1)+ (n —2)+--- 4+ 1 = w krokow, co da-
je zlozono$¢ rzedu O(n?). W kolejnych n — 1 krokach nalezy przeszukaé
ta strukture w celu odnalezienia minimalnej wartosci, co réwniez, w przy-
padku korzystania z przeszukiwania liniowego, ma miejsce ze ztozonoscig
rzedu O(n?). W kazdym kroku nalezy réwniez zaktualizowaé¢ warto$é n od-
legtosci ze wzgledu na potaczenie obiektow w grupy. Fakt, iz catkowita liczba
obiektow maleje z kazdym krokiem grupowania o 1 (innymi stowy: stopien
macierzy podobiefistwa zmniejsza sie o 1 w kazdym kroku grupowania) nie
ma wplywu na obliczenia zwigzane ze zlozonoscia obliczeniowa.
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Reasumujac, algorytmy hierarchiczne charakteryzuja sie ztozonoscig ob-
liczeniowa na poziomie:

O(n*) +O(n —1) - O(n*) = O(n*).

Algorytm AHC' jest przyktadem algorytmu hierarchicznego aglomera-
cyjnego i jako taki ma zlozono$¢ obliczeniowa ustalong na poziomie O(n?).
Najkosztowniejsza operacja jest wyszukiwanie minimalnej (lub maksymal-
nej) wartosci podobienstwa w macierzy podobienstwa. Rozwazana modyfi-
kacja jest skorzystanie z bardziej wyrafinowanych rozwiazan tego problemu
co z pewno$cig skutkowa¢ bedzie zmniejszeniem czasu obliczen.

Algorytm mAHC' w wersji znanej z literatury charakteryzuje sie zmniej-
szong liczbe iteracji ze wzgledu na okreslone kryterium stopu konczace prace
po utworzeniu k grup. Stad tez ztozonos¢ obliczeniowa algorytmu ksztattuje
si¢ na poziomie O(k - n?). Ze wzgledu na fakt, ze zwykle k << n, zlozonosé
obliczeniowa algorytmu dla matych wartosci £ zmniejsza sie do wartosci
O(n?). Wystarczy jednak sytuacja, w ktorej k = n (liczba iteracji algorytmu
bedzie w przyblizeniu rowna liczbie obiektow w systemie, algorytm bedzie
zachowywal sie podobnie jak AHC') i ztozono$¢ obliczeniowa wzro$nie do
O(n?).

Przedstawiony w rozprawie algorytm mAHC' buduje petlna hierarchie
skupien, a nastepnie pozwala na dynamiczne przycinanie otrzymanego den-
drogramu. Warunkuje to niestety ztozono$¢ obliczeniowa na poziomie zwy-
ktego algorytmu AHC réwng O(n?). Przycinanie drzewa jest operacja o ni-
skiej ztozonosci obliczeniowej i nie ma wpltywu na calkowita ztozonosé al-
gorytmu.

6.3.2 Ztozono$¢ obliczeniowa wnioskowania

Whioskowanie jest procesem nietrywialnym i trudnym do oszacowania pod
wzgledem zlozonosci obliczeniowej. Zaréwno budowa bazy wiedzy, kolej-
nos¢ zapisu regut czy strategia uaktywniania regut moga w znaczacy sposéb
zmienia¢ wartos¢ czasu potrzebng do przeprowadzenia procesu wnioskowa-
nia. Nalezy rowniez pamietaé, ze (zwlaszcza w kontekscie wiedzy niepetnej)
wnioskowanie moze zwroci¢ wynik negatywny. W takim przypadku uzyt-
kownik koncowy zwykle dokonuje weryfikacji danych wejsciowych i przepro-
wadza algorytm ponownie. Wnioskowanie w rmach klasycznej bazy wiedzy
(bez grup regut) bardzo czesto bywa nieefektywne.

W przypadku optymistycznym cel wnioskowania znajdzie si¢ na liscie
znanych faktéw i wnioskowanie zakonczone zostanie po przegladnieciu listy
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m faktéw. Lista faktow jest zwykle dosé krotka, wiec mozna przyjac, ze
dzieje sie to w statym czasie.

W pesymistycznym przypadku konieczne bedzie przejrzenie n regut,
z ktorych kazda posiada do z przestanek, ktore nalezy skonfrontowaé z m
faktami. W zastosowaniach praktycznych na szcze$cie zaréwno z jak i m
sa znacznie mniejsze od liczby regul n (z,m << n), co w konkluzji daje
ztozono$¢ obliczeniowa na poziomie O(n). Nalezy tu réwniez zauwazy¢, ze
baze wiedzy mozna przegladaé¢ wielokrotnie. W szczegdlnosci, przy najgor-
szej mozliwej permutacji kolejnosci regut w bazie wiedzy, aby uaktywnic¢
pierwsza regute nalezy przejrze¢ n regut. Wygenerowana konkluzja dotaczy
do bazy wiedzy co pozwoli na uaktywnienie n— 1 reguty w bazie wiedzy, itd.
Reasumujac, wygenerowanych zostanie n nowych faktow za kazdym razem
przegladajac n — ¢ regut, gdzie 7 to kolejna iteracja algorytmu wnioskujace-
go. Latwo zauwazy¢, ze ztozonos¢ takiego procesu dazy nawet do wartosci

O(n?).

Rysunek 6.4: Drzewo binarne

Proponowana w rozprawie struktura skupien regut pozwala na bardzo
szybkie wyszukiwanie o logarytmicznej zlozonosci obliczeniowej O(logsn)
[27]. Za pomocy algorytmoéw analizy skupien ptaska struktura bazy wiedzy
przeksztatcona zostaje do postaci drzewa binarnego (rys. 6.4). Nalezy tu
jednak zauwazy¢, ze tak okreslona ztozonosé¢ Srednia nie uwzglednia faktu
tzw. braku zbilansowania drzewa. Jesli drzewo bedzie zbudowane optymal-
nie, to znaczy tak, aby liczba weztow na kazdym poziomie byta identyczna,
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wtedy istotnie, pesymistyczna ztozonos¢ obliczeniowa wyszukiwania dowol-
nego elementu bedzie ©(logan). Jednakze w miare rozrostu jednej z gatezi,
pesymistycznie do dtugosci n (czyli zamiast drzewa mamy do czynienia z li-
niowa ciagiem regut) ztozonosé ta zwigksza sie do wartosci ©(n). Omawiana
sytuacja przedstawiona jest na rys. 6.5.

.-|-_,-'-""- ‘.

Rysunek 6.5: Niezbilansowane (nieoptymalne) drzewo binarne

Istniejace rozwiazania pozwalajace na bilansowanie drzew (np. drzewa
czerwono-czarne [27]) nie nadaja sie niestety do zastosowania w problemie
budowania hierarchii skupien regut. Jedynymi metodami pozwalajacymi na
optymalizacje dendrogramu jest optymalizacja parametrow algorytmu gru-
pujacego co jest kluczowym elementem tej rozprawy doktorskiej.

6.4 Podsumowanie

Jak przedstawiono powyzej, problem optymalizacji efektywnosci systemu
ekspertowego jest pojeciem nietrywialnym. Co wiecej, mamy tu do czynienia
z optymalizacja wielokryterialna. Jesli dodamy do tego niepetnosé¢ wiedzy,
problem ten staje si¢ jeszcze trudniejszy.

Przedstawiane rozwiagzanie prébuje radzi¢ sobie z optymalizacja wnio-
skowania w warunkach wiedzy niepelnej poprzez uzycie hierarchicznej struk-
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tury grup regut zbudowanych dzieki algorytmowi analizy skupien AHC. Jak

zostanie to wykazane, dzieki skorzystaniu z tej hierarchicznej struktury bazy

wiedzy mozliwa jest optymalizacja:

1.

2.

bazy wiedzy poprzez utworzenie struktury hierarchicznej regut, dzigki
czemu ich wyszukiwanie bedzie znacznie przyspieszone. Niestety, kosz-
tem jest konieczno$¢ jednokrotnego stworzenia takiej hierarchicznej
struktury bazy wiedzy. Zlozonos¢ obliczeniowa tego kroku wynosi

O(n?),
modutu wnioskowania poprzez:

e szybkie wyszukiwanie regut korzystajac ze struktury hierarchicz-
nej. Odnajdywanie regut w takiej strukturze bazy jest klasycz-
nym przeszukiwaniem drzewa binarnego, stad ztozonos¢ oblicze-
niowa tego procesu to O(logan).

e uaktywnianie takze regut nie pokrytych catkowicie zbiorem fak-
tow, co pozwala eksplorowac¢ wiecej wiedzy niz na to pozwalatoby
klasyczne wnioskowanie. W wyniku wnioskowania bedzie mozna
przedstawi¢ uzytkownikowi dodatkowe informacje o elementach
koniecznych do udowodnienia przed przeprowadzeniem wniosko-
wania doktadnego. Jesli to nie bedzie mozliwe, zostanie zapropo-
nowane wnioskowanie oparte na autorskiej metodzie wspotczyn-
nikow [ F' oméwionych w rozdziale 6.3.

W celu oceny jakosci przedstawianego systemu w czesci eksperymental-

nej przedstawione zostang wyniki badan nastepujacych parametrow:

1.

Kompletnoséé (rozumiana, jako stosunek liczby regut relewantnych od-
nalezionych do liczby wszystkich regut relewantnych w systemie).

. Doktadno$é (rozumiana jako stosunek liczby regul relewantnych od-

nalezionych do liczby wszystkich regut odnalezionych przez system).

. Liczbe regut w wygenerowanym skupieniu.

Zysk czasowy przegladu bazy i odnajdywania regut relewantnych z wy-
korzystaniem skupien wygenerowanych algorytmem AHC lub mAHC
w stosunku do przegladu klasycznymi metodami.

Stosunek liczby przypadkow pomyslnego przeprowadzenia wnioskowa-
nia w warunkach wiedzy niepelnej do wszystkich prob wnioskowania.
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W kontekscie analizy ztozonosci obliczeniowej przedstawianego roz-
wigzania, mozna réwniez powiedziec, ze:

1. Cze$¢ grupujaca przedstawianego rozwigzania cechuje sie ztozonoscig
obliczeniowa na poziomie O(n?).

2. Czesé wyszukujaca reguly mozliwe do uaktywnienia (takze w kon-
tekscie wiedzy niepelnej) ma ztozono$é obliczeniowa na poziomie

O(logan).

3. Czes¢ uaktywniajaca wybrane reguty o warto$ciach wspétezynnika I'F
wiekszego od zadanego progu ma ztozonos¢ obliczeniowg szacowana na
O(r), gdzie r to liczba regul wewnatrz odnalezionego skupienia.

Ztozonos¢ pamieciowa algorytmu jest rowniez stosunkowo duza, gltéwnie
ze wzgledu na koniecznos$¢ pamigtania catej macierzy rozréznialnosci o roz-
miarze n - n. Analizowana struktura hierarchiczna zajmuje juz tylko 2n — 1

komorek pamieci.



Rozdziat 7

Projekt systemu

W celu zaprezentowania przedstawionej metody w praktyce, autor doko-
nal implementacji rozwazanych algorytmow i podejéé. W tym celu powstat
system CLSearch, ktorego gtéwne okno widoczne jest na rys. 7.1.

W ClSearch = ] )
Pliik Informacje Eksperymenty Debug
Parametry
Liczba grup | Poziom wyszukiwania hierarchicznego Metoda wyboru éciezki
1 =@ © Atrybutowo © Deskryptorowa
1 * D () Hybrydowo (B=0,25) ® Hybrydowo (B=0,75)
Reprezentand Kryterium faczenia skupier
©) Suma ("OR") @) Tloczyn ("AND) () Pojedyncze wigzanie (@) Calkowite wigzanie () Srednie wigzanie
Madierz podabieristwa Proponowana liczba grup
) SimpleSimilarity @ WeightedSimilarity t_prec =85% < D
Pytanie
0%

Rysunek 7.1: Gtéwne okno autorskiego programu CLSearch.

Autor dokonal implementacji przy uzyciu $rodowiska Qt w wersji 5.1
[32]. Do prawidtowego dziatania system nie wymaga zadnych dodatkowych
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bibliotek. Ze wzgledu na uzycie duzych struktur danych wymagany jest
64bitowy system operacyjny™.

7.1 Dokumentacja systemu

Program byt testowany w $rodowisku Windows XP, Windows 7, Linuz
w wersjach 32bitowych oraz 64bitowej. Wersja 32bitowa nadaje si¢ do prze-
prowadzania wnioskowania w mniejszych bazach wiedzy. Minimalne wyma-
gania systemowe przedstawione sa w tabeli 7.1.

Procesor o czestotliwosci taktowania 1,6 GHz
2GB pamieci RAM

50 MB wolnego obszaru dysku twardego
Monitor o rozdzielczosci 1366x768 px

Naped CD-ROM

Klawiatura, mysz

Tabela 7.1: Minimalne wymagania sprzetowe aplikacji CLSearch.

W celu zapewnienia optymalnego dziatania, wielko$¢ pamieci RAM po-
winna wynosi¢ co najmniej 8GB. W przeciwnym wypadku aplikacja wyko-
rzystywac¢ bedzie plik stronicowania, co znaczaco zmniejszy jej wydajnosc.
Nalezy jednakze zauwazy¢, ze tak duze wymagania ma jedynie czeSé¢ gru-
pujaca. Uzycie wnioskowania w wygenerowanej wczesniej strukturze moze
zostaé przeprowadzone na znacznie stabszej konfiguracji sprzetowe;j.

7.1.1 Instrukcja uzytkownika

Aby skorzystac z systemu nalezy przystapi¢ do jego instalacji. Ta sprowadza
sie do przekopiowania folderu dotgczonego na ptycie CD na dysk twardy
komputera i uruchomienia pliku CLSearch.exe. Na ptycie znajduja si¢ dwie
wersje oprogramowania: 32bitowa oraz 64bitowa. Wybdér podyktowany jest
bitowoscig systemu operacyjnego na ktérym uruchamiany jest system.

Aplikacje stworzone przy uzyciu Qt charakteryzuja sie wysoka kompaty-
bilnoécia miedzyplatformowa. W celu uzyskania wersji dla komputeréow Li-
nux wystarczy dokona¢ rekompilacji kodu aplikacji wybierajac odpowiednia
platforme sprzetowo-programowa. Odbywa si¢ to bez zmiany kodu aplikacji.

Po uruchomieniu aplikacji, uzytkownikowi prezentowany jest ekran star-
towy wraz z komunikatem Gotowy do pracy.

*Potrafigcy zaadresowaé wigcej niz 4GB pamieci operacyjne;j.
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7.1.2 Diagram przypadkéw uzycia

Na rys. 7.2 prezentowane sa funkcje systemu wraz z informacjami o ich
wzajemnych zaleznosciach.

Baza faktow

Rysunek 7.2: Diagram przypadkéw uzycia dla systemu

Na diagramie wyr6zni¢ mozna czterech aktoréw: uzytkownika systemu,
baze regut, dendrogram (czyli baze regul dana w postaci hierarchicznej)
oraz baze faktow. Poszczegdlne funkcjonalnosci systemu modyfikujg lub
dziataja z uzyciem tych wymienionych aktoréw. Nalezy zauwazy¢, ze nie-
zaleznie od sposobu przeprowadzenia wnioskowania, uzytkownik moze wy-
liczy¢ parametry efektywnosci systemu oraz wartosci wspotezynnikow [IF.
Jednoczesnie niemozliwym jest przeprowadzenie wnioskowania przy uzyciu
reprezentantéw bez ich uprzedniego wyznaczenia (co jest niemozliwe bez
przyciecia drzewa, itd.). Przypadek uzycia Wyznacz liczbe grup moze by¢
wykonywany niezaleznie w czasie grupowania.

7.2 Budowa hierarchicznej bazy wiedzy

W celu rozpoczecia budowy hierarchicznej bazy wiedzy nalezy wczytaé baze
wiedzy w postaci pliku formatu RSES [13] co prezentuje rys. 7.3. Plik ten za-
wiera reguly zapisane w kolejnosci ich wygenerowania. Jest to ptaska struk-
tura regutowej bazy wiedzy.

Zrédlowy format bazy wiedzy jest przedstawiony na rys. 7.4.

Baza wiedzy w formacie RSES zapisywana jest w nastepujacy sposob:



164

ROZDZIAL. 7. PROJEKT SYSTEMU

8 ~
] Otwérz plik z danymi [
|\./“\../] | . <« Moje dokumenty » Tomek » doktorat » MOJE - |¢¢| Prze el |
Organizuj « MNowy folder =« [0 l@l
_ % MNazwa ¥ Data modyfikacji Typ Rozmiar
=
] 4| krkopt.rul 2011-11-0713:28 Plik RUL 2053 KB
& 4| abalone.rul 2010-11-07 16:03 Plik RUL 228 KB
| 4| nursery.rul 2011-11-0713:21 Plik RUL 194 KB
4 4| krvskp.rul 2011-11-0713:28 Plik RUL T1KB
3 # | car.rul 2011-11-07 13:28 Plilk RUL 61 KB
4| tic-tac-toerul 2011-11-0713:19 Plik RUL 45 KB
= 4| balance.rul 2011-11-0713:18 Plik RUL 24 KB
4| spect.rul 2011-11-0713:19 Plik RUL 11 KB
A || 4| lymphography.rul 2011-11-07 13:28 Plik RUL 6 KB
& & | wine.rul 2010-11-1019:27 Plik RUL 5KB
rJ 4| monks_train.rul 2011-11-07 13:23 Plik RUL 3KB
= 4| monks_test.rul 2011-01-24 00:40 Plik RUL 2KB
L 4| zoowrul 2011-11-0713:28 Plik RUL 2KB
<
Nazwa pliku: | ~ | [piiki RsES (ru) - |
[ Otwiérz |v] [ Anuluj ]
L —— ——,

Rysunek 7.3: Wezytywanie bazy danych

Pierwsza linijka to zawsze nazwa wczytywanego zbioru regut.

Druga linijka okresla liczbe atrybutow warunkowych z i decyzyjnych
m.

Kolejne z + m linijek to nazwy i typy atrybutéw warunkowych i de-
cyzyjnych. Liczba na koncu linijki opisujacej atrybuty warunkowe
okresla dtugo$¢ maksymalnej wartosci atrybutu liczona w znakach
drukowanych.

Kolejna linijka okresla liczbe u wartosci atrybutu decyzyjnego. Tra-
dycyjnie atrybut decyzyjny wpisywany jest jako ostatni w kolejnosci
wystepowania w regule, jednakze nie jest to wymagane.

Nastepne u linii okresla wartosci atrybutu decyzyjnego.

W ostatniej sekcji pliku po naglowku okreslajacym liczbe n regut
wystepujacych w bazie wiedzy nastepuje n linii z regutami systemu
ekspertowego. Ostatnia wartos¢ w kazdej linii okresla tzw. wsparcie
reguty, czyli liczbe przypadkéw w oryginalnej bazie danych ja po-
twierdzajacych.
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Rysunek 7.4: Format bazy wiedzy programu RSES

RULE_SET wine
ATTRIBUTES 14

attrO
attril
attr2
attr3
attrd
attrb
attr6
attr7
attr8
attr9

attrl10 numeric 2
attrll numeric 2
attrl2 numeric 2

numeric
numeric
numeric
numeric
numeric
numeric
numeric
numeric
numeric
numeric

N DNDDNDNDDNDDNDNDDNDNDO®

class numeric 0O

DECISION_VALUES 3

1
2
3

RULES 115

(attr5=300)=>(class=1[6]) 6
(attr0=1208)=>(class=2[5]) 5
(attr10=57)=>(class=3[5]) 5
(attrb5=295)&(attr10=125)=>(class=1[3]) 3
(attr4=11800)=>(class=1[3]) 3
(attr12=128500)=>(class=1[3]) 3
(attr4=8800) & (attr0=1237)=>(class=2[3]) 3
(attr4=8600)&(attr7=30)=>(class=2[3]) 3
(attr0=1242)=>(class=2[3]) 3
(attr6=203)=>(class=2[3]) 3
(attri1=161)=>(class=2[3]) 3
(attr2=192)=>(class=2[3]) 3
(attr3=1600)&(attr1=168)=>(class=1[2]) 2
(attr1=173)&(attr10=112)=>(class=1[2]) 2
(attr5=280)&(attr10=104)=>(class=1[2]) 2

...
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Po wczytaniu bazy danych system dokonuje jej analizy w celu zaimpor-
towania danych do wewnetrznego formatu danych i poddania ich grupowa-
niu. W gtéwnym okienku programu wyswietlane sa informacje o wartosciach
atrybutéw poszczegélnych regul (kazda reguta w osobnej linijce - patrz rys.
7.5). Oprécz tego, dynamicznie wypelniana jest cze$¢ formatki o nazwie
Pytanie zgodnie z nazwami atrybutéw wchodzacych w sktad bazy danych.
Wszystkie nieokreslone wartosci atrybutéw otrzymuja wartos¢ UND (ang.

undefined).

B ClSearch =NA=l X

Plik Informacje Eksperymenty Debug

4 UND UND UND UND UND UND UND UND UND UND UND 4 UND UND UND UND UND 3
UND UND UND UND UND UND UND UND UND UND UND UND UND 4 2 UND UND UND 2
UND UND UND 2 UND UND UND UND UND UND UND UND 4 UND UND UND UND UND 3

3 UND UND UND UND UND UND UND UND UND UND UND UND UND UND UND UND 6 3
UND UND UND UND UND UND UND 1 UND UND UND 4 3 UND UND UND UND UND 2

UND UND UND UND UND UND UND UND UND UND 3 UND UND 6 UND UND UND UND 2

2 2 UND UND UND UND UND UND UND UND UND UND UND UND 2 UND UND UND 2

3 UND UND UND UND UND UND UND UND UND UND UND UND 1 UND UND UND UND 2
UND UND UND UND UND UND UND UND UND UND UND UND UND UND UND UND UND 5 3
UND 1 UND UND UND UND UND UND UND UND UND UND UND 5 UND UND UND 2 3

UND UND 2 UND UND UND UND UND UND UND UND UND 3 UND UND UND UND UND 2

4 UND UND UND UND UND UND 1 UND UND UND UND UND UND UND UND UND UND 2
UND 2 1 UND UND UND UND UND UND UND UND UND UND 3 UND UND UND UND 2

UND UND UND UND UND UND UND UND UND UND UND UND UND 7 UND UND UND UND 3 i

Parametry

] »

Liczba grup / Poziom wyszukiwania higrarchicznego Metoda wyboru édezki

11 < D ) Atrybutowo ") Deskryptorowo
21 5 *) Hybrydowo (8=0,25) @ Hybrydowo (B=0,75)
Reprezentand Kryterium faczenia skupien 7
Suma (OR7) 3 @ Tioczyn CAND") ") Pojedynces wiazanie @ Cakowite wiggarie () Srednie wiszanie
Macierz podobiefistna Proponowans liczba arup
) SimpleSimilarity 4 ©® Weightedsimilarity 8 tpec-us : 79
Pytanie 5

I attr: ND atl; ND attr! ND attr ND atir! IND attré ND atir: ND attri ND attr ND attr’ IND attr’ ND atir’ ND atir’ ND atir’ ND attr! ND atir’ ND ath ND attr ND attrt ND I

0%

Rysunek 7.5: Okienko programu po wezytaniu bazy danych

Przed rozpoczeciem procesu grupowania uzytkownik ma mozliwosé
zmiany parametréow grupowania. Korzystajac z oznaczen na rysunku 7.5
mamy:

1. Parametr T okreslajacy liczbe grup dla grupowania algorytmem
mAHC. Warto$¢ ta jest wyznaczana poprzez algorytm omowiony
w rozdziale 5.3.3. Po jej wyznaczaniu, zaréwno pasek wyboru jak
i pole wielokrotnego wyboru (oba oznaczone numerem 1 na rysun-
ku) przyjmuja warto$¢ T'. Wartos$¢ ta moze by¢ recznie modyfikowana
przez uzytkownika. Jej liczbowa wartos¢ przedstawiona jest w miejscu
oznaczonym liczbg 9 na rys. 7.5.
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2. Parametr okreslajacy gltebokos$¢ wyszukiwania hierarchicznego dla al-
gorytmu AHC'. System umozliwia przeszukanie struktury drzewiastej
w celu odnalezienia jednej reguty badz tez skupienia regut. Infor-
macja o gtebokosci wyszukiwania, a co za tym idzie — przyblizonej
licznosci grupy odnajdywanej przez algorytm, jest rowniez podawana
przez uzytkownika. Dzigki temu parametrowi mozliwe jest sterowanie
doktadno$cia wnioskowania.

3. Sposoéb tworzenia reprezentantéw. Parametr ten wybiera typ tworzo-
nego reprezentanta. Szczegétowe informacje nt. obu analizowanych ty-
pow znajduja sie w rozdziale 5.2.2.

4. Sposéb wyliczania macierzy nierozréznialnosci (podobiefistwa). Para-
metr ten wskazuje na sposéb wyliczania podobienstwa pomiedzy re-
gutami. Dostepne opcje (simpleSimilarity oraz weightedSimilarity)
zostaly oméwione we wezesniejszym rozdziale dotyczacym miar odle-
glosei (5.3.3).

5. Czesc stuzaca do ustawiania faktoéw znanych na poczatku wnioskowa-
nia. Po wezytaniu bazy danych w tej czesci wyswietlane sa wszyst-
kie atrybuty wchodzace w sktad regut w bazie wiedzy. Przed roz-
poczeciem procesu wnioskowania, uzytkownik moze ustawi¢ wartosci
znanych atrybutow, ktore stang sie faktami.

6. Metoda wyboru $ciezki najbardziej obiecujacej dla algorytmu AHC'.
Parametr ten stuzy do ustawienia metody wyboru wezta najbardziej
obiecujacego. Dostepne ustawienia odpowiadaja oznaczeniom funkcji
fsim omoéwionym w rozdziale 5.3.4.

7. Parametr ustawiajacy jeden z trzech zaimplementowanych kryteriow
taczenia skupien: miare pojedynczego wigzania, catkowitego wigza-
nia oraz sredniego wigzania. Metody te zostaly omowione w rozdziale
5.2.4.

8. Wartos¢ wspoétczynnika progowego t,... do wyznaczania optymalnej
liczby skupien omdéwionego w rozdziale 5.3.3. Wartos$¢ ta poczatkowo
ustawiona jest na 0,85 ze wzgledu na wyniki eksperymentow przed-
stawionych w rozdziale 8.4.

Po procesie wezytania bazy wiedzy, uzytkownik powinien wykonaé gru-
powanie wybierajac w tym celu opcje Grupowanie w celu stworzenia skupien
zgodnie z podanymi parametrami. Aby lepiej odréznia¢ reguty od siebie,



168 ROZDZIAL. 7. PROJEKT SYSTEMU

wartosci atrybutéw decyzyjnych sa rowniez brane pod uwage przy wylicza-
niu podobienstwa pomiedzy regutami.

Proces ten konczy tworzenie hierarchicznej bazy wiedzy, ktora od tej
pory rezyduje w pamieci operacyjnej komputera gotowa do dalszej analizy.

7.3 Woyszukiwanie regut w hierarchicznej bazie
wiedzy

Wyszukiwanie regut przy uzyciu autorskiego systemu moze zostaé¢ prze-
prowadzone zaréwno w petnej strukturze hierarchicznej wygenerowanej za
pomoca algorytmu AHC/(Wyszukiwanie hierarchiczne), jak réwniez przy
uzyciu reprezentantéw grup zgodnie z poziomem przyciecia drzewa wyzna-
czonych algorytmem mAHC ( Wyszukiwanie mAHC'). Wybor jednej z tych
dwoch metod dokonywany jest za pomoca etykiet akcji znajdujacych sie
w menu Plik.

5| ClLSearch

Informacje  Eksperymenty Debug

Koniec

rupa to: 2
N2IF=0.5

Otwirz plik
Grupowanie

Przytnij drzewo
Wizualizacja grup
Wylicz reprezentantow
Wyszukiwanie mAHC
Wyniki eksperymentu

Wyszukiwanie hierarchiczne
rCRTIDA N

Rysunek 7.6: Menu Plik z dostepnymi opcjami

7.3.1 Wyszukiwanie regut przy uzyciu algorytmu mAHC

Po dokonaniu procesu grupowania nalezy przeprowadzi¢ proces przyciecia
drzewa na wybranym poziomie. System automatycznie ustawia optymal-
ny poziom przyciecia drzewa (parametr t,,...), ktéry moze zosta¢ zmieniony
przez uzytkownika koncowego. Proces przycigcia drzewa opisany jest w pod-
rozdziale 5.3.3.

W podobny sposéb mozliwe jest przyciecie drzewa w przedstawianym
systemie. Po wybraniu odpowiedniej opcji z menu Plik w gléwnym oknie
programu wyswietlany jest rezultat tej funkcjonalnosci:

001
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0
16
14
108
104
106
656
99
358
10 10 654
...)

©O© 0 N O O b W N =
O© 0 N O O b W N =

Kolejne liczby oznaczaja: kolejny numer reguly, alias numeru reguty
(w przypadku gdyby numeracja regul zawierata wartosci puste) oraz nu-
mer grupy, do ktorej zostaje przydzielona dana reguta.

Po procesie przyciecia drzewa mozliwym jest podglad struktury poszcze-
gblnych grup:

C...)

GRUPA 45
(attr3=2450)&(attr0=1358)=>(class=3[1]) 1
(attr0=1358)&(attr1=166)=>(class=1[1]) 1
GRUPA 46
(attr4=10600)&(attr0=1270)=>(class=3[1]) 1
(attr0=1270)&(attr1=387)=>(class=2[1]) 1
GRUPA 47
(attr4=9600)&(attr0=1253)=>(class=3[1]) 1
(attr4=9600)&(attr0=1439)=>(class=1[1]) 1
GRUPA 48
(attr3=1950)&(attr0=1182)=>(class=2[1]) 1
(attr7=37)&(attr0=1237)=>(class=2[1]) 1
(attr4=8800)&(attr3=1950)=>(class=3[2]) 2
(attr4=8800)&(attr12=56200)=>(class=2[2]) 2
(attr4=8800) & (attr0=1237)=>(class=2[3]) 3
C...)

W wyniku podgladu struktury grup widoczne sg oryginalne reguty wezy-
tane z ptaskiej bazy wiedzy. W celu przeprowadzenia wyszukiwania reguty
(skupienia) koniecznym jest przeprowadzenie procesu wyliczania reprezen-
tantow poszczegolnych skupien, co umozliwia kolejna opcja z menu Plik.
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Po zadaniu przyktadowego pytania w gtéwnym oknie programu wyswie-
tlane sg wartosci podobienstwa zbioru faktéw do poszczegdlnych grup w sys-
temie. Grupa o najwiekszej wartosci podobienstwa zostaje odnaleziona i dla
wszystkich regut w tej grupie zostaja wyliczone wartoéci wspotezynnika I F7.
Wynik dziatania tego modutu programu widoczny jest na rys. 7.7. Mozli-
wym jest rowniez wyswietlenie zaawansowanych statystyk za pomoca opcji
Wyniki eksperymentu z menu Plik. Wynik takiego dzialania obrazuje rys.
7.8.

Najbardziej podobna grupa to: 0
(attr18=8)=>(attr0=3[2]) 2 IF = 1
IF grupy: 1

Pozostate grupy to:
GRUPA 0 2
GRUPA11
GRUPA20
GRUPA3 0
GRUPA4 1
GRUPA50
GRUPA 6 0
GRUPA7 1

i [ Pozom wysaukivani herarchicznego Metoda wyboru écei

@

nnnnn

Rysunek 7.7: Wynik dziatania wyszukiwania z uzyciem skupien wyznaczo-
nych algorytmem mAHC

Calosciowy eksperyment dostarcza dodatkowo informacji o czasie gru-
powania (liczonym w milisekundach), zysku czasowym (liczonym jako iloraz
liczby grup do liczby regut w systemie), procencie przegladanej bazy w ce-
lu odnalezienia relewantnej reguty (skupienia) oraz oméwionych wezesniej
parametrach kompletnosci i doktadnosci. Efektywnosé liczona jest zaréwno
dla grupy jako calosci (w tym przypadku liczona w stosunku do reprezen-
tanta grupy), jak réwniez jako srednia kompletnosci i doktadnosci regut
wchodzacych w sktad wybranego skupienia. Wyliczane sg réwniez wartosci
wspotezynnika I F dla poszczegdlnych regut oraz $rednia wartosé wspotezyn-
nika [F' dla grupy. Dodatkowo, wyliczane sa wartosci innych parametrow
efektywnosci, takich jak F1-miara, statystyka Randa, miara Jaccarda, I" sta-
tystyka Huberta oméwione w rozdziale 6.1.2 niniejszej rozprawy.

tZaréwno dla regul wchodzacych w jej sklad, jak réwniez $rednia warto$é wspélezyn-
nika I'F' dla catej grupy.
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2] clsearch [P

Plik Informacje Eksperymenty Debug

Czas grupowania: 45

Zysk czasowy: 0.232558

Procent bazy: 1

Czas przegladu: 1

Kompletnos¢é wewnatrz grupy: 1
Doktadnos¢ wewnatrz grupy: 1

F1 miara wewnatrz grupy: 1

Statystyka Randa wewnatrz grupy: 0.00775194
Miara Jaccarda wewnatrz grupy: 1
Statystyka Huberta wewnatrz grupy: 1
Kompletnos¢ grupy: 1

Doktadnosé grupy: 1

F1 miara grupy: 1

Licznes¢ grupy: 1

Statystyka Randa grupy: 0.0155039
Miara Jaccarda grupy: 1

Statystyka Huberta grupy: 1

R:22 (attr18=8)=>(attr0=3[2]) 2 IF = 1
IF grupy: 1

Parametry
Liczba grup / Poziom wyszukiwania
3 =
1 3G

Reprezentand

Deskryptorona

® Hybrydowo (8=0,75)

> suma (0R) © Tloczyn (aND) ® Cakonite wigzarie O S

Macierz podobieristwa Proponovanaliczba grup

*) SmpleSimiarity @ WeightedSimiarity tprec =85% 5 B
= |

atiri ND atri ND at! ND atf ND atir! IND att ND atti ND atii ND atfrt ND atir: IND attr: ND attr ND atf: ND at ND attri ND attr: ND attr ND att 8 att 3

100%

Rysunek 7.8: Wynik eksperymentu wyszukiwania z uzyciem skupien wy-
znaczonych algorytmem mAHC

7.3.2 Wyszukiwanie przy uzyciu algorytmu AHC

W systemie zaimplementowano rowniez wyszukiwanie regut (skupien) w pe-
Inej strukturze hierarchicznej (dendrogramie). W tym celu, po wykonaniu
grupowania nie trzeba juz przycina¢ drzewa lub tez wyliczaé¢ reprezentantéw
skupien.

Po wpisaniu znanych faktéw uruchamiane jest Wyszukiwanie hierar-
chiczne, czego efektem jest informacja o strukturze przedstawionej na ry-
sunku 7.9.

Prezentowane sg wartosci kompletnosci i doktadnosci wraz z informacja-
mi o czedci przegladanej bazy wiedzy oraz czasie przegladu (w milisekun-
dach). W wyniku dziatania systemu przedstawiana jest réwniez struktura
wybranej grupy w postaci listy regut wchodzacych w jej sktad oraz zbioru de-
skryptoréw wszystkich regut ja tworzacych. Wyliczane sa réwniez wartosci
wspotezynnikow [F' dla poszczegdlnych regut, jak i dla caltej grupy oraz
odlegtosé pomiedzy skupieniami taczonymi w odnalezionym wezle i poziom
znalezionego weztat. Wyznaczane sy takze parametry efektywnoéci wyszu-

tCzyli dlugoéci ciezki od korzenia dendrogramu do znalezionego skupienia.
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[ aser o=

|[ Plik Informacje Eksperymenty Debug

Deskryptory wchodzace w sktad grupy:
attr0=3
attri4=5
attrig=2
Reguly:
88: attr14=5 & attr18=2 & attr0=3 & IF reguly= 0.333333
IF grupy: 0.333333
Odlegtosc: 0
Poziom: 1

Doktadnos¢: 0.333333

Kompletnosé: 0.5

Czas: 1

Procent przegladanej bazy: 0.132296
F1 miara grupy: 0.4

Statystyka Randa: 0.0232558

Miara Jaccarda: 0.25

Statystyka Huberta: 0.396956

[ parametry

Rysunek 7.9: Wynik eksperymentu wyszukiwania z uzyciem struktury hie-

rarchicznej

kiwania takie jak F'1-miara, statystyka Randa, miara Jaccarda, I' statystyka

Liczba grup [ Poziom wyszukiwania hierarchicznego

Madierz podobiefistwa

© SmpleSimirity © WeightedSmilarity

Pytanie

Metoda wyboru gdeki

30 & ] © Atybutowo © Deskryptoromo

+ HE © tybrydowo (8-0,29) © Hybrydowo (8-0,75)
Reprezentanc Kryterium faczenia skupieri

© suma (oR) ® toczyn (A7) o ®

Proponowana liczba grup

tprec=85% = B

atiri ND att! ND att ND attr: ND atir! IND até ND att! ND attri ND attrt ND atir IND at ND att ND attt ND attr: ND atiri ND att ND att ND att 8 ati 3

100%

Huberta oméwione w rozdziale 6.1.2 niniejszej rozprawy..




Rozdziat 8

Eksperymenty obliczeniowe

Celem eksperymentéw prowadzonych w ramach rozprawy byto zaprojekto-
wanie i implementacja algorytméw wnioskowania dla baz uwzgledniajacych
wiedze niepetng. W tym celu autor zaimplementowal dwie wersje algorytmu
grupowania regul (algorytm AHC oraz AHC' z modyfikacjami zwany takze
mAHC), opracowal model ztozonej ze skupien regut hierarchicznej bazy
wiedzy, zaimplementowal algorytm propagacji niepetnosci wiedzy z uzyciem
autorskiego rozwigzania w postaci wspotczynnikow IF, co zostalo wyko-
rzystane w algorytmie wnioskowania mogacym by¢ uzytym przez dowolny
system wspomagania decyzji.

Eksperymenty beda mialy na celu wykazanie skutecznosci algoryt-
méw grupowania regut, nastepnie wykorzystania wspétczynnikéw IF jako
uzytecznej metody reprezentacji wiedzy niepeinej, a na koncu ocene efek-
tywnosci wnioskowania w przod w bazach wiedzy wykorzystujacych pro-
ponowane podejicie. Zrédltem do tworzenia regulowych baz wiedzy byto
repozytorium Machine Learning [8] i zawarte tam zbiory danych o réznej
wielkosci 1 strukturze przechowywanych danych. Proponowane rozwiazanie
wspomaga proces wnioskowania i moze zosta¢ wykorzystane w celu zbu-
dowania petnego SWD. Zwiekszenie efektywnosci wnioskowania nastepuje
poprzez znaczne przyspieszenie odnajdywania regut mozliwych do uaktyw-
nienia oraz przez kontrolowane uaktywnianie regut, ktorych nie wszystkie
przestanki sa spetnione.

Eksperymenty stuzace do ustalenia optymalnych parametrow algorytmu
grupujacego prowadzone byty na dwoch bazach o skrajnie réznej ztozonosci
(Wine oraz Abalone). Po ustaleniu optymalnych parametréw grupowania,
autor przystapit do ich weryfikacji i walidacji na wiekszym zestawie baz

173
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(Wine, Lymphography, Spect, Balance, Tic-Tac-Toe, Car, KRvsKP). Cha-
rakterystyki baz danych ujete sa w tabeli 8.1.

Bazy danych z repozytorium zostaly wezytane do pakietu RSES w kto6-
rym za pomoca algorytmu LEM2 [50] wyindukowano reguly minimalne sta-
nowigce wejsciowg baze regut. Na tych bazach regul wykonywane zostaty
wszystkie eksperymenty przedstawione w niniejszym rozdziale.

Wyniki przedstawianych badan zostaty opublikowane w recenzowanych
czasopismach i przedstawione na konferencjach naukowych krajowych i za-
granicznych.

Plan przeprowadzonych eksperymentow jest nastepujacy:

Eksperyment nr 1: Analiza wptywu metody tworzenia reprezentanta na
jakos¢ skupien. Wyniki tych badan opublikowane zostaty w [160].

Eksperyment nr 2: Analiza wplywu miary odlegloéci pomiedzy skupie-
niami na ich wzajemne rozréznianie i jako$¢ wnioskowania. Wyniki
tych badan opublikowane zostaty w [107].

Eksperyment nr 3: Analiza kryterium taczenia skupien w kontekscie ja-
kosci generowanych skupien. Wyniki tych badan opublikowane zostaty
w [70].

Eksperyment nr 4: Analiza proponowanej metody szacowania kryterium
stopu dla algorytmu mAHC'. Wyniki tych badan opublikowane zosta-
ty w [108].

Eksperyment nr 5: Analiza poréwnawcza metod modyfikacji algorytmu
Sciezki najbardziej obiecujacej i ich wpltyw na jako$¢ wnioskowania.
Wyniki tych badan opublikowane zostaty w [71].

Eksperyment nr 6: Analiza poréwnawcza wnioskowania przy uzyciu sku-
pien generowanych przez algorytmy AHC oraz mAHC. Wyniki tych
badani opublikowane zostaly w [108] oraz [71].

Eksperyment nr 7: Analiza liczby mozliwych do przeprowadzenia wnio-
skowann w kontekscie réznych stopni niepetnosci wiedzy (IF). Wyniki
tych badan opublikowane zostaly w [109] oraz w [72].

Eksperyment nr 8: Analiza mozliwosci wykorzystania wspotczynnika IF
jako miary niepetnosci wiedzy. Wyniki tych badan opublikowane zo-
staty w [162].
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8.1 Wybér metody tworzenia reprezentanta
skupien

Pierwszym problemem w adaptacji algorytmu grupujacego jest wybor tech-
niki tworzenia reprezentanta stojacego na czele grupy w przypadku korzy-
stania z algorytmu mAHC'. Po dokonaniu szczegdlowej analizy do dalszych
eksperymentow autor wykorzystuje metody tworzenia reprezentanta jako
zbioru cech charakteryzujacych wszystkie obiekty danej grupy (reprezentant
tworzony za pomoca spojnika logicznego ”AND”) oraz jako zbiér wartosci
atrybutow opisujacych wszystkie obiekty wchodzace w sktad danej grupy
(typu "OR”). Reprezentant tworzony za pomoca cech unikalnych dla re-
gut wchodzacych w sktad danego skupienia okazal si¢ niewystarczajacy ze
wzgledu na fakt gubienia informacji kluczowych dla procesu wnioskowania.
Dominujace cechy skupien byly w tej metodzie tracone na rzecz rzadko
wystepujacych pojedynczych deskryptorow. Z kolei reprezentant jako zbior
cech dominujacych tworzyt centroidy zbyt podobne do siebie, co w pdzniej-
szym procesie wnioskowania powodowalo bledny wybor Sciezki najbardziej
obiecujacej.

Przedmiotem eksperymentu jest pomiar parametréw kompletnosei (K)
oraz doktadnosci (D) wyszukiwania regut relewantnych w procesie wniosko-
wania wzgledem obserwacji poczatkowych (faktéw). Podawana jest takze
licznosé (L) regut wechodzacych w sktad odnalezionego skupienia. Wszyst-
kie poréwnania w obrebie eksperymentu przeprowadzane sg w stosunku do
reprezentanta grupy.

Poszukiwanie optymalnych parametrow algorytmu grupujacego wyko-
nane zostato za pomocg algorytmu mAHC. Punkt odciecia dendrogramu
ustawiony zostal dla bazy Wine na 11 grup, a dla bazy Abalone na 56
skupien. Wartos¢ ta stanowi przyblizenie w postaci pierwiastka kwadrato-
wego z liczby regut wchodzacych w sktad bazy wiedzy. W przypadku tego
eksperymentu, parametry okreslajace gltebokos¢ wyszukiwania hierarchicz-
nego oraz wybor metody wyznaczania Sciezki najbardziej obiecujacej nie
sg wymagane. Wszystkie testy zostaly wykonane dla wszystkich kombina-
¢ji metod wyznaczania macierzy nierozréznialnosci oraz kryteriow taczenia
skupien. W tabeli 8.2 przedstawione sa maksymalne uzyskane wartosci.

Nalezy tu zauwazy¢, ze taki system bedzie potrafil znajdowaé zardéwno
reguly w pelni pokrywajace zadane fakty, ale i takie reguty, ktore tylko
w pewnym stopniu pokrywaja zbior obserwacji. Taki stan rzeczy pozwoli
na wyprowadzanie nowej wiedzy z systemu nawet przy niepelnej informacji.
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Oczywiscie wiaze sie z tym fakt, ze parametry kompletnosci i doktadnosci
nie bedg wtedy przyjmowa¢ warto$ci maksymalnych.

W rozprawie zbadano efektywnosé systemu dla wybranych dwéch metod
tworzenia reprezentanta poprzez wykonanie nastepujacych testow:

Test nr 1 zaktadal istnienie przynajmniej jednej takiej reguty w bazie wie-
dzy, ktérej wszystkie przestanki sa prawdziwe (sa faktami w bazie wie-
dzy). Podajac zatem wsrod obserwacji te wszystkie deskryptory, ktére
wystepuja w czesci warunkowej i decyzyjnej przynajmniej jednej re-
guly, starano sie odnalez¢ grupe zawierajaca te regute.

Test nr 2 Do poczatkowo pustego zbioru faktéw dopisano losowo wybrane
deskryptory sposrod wszystkich obecnych w systemie. Aby sprawdzi¢
skutecznos¢ radzenia sobie systemu z duza doza losowosci, wykonano
test, w ktorym system miatl odnalez¢ najbardziej relewantna grupe
w stosunku do catkowicie losowego zbioru deskryptoréw.

Test nr 3 Zbior faktow sktada sie z wszystkich procz jednego deskryptordow
pokrywajacych losowo wybrang regute w bazie. Test ten sprawdza czy
system potrafi odnalez¢ regule (oraz inne, najbardziej do niej podob-
ne) w przypadku, gdy jedna z przestanek nie zostanie uwzgledniona
w pytaniu. W systemach z wiedzg niepelna umiejetnosc ta jest szcze-
goblnie istotna.

Test nr 4 Doktadnie jedna para atrybut-wartos$¢ stanowi caly zbiér fak-
tow. Sprawdzono réwniez, czy system poradzi sobie z pytaniem ogol-
nym, zawierajacym jeden deskryptor uzyty w systemie. Spodziewang
odpowiedzig jest dos¢ liczny zbior regut.

Wymniki eksperymentow przedstawione sa w tabeli 8.2.

Jak wida¢, reprezentant typu ”AND” uzyskiwal znacznie lepsze wyniki
kompletnosci przy stosunkowo duzych wartosciach parametru doktadnosci.
Wida¢ réwniez, iz otrzymane w wyniku wnioskowania grupy w tym przy-
padku byly mniej liczne ze wzgledu na znacznie lepszg odréznialno$é ich od
siebie. Pelna kompletnos¢ uzyskana zostata dzigki odnalezieniu wszystkich
regut relewantnych do pytania, przy jednoczesnym umiejscowieniu innych,
podobnych, nie w pelni relewantnych regut w skupieniu (parametr doktad-
nosci).

Reprezentant ,AND” ma tendencje do tworzenia malorozréznialnych
grup o podobnym opisie, natomiast reprezentant ,,OR” tworzy bardzo dtu-
gie opisy, trudne w dalszym przetwarzaniu. Nie sprawdzita si¢ koncepcja
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Reprezentant ” AND” || Reprezentant” OR”

Nrtestu | K | D | L K [D] L
Baza Wine

1 0,67 3 0,6 1 3

2 0,4 1 1 0,4 1

3 0,51 0,33 6 0,33 | 1 6

4 05| 1 2 025 | 1 2
Baza Abalone

1 1 10,75 2 032 | 1 6

2 1 105 165 0,02 | 0,7 505

3 1 ] 08 2 0,625 | 1 3

4 1 1 6 0,5 1 29

Tabela 8.2: Eksperyment nr 1: Wybér metody tworzenia reprezentanta gru-
py-

umieszczania w reprezentancie unikalnych w skali catego systemu deskryp-
torow regut wchodzacych w sktad grupy.

Stwierdzono réwniez w wyniku eksperymentéw, iz stosunkowo czesta
jest sytuacja gdy kilka grup jest tak samo podobnych do zadanego pyta-
nia (sytuacja ma zwlaszcza miejsce w przypadku reprezentanta ,AND”).
Aby polepszy¢ wyniki kosztem czasu wyszukiwania, nalezatoby sprawdzac
jak wiele regut w tych grupach, stanowiacych odpowiedz przyblizona, jest
rzeczywiscie relewantnych do pytania.

8.2 Wybér metody miary odlegtosci pomiedzy
grupami

Druga kwestiag badana w rozprawie byt wybér miary odlegtosci pomiedzy
dwoma regutami. Metoda prostego podobienstwa i wazonego podobienstwa
zostaly oméwiona w rozdziale 5.3.3.

Podobnie jak w poprzednim eksperymencie, tutaj réwniez skorzystano
z algorytmu mAHC' z wstepnie ustawiong przyblizong liczba skupien (11
dla bazy Wine, 56 dla bazy Abalone). Rowniez w przypadku tego ekspery-
mentu, parametry okreslajace gtebokos$¢ wyszukiwania hierarchicznego oraz
wybor metody wyznaczania Sciezki najbardziej obiecujacej nie sg wyma-
gane. Wszystkie testy zostaly wykonane dla wszystkich kombinacji metod
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wyznaczania reprezentanta oraz kryteriow laczenia skupien. W tabeli 8.3
przedstawione sa maksymalne uzyskane wartosci.
Wyniki eksperymentu przedstawia tabela 8.3.

Proste podobienstwo | Wazone podobienstwo
Nrtestu| K | D | L K[ D] L
Baza Wine
1 1 10,67 3 0,4 | 0,67 2
2 0,67 0,4 1 0,671 0,4 1
3 0,04 | 1 31 0,5 | 0,5 6
4 0,25 1 2 0,25 | 1 2
Baza Abalone
1 0,42 | 1 4 1 1 1
2 0,01 | 0,75 411 0,67 | 0,5 1
3 0,4 1 3 0,5 | 0,5 4
4 0 1 1086 0 0 0

Tabela 8.3: Eksperyment nr 2: Wyboér miary odlegtosci pomiedzy regutami.

W przypadku pytan ogélnych oraz tych zawierajacych losowe deskrypto-
ry w systemie, odpowiedzi rowniez byly poprawne. Oczywistym jest, ze ich
warto$ci kompletnosci i doktadnosci sg znacznie mniejsze od pozostatych
dwoch (kompletny opis jednej z regul w zbiorze faktéw oraz niepelny opis)
przypadkow testowych.

Jakkolwiek wyniki doktadnosci byly lepsze dla prostego podobienstwa,
tak (zwlaszcza dla bazy Abalone) wyniki kompletnosci dla wazonego po-
dobienstwa byty znacznie lepsze dla podobienstwa prostego przy wystar-
czajaco dobrych wynikach doktadnosci. Podobnie jak w przypadku ekspe-
rymentow dotyczacych metody wyznaczania reprezentanta, tak i tutaj ma-
my do czynienia z lepszymi rezultatami dla podobienstwa typu wazonego.
Powody tego stanu rzeczy sa takie same jak przytoczone przy omawianiu
wynikéw poprzedniego eksperymentu.

Metoda prostego podobienstwa daje zdecydowanie lepsze rezultaty z re-
prezentantem typu ,,OR”, a metoda wazonego podobienstwa — z reprezen-
tantem typu ,AND”. W ogélnym przypadku jednak, wazone podobienstwo
pozwala na duzo wieksza dywersyfikacje grup i regul, a co za tym idzie —
lepsze ogdlne rezultaty.
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8.3 Wptyw kryterium faczenia skupien

Problemem wartym zbadania jest takze wplyw kryterium taczenia skupien
na ich jakos¢. W tym celu postanowiono przeprowadzi¢ testy analogiczne do
przedstawionych powyzej. Do grupowania uzyto trzech miar taczenia sku-
piefi: catkowitego wiazania (CL), Sredniego wiazania (AL) i pojedynczego
wiazania (SL).

Parametry eksperymentu byty analogiczne do poprzednich: algorytm
mAHC z 11 skupieniami dla bazy Wine, 56 dla bazy Abalone, do tabeli
wynikowej wpisywana wartos¢ maksymalna dla wszystkich kombinacji me-
tod wyznaczania reprezentanta oraz miary odlegtosci pomiedzy grupami.

Wyniki eksperymentéw przedstawia tabela 8.4.

SL AL CL
NrtestuK\D\L K\D\L K\D\L
Baza Wine
1 04 1067127105 1033[ 2705 [0,33
2 067] 04 [1]009] 08 [20]067] 04 |1
3 05105 [6[]022[067]6[007] 1 |18
4 025] 1 [2]002] 1 291025 1 | 2
Baza Abalone
1 1 1 1] 1 1 [17] 1 1 |1
2 06705 [1]067]05]17]067]05 1
3 05105 [4]075]075] 208 1 |1
4 0 0 [2] 0 0 [0 1 [025] 2

Tabela 8.4: Eksperyment nr 3: Wybor kryterium taczenia skupien.

Wyniki przeprowadzonych eksperymentéw dotyczacych kryterium
wigzania regut w grupy dla bazy Wine nie pozwolity na jednoznaczne roz-
strzygniecie, ktéra z metod da lepsze rezultaty. Dopiero eksperymenty na
znacznie wiekszej bazie Abalone rozstrzygnely jednoznacznie, iz to metoda
catkowitego wigzania bedzie bardziej efektywna.

Przed rozpoczeciem eksperymentéw zakladano, ze najlepsze wyniki
otrzymywane beda dla kryterium taczenia skupien jakim jest pojedyncze
wigzanie. Zalozenie to mialo swoje podstawy w samej obserwacji dziata-
nia pojedynczego wigzania — tancuchowania regut wzajemnie podobnych do
siebie. Eksperymenty jednak udowodnity, zwtaszcza dla zbioru Abalone, ze
to metoda catkowitego wigzania da w wyniku lepsze rezultaty. Dzieki temu
uzyskujemy duza liczbe matolicznych grup.
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8.4 Proponowane kryterium stopu dla ustalenia
liczby skupien w danych

W rozdziale 5.3 przedstawiono proponowane kryterium stopu dla algorytmu
mAHC. Eksperyment w tym zakresie polegal na znalezieniu optymalnego
punktu przerwania grupowania uruchamiajac algorytm dla kilku réznych
baz (czyli wyznaczeniu wartosci wspétezynnika t,,... W kazdym kroku gru-
powania zapisywano wartos¢ wzajemnego podobienstwa laczonych grup.
Pozostate parametry zostaly ustalone poprzez analize wczesniejszych eks-
perymentéw. Reprezentant wyznaczany zostal za pomoca metody "AND” |
miarg odleglosci byta metoda wazona, a skupienia tgczone zostaly za po-
moca metody catkowitego wiazania.
Wykres tych wartosci przedstawiony jest na rys. 8.1

1
50,9 Wine
=08 ‘—.ﬁ
-QU'Y | 1
50'5 ) L I| |“ ——Lymphography
8 0
Fo5 L L‘L —
0 04 \— —Spect
E'
F03 7
202 — ——Balance
=
o1
o g | i
& B N I R R R I - R - R ] Tic-Tac-Toe
MM~ MmN O O S 00 AN MM~ OS 00NWR M NN WD O S

Krok grupowania Car

KRvsKP

Rysunek 8.1: Eksperyment nr 4: Podobienstwo grup taczonych w poszcze-
gblnych krokach algorytmu grupowania.

Wida¢ wyraznie, ze w pewnym momencie jako$¢ grupowania drastycz-
nie spada. Uwaza sie, ze jest to punkt, w ktérym tgczone ze sobg skupienia
regut sg juz do$¢ mato do siebie podobne. Jest to sygnal do zaprzesta-
nia grupowania. W wyniku eksperymentéw, najlepsze rezultaty osigga sie
w przypadku gdy wspotczynnik ... ma wartos¢ 0, 85, co warunkuje z kolei
T =0,85-simMax, gdzie simMax to maksymalna wartos¢ podobienstwa
dwdbch taczonych regut w pierwszym kroku grupowania.
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8.5 Dobér parametréw do metody Sciezki naj-
bardziej obiecujacej

W celu sprawdzenia, ktora z przedstawionych metod wyboru $ciezki najbar-
dziej obiecujacej da lepsze rezultaty, przeprowadzono eksperymenty oblicze-
niowe zgodnie z przedstawionym scenariuszem. Na poczatku, przyjmowa-
no, ze deskryptory opisujace aktualnie analizowang regute stanowia jedno-
czes$nie zbiér faktéw. Do pelnego systemu wyznaczonego za pomocg réznej
kombinacji metod Sciezki najbardziej obiecujacej oraz metody taczenia sku-
pien, zadawano pytanie sktadajace si¢ z iloczynu deskryptorow tworzacych
zbior faktow. Odpowiedz systemu traktowano jako odpowiedz wzorcowa.
Nastepnie, z bazy wiedzy usuwano te konkretna analizowana regute i po-
wtarzano proces wnioskowania dla tego samego zbioru faktéw. Sprawdza-
no nastepnie wartosci kompletnosci i doktadnosci wyszukiwania odnale-
zionej reguty dla takiego przypadku. Na wszystkich wykresach przyjeto
nastepujace oznaczenia: S L — metoda pojedynczego wigzania, C'L — metoda
catkowitego wiazania, AL — metoda $redniego wigzania, H D — miara hybry-
dowa $ciezki najbardziej obiecujacej ze zwickszong wartoscia wspotczynnika
dla wspdlnych deskryptoréw (B; = 0,75 By = 0,25), HA - miara hybrydo-
wa $ciezki najbardziej obiecujacej ze zwigkszona wartoscia wspotezynnika
dla wspélnych atrybutéw (B; = 0,25 By = 0,75), A — miara pokrycia
atrybutowego, D — miara pokrycia deskryptorowego. Wyniki eksperymen-
tu przeprowadzonego na bazie Balance zawierajacej 502 reguty minimalne
przedstawione sa na rysunku 8.2.

- 100 mSL_HD
- mCL HD
z 0,20 mAL_HD
= mSLA
S 0,80 - -
<7 ma A
:§ 0,70 - WALA
g mSLD
3 0,60 mCLD
E wAL_D
2 0,50 mSL_HA
Dokladnos¢  odpowiedzi Kompletnos¢  odpowiedzi mCL HA
WZOICowej wzorcowej WAL_HA

Rysunek 8.2: Eksperyment nr 5: Eksperymenty dla metody $ciezki najbar-
dziej obiecujace;j.

Najlepsze rezultaty uzyskano gdy algorytm korzystat z metody CL
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do wigzania skupien niezaleznie od metody wyboru $ciezki. Potwierdza
to poprzednie eksperymenty stuzace wypracowaniu optymalnego kryterium
taczenia skupien. W przypadku oceny doktadnosci i kompletnosci w stosun-
ku do najlepszej grupy, wyniki wszystkich przedstawionych podej$¢ prezen-
tuja zblizone rezultaty (najlepsza jest miara hybrydowa z wieksza waga dla
wartosci wspolnych atrybutéw oraz metody pokrycia atrybutowego). Wy-
daje sig, ze podejscie rozrozniajace grupy daje lepsze rezultaty w stosunku
do tradycyjnego podejscia pokrycia deskryptorowego.

W drugiej czesci eksperymentu, obliczono kompletnosé i doktadnosé od-
powiedzi dla ograniczonego systemu w stosunku do pytania sktadajacego sie
z illoczynu deskryptoréw tworzacych zbior faktow. W ten sposéb badana jest
zdolnos$é¢ stworzonego systemu do kompensowania niepelnej wiedzy. Nalezy
jednakze zauwazy¢, ze wartosci kompletnosci i doktadnosci bliskie maksy-
malnym nie moga wystapic¢, ze wzgledu na fakt usuniecia reguty, ktéra jest
optymalng odpowiedzia na tak zadane pytanie. Wyniki tego eksperymentu
prezentuje rysunek 8.3.

0,50
3 mSL HD
£ 040 HCL_HD
3 mAL_HD
£ 0,30 mSLA
g mCL A
00 WAL A
‘3 mSL D
£ 0,10 mCLD
z N N wAL_D
g 0,00 + - : - mSL_HA
Dokladnos¢  pierwotnego Kompletnosé BCL_HA
= AL._HA

zbioru faktow pierwotnego zbioru faktow

Rysunek 8.3: Eksperyment nr 6: Eksperymenty dla metody Sciezki najbar-
dziej obiecujace;j.

Rysunek 8.3 jednoznacznie pokazuje, ze autorska metoda hybrydowa ze
zwiekszona wartoscig wspolezynnika dla wspdélnych deskryptoréw (B, =
0,75 By = 0,25) sprawdza sie lepiej, niezaleznie nawet od sposobu laczenia
skupien. Wartosci parametrow efektywnosci uzyskiwane dla tej metody sa
blisko dwukrotnie wigksze od pozostatych rozwiazan. Do dalszych ekspery-
mentéw przyjeto metode catkowitego wiazania (C'L) oraz §ciezki najbardziej
obiecujacej ze wzmocnieniem wag dla wspdlnych deskryptoréow (HD).
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W celu walidacji proponowanego rozwiazania wraz z ustalonymi para-
metrami, przeprowadzono eksperymenty dla wiekszej liczby baz wiedzy.
Wyniki prezentuje rys. 8.4. Bliskie maksymalnym wartosci kompletnosci
i doktadnosci w stosunku do grupy optymalnej potwierdzajg stusznosé za-
proponowanego podejscia w problemie wnioskowania w systemach z wiedza

niepetna.
1,00
0,75
0,50
0,25
0,00 + x - :
Wine Lymphography Spect | Balance
M Dokladnosc odg?OW|edZ| 0,93 0,89 0,87 0,92
wzorcowej
m Kompletnosc od_pownedzn 0,91 0,89 0,87 0,92
wzorcowej
m Dokladnos$¢  pierwotnego zbioru |
p 0,46 0,45 0,47 0,46
faktow |
mKom pletn(') sC pufrwotnego 0,38 0,49 0,47 0,46
zbioru faktéw |

Rysunek 8.4: Eksperyment nr 7: Walidacja wyznaczonych parametrow me-
tody $ciezki najbardziej obiecujace;j.

8.6 Wnioskowanie z uzyciem reprezentanta
a wnioskowanie z uzyciem struktury hierar-
chicznej

Algorytmy AHC oraz mAHC pozwalaja na przeprowadzenie wnioskowa-
nia w dwojaki sposéb. W pierwszym przypadku generowana jest struktura
hierarchiczna, gdzie za pomoca metody $ciezki najbardziej obiecujacej od-
najdowana jest grupa regut relewantnych do aktualnego zbioru faktéw. Re-
guty te zostajg uaktywnione, a wiedza przez nie dostarczona — dopisana do
bazy faktow z odpowiednig wartoscig wspotczynnikéw IF. Przyktad tego
wnioskowania przedstawiony jest w rozdziale 5.3.5 na stronie 133. Algorytm
mAHC przerywa grupowanie w pewnym $cile okreslonym momencie dzieki
przedstawianemu tu kryterium stopu. Utworzony zostaje reprezentant (cen-
troid) dla kazdej z roztacznych grup. Wnioskowanie sprowadza sie do odnale-
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zienia reprezentanta najbardziej relewantnego w stosunku do zbioru faktow
i uaktywnienia regut wchodzacych w sktad odnalezionego skupienia.

W celu poréwnania obu tych metod, testowano je dla czterech wybra-
nych baz wiedzy. Przygotowano dla kazdej z nich osobno po 10 zestawéw
faktow losowo wybranych spoérdéd przestanek i konkluzji regut faktycznie
zapisanych w tych bazach. Obliczono wartosci $redniej kompletnosci [rozu-
mianej tutaj jako stosunek liczby wspolnych deskryptorow wystepujacych
zar6wno w zbiorze faktéw jak i w reprezentancie (mAHC') lub otrzymanej
grupie (AHC) do liczby wszystkich deskryptoréw opisujacych zbiér fak-
toéw 1 reprezentanta (mAHC') lub grupe (AHC)]. Obliczano réowniez $red-
nig doktadnos$¢ w sposob analogiczny. Dzigki wynikom poprzednich ekspe-
rymentow, mozliwym byto skorzystanie z optymalnych parametrow algo-
rytmu grupujacego (wazona miara podobienstwa, kryterium taczenia sku-
pien — miara catkowitego wigzania, reprezentant typu ”AND” parametr
Tprec = 07 85)

Wyniki eksperymentéw przedstawione sa na rysunkach 8.5 oraz 8.6.

S~ 1,00 |

2 § 0,80 |

§ £ 060 —J— -

2% 040 — - —

2 X 0,20 — (-

£ 3 0,00 | T Lurmofe

v

Wine Pt Balance Abalone
graphy

m Kompletnos¢ AHC 0,53 0,60 0,63 0,29
B Kompletnos¢ MAHC | 0,70 1,00 0,85 0,87
m Doktadnosé AHC 0,53 0,57 0,62 0,29
m Doktadnos¢é mAHC 0,57 0,74 0,64 0,80

Rysunek 8.5: Eksperyment nr 8: Jakos¢ wnioskowania hierarchicznego
i z uzyciem reprezentanta.

Niestety wyszukiwanie z uzyciem hierarchii daje minimalnie gorsze rezul-
taty od podejécia z uzyciem reprezentanta. Sugeruje to koniecznos¢ dalszych
prac nad udoskonaleniem tego podejscia.

Przeanalizowano réwniez czas wyszukiwania regut do uaktywnienia dla
obu algorytmow. Oczywistym jest, ze podejscie hierarchiczne bedzie znacz-
nie szybsze i hipoteza ta znalazta swoje potwierdzenie w wynikach ekspe-
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1,00
=
§ 0,80
g 0,60
£ 0,40
2 020
E 0,00 | —L i — —
i Wine YIpIgd Balance Abalone
phy
‘ m Czas(norm) AHC | 0,26 0,11 0,05 0,47
® Czas (norm) mAHC 1 1 1 1

Rysunek 8.6: Eksperyment nr 9: Czas wnioskowania z uzyciem algorytmow
AHC i mAHC.

rymentalnych. Co wiecej — im baza regut wieksza, tym widoczny wiekszy
zysk czasowy dla podejscia hierarchicznego.

8.7 Liczba mozliwych przeprowadzonych wnio-
skowan a wartos¢ wspotczynnika IF

Aby zaprezentowal przydatnosé opisywanego podejscia, zbadano rowniez
liczbe mozliwych do przeprowadzenia wnioskowan w zaleznosci od mini-
malnej progowej wartosci wspotczynnika IF. W zaproponowanym ekspery-
mencie dla kazdej z testowanych baz, wylosowano okoto 10% deskryptoréw
wystepujacych w calym systemie. Nastepnie deskryptory te oznaczono jako
fakty. Sprawdzono pokrycie regut w bazie wiedzy takim zbiorem faktow,
czyli dokonano analizy liczby regut mozliwych do uaktywnienia przy losowo
wybranym zbiorze faktéw. Analize te dokonano w rozréznieniu minimalne-
go wspdlezynnika IF pozwalajacego na uaktywnienie danej reguty (innymi
stowy: dla IF = 0,75 tylko 75% przestanek musialo by¢ spelnionych, aby
uznaé regute za mozliwa do uaktywnienia). Eksperyment przeprowadzono
bez wykonywania grupowania, stad wszystkie parametry algorytmu gru-
pujacego nie musiaty by¢ ustawiane. Wyniki przedstawia rys. 8.7.

Jak wida¢, jesli dopuszczone zostanie wnioskowanie tylko na regutach,
ktorych wszystkie przestanki sa spetnione (a wiec warto$é wspoétezynnika IF
wynosi 1), to az w trzech przypadkach nie otrzymamy zadnej nowej wiedzy.
Jesli tylko obnizymy minimalny prég wspoétczynnika IF do wartosci 0,75
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Rysunek 8.7: Eksperyment nr 10: Liczba mozliwych do uaktywnienia regut
a minimalny wspoétczynnik IF.

system bedzie w stanie zwroci¢ informacje, ktore moga postuzy¢ do uszcze-
gbolowienia zapytania, a co za tym idzie — do skutecznego wspomagania
decyzji podejmowanej przez cztowieka-eksperta.

8.8 Wspotczynnik IF jako miara niepetnosci
wiedzy

Przeprowadzono réwniez testy skutecznosci wnioskowania w oparciu o przy-
ktadowe bazy wiedzy. W pierwszym z eksperymentéow do systemu zawie-
rajacego hierarchicznie uporzadkowang baze wiedzy zadano pytanie skta-
dajace sie z iloczynu deskryptoréw tworzacych zbiér faktéw. W odpowiedzi
system zwracal grupe regut uznawanych za najbardziej relewantne sposrod
wszystkich regut obecnych w systemie. Wewnatrz tej grupy regut odszu-
kiwano taka, ktérej wspotczynnik IF w stosunku do zadanego pytania byt
maksymalny. Pozostale parametry algorytmu AHC' ustawione zostaty ana-
logicznie do eksperymentu przedstawionego w rozdziale 8.6.

Test zostal podzielony na cztery przypadki testowe klasyfikowane
nastepujaco:

1. T1 oraz T2 — baza faktow sktadalta sie ze wszystkich przestanek losowo
wybranej reguty z bazy.

2. T3 — baza faktéw to okoto 80% przestanek losowo wybranej reguty.
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3. T4 — baza faktéw to okoto 50% przestanek losowo wybranej reguly.

Wyniki eksperymentu zaprezentowane sg na rys. 8.8.

1
0,9
0,8
0,7
0,6
IF 0,5
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0,2
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o
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0,5

M Abalone

0,6
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0,5

W Balance

1

04
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0,5
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HWine

1

0,67

0,5

Rysunek 8.8: Eksperyment nr 11: Maksymalna wartos¢ wspoétczynnika IF
wewnatrz odnalezionego skupienia.

Wyniki eksperymentu pozwalaja sadzi¢, iz proponowany system dobrze
radzi sobie z odnajdowaniem grup regut relewantnych w stosunku do zada-
wanego zbioru faktow. Nalezy tutaj podkresli¢, ze w tescie nr 3 maksymalna
mozliwa wartos¢ wspotezynnika IF wynosi okoto 0,8, a w tescie 4 — okoto
0,5. Jak wida¢, algorytm daje rezultaty zblizone do najlepszych mozliwych
w wigkszosci przypadkéw. Dla wiekszosci baz udato si¢ znalezé reguty naj-
bardziej odpowiednie do uaktywnienia.

Kolejny z eksperymentéw mial na celu zbadanie $redniej wartosci wspo-
tezynnika [F wewnatrz odnalezionej grupy. Sposob przeprowadzenia ekspe-
rymentu byl analogiczny do poprzedniego, z ta roznica, iz badano tutaj
Srednig wartos¢ wspotezynnika IF wewnatrz odnalezionej grupy. Dzieki te-
mu mozliwym jest zbadanie, czy system generuje skupienia o wysokiej ja-
kosci, w ktorych reguly sa spéjne i maja duza czes¢ wspolnych przestanek.
Wyniki przedstawione sa na rys. 8.9.

Otrzymane wyniki pokazuja, iz system zwraca stosunkowo liczne sku-
pienia, dzieki czemu $rednia warto$¢ wspotczynnika IF wewnatrz skupie-
nia jest niska. Rezultat ten moéwi o koniecznosci przegladu otrzymanych
skupien przed uaktywnieniem wszystkich regut w nich sie znajdujacych.
Dzigki temu wiedza otrzymana w wyniku wnioskowania bedzie zblizona do
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0,80
0,70
0,60
0,50
IF 0,40
0,30
0,20
000 Test1 Test 2 Test3 Test 4
H Tic-Tac-Toe 0,36 0,70 0,25 0,22
M Abalone 0,32 0,39 0,16 0,15
Balance 0,44 0,32 0,16 0,16
B Lymphography 0,35 0,26 0,08 0,13
B Wine 0,10 0,35 0,07 0,05

Rysunek 8.9: Eksperyment nr 12: Srednia warto$¢é wspélczynnika IF
wewnatrz odnalezionego skupienia.

pewnej. Nieefektywnym rozwigzaniem bedzie uaktywnianie wszystkich re-
gut wchodzacych w sktad odnalezionej grupy.

8.9 Podsumowanie wynikow eksperymentéw

Zaproponowane rozwigzanie pozwolito na znaczne zmniejszenie liczby
przegladanych regul. Zysk czasowy wynikajacy z mozliwosci przegladania
jedynie reprezentantéow grup regut zamiast wszystkich regut jedna po dru-
giej widoczny jest zwtaszcza dla duzych baz wiedzy. Przyktadowo, gdy baza
regut sktada sie 1000 rekordéw, wystarczy przejrze¢ [0g21999 ~ 11 elemen-
téw (tj. okoto 1% klasycznej bazy wiedzy). Dla bazy zawierajacej 50 regut,
przeglad 109299 ~ 10 elementéw (tj. 20% klasycznej bazy wiedzy), co jest
znacznie mniejszym zyskiem. W efekcie, proponowane rozwigzanie pozwala
ograniczy¢ liczbe regut faktycznie analizowanych w procesie wnioskowania
2z uzyciem reprezentantéw do kilku procent (3-10%). Sredni zysk czasowy
systemu jest zwigzany z liczbg utworzonych grup i jest szacowany na: %,
gdzie k to liczba skupien, a n to liczba regul w systemie. Zaktada sie jed-
noczesnie, ze porownanie kazdej reguly ze zbiorem faktow zajmuje jedna
jednostke czasu.

W zdecydowanej wiekszosci przypadkéw, co obrazuja tabele przedsta-
wiajace wyniki eksperymentow, system byt w stanie poprawnie odnalezé
regute na podstawie wszystkich przestanek ja opisujacych oraz wtedy, gdy
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podane byty tylko trzy z czterech deskryptoréw opisujacych obiekt. Oprocz
regut relewantnych zostaty roéwniez zwrdcone reguty bardzo do nich podob-
ne, co jest pozadanym zjawiskiem.

W wyniku licznych eksperymentéw, najbardziej obiecujace wyniki otrzy-
mano dla metody catkowitego wigzania, reprezentantéw jako iloczynow de-
skryptorow wspoélnych oraz wazonej miary podobienstwa. Metoda wyzna-
czania kryterium stopu pozwolita na udowodnienie hipotezy, ze dla duzej
liczby matolicznych skupien otrzymujemy skupienia charakteryzuje si¢ duza
wewnetrzng spojnoscia.

Modyfikacja metody Sciezki najbardziej obiecujacej pozwolita na dalsze
skrocenie czasu wnioskowania oraz umozliwita odnalezienie regut o mini-
malnej liczbie niespetnionych przestanek w krétkim czasie. Aktywacja tych
regut przyczyni sie do zwiekszenia liczby generowanych faktéw, a dzieki
temu do wyprowadzenia wigkszej wiedzy z systemu. Wnioskiem z przedsta-
wionych powyzej badan jest ustalenie wartosci wspotczynnika progowego
dla wyznaczenia optymalnej liczby grup na okoto 85% wartosci najwicksze-
go podobienstwa dwoch regut miedzy soba. Dzigki temu, liczba grup jest
stosunkowo duza. Mimo zwigkszonego naktadu na wyznaczanie reprezen-
tantéw oraz poréwnywanie zbioru faktéw z regutami badz ich skupieniami,
proponowane podejscie korzystajace z algorytmu mAHC' daje wysoka ja-
kos¢ odnajdowanych skupien, a tym samym regut. Mechanizm wnioskowania
korzystajacy z algorytmu AHC' dostosowany zostat do specyfiki grupowania
regut w bazie wiedzy.

W trakcie eksperymentéw autor spotkal sie z tendencja do tancucho-
wania grup regul. Krotki opis kazdej reguty oraz ich mata rozréznialnosé
wzgledem siebie mogg przyczynic sie do zaburzenia réwnomiernosci dendro-
gramu (zdarzalo sie, ze w jednym z poddrzew na kazdym poziomie mamy
jedna regute tylko, a w drugim — pozostate). Po przeanalizowaniu sytuacji,
zauwazono niepokojacy fakt matej rozréznialnosci wartoéci w macierzy po-
dobienstwa budowanej na poczatku dziatania algorytmu. Przyktadowo, dla
bazy Abalone, liczba komoérek macierzy podobienstwa wynosita 7138531,
gdzie dla calej bazy wystepowaty tylko 43 rézne wartosci podobienstwa re-
gul (a wiec wiele bylo par tak samo podobnych) i o kolejnosci tworzenia
skupienn decydowala kolejnosé par regut (lub w pézniejszym etapie — sku-
piefi regutl) w bazie wiedzy.

Optymistycznym wnioskiem jest poprawa algorytmu wyszukiwania regut
metodg Sciezki najbardziej obiecujacej za pomoca autorskiej metody hybry-
dowej z wiekszg waga dla wspdlnych deskryptoréw. Opréocz tego, nastapito
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dalsze skrocenie czasu wnioskowania poprzez wyszukiwanie regut relewant-
nych z uzyciem hierarchii.

Dzigki zastosowaniu analizy skupien mozliwym jest uzyskanie dodatko-
wej wiedzy z systemu w przypadku wystapienia impasu, czyli braku regut
mozliwych do uaktywnienia w klasycznym przypadku. Proponowane roz-
wiazanie pozwala na uaktywnianie regut pewnych (przy wiedzy petnej) oraz
regut niepewnych (przy wiedzy niepelnej) dzieki okresleniu wspoétezynnika
niepelosci wiedzy (IF).






Rozdziat 9

Podsumowanie

Systemy wspomagania decyzji znalazty swoje zastosowanie w wielu réznych
dziedzinach zycia. Fakt lawinowego wzrostu rozmiaru danych, ktore sg prze-
twarzane oraz powszechnos¢ uzycia SWD sprawia, ze efektywnos¢ proceséow
wnioskowania staje sie niezmiernie waznym polem do optymalizacji. Nie za-
wsze bowiem udaje sie pozyskaé eksperta-cztowieka, ktéry swym doswiad-
czeniem i wiedza bedzie mogt stuzy¢ do rozwigzywania pewnej klasy pro-
blemow. SWD sprawiaja, ze wiedza ekspercka moze niejako by¢ powielona
i wykorzystana w wielu miejscach jednoczesnie.

Najlepszy ekspert oraz najlepszy nawet SWD nie beda mogli wyko-
na¢ prawidtowo zadan przed nimi stawianych, jesli wiedza ktora dysponuja
bedzie niepetna. Jednakze, w obliczu coraz wigkszych baz danych i baz wie-
dzy braki wydaja sie by¢ nieuniknione, stad rownolegle poszukuje sie metod,
ktore wspomoga zarowno eksperta, jak i system ekspertowy, w radzeniu so-
bie z niepelnoécia wiedzy. Zwiekszenie efektywnosci takich systeméw ma
miejsce zaroOwno poprzez szybsze odnalezienie regul, ktore sg najbardziej
adekwatne do posiadanej aktualnie wiedzy oraz mozliwos¢ uaktywnienia
tych regut, co do ktoérych nie jestedmy catkowicie przekonani, ze sg pew-
ne. Aby poprawnie poradzi¢ sobie z tymi problemami, nalezy zmodyfiko-
waé sposob zapisu wiedzy w bazie wiedzy oraz zaproponowac nowe sposoby
wnioskowania wykorzystujace informacje o niepetnosci wiedzy. Obserwacje
te stanowily podstawe niniejszej rozprawy.

Aby uporzadkowaé¢ baze wiedzy autor skorzystal z mechanizméw anali-
zy skupien. Jak potwierdzily to badania i eksperymenty, wyboér ten okazat
sie stuszny i pozwolil na wykazanie stusznosci tezy rozprawy przedstawio-
nej na wstepie. Tworzenie skupien regul okazato sie metoda nie tylko na

193
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uporzadkowanie regut i zorganizowanie ich w hierarchiczna baze¢ wiedzy, ale
takze na zmodyfikowanie procesu wnioskowania w systemach wspomagania
decyzji z wiedza niepetna. Dzieki temu do analizy nie jest wykorzystywana
cata baza wiedzy, a jedynie jej drobny fragment najbardziej relewantny do
pytania. Kolejnym niezmiernie waznym aspektem jest modularyzacja syste-
mu ekspertowego. Podobnie jak w klasycznej wersji, baza wiedzy w przed-
stawianym systemie stanowi odrebna strukture danych mozliwg do wymiany
i uaktualniania. Mechanizmy wnioskowania dzialaja niezaleznie od dziedzi-
ny wiedzy zapisanej w bazie wiedzy zorganizowanej zgodnie z przedstawia-
nym tu sposobem.

Szczegotowe wyniki rozprawy

Rozprawa przedstawia wyniki zastosowania grupowania regut w regutowych
bazach wiedzy w celu przyspieszenia procesu wnioskowania oraz zwiekszenia
jakosci wnioskowania w bazach z wiedza niepetna.

Najwazniejsze szczegdtowe wyniki rozprawy sa nastepujace:

1. Przystosowanie algorytmoéw analizy skupien do grupowania regut
i utworzenie hierarchicznej bazy wiedzy. Dokonano analizy réznych
parametrow algorytméw AHC oraz mAHC w celu dobrania ich opty-
malnej wartosci dla specyficznego problemu grupowania regut. Zapro-
ponowane rozwiazanie buduje skupienia regut podobnych do siebie
zgodnie z zaproponowana miara podobienstwa. Gleboka analiza ist-
niejacych rozwigzan pozwolita na wybranie algorytméw aglomeracyj-
nego grupowania hierarchicznego AHC oraz mAHC' do rozwigzania
przedstawionego problemu. Dzigki temu znaczaco zmniejszyta si¢ licz-
ba analizowanych regut w procesie wnioskowania.

2. Przeglad i poréwnanie istniejacych algorytmoéw wnioskowania w SWD
polaczone z ich analiza pod katem wykorzystania we wnioskowaniu
w systemach z wiedzg niepetng. Przedstawiono rowniez istniejace me-
tody reprezentacji wiedzy niepetnej wraz z ich krytyczna analiza.
W dalszym kroku zaproponowano nowy sposob reprezentacji niepe-
nosci wiedzy.

3. Przedstawiono rézne metody oceny efektywnosci algorytméw anali-
zy skupien oraz efektywnosci wnioskowania. Metody te pozwolity na
przeprowadzenie eksperymentow majacych na celu ustalenie optymal-
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nych parametréw grupowania regut (miary podobiefistwa, kryterium
taczenia skupien, itp.).

. Zaproponowano szereg modyfikacji metody $ciezki najbardziej obie-
cujacej. Analiza wspolnych deskryptoréw oraz atrybutow dla dwoch
analizowanych weztoéw pozwolita na dalsze skrocenie czasu potrzebne-
go do odnalezienia relewantnego skupienia w procesie wnioskowania.

. Przedstawiono propozycje kryterium stopu dla algorytmu mAHC
w problemie grupowania regut. Dzigki obserwacji podobienstwa taczo-
nych skupien na kazdym kroku grupowania mozliwe bylo przerwanie
tego procesu w odpowiednim momencie.

. Opracowano metode okreslania stopnia niepetnosci wiedzy (IF), ba-
zujac na metodzie wspotezynnikéw pewnosci CF, niezbednej do re-
alizacji proceséw wnioskowania w przypadku regutowych baz wiedzy
oraz niepetnego zbioru faktéw.

. Dla potwierdzenia tezy rozprawy wykonano szereg eksperymentow,
ktorych wyniki oraz analiza stanowia osobny rozdziat tej pracy. Ekspe-
rymenty prowadzone na danych z ogbélnodostepnego repozytorium po-
kazaly, iz przedstawiane rozwigzanie moze by¢ uznane za poprawiajace
efektywnos$¢ wnioskowania w systemach z wiedza niepelna. Czedciowe
wyniki rozprawy zostaly zaprezentowane na krajowych i miedzynaro-
dowych konferencjach naukowych oraz opublikowane w recenzowanych
czasopismach. Wszystkie przedstawiane metody zostaly zaimplemen-
towane i przetestowane w autorskim systemie CLSearch, ktorego do-
kumentacja stanowi osobny rozdzial niniejszej rozprawy.
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Btedy w tekscie pracy

Miejsce

Jest

Ma by¢

s. 8, 4 linia od do-
tu

(...) w postaci iloczynu par atrybut-
wartosé (...)

w postaci iloczynu logicznego par
atrybut-wartoéé

s. 26

f U x A — ‘/,vaeA,mEUf(a7$) S
%

f U x A — Vv,vaeA,mEUf(xva) €
%

s. 28, 2 linia od

Jednocze$nie usuwane zostaja atry-

Jednocze$nie pominigte zostaja

gory buty rozrézniajace (...) atrybuty rozrézniajace
S. 32 fsim Fsim
s. 111 d(z,y) =0, gdyx =y d(z,y) = 0, wtedy i tylko wtedy,

gdy z =y

s. 179, 11 linia od
gory

Jakkolwiek  wyniki dokladnosci
byty lepsze dla prostego podo-
biefistwa, tak (zwlaszcza dla bazy
Abalone)
dla wazonego podobienstwa byly
znacznie lepsze dla podobienstwa
prostego przy
dobrych wynikach doktadno$ci.

wyniki  kompletnosci

wystarczajaco

Jakkolwiek  wyniki dokladnosci
byty lepsze dla prostego podo-
biefistwa, tak (zwlaszcza dla bazy
Abalone)
dla wazonego podobienstwa byly

wyniki  kompletnosci
znacznie lepsze niz podobienstwa
prostego przy
dobrych wynikach doktadno$ci.

wystarczajaco

s. 73 INDB) = {(z,y) € UxU :|INDB) = {(z,y) € UxU
Vaepa(z) = a(y)} Vaepa(z) = a(y)}

5. 74 BX = Uyex{Y € IND(B) : Y C | BX = Uyex{Y € UJ/IND(B) -
X} Y C X}

5. 75 BX = Upex{Y € IND(B) : Y N | BX = Upex{Y € U/IND(B) -
X #0} YNX+#0}

s. 76 U/INDsr,p = {{X1, X5}, (-.)} U/IND(B) = {{X1, X5}, (..)}
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Btednie zapisane algorytmy

Algorytm 6: Algorytm mAHC wraz z automatycznym wyznaczeniem
optymalnej liczby skupien (s. 123)

Dane: U = {ry...r,} — obiekty (reguly) grupowane; t,,.. - warto$é sterujaca
momentem zakonczenia grupowania,

Rezultat: Tree[l],...,Tree[T] - T skupieh regul wraz z wyznaczonymi
reprezentantami; 7' - optymalna liczba skupien

begin

Ustal parametry algorytmu;

Wyznacz macierz podobienstwa zgodnie z przyjetym kryterium odlegtosci;

stmMax := maksymalna wartos¢ podobienstwa dwoch regut;

T, == simMax - tprec ;

while Wszystkie requly nie sq w jednym skupieniu do

R1, Ry := Dwie najbardziej podobne reguly (skupienia) ;

while T, < aktualna wartosé podobienstwa tgczonych requl do

T := numer aktualnego kroku grupowania ;
end
Polacz Ry oraz R, w jedno skupienie zgodnie z przyjetym kryterium ;

Zaktualizuj macierz podobienstwa;
end
Przytnij dendrogram do uzyskania 7" grup;

Wyznacz reprezentantéw kazdego skupienia;
end

Algorytm 7: Algorytm wyszukiwania z uzyciem reprezentantéw sku-
pieni (s. 128)

Dane: Tree[l],...,Treelk] - k skupien regul wraz z wyznaczonymi
reprezentantami; Zbior faktéw Q)

Rezultat: Skupienie regut W relewantnych w stosunku do zbioru @
begin
W := Tree[l] ;
for i — 2 to k do

if fom(W,Q) < fsim(Treeli],Q) then

‘ W .= Treeli] ;
end

end
end
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Rysunek 1: Diagram przypadkow uzycia dla systemu (s. 163)
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