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Wprowadzenie

Wobec coraz powszechniejszej informatyzacji zycia gospodarczego, ilos¢
informacji gromadzonych i przechowywanych w bazach danych wzrosta gwat-
townie, prowadzac do jej nadmiarowosci. Wptywa to na konieczno$¢ stosowania
w analizach coraz lepszych metod statystycznych, ktore muszg by¢ adekwatne
do poziomu zlozonosci badanych zjawisk.

Najbardziej znanym i czgsto stosowanym modelem regresji jest regresja wielo-
raka (o postaci liniowej), ktorej parametry szacuje si¢ metoda najmniejszych kwa-
dratow. Wsrod zalet tej metody nalezy wymienié prostotg oraz tatwg interpretowal-
nos$¢ parametréw otrzymanego modelu. Jej wadg sg restrykcyjne zatozenia natozone
na zmienne charakteryzujace analizowane zjawiska. Ograniczenia te czgsto wyklu-
czaja mozliwos¢ stosowania w praktyce tej metody w klasycznej postaci.

W zwigzku z tym pojawila si¢ potrzeba stosowania innych narzedzi analizy
regresji, ktore naktadatyby mniej zatozen na badane zjawiska i tym samym byty
przydatne do rozwigzywania tych problemoéw, do ktérych nie mozna zastosowac
liniowego modelu regresji wielorakiej. Jedng z takich metod jest regresja
grzbietowa (ridge regression), zaproponowana przez Hoerla i Kennarda [6], [7].
Metoda ta poprzez wprowadzenie do modelu pewnej statej, rozwigzuje problem
wspotliniowosci zmiennych objasniajacych, jak rowniez redukuje ich liczbe'.

! Metoda ta zostanie szerzej przedstawiona w dalszej czesci artykutu.
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Innymi skutecznymi metodami wielowymiarowej analizy danych sa nie-
parametryczne metody regresji, ktore mozna zdefiniowa¢ jako takie, w kto-
rych posta¢ modelu nie jest jednoznacznie okreslona, w tym sensie, ze wystepuje
przynajmniej jeden z ponizszych przypadkow:
® nie jest §cisle zadana posta¢ analityczna funkcji sktadowych modelu,

e liczba funkcji sktadowych modelu nie jest z gory ustalona,
e na ctapie budowy modelu nie jest jednoznacznie okreslony zestaw zmien-
nych, ktory zostanie uwzgledniony w modelu koncowym.

Ponadto, w modelach nieparametrycznych nie zachodzi koniecznos$¢ testo-
wania normalnosci rozkladu sktadnika losowego czy sprawdzania wspotliniowo-
$ci zmiennych objasniajgcych.

Celem artykutu jest porownanie modeli otrzymywanych za pomoca re-
gresji grzbietowej z wybranymi nieparametrycznymi metodami regresji, pod
wzgledem zdolnosci predykeyjnych, ktdre w tej pracy bedg rozumiane jako oce-
na, na ile wartos$ci teoretyczne, oszacowane na podstawie zbudowanego modelu,
roéznig si¢ od wartosci rzeczywistych dla obserwacji spoza zbioru uczacego.
W zestawieniach roznych metod regresji, pod wzgledem zdolnosci predykc;ji, li-
niowy model najczeséciej zajmuje ostatnie miejsce [12]. Interesujace wydaje sie
wiec przeprowadzenie badan porownawczych dla regresji grzbietowej, jako me-
tody bedacej ,,ulepszong wersja” liniowej regresji wielorakie;.

Ze wzgledu na charakter nieparametrycznych metod regresji — ich odmien-
ne mechanizmy dziatania, niemozliwe jest analityczne poréwnanie otrzymywa-
nych modeli. Z tego wzgledu badania porownawcze przeprowadzono za pomoca
procedur symulacyjnych, na zbiorach danych standardowo wykorzystywanych
do badania wtlasnosci réznych metod regresji. Wszystkie analizy i obliczenia
przeprowadzono z wykorzystaniem programu statystycznego R z dotgczonymi
bibliotekami tego programu’.

1. Regresja grzbietowa

W modelu regresji wielorakiej o postaci liniowej zalezno$¢ zmiennej Y od
zmiennych objasniajacych X, ..., X, mozna przedstawi¢ jako:

Y=a,+)a,X, +¢, (1)

J=1

2 Program statystyczny R jest produktem darmowym, ktory jest dostepny wraz z dodatkowymi
bibliotekami pod adresem http://www.r-project.org.
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gdzie a; (dla j=0,1,...,m) to parametry strukturalne modelu. Réwnanie (1)

mozna rownowaznie zapisa¢ w postaci macierzowej

y=Xa+eg, (2)
gdzie

I x, Xt a
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Do oszacowania warto$ci parametrow strukturalnych modelu regresji wie-
lorakiej (2) stosuje si¢ metod¢ najmniejszych kwadratow, w ktdrej jest rozwia-
zywany problem optymalizacyjny:

2
Z(yl. —-a, —Zajxj} — min, (3)
1 j=1

ktory réwniez mozna zapisa¢ w postaci macierzowe;j:
(y —X'a)' (y — X'a) — min. 4)
Rozwigzaniem tak postawionego zadania minimalizacji (4) jest estymator wektora a:
a=(XTX)" Xy, (5)

Jednak w przypadku skorelowania zmiennych objasniajacych niemozliwe
jest odwrocenie macierzy X' - X i tym samym wyznaczenie estymatora a .
Problem ten zostat rozwigzany w 1977 r. przez Hoerla i Kennarda, ktorzy jako
pierwsi zastosowali regresje grzbietows. Idea tej metody jest przezwyciezenie

problemu osobliwosci macierzy X' - X’ poprzez dodanie do jej przekatnej,
przed odwréceniem, stalej, dodatniej wartosci A .

Analitycznie zagadnienie to zapisuje si¢ w postaci zadania minimalizacji:

n

2
z yi—aO—Zajxj +/12a?%min, (6)
i=1 =1 j=l
gdzie: A >0 — parametr kary. Jesli A =0, to estymatory parametréw struktu-

ralnych sg po prostu wyznaczone za pomocg metody najmniejszych kwadratow.
Jesli A — oo, to uzyskany model regresji bedzie ztozony tylko z wyrazu wolnego.
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Hoerl i Kennard w swojej pracy proponowali testowanie roznych wartosci
A 1 wybor tej z nich, dla ktorej ,,uklad sie ustabilizuje”. Ze wzgledu na rézne
zakresy zmiennosci cech do przeprowadzenia poprawnej estymacji parametrow
modelu regresji grzbietowej, wszystkie zmienne powinny zostac zestandaryzowane.

Latwo zauwazy¢, ze w zadaniu (6) nie naklada si¢ kary na wyraz wolny
modelu. Jego estymator wyznacza si¢ ze wzoru:

1 n
ay==>y,. (7)
ni5

W zwiazku z tym zadanie minimalizacji (6) mozna przedstawi¢ w postaci macie-
rZOWej:

(y—Xa’)' (y—Xa’)+ 1a""a” — min, (8)

gdzie do modelu wprowadzono zmienne po standaryzacji, natomiast a’ to wek-
tor parametréw strukturalnych a’ = [al, . ]T. Rozwigzanie tak postawione-

go problemu minimalizacji prezentuje wzor [5, s. 60]:
a'=(X"X+1)"' X"y, 9)

gdzie X jest macierzg realizacji zmiennych objasniajacych, po zastosowaniu
formuty standaryzacyjnej (bez jedynek w pierwszej kolumnie).

W praktyce sytuacja doktadnej wspoHtiniowosci (gdy macierz X" - X jest
osobliwa) wystepuje rzadko. Najczesciej wystepuje zjawisko przyblizonej
wspotliniowosci, ktore ma niekorzystne konsekwencje, np.:

e niemozliwy staje sie¢ prawidtlowy pomiar sity oddzialywania zmiennych obja-
$niajacych na zmienng zalezna,

e oceny wariancji oszacowanych estymatorow (5), odpowiadajace skorelowa-
nym zmiennym, sg bardzo wysokie,

e oszacowania parametrow sg bardzo wrazliwe nawet na niewielkie zmiany
liczby obserwacji.

Skorelowanie zmiennych objasniajagcych samo w sobie nie zawsze jest po-
wodem problemoéw przy wnioskowaniu [11]. Wspdtliniowo$¢ nie powoduje
utraty wlasnosci nieobcigzonos$ci oraz efektywnosci estymatorow (5), jednak ze
wzgledu na ich duzag wariancjg¢, mozna si¢ spodziewac niewielkiej precyzji ocen
parametrow [13]. W tym kontekécie dobor odpowiedniej warto$ci parametru A
(parametru kary) w regresji grzbietowej jest rowniez proba znalezienia kompro-
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misu pomigdzy obcigzeniem a wariancjag w przypadku przyblizonej wspotlinio-
wosci zmiennych objasniajacych.

Mozna takze zauwazy¢, ze problem minimalizacji (6) jest typowym przy-
ktadem zagadnienia regularyzacji [5, s. 34]:

PRSS(f,2)=RSS(f)+ AJ(f)— min, (10)
gdzie:
RSS ( f ) — miara jako$ci dopasowania funkcji regresji (obliczona na zbiorze
uczacym),
J(f) — stopief ztozono$ci modelu,

parametr 4 — kompromis pomiedzy dopasowaniem modelu a jego ztozono-
$cia, okreslajac proporcje pomigdzy sktadowymi funkcjonatu

PRSS(f,4).

W metodzie regresji grzbietowej mozna przyjac:

RSS(f):Zn:(yl.—ao—iajij , J(f)=iajz.. (11)

Natozenie kary (A) na estymatory parametrow strukturalnych powoduje po-
mniejszenie ich warto$ci, az do wyzerowania niektorych z nich [5]. W ten spo-
sob z modelu liniowego zostaja usuni¢te zmienne odpowiadajgce tym parame-
trom. Redukcja liczby zmiennych wprowadzanych do modelu implikuje
uzyskanie prostszej funkcji regresji (z mniejszg liczbg sktadowych).

Regresja grzbietowa jest w literaturze przedstawiana w réznych kontek-
stach: jako proba rozwigzania problemu wspétliniowosci zmiennych objasniaja-
cych, metoda szukajagca kompromisu pomiedzy obcigzeniem a wariancjg esty-
matoréw czy jako metoda doboru zmiennych do modelu. S3 to niewatpliwie
zalety tej metody. Interesujacym wydaje si¢ wigc ocena jej zdolnosci predykceyj-
nych w kontek$cie innych skutecznych narzedzi wielowymiarowej analizy re-
gresji, jakimi sg metody nieparametryczne.

2. Analiza poréwnawcza

Glownym celem regresji jest predykcja. Ocena modelu regresyjnego nie
powinna zatem by¢ dokonywana na podstawie stopnia jego dopasowania do da-
nych ze zbioru uczacego, tylko z wykorzystaniem miar pozwalajgcych okresli¢
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zdolno$¢ predykcji tego modelu. Tak jak juz wspomniano we wprowadzeniu,
w niniejszym artykule pojecie zdolnos¢ predykcyjna modelu bgdzie rozumiane
jako ocena, na ile warto$ci teoretyczne , réznia si¢ od warto$ci empirycznych

y; dla obserwacji spoza zbioru uczacego.

Do oceny jakosci predykcji mozna wykorzystac zbior testowy, jesli jest do-
stepny, lub wydzieli¢ ze zbioru danych czes¢ uczqgeq oraz walidacyjng. Trzecim
alternatywnym podejsciem jest zastosowanie metody sprawdzania krzyzowego
(cross validation) [por. 9], [2], w ktorej zbiér danych jest dzielony na b w przy-
blizeniu réwnolicznych oraz rozlgcznych czesci uczacych oraz testowych.
W kazdym z b krokéw algorytmu tej metody, jedng (ale za kazdym razem in-
ng) czg$¢ z otrzymanego podziatu wykorzystuje si¢ do testowania modelu, zbu-
dowanego na pozostatych b —1 cze$ciach zbioru danych. W ten sposob otrzy-
muje sie b warto$ci miernika jakos$ci predykcji modelu, ktérym najczeSciej jest
btad s$redniokwadratowy MSE . Wartosci te zostaja nastgpnie usrednione,
a otrzymana statystyka MSE ., jest nieobciazonym estymatorem btedu $rednio-

kwadratowego [por. 9].

Zbiory danych wykorzystane w analizie

Analizg przeprowadzono na pigciu rzeczywistych zbiorach danych, standardowo
wykorzystywanych do badania wlasnosci réznych metod regresji. Najwazniejsze
charakterystyki tych zbioréw zestawiono w tabeli 1.

Tabela 1

Charakterystyki zbiorow danych wykorzystywanych w analizie
Nazwa zbioru Liczba obserwacji Liczba zmiennych

Autompg 398 8
Boston 506 14
Clothing 400 13
Ozone 366 13
Star 5748 6

Zbidr danych Autompg pochodzi z repozytorium StatLib z uniwersytetu

Carnegie Mellon’, natomiast pozostate zbiory danych s3 dostepne w bibliote-
kach m1bench oraz Ecdat programu statystycznego R.

* http://archive.ics.uci.edu/ml/datasets/Auto+MPG.
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Nieparametryczne metody regresji wykorzystane w analizie

W badaniu porownywano model regresji grzbietowej z nieparametrycznymi

modelami regresji zbudowanymi za pomoca:

¢ metody rzutowania PPR [4],

¢ metody zagregowanych drzew regresyjnych Breimana — RANDOM FORESTS [3],

e wielowymiarowej metody krzywych sklejanych POLYMARS [10],

¢ metody wykorzystujacej sieci neuronowe (oznaczonej jako NNET) [por. 1].

Do budowy modeli regresji wykorzystano program statystyczny R z dodat-
kowymi bibliotekami. Wigkszo$¢ badanych metod wymaga ustalenia warto$ci
pewnych parametréw budowanego modelu regresji. Przeszukiwane zakresy pa-
rametrow dla poszczegolnych metod to:

e w metodzie rzutowania PPR warto$¢ parametru opisujacego poczatkowsg liczbe
funkcji sktadowych modelu przyjmowano na poziomie: 10, 15, 20, 25, za$
koncowa liczba tychze funkcji w modelu zmieniata si¢ od 1 do 10,

e w metodzie zagregowanych drzew regresyjnych Breimana liczbe zmiennych

m
losowanych przy kazdym podziale ustalano na poziomie: \/E , ? , 2\/%

(m — liczba zmiennych), liczbe drzew rowna 100 oraz 200, za§ minimalng
liczbg obserwacji w lisciu: 1, 5, 10,

e w modelach POLYMARS oraz regresji grzbietowej przyjeto domyslne war-
tosci parametréw, zaproponowane przez funkcje realizujaca te metode
W programie statystycznym R,

e w modelach sieci neuronowych z jedng ukrytg warstwa, przyjmowano liczbe
obserwacji w warstwie ukrytej zmieniajaca si¢ od 1 do In(n) (gdzie n jest
liczba obserwacji).

Procedura badawcza

Do poréwnania, pod wzgledem zdolnosci predykcyjnych, modelu regresji grzbie-
towej z modelami nieparametrycznymi, zostato zbudowanych wiele modeli. Byly
one tworzone dla roéznych zestawow parametréw, dla kazdej z metod. Jednak
w ostatecznym zestawieniu dang metode¢ reprezentuje zawsze tylko jeden model —
ten w ktorym wykorzystano optymalng kombinacj¢ parametréw. Zwienczeniem te-
go etapu procedury badawczej jest zestawienie modeli, pod wzgledem doktadnosci
predykcji, ocenianej za pomocg estymatora punktowego, jakim jest btad $rednio-
kwadratowy obliczony metodg sprawdzania krzyzowego (MSEcy). Model bedacy
najlepszym rozwigzaniem danego zadania regresji to ten o najmniejszej wartosci
btedu MSEcy. Szczegdtowo etapy procedury badawczej przedstawiono w tabeli 2.
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Tabela 2

Kroki procedury badawczej — poréwnywanie zdolnosci predykcyjnych modeli
za pomocg estymatora punktowego MSE,,

Krok 1 Podziel zbior uczacy D na 10 réwnolicznych (w przyblizeniu) oraz roztacznych czescei*

Krok 2 Wykonanie nast¢pujacych czynnosci dla kazdej z rozpatrywanych metod regresji:
a) zbuduj wiele modeli regres;ji dla r6znych wartosci parametréw tej metody,
b) oblicz metod sprawdzania krzyzowego blad MSE,., dla wszystkich modeli

otrzymanych w punkcie a),

c) wybierz ten uktad parametrow i odpowiadajacy mu model, dla ktorego uzyskates
najmniejszy blad MSEcy; wybrany model jest reprezentantem danej metody
do poréwnan

Krok 3 Stworz zestawienie analizowanych modeli regresji, pod wzglgdem otrzymanych warto$ci

* Mozliwy jest podziat zbioru danych na inng liczbg czesci, jednak Kohavi w pracy [9] zaleca stosowanie me-
tody sprawdzania krzyzowego z parametrem b < 10.

2.4. Wyniki analizy

Po wyznaczeniu modelu optymalnego (najlepszego uktadu parametréw) dla
kazdej z metod i kazdego z badanych zbioréw*, zestawiono otrzymane wyniki
w tabeli 3, wedlug kryterium btedu Sredniokwadratowego obliczonego metoda
sprawdzania krzyzowego. Najlepsze wyniki zaznaczono pogrubiong czcionka,
natomiast najgorsze kursywa.

Tabela 3
Bledy sredniokwadratowe MSE ) obliczone dla modeli
otrzymanych réznymi metodami regresji
Autompg Boston Clothing Ozone Star
R. grzbietowa 11,11 22,68 81654 -10° 19,40 2088,6
PPR 7,62 10,31 10525-10° 17,06 19883
R.FOREST 4,04 5,74 47579 -10° 8,93 1812,1
POLYMARS 7,45 11,85 94507 -10° 14,59 2082,2
NNET 8,75 14,13 68 114-10° 13,08 2037,8

4 Nalezy wspomnieé, ze nie wszystkie metody regresji pozwalaja na budowe modelu, gdy w zbiorze
danych brakuje wartosci niektorych zmiennych. W celu zapewnienia pelnej pordwnywalnosci
otrzymanych modeli, ze zbiorow danych usunigto obserwacje z brakujacymi wartosciami.
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Podsumowanie

Wyniki przeprowadzonych analiz pokazuja, iz nie mozna wskaza¢ metody
regresji, ktora dawalaby najmniejsze btedy $redniokwadratowe, niezaleznie od
rozwazanego zbioru danych, cho¢ najczesciej najlepsze wartosci uzyskano dla
metody zagregowanych drzew regresyjnych Breimana.

Wisrdd otrzymanych wynikow, w czterech przypadkach na pieé, bledy MSE ¢y
modelu regresji grzbietowej sa najwigksze, a model ten zdecydowanie ustgpujace
modelom regres;ji nieparametrycznej pod wzgledem zdolnosci predykcyjnych.
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COMPARING THE PERFORMANCE OF THE RIDGE REGRESSION WITH
SOME NONPARAMETRIC REGRESSION MODELS

Summary

The paper presents a short description of ridge regression and comparing the per-
formance of this regression with some nonparametric methods of regression. The analy-
sis was conducted with the use of simulation procedures on benchmarking data sets.



