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O WPLYWIE WYBRANYCH METOD SELEKCJI
NIELINIOWYCH ZMIENNYCH OBJASNIAJACYCH
NA JAKOSC MODELI REGRESYJNCH

Streszczenie: Najpopularniejsza parametryczna metoda najmniejszych kwadratow oraz
jej rozszerzenia (regresja grzbietowa, metoda LASSO, metoda LARS, regresja BRIDGE)
pozwalaja na budowe addytywnych modeli liniowych. W rzeczywistos$ci czgsto mamy
do czynienia z nieliniowymi zalezno$ciami, a uzyteczna informacja jest powtarzana
w wielu zmiennych objasniajacych. Bezkrytyczne wykorzystanie wszystkich takich
dostgpnych zmiennych moze prowadzi¢ do naruszenia zalozen Gaussa-Markowa
inajczgdciej obniza jakos¢ modeli regresyjnych. Znane metody selekcji pozwalaja na
wybdr zmiennych, ktore wnosza najwigcej uzytecznej informacji, ograniczajac jedno-
czeénie zbedny szum. Opisany eksperyment weryfikuje metoda symulacji komputerowe;j
jakos¢ modeli regresyjnych otrzymanych za pomoca wybranych metod parametrycz-
nych, dla ktorych przeprowadzono selekcje predyktorow, wykorzystujac: drzewa regre-
syjne, regresj¢ grzbietowa oraz algorytm genetyczny.

Stowa kluczowe: model regresyjny, selekcja predyktoréw, algorytm genetyczny.

Wprowadzenie

Selekcja zmiennych objasnianych jest obok wyboru metody regresyjnej
kluczowa decyzja majaca wpltyw zaréwno na dopasowanie, jak i doktadno$é
prognoz modeli regresyjnych. Zbyt mala, jak i zbyt duza ich liczba moze nega-
tywnie wptynaé na jako$¢ takich modeli. Stosujac do oszacowania parametrow
addytywnego modelu liniowego metode najmniejszych kwadratow, najczesciej
selekcj¢ przeprowadza si¢ metodami: wprowadzania, usuwania, eliminacji
wstecznej oraz selekcji postgpujacej. Warto jednak rozwazy¢ takze inne metody
selekcji, w tym metody heurystyczne (algorytm genetyczny).
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1. Regresyjne liniowe metody parametryczne

Poza najbardziej popularna, klasyczna wielowymiarowa metoda najmniej-
szych kwadratéw, opracowane zostaty jej uogdlnienia, ktéore umozliwity budowe
poprawnych modeli takze wowczas, gdy naruszone sa zatozenia Gaussa-Markowa
(np. homoskedastycznos¢). Najbardziej znane rozszerzenia przedstawia tabela 1.

Tabela 1. Najbardziej znane rozszerzenia metody najmniejszych kwadratow

Nazwa metody Funkcja straty Estymator parametréw Wiasciwosci

MNK — metoda y—-XB)"(y — XB) B=X"X)"1xTy MNK-estymator jest BLUE,

najmniejszych o ile spetlnione sg zatozenia

kwadratow Gaussa-Markowa.

UMNK - uogél- y-Xp)Tz Yy B = X"z 1X)1xTz 1y Rozszerzenie MNK, kiedy

niona MNK —-XB) zachodzi autokorelacja lub

heteroskedastycznos¢ reszt.
UMNK-estymator jest
BLUE, jesli X jest znana.

Wazona MNK (y—XB)TW(y B = X"wx)“'X"wy Lepsze whasciwosci esty-

-XB) gdzie W — macierz wag matora niz dla MNK.
Mozliwe inne dobieranie
wag (np. starsze dane —
mniejsze wagi), ktore
podniosa precyzjg modelu.

Regresja grzbie- Dodanie pewnej statej A B=X"X+AD"X"y Redukcja wariancji modelu

towa w formie ,,kary” do kosztem jego obciazenia

funkcji straty: (mniejszy MSE estymato-

y—XB)"(y — XB) row niz dla MNK). Umoz-

+ 2878 liwia estymacjg¢ nawet przy
wysokiej wspotliniowosci.

Metoda LASSO Funkcja straty jak Zaawansowane metody Eliminowane sa zmienne,
w MNK, dodane doboru parametru ¢ oraz ktorych estymatory maja
ograniczenia w formie | estymacji E] mata warto$¢. W efekcie
parametru ¢ estymato- maleje btad $redniokwadra-
row: Z?=1|ﬁj < t| towy.

Regresja Bridge Uogolnienie regresji Zaawansowane metody Eliminowane sa zmienne,
grzbietowej, w ktorej doboru parametrow 41 y ktorych estymatory maja
funkcja kary przyjmu- oraz estymacji /?] mata warto$¢. W efekcie
je postac: maleje blad $redniokwadra-
ng’=1|ﬁj|y dlay>1 towy. Dzia%fin'ie' nie jest '

efektywne, jesli wystgpuje
wiele estymatorow E,
o matych wartos$ciach.

Metoda LARS Krokowe dotaczenie Zmiana estymatora Mniejszy MSE modelu.

(Least Angle zmiennych poprzez w kroku £: Uproszczenie modelu przy

Regression) mosiyﬁkach estymato- ﬁj (a) = 3}' + ady,, gdzie: duzej liczbie predyktorow
ra f; 8 = (XTX,) 'XTey; (gllm}naqa zmiennych

ey — biezace reszty modelu; | niewiele wnoszacych do
X, — macierz X dla dota- modelu).
czonych predyktorow

Zrédto: Dittmann [2008], Efron i in. [2004]), Fox i Weisberg [2011], Fu [1998], Geladi i Kowalski [1986],
Hastie i in. [2008], Hawkins [1994], Helland [1999], Hoerl i Kennard [1970], Hoskuldson [1998],
Huber [1964], Huber i Ronchetti [2009], Maddala [2008], Tibshirani [1996], Wassermann [2006],
Wilcox [2010].
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W metodach tych moze dojs¢ do ograniczenia liczby predyktoréw poprzez
natozenie celowych restrykcji na estymatory wspotczynnikow modelu lub funk-
cje straty.

2. Wybrane metody selekcji zmiennych objasniajacych

Celem selekcji jest identyfikacja zmiennych, ktorych eliminacja poprawia wta-
sciwo$ci modelu regresyjnego. Jak podkreslaja: Faraway [2002], Hastie i in. [2008]
oraz Maddala [2008], nadmierna liczba predyktoréw jest niekorzystna z uwagi na:

— ryzyko nadmiernej wspdtliniowosci predyktoréw i zwigzanych z tym pro-
blemoéw,

— wprowadzenie do modelu niepotrzebnej informacji (szumu) i niecelowej
utraty stopni swobody, czego skutkiem jest zwigkszona wariancja parame-
trow modelu (pomimo matego obciazenia),

— koszt przygotowania i pozyskania obserwacji rozbudowanych o nadmiarowe
predyktory,

— trudnosci w interpretacji najbardziej znaczacego wpltywu predyktoréw na zmien-
na objasniana.

Najczesciej stosowane metody selekeji zmiennych objasniajacych obejmuja
techniki:

— wprowadzania — wszystkie zmienne w okreslonym bloku sa jednocze$nie
wprowadzane do modelu,

— usuwania — wszystkie zmienne w okreslonym bloku sa jednocze$nie usuwane
z modelu,

— eliminacji wstecznej — po wprowadzeniu wszystkich zmiennych usuwana jest
zmienna spetniajaca kryteria usunigcia, az do wyczerpania si¢ zmiennych
spetniajacych kryteria,

— selekcji postepujacej — wprowadzanie do modelu kolejno zmiennych spetnia-
jacych kryteria wprowadzenia, zaczynajac od zmiennej, ktora w najwyzszym
stopniu spetnia przyjete kryterium, az do wyczerpania si¢ zmiennych spelnia-
jacych kryteria.

Znana literatura podaje wiele kryteriow wyboru, wybrane kryteria podano
w tabeli 2 (gdzie N oznacza liczbg obserwacji, za$ p — liczb¢ parametrow modelu).
O ile spetnione sa zatozenia Gaussa-Markowa, najwigksza funkcja wiarygodno-
$ci modelu liniowego jest wyrazenie: L = RTSS. Do czgsto stosowanych metod ogra-
niczajacych ich liczbe nalezy takze analiza gléwnych sktadowych (PCA — Principal
Component Analysis), w ktérej po wyznaczeniu nowych zmiennych (jako kom-
binacji liniowej zmiennych objasniajacych) nastgpuje ich ograniczenie zgodnie
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z pewnym wybranym kryterium. Najczg$ciej wykorzystywane sa: kryterium
osypiska, kryterium Kaisera, odsetek wyjasnionej wariancji [Jackson, 1991].
Metoda ta wprawdzie zmniejsza liczbg predyktorow w modelu regresyjnym, ale nie
eliminuje wptywu zmiennych niosacych wylacznie szum. Utomnoscia tej metody
jest ponadto utrudniona interpretacja wspolczynnikéw modelu (wspotczynniki od-
noszace si¢ do oryginalnych predyktoréw wystepuja w postaci uwiktanej).

Tabela 2. Wybrane kryteria wyboru zmiennych objasniajacych

Kryterium Wyrazenie
Max wspétczynnika determinacji R RZ=1— RSS
~~ SST
Min wspétezynnika Hockinga S, _ RSS
2 N —
Min wspotczynnika Mallowsa C,
= _(N-2
»=ysg V)
Min kryterium Akaike AIC AIC =2p —2xIn (L)
Min kryterium Bayesowskiego BIC BIC =p X In(N) —2 xIn (L)
Max statystyki F _ MSR
_ MSE

Zrodto: Maddala [2008], Rencher [2002].

Do okreslenia optymalnego zestawu zmiennych objasniajacych mozna tak-
ze wykorzysta¢ pojemno$¢ integralna kombinacji no$nikéw informacji opraco-
wang przez Zdzistawa Hellwiga [Barczak i Biolik, 2003], w ktorej dazy sig do
jak najwiekszej korelacji predyktoréw ze zmienna objasniang przy jednoczesnej
stabej korelacji pomigdzy tymi predyktorami.

Jak wcze$niej podkreslono, wiasciwy dobdr zmiennych ma kluczowe zna-
czenie dla stopnia dopasowaniu modeli regresyjnych i doktadno$ci prognoz. Nie
mniej wazna jest identyfikacja, czy zalezno$¢ wybranych predyktoréw na
zmienng objasniang jest liniowa. Przy duzych nieliniowo$ciach jako$¢ otrzyma-
nych modeli pomimo prawidlowego doboru zmiennych objasniajacych moze
by¢ niezadowalajaca. W takich przypadkach mozna positkowaé si¢ wprowadze-
niem dodatkowych predyktorow otrzymanych z oryginalnych zmiennych za
pomoca odpowiednio dobranych funkcji nieliniowych. Jesli taka identyfikacja
jest utrudniona, mozna wprowadzi¢ dodatkowe zmienne, wykorzystujac najbardziej
popularne funkcje nieliniowe, i przeprowadzi¢ proces wyboru, ktéry powinien wy-
toni¢ tylko te nieliniowe zmienne, ktore wnosza do modelu uzyteczna informacje.
Niestety, jesli stosowanym kryterium jest na przykltad wynik testu ¢ istotno$ci
wspotczynnikow modelu, powyzsze techniki nie moga by¢ wykorzystane do budo-
wy modeli nieparametrycznych. Ponizej przedstawiono zatem takie techniki, ktore
mozna wykorzysta¢ takze w tworzeniu modeli nieparametrycznych:
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— przeglad widma zmiennych (analiza Fouriera), Mix [1995] wskazuje, ze
zmienne bedace szumem (ktére nie niosa informacji) maja znacznie szersze
widmo, czyli maja znacznie wigcej istotnych sktadowych widmowych od
zmiennych niosacych informacje,

— wykorzystanie rangowania zmiennych obja$niajacych w drzewach regresyj-
nych CART (rys. 1), umozliwiajace usunigcie zmiennych, dla ktorych ich
‘wazno$¢’ jest wyraznie mniejsza od pozostatych zmiennych,

— wykorzystanie algorytmow genetycznych, umozliwiajacych znalezienie subop-
tymalnego zestawu bez konieczno$ci przeszukania wszystkich kombinacji pre-
dyktoréw zgodnie z pewnym wybranym kryterium (np. zgodnie z tabelg 2),

— wybor dodatkowych nieliniowych funkcji zmiennych objasniajacych w miejsce
oryginalnych zmiennych, z wykorzystaniem takze algorytméw genetycznych.

Skuteczna metoda weryfikacji, czy nie doszto do przeuczenia modelu, moze
by¢ sprawdzian krzyzowy (cross-validation), w ktérym dokonuje si¢ podziatu na

K rozlacznych podzbiordéw, tworzacych nastgpnie zbior uczacy i zbior testowy.
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Rys. 1. Przyktad okres$lenia waznosci predyktorow uzyskanych za pomoca drzew regresyjnych

3. Prezentacja eksperymentu

W eksperymencie dokonano poréwnania wybranych metod selekcji zmien-
nych objasniajacych, wykorzystujac symulowane zbiory danych:
1. Zbiory zalecane przez Friedmana [1991], symulujace szumy i zmienne elek-
tryczne pewnego obwodu elektronicznego:
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— Friedman 1, zbiér danych stanowi 10 zmiennych objasniajacych
X1, -, X19 O rozkladzie rbwnomiernym w przedziale [0, 1], zmienna obja-
$niana wykorzystujaca wylacznie zmienne x4, ..., X5 opisana jest wzorem:

y = 10sin(mx;x,) + 20(x3 — 0.5)2 + 10x4 + 5x5 + e, ,

gdzie: e;~N(0,1).
— Friedman 2, zbiér danych stanowia 4 zmienne objasniajace o rozkladzie
rownomiernym w przedziatach:

0 <x; <100,
40m < x, < 560m,
0<x3<1,
1<x, <11,

za$ zmienna objasniana opisana jest wzorem:

0.5
1 \2
+e,,
X2Xg4

y = [xf + (x2x3 -

gdzie: e~ N(0,9).
— Friedman_ 3, zbiér danych stanowia 4 zmienne objasniajace o rozktadzie
jak dla zbioru ,,Friedman 2", zmienna obja$niana opisana jest wzorem:

1
—1 (23T
y=tan™'| —22 | +e3,

gdzie:  e;~ N(0,1).
2. Zbiory symulowane o rozktadzie normalnym wielowymiarowym:
— Zestawl, zbior z nieskorelowanymi  zmiennymi  objasniajacymi
X1, -, X10~N(0,1), zmienna objasniana obliczona zostata zgodnie ze wzorem:

— 10 e
y_Zi=1:Bixi +E,

gdzie: B4, ..., B10 Wylosowano z przedziatu (-1, 1), blad losowy e ~ N(0,1).
— Zestaw2, zbidor z nieskorelowanymi zmiennymi objasniajacymi
X1, -, X19~N(0,1), zmienna objasniana opisana jest wzorem:

e
Y = B1x1 + Baxy + Baxzx, + 10

gdzie:  [f;, e —jak wyzej.
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Zestaw3, zbior ze skorelowanymi zmiennymi objasniajacymi
X1, -, X10~N(0,1), zgodnie z macierza kowariancji przedstawiona w tabeli 3,
zmienna objasniana opisana jest wzorem:

e
y:Z.Bixi'i'Ea

i=1
gdzie:  [f5;, e —jak wyzej.
Zestaw4, zbidr ze skorelowanymi zmiennymi objasniajacymi
X1, -, X19~N(0,1), zgodnie z macierza kowariancji przedstawiona w tabeli 3,
zmienna objasniana opisana jest wzorem:

e
Y = B1x1 + Baxy + Baxzx, + 10 °

gdzie:  [f;, e —jak wyzej.

Zestaw5, zbior ze skorelowanymi zmiennymi objasniajacymi
X1, -, X19~N(0,1), zgodnie z macierza kowariancji przedstawiona w tabeli 4
(wigksze zaleznosci niz dla ,, Zestawu 37), zmienna objas$niana opisana

jest wzorem:
10
D Fixit
— C X J—
y . ﬁl L 10 >
i=1

gdzie:  [f3;, e —jak wyzej.
Dodatkowo dla 5% obserwacji warto$¢ zmiennych objasnianych zastapiono
losowo warto$cia pigciokrotnie wicksza (symulacja dodatkowych zaktdcen).

Tabela 3. Macierz kowariancji ,, Zestawu3 " oraz ,, Zestawu4”’

1 0,4 0 0 0 0 0 0 0 0
0,4 1 0,4 0 0 0 0 0 0 0
0 0,4 1 0,4 0 0 0 0 0 0
0 0 0,4 1 0,4 0 0 0 0 0
0 0 0 0,4 1 0,4 0 0 0 0
0 0 0 0 0,4 1 0,4 0 0 0
0 0 0 0 0 0,4 1 0,4 0 0
0 0 0 0 0 0 0,4 1 0,4 0
0 0 0 0 0 0 0 0,4 1 0,4
0 0 0 0 0 0 0 0 0,4 1

Zestaw6, zbior ze  skorelowanymi zmiennymi objasniajacymi
X1, -, X109 ~ N(0,1), zgodnie z macierza kowariancji przedstawiona w tabeli 4
(wigksze zalezno$ci niz dla ,, Zestawu 3”), zmienna objasniana opisana jest
wzorem:
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e
y = B1x1 + Baxy + B3xsxy + 10

gdzie:  [f;, e —jak wyzej.
Dodatkowo dla 5% obserwacji warto$¢ zmiennych objasnianych zastapiono
losowo wartos$cia pigciokrotnie wigksza (symulacja dodatkowych zaktocen).

Tabela 4. Macierz kowariancji ,, Zestawu " oraz ,, Zestawu6”’

1 0,7 0,7 0,7 0,7 0,7 0,7 0,7 0,7 0,9
0,7 1 0,5 0,5 0,5 0,5 0,5 0,5 0,5 0,9
0,7 0,5 1 05 0,5 0,5 0,5 0,5 0,5 0,6
0,7 0,5 0,5 1 0,5 0,5 0,5 0,5 0,6 0,7
0,7 0,5 0,5 0,5 1 0,5 0,5 0,5 0,5 0,6
0,7 0,5 0,5 0,5 0,5 1 0,5 0,5 0,5 0,6
0,7 0,5 0,5 0,5 0,5 0,5 1 0,5 0,5 0,6
0,7 0,5 0,5 0,5 0,5 0,5 0,5 1 0,5 0,6
0,7 0,5 0,5 0,6 0,5 0,5 0,5 0,5 1 0,6
0,9 0,9 0,6 0,7 0,6 0,6 0,6 0,6 0,6 1

Z uwagi na to, ze wigkszo$¢ zaleznoSci pomigdzy zmienna objasniang
a zmiennymi objasniajacymi (poza ,, Zestaweml”, , Zestawem3” oraz ,, Zesta-
wem5 ) ma charakter nieliniowy, zdecydowano si¢ na przeprowadzenie badan dla
oryginalnych zestawoéw zmiennych objasniajacych (typ shorf) oraz zmiennych uzu-
pelionych o ich funkcje nieliniowe — kwadrat, arcus tangens, logarytm modutu,
odwrotnos¢ (typ long), co znacznie zwigkszylo liczbg predyktorow. Takie poszerze-
nie zmiennych objasniajacych powinno poprawi¢ dopasowanie modeli regresyjnych
oraz dokladno$¢ prognoz. Poniewaz znane sa wzory opisujace zaleznosci, mozna
bedzie oceni¢ trafnos¢ selekceji zmiennych wybranymi metodami.

Zdecydowano si¢ na selekcj¢ zmiennych, wybierajac spoza wyzej rozwaza-
nych metod:
— eliminacjg wsteczna regresji liniowej zgodnie z kryterium informacyjnym AIC,
— eliminacj¢ wsteczna regresji liniowej zgodnie z wspotczynnikiem Cp Mallowsa,
— selekcje metoda regresji grzbietowej,
— algorytm genetyczny zgodnie z kryterium informacyjnym A/C,
— algorytm genetyczny zgodnie z kryterium informacyjnym BIC,
— algorytm genetyczny zgodnie z wielko$cig integralnej pojemno$ci kombina-

cji no$nikow informacji (kryterium Hellwiga),

— algorytm genetyczny zgodnie z wspotczynnikiem determinacji R’
— algorytm genetyczny zgodnie z pierwiastkiem btedu sredniokwadratowego RMSE,
— ,,wazno$¢ zmiennych” okreslong za pomoca drzew regresyjnych.

Selekcje zmiennych objasniajacych za pomoca algorytmoéw genetycznych
przeprowadzono, wykonujac 100 iteracji, wybierajac wigkszosciowy zestaw
zmiennych objasniajacych. Nastgpnie porownano modele regresyjne zbudowane
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w oparciu o wybrane zmienne objasniajace z modelami wykorzystujacymi zmienne
po transformacji PCA (dobierajac zmienne objasniajace kryteriami: Kaisera
i osypiska) za pomoca metod parametrycznych:

— klasycznej MNK,

— regresji LASSO,

— regresji LARS,

— regresji grzbietowe;j,

— regresji BRIDGE.

Wszystkie obliczenia przeprowadzono za pomoca programu R 3.1.0, wyko-
rzystujac nastepujace pakiety: BayesBridge, GA, lars, leaps, MASS oraz ridge.
Pakiet GA pozwala na kompletne wykorzystanie algorytmu genetycznego.
Umozliwia niezalezny wybor metod selekcji, krzyzowania i mutacji. W ekspe-
rymencie wykorzystano ten pakiet z przyjetymi domys$lnymi metodami, ktore
mozna odczyta¢ za pomoca polecenia gaControl. Fragment skryptu przedstawia-
jacy wykorzystanie algorytmu zamieszczono w zataczniku.

4. Omowienie wynikow

Najbardziej interesujace wyniki selekcji zmiennych objasniajacych dla ba-
danych zbioréow danych przedstawiaja rys. 2-9, okreslajace wlaczenie zmienngj
objasniajacej do modelu przez zaczernienie odpowiadajacego jej pola. Mozna
zauwazy¢, ze metoda wykorzystujaca algorytm genetyczny z funkcjami przysto-
sowania: wspotczynnik determinacji R’ oraz miara RMSE praktycznie dopusz-
czaja wszystkie zmienne objasniajace (pomimo ze w ,,Zestawiel ” wystgpuja
wylacznie zaleznosci liniowe). Stwarza to ogromne ryzyko nadmiernego dopa-
sowania modelu i utracenia wlasciwosci generalizacji, a w konsekwencji gor-
szych wlasciwos$ci prognostycznych.
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Zestaw danych "long"

Eliminacja (AIC)
Eliminacja (Cp)
Regresja grzbietowa
GA (AIC)

GA (BIC)

GA (RMSE)
Drzewa reg.

Zestaw danych "short"

Eliminacja (AIC)
Eliminacja (Cp)
Regresja grzbietowa
GA (AIQ)

GA (BIC)

GA (RMSE)
Drzewa reg.

Rys. 2. Wyniki selekeji predyktorow ,, Zestawul ”
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Rys. 3. Wyniki selekeji predyktorow ,, Zestawu?2”

Bardzo dobra selekcje zmiennych dla ,, Zestawul ” przeprowadzily wszyst-
kie metody (poza algorytmem genetycznym z R’ i RMSE jako funkcjami przy-
stosowania), zapewne z uwagi na liniowe zaleznosci tego zbioru danych. Nieste-
ty, wtracone w takze liniowym ,,Zestawie5” zaklocenia doprowadzity do
niestusznej eliminacji czesci oryginalnych predyktoréw. Z kolei w badaniach
zbiorow ,, Zestaw2”, , Zestaw4” oraz ,,Zestaw6”, dla ktorych dominowaty za-
leznosci nieliniowe, znacznie czgsciej wybierane takze byly nieliniowe funkcje
oryginalnych zmiennych objasniajacych.
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Rys. 4. Wyniki selekcji predyktorow ,, Zestawu3”
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Rys. 5. Wyniki selekcji predyktorow ,, Zestawu4”

Z kolei kryterium integralnej pojemnosci kombinacji no$nikéw informacji
(Hellwiga) odrzuca zbyt duzo zmiennych. Twierdzenie to popieraja $rednie war-
tosci miar dopasowania modelu regresji liniowej, przedstawione przyktadowo w
tabelach 51 6.
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Rys. 6. Wyniki selekcji predyktorow ,, Zestawu5”
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Rys. 7. Wyniki selekeji predyktorow ,, Zestawu6”
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Rys. 9. Wyniki selekcji predyktorow ,, Friedman_2” oraz ,, Friedman 3"

Tabela 5. Miary dopasowania zmiennych objasniajacych wybranych za pomoca algorytmu

genetycznego dla ,, Zestawul

. Zestaw long poszerzony I .
Kryte:;z:n leﬁzr};tmu o funkcje nieliniowe Zestaw short — zmienne bez modyfikacji
genetyczneg AIC | BIC | RMSE R’ AIC | BIC | RMSE R
minimum AIC 3208 | 2681 | 0,1156 | 09982 | -3108 | 2712 | 0,1210 0,9981
minimum BIC 3183 | 272,1 | 0,1176 | 09982 | 3108 | 2712 | 0,1210 0,9981
maksimum . 291,1 | 3340 | 05421 | 09610 | 3823 | 4119 | 0,6946 0,9360

pojemnosci Hellwiga

maksimum ) 03| 9078 | 01118 | 09983 | 3108 | 2712 | 01210 0,9981
wspotczynnika R

minimum

blodn RMSE 2623 | 90,78 | 0,1118 | 09983 | 3108 | 2712 | 0,1210 0,9981
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Tabela 6. Miary dopasowania zmiennych objasniajacych wybranych za pomoca algorytmu
genetycznego dla ,, Friedman 1~

Kryterium algorytmu Zestaw longn}i)eol?rzl?;\z;eny o funkeje Zestaw short — zmienne bez modyfikacji
genetycznego AIC | BIC | RMSE R’ AIC | BIC | RMSE R

minimum AIC 7194 | 7886 | 1,519 | 0025 | 9459 | 9723 | 2.857 0,733

minimum BIC 7358 | 7754 | 1,656 | 0,910 | 9483 | 968,1 | 2,903 0,725

maksimum pojem- | )¢5 | 9769 | 2620 | 0,774 | 9483 | 968.1 | 2,903, 0,725

nos$ci Hellwiga

maksimum 7494 | 921,0 | 1,403 | 0936 | 9512 | 990,8 | 2,838 0,737

wspotczynnika R

minimum

biodu RMSE 7494 | 921,0 | 1,403 | 0,936 | 9512 | 990,8 | 2,838 0,737

Wyniki uzupelniaja miary obliczone dla modeli opartych na zmiennych obja-
$niajacych poddanych transformacji PCA, a nastgpnie ograniczonych zgodnie
z kryteriami Kaisera i osypiska. Stopien redukcji zmiennych przedstawia tabela 7.

Tabela 7. Zmienne po transformacji PCA i selekcji za pomoca wybranych kryteriow

Nazwa zestawu danych Zmienne X PC4;
., Friedman 1" X PCA,-X PCA,
,, Friedman 2" X PCA,-X PCA;
,, Friedman 3" X PCA,-X PCA,
., Zestawl”’ X PCA;-X PCA,
Zestaw2” X PCA,-X PCA;
,, Zestaw3” X PCA,-X PCAs
,, Zestawd”’ X PCA,- X PCAs
,, Zestaw5” X PCA,-X PCA;
., Zestaw6”’ X PCA,-X PCA4;

Na uwage zashuguja takze wyniki selekcji za pomoca regresji grzbietowej
i drzew regresyjnych. Wybrane zmienne sa do siebie bardzo zblizone i w wigkszosci
zgodne z oczekiwaniami wynikajacymi ze znajomosci wzoroéw, na podstawie
ktorych wygenerowano badane zbiory danych.

Koncowa oceng przeprowadzono, dokonujac wigkszosciowego wyboru
predyktorow metodami: regresji grzbietowej (takze Cule i De lorio [2012] po-
twierdzili przewage wyboru zmiennych objasniajacych za pomoca regresji
grzbietowej w poréwnaniu z klasyczng MNK oraz metoda LASSO), algorytmem
genetycznym z funkcjq przystosowania 4/C oraz oceniajac ,,wazno$¢” zmien-
nych za pomoca drzew regresyjnych.

Ostateczne wyniki eksperymentu stanowi ocena modeli regresyjnych obej-
mujaca zarowno dopasowanie (RMSE), jak i doktadno$¢ prognoz (MAE), prze-
prowadzona za pomoca sprawdzianu krzyzowego. Wyniki badan umieszczono
w tabelach 8-10.
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Tabela 8. Srednie wartosci miar RMSE oraz MAE modelu obliczonego dla zbioru ,, Zestawl”

Zbior Metody regresji parametrycznej
danych MNK LASSO LARS r. grzbietowa BRIDGE
RMSE | MAE | RMSE | MAE | RMSE | MAE | RMSE | MAE | RMSE | MAE
short 0,105 | 0,079 | 0,106 | 0,079 | 0,106 | 0,079 1,097 | 0,983 | 0,106 | 0,079
long 0,103 | 0,077 | 0,101 0,094 | 0,101 0,094 | 0,116 | 0,092 | 0,099 | 0,090
PCA 0,786 | 0,740 | 0,789 | 0,735 | 0,789 | 0,735 | 0,746 1,606 | 0,789 | 0,734

Tabela 9. Srednie wartosci miar RMSE oraz MAE modelu obliczonego dla zbioru ,, Zestaw2”

Zbiér Metody regresji parametrycznej .
danych MNK LASSO LARS r. grzbietowa BRIDGE
RMSE | MAE | RMSE | MAE | RMSE | MAE | RMSE | MAE | RMSE | MAE
short 0,953 | 0,769 | 0,929 | 0,823 | 0,929 | 0,823 | 0,952 | 0,760 | 0,932 | 0,798
long 0,881 0,513 1,114 | 0,856 1,114 | 0,856 | 0,895 | 0,453 | 0912 | 0,434
PCA 1,045 | 0,738 1,042 | 0,705 1,042 | 0,705 1,045 | 0,724 1,044 | 0,720

Tabela 10. Srednie wartosci miar RMSE oraz MAE modelu obliczonego dla zbioru
., Friedman 1"

Zbiér Metody regresji parametrycznej
danych MNK LASSO LARS r. grzbietowa BRIDGE
RMSE | MAE | RMSE | MAE | RMSE | MAE | RMSE | MAE | RMSE | MAE
short 2,956 | 3,011 2,788 | 2,771 2,788 | 2,771 2,958 | 3,012 | 2,901 2,998
long 2,482 | 2,468 | 2,497 | 2,443 | 2,497 | 2,443 | 2,658 | 2,530 | 2,453 | 2,429
PCA 3,748 | 3,384 | 6,737 | 4,836 | 6,737 | 4,836 | 3,749 | 3,386 | 4,041 3,476

We wszystkich przypadkach (poza ,, Zestaweml”’) mozna zauwazy¢ prze-
wage modeli budowanych w oparciu o zbiory danych rozszerzone o funkcje nieli-
niowe predyktoréw. Jest to intuicyjnie zrozumiale — skoro zaleznosci pomigdzy
zmienng objasniang a zmiennymi objasniajacymi (poza ,, Zestaweml” 1 ,,Zesta-
wem5 ) sa nieliniowe, znacznie doktadniejsze modele regresyjne mozna zbudo-
waé, wykorzystujac takze zmienne poddane nieliniowym przeksztatceniom.
Selekcja zmiennych spowodowata, ze rdéznice pomigdzy blgdami modeli otrzy-
manych za pomoca klasycznej MNK oraz modeli otrzymanych przez rozszerze-
nia tej metody zmniejszyly si¢. Wydaje sig, ze wstgpnie dokonana selekcja pre-
dyktoréw zredukowata korzystny wptyw restrykcji naktadanych na estymatory
parametrow w postaci funkcji straty. Najwigksze wartosci btedow dopasowania
i prognoz odnosza si¢ do modeli uzyskanych dla danych poddanych transforma-
cji PCA. Takie zachowanie moze by¢ efektem dobrze przeprowadzonej selekcji
zmiennych objasniajacych, ktora w wigkszym stopniu zachowala uzyteczna
informacjg, niz poprzez selekcj¢ zmiennych po transformacji PCA.

Podsumowanie

Selekcja zmiennych objasniajacych w bezposredni sposob wplywa na ja-
ko$¢ budowanych modeli regresyjnych. Zaréwno zbyt mata, jak i zbyt duza ich
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ilo§¢ prowadzi do pogorszenia wtasciwosci prognostycznych modeli, wynikaja-
cych badz ze zbyt matej ilosci dostarczonej informacji, badz z przeuczenia mo-
delu. Zaproponowane metody selekcji predyktorow moga by¢ alternatywne dla
powszechnie stosowanych metod selekcji. Pozwalaja one na wybor wlasciwych
zmiennych, nawet jesli ich liczba jest do§¢ znaczna. Nalezy podkresli¢, ze wyni-
ki badan potwierdzity celowo$¢ rozszerzenia oryginalnych predyktorow o ich
funkcje nieliniowe, jesli zachodzi podejrzenie nieliniowych zwiazkéw pomigdzy
zmienng objasniang a zmiennymi objasniajacymi (nierzadko wystgpujacych
w rzeczywisto$ci). Efektem jest jednak znaczne zwigkszenie liczby zmiennych
objasniajacych — co tym bardziej wymaga przemy$lanej i dobrze przeprowadzo-
nej selekcji, takze proponowanymi metodami, ktorych efektywnos¢ potwierdzity
wyniki przeprowadzonych symulacji.

Projekt zostal sfinansowany ze srodkow Narodowego Centrum Nauki przyzna-
nych na podstawie decyzji numer DEC-2011/03/B/HS4/05630.
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ON THE IMPACT OF SOME METHODS OF SELECTION
NONLINEAR VARIABLES ON QUALITY
OF REGRESSION MODELS

Summary: The most common parametric Ordinary Least Squares Method and its exten-
sion (ridge regression, LASSO and LARS methods, BRIDGE regression) allow to build
additive linear models. In reality, we often have to deal with non-linear dependencies,
and useful information is repeated in a number of explanatory variables. Use of all ava-
ilable variables can lead to violations of Gauss-Markow assumptions and frequently
reduces the quality of regression models. Known methods of selection allow to select the
variables that contribute the most useful information, reducing unnecessary noise. De-
scribed experiment verifies, by computer simulation, quality of regression models obta-
ined using selected parametric methods, for which the selection was carried out using:
regression trees, ridge regression and genetic algorithm.

Keywords: regression model, selection of predictors, genetic algorithm.
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Zalacznik

Ponizej przedstawiono fragment skryptu wykorzystywanego w prezento-
wanym eksperymencie, obejmujacy stosowanie algorytmu genetycznego.
library(GA)

# Funkcje jakosci genomu, zaleznie od stosowanego przypadku

fitness1<-function(string)

{

inc<-which(string==1)

X<-cbind(1, (x[,inc]))

mod<-Im.fit(X,y)

class(mod)<-"lm"

if (case=="AIC")

return(-AIC(mod))

if (case=="BIC")

return(-BIC(mod))

if (case=="SE")
return(-sqrt(sum((mod$residuals)*2)/(dat_no-n_pred)))
if (case=="R2")
return(1-(sum(mod$residuals”2)/sum((y-mean(y))*2)))
if (case=="H")

return(Hellwig(X.,y))

H

attach(datl)

mods=lm(model_s)

xs=model.matrix(mods)[,-1]

ys=model.response(model.frame(mods))

case="AIC"

GAs<-ga("binary", fitness=fitness1s, nBits=pred no, na-
mes=colnames(xs),monitor=monitor,

run=runit, maxiter=maxit)

w=GAs@solution

if (nrow(w)>1) w=w[1,]

inc<-which(w==1)

Xs<-cbind(1, xs[,inc])

mods<-Im.fit(Xs, ys)

class(mods)<-"Im"

results sAIC[MC,1]=AIC(mods)

results sAIC[MC,2]=BIC(mods)

results sAIC[MC,3]=sqrt(sum((mods$residuals)*2)/(dat no-n_pred))
results SAIC[MC,4]=1-(sum(modsS$residuals"2)/sum((ys-mean(ys))"2))
results sSAIC[MC,5:(4+pred_no)]=w



