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WPLYW PARAMETROW STARTOWYCH NA TEMPO
ZBIEZNOSCI KOEWOLUCYJNEGO ALGORYTMU
GENETYCZNEGO

Streszczenie: W pracy tej zaprezentowano procedur¢ pozwalajaca zbada¢ wplyw parame-
trow startowych na tempo zbieznosci algorytmu genetycznego. Jej zaleta jest fakt, ze bie-
rze ona pod uwagg nie tylko sama szybko$¢ znalezienia rozwigzan bliskich optymalnym,
ale rowniez stabilno$¢ wynikéw. Przedstawiong metode wykorzystano nastepnie do wyboru
najlepszej wartosci parametrow pewnego koewolucyjnego algorytmu analizy portfelowe;.
Wykazano przy tym, ze dla zadania dwukryterialnego daje on lepsze wyniki, niz niezalez-
ne przebiegi zwyklego algorytmu genetycznego przetwarzajacego jedna populacje na raz.
Jednocze$nie jednak wymiana informacji pomiedzy niszami podlegajacymi koewolucji
powinna zosta¢ przerwana, gdy znajdziemy juz zestaw rozwigzan bliskich optymalnym.
Wykazano tez znaczny wplyw parametréw mutacji na zbieznos¢ algorytmu.

Stowa kluczowe: algorytmy genetyczne, koewolucja, zbiezno$¢ rozwigzan.

Wprowadzenie

Celem tej pracy byto zbadanie, w jaki sposob dobor parametrow startowych
algorytmu genetycznego wplywa na szybko$¢ znalezienia rozwigzan subopty-
malnych. Testy przeprowadzono na przyktadzie algorytmu analizy portfelowej
wykorzystujacego dane o kursach akcji z indeksu WIG20.

Ustalenie optymalnego sktadu portfela inwestycyjnego jest w istocie za-
gadnieniem dwukryterialnym. Naszym celem jest zapewnienie jak najwyzszego
oczekiwanego zysku przy jednoczesnej minimalizacji ponoszonego przez inwe-
stora ryzyka. Dokladne zmierzenie preferencji i przypisanie im precyzyjnych
liczbowych wartosci jest jednak zadaniem bardzo skomplikowanym. Dlatego tez
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w praktyce wyznacza si¢ zwykle pewien zestaw portfeli o zréznicowanych pa-
rametrach, sposrod ktorych decydent moze wybraé ten, ktory najlepiej odpowia-
da jego oczekiwaniom [Laumans i in., 2001, s. 4-5].

Aby otrzymac taki zestaw portfeli z uzyciem algorytmu genetycznego po-
stuzono sie¢ niszami ewolucyjnymi utworzonymi dzieki mechanizmowi koewo-
lucji. Polega on na rownoczesnym prowadzeniu obliczen dla grupy oddzielo-
nych od siebie podpopulacji, pomigedzy ktéorymi mozliwa jest jednak wymiana
pewnych informacji genetycznych. Przetwarzany zbior rozwigzan zostal wigc
podzielony na mniejsze cze$ci, w ktorych poszukiwano portfeli o nieco innym
stosunku zysku do ryzyka. Pomiedzy tymi podzbiorami zachodzita jednak wy-
miana informacji. Pierwszym zagadnieniem, ktore zbadano, byt wigc wplyw
parametrow tej wymiany na czas znalezienia rozwigzan.

Zaktadano, ze koewolucja pozwala doj$¢ w poblize rozwigzan optymalnych
szybciej, niz w przypadku niezaleznych przebiegéw algorytmu o rozdzielonych
populacjach. Poréwnano wigc rezultaty algorytmu koewolucyjnego z wynikami
niezaleznych przebiegéow algorytmu genetycznego dla oddzielonych od siebie
nisz. Sprawdzono tez, czy wymiana informacji miedzy podpopulacjami jest ko-
rzystna przez caly czas trwania obliczen, czy tez w pewnym momencie lepiej
jest ja przerwac. Postawiono hipoteze, ze w poczatkowej fazie dziatania algo-
rytmu wplyw wymiany informacji jest korzystny. P6zniej jednak, po znalezieniu
rozwigzan bliskich optymalnym, moze ona spowalnia¢ dalsze postgpy obliczen.
Zbadano tez, jak podobienstwo sasiadujacych ze soba nisz wptywa na efektywnosc¢
tej wymiany. Przypuszczano, ze im bardziej podobne warunki panuja w sasied-
nich niszach, tym lepsze efekty mozemy uzyskaé, przenoszac fragmenty rozwia-
zan pomig¢dzy nimi.

Drugim interesujacym nas elementem algorytmu byt mechanizm mutacji.
Wprowadza on niewielkie losowe zaburzenia w kodzie nowo tworzonych roz-
wigzan. Postanowiono sprawdzi¢, jak zmiany jego parametrow wplywaja na
tempo zbiezno$ci generowanych wynikow. Zwykle przyjmuje sie, ze mecha-
nizm ten ma stosunkowo niewielkie znaczenie dla sprawnego dziatania algoryt-
mu. Zaleca si¢ wi¢c, zeby prawdopodobienstwo mutacji byto stosunkowo mate
[Goldberg, 2003, s. 31]. Przed przeprowadzeniem testow zaktadano, Ze najlep-
sze wyniki otrzymamy dla stosunkowo niskiego bazowego prawdopodobienstwa
mutacji. Proponowano tez, aby w mutowanych rozwiazaniach przecietnie zmia-
nie ulegaly tylko warto$ci pojedynczych genow. W ten sposob zminimalizowano
by szanse, ze korzystna mutacja, kiedy juz si¢ pojawi, zostanie zniwelowana
niepozadanymi zmianami innych fragmentow kodu.
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Aby sprawdzi¢, w jaki sposob poszczegdlne parametry wpltywaja na dziata-
nie algorytmu, wygodnie jest wykorzysta¢ obliczenia na kracie. Ze wzglgdu na
ograniczenia czasowe zdecydowano si¢ jednak nie testowa¢ wszystkich mozli-
wych zestawow parametrow, a jedynie wybrane ich warianty. Pomyst wykorzy-
stania obliczen na kracie do wyboru najlepszych parametréw algorytmu gene-
tycznego nie jest nowy [Angelova i Pencheva, 2001]. Na potrzeby tej pracy
przygotowano jednak procedure testowsg, ktérg mozna w tatwy sposéb wykorzy-
sta¢ dla dowolnego nowo tworzonego algorytmu. Jedynym warunkiem jest, aby
raport wynikoéw zawierat historie postepow funkcji przystosowania.

1. Wykorzystany algorytm genetyczny

Algorytmy genetyczne sa klasa metod metaheurystycznych wzorowanych
na zachodzacych w przyrodzie procesach dziedziczenia i ksztaltowania gatunkow.
Wyrdzniaja si¢ one tym, ze operuja nie na pojedynczych rozwigzaniach, ale na
pewnym ich zbiorze nazywanym populacjg. Rozwigzania te, nazywane osobni-
kami, nie sg jednak zapisywane w sposéb jawny. Przechowuje si¢ je w odpo-
wiednio zakodowanej postaci, zaleznej od specyfiki rozwigzywanego zadania.
W kolejnych iteracjach algorytm laczy ze soba fragmenty kodow poszczegol-
nych rozwigzan. Proces ten nazywany jest krzyzowaniem. Z populacji wybiera
si¢ losowo dwa lub wigcej osobniki nazywane rodzicami i na podstawie ich ko-
doéw tworzy sie rozwigzania potomne. Krzyzowanie jest w znacznej mierze ope-
racjg losowg. Preferuje ono jednak osobniki o najlepszych wartosciach przysto-
sowania, bedacego odpowiednikiem funkcji celu w klasycznych metodach
optymalizacji. Dzieki temu w kolejnych iteracjach jako$¢ rozwigzan stopniowo
ulega poprawie. Nowo utworzone rozwiagzania moga tez ulec niewielkim loso-
wym zaburzeniom, czyli mutacji. Zwykle ma ona utrzyma¢ odpowiednia rdzno-
rodnos$¢ populacji oraz przeciwdziata¢ blokowaniu si¢ algorytmu w lokalnych
ekstremach funkcji celu. Obszerny opis budowy i zastosowan algorytméw gene-
tycznych mozna znalez¢ m.in. w pracach Goldberga [2003] i Arabasa [2001].

Algorytmy genetyczne moga z poczatku wydawac si¢ zbyt losowe, jednak
w praktyce okazuja si¢ bardzo skuteczne w szerokiej gamie zadan optymalizacji
[Goldberg, 2003, s. 141-144]. W szczegolnosci wskazaé za§ mozna wiele zasto-
sowan w interesujgcej nas tu dziedzinie finanséw [Gwiazda, 1998].

W pracy wykorzystano algorytm koewolucyjny, czyli taki, w ktérym roéw-
noczesnie przetwarzaniu podlega zestaw autonomicznych podpopulacji [Arabas,
2001, s. 236-239]. Nie sg one jednak w pelni od siebie oddzielone. Mozliwa jest
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ograniczona wymiana informacji pomiedzy nimi. Mechanizm ten uzywany jest
do tworzenia nisz ewolucyjnych [Goldberg, 2003, s. 200-210]. Wykorzystywana
jest ona, aby zapewni¢ wyznaczenie zestawu rozwigzan o réoznych wlasnosciach
w jednym przebiegu obliczen. Koewolucja nie jest jedyna znang technika roz-
wigzywania zadan wielokryterialnych za pomocg algorytmow genetycznych.
Istniejg rowniez inne metody umozliwiajagce wyznaczenie zestawu rozwigzan
niezdominowanych w jednym przebiegu obliczen [Laumans i in., 2001]. Dla
naszych potrzeb okazata si¢ jednak bardzo wygodna w zastosowaniu.

Celem wykorzystanego algorytmu byto znalezienie jak najlepszego zestawu
portfeli akcji. Jako$¢ rozwigzan opisywana byta wazong funkcjg oczekiwanej stopy
zwrotu 1 jej semiwariancji celowej [Markowitz, 1970, s. 188-201]. Jako warto$¢
celu przyjeto zero, co oznacza ze ryzyko zwigzane byto wylacznie z poniesieniem
straty. Takie podej$cie nazywane jest negatywna koncepcja ryzyka [Jajuga, 2007,
s. 13]. Wagi obu sktadnikow musiaty by¢ nieujemne i sumowac si¢ do jednosci.

Zbior rozwigzan podzielony byt na mniejsze czesci. Kazdej z nich przypi-
sano nieco inne wartosci wag obu sktadnikow przystosowania. W pierwszej
poszukiwano mozliwie najbezpieczniejszego portfela. W kolejnych podzbiorach
waga zysku stopniowo rosla, a ryzyka malata, az w ostatnim jedynym kryterium
stawatl si¢ zysk. Zbiory rdzniace si¢ od siebie o jeden krok wartosci wag uzna-
wano za sgsiadujgce. Istotne jest, ze zarbwno semiwariancja prosta, jak i celowa
sg nier6zniczkowalne, co uniemozliwia stosowanie ich jako parametréw funkcji
celu w klasycznych metodach optymalizacji [DeFusco i in., 2013]. Na szczgscie
zastosowanie algorytmu genetycznego pozwala nam oming¢ ten problem.

Rozwigzania kodowane byly jako ciag liczb rzeczywistych z przedziatu od
0 do 20 odpowiadajacych jednej z branych pod uwage spotek. Udziaty konkret-
nych akcji w portfelu byly wyznaczane jako udziat wartosci danej liczby w su-
mie wszystkich wartosci w ciggu kodowym. W zapisie tym istotne jest, aby dol-
na dopuszczalna warto$¢ genu byta zerowa. Przyjecie innych wartosci utrudni
odkodowanie rozwigzan. Gorna warto§¢ ma mniejsze znaczenie. Nalezy jednak
pamigtac, aby zmiany wartosci genow w procedurze mutacji byly wzgledem nie;j
stosunkowo male.

Zastosowanie takiego systemu wymusito specyficzng budoweg operacji
krzyzowania. Kazda z warto$ci w kodzie nowo tworzonego osobnika pochodzita
od losowo wybranego rodzica, ale podlegata korekcie ze wzgledu na taczng
sume warto$ci w kodach obu rodzicow. W kazdej iteracji algorytmu tworzono
tylko jedno nowe rozwigzanie dla kazdej niszy. Aby ustali¢, gdzie nalezy je
umiesci¢, losowano z wiasciwej podpopulacji trzy rozwigzania. Nowy osobnik
zastepowal najgorsze z nich. Mechanizm ten zmniejszal szansg¢ utraty najlep-
szych rozwigzan wskutek zbytniej losowosci operacji genetycznych.
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Mutacja przeprowadzona byta dwustopniowo. Najpierw dla kazdego nowo
tworzonego rozwiazania sprawdzano, czy moga wystapi¢ w nim losowe zabu-
rzenia genow. Jesli odpowiedz byta twierdzaca, wykonywano dodatkowe testy
dla kazdej wartosci w jego zapisie kodowym. Wylosowane w ten sposob pozy-
cje byly nastepnie modyfikowane w niewielkim stopniu w gore lub w dot.

2. Procedura testowa

Obliczenia podzielono na dwie glowne grupy. W pierwszej badano wpltyw
zmian wartosci kontrolujacych ilo$¢ nisz 1 wymiang informacji pomi¢dzy nimi.
W drugiej zmianie ulegaly parametry operatora mutacji. Dla kazdego badanego
zestawu parametrow startowych obliczenia przeprowadzono po tysigc razy. Na-
stepnie zebrano wyniki ze wszystkich przebiegdw i podzielono je na grupy we-
dhug tego, jakie parametry ulegaly zmianie w kolejnych seriach obliczen.

Dla kazdej serii testow wyniki nastepnie rozdzielono wedtug nisz, dla kto-
rych je uzyskano. Raporty zawieraly najlepsze znalezione wartosci w kolejnych
iteracjach algorytmu. Sposrod wszystkich koncowych rozwigzan w danej niszy
dla badanego zestawu wartosci startowych wybierano najlepszy znaleziony port-
fel. Nastepnym krokiem byto ustalenie, w ktorej iteracji w kazdym z przebiegdw
znaleziono rozwigzania dostatecznie bliskie najlepszemu. Jako wartosci granicz-
ne przyjeto odchylenia od wartosci najlepszego przystosowania o nie wigcej niz
0,1%, 0,01% 1 0,001%.

Dla przebiegdéw o identycznych parametrach wyznaczano mediang iteracji,
w ktorej osiggnigto kazdy z progow. W przypadku, gdy zadanej wartosci nie
udato si¢ uzyskac, przyjmowano do jej wyznaczenia moment zakonczenia obli-
czen, czyli 100 000 pokolen. Miato to miejsce gtdownie w przypadku przebiegdw
o bardzo niskim prawdopodobienstwie zaj$cia mutacji. Mediana wydaje si¢ lep-
sz miarg niz zwykla srednia, gdyz jest mniej wrazliwa na pojawienie si¢ niety-
powych wynikow.

Znajac mediang momentu osiaggni¢cia celu, mozna byto juz fatwo ustali¢, ktore
warto$ci parametrow pozwolily najszybciej znalez¢é rozwigzania dostatecznie bli-
skie optymalnym. Podejscie takie jest znacznie bardziej czasochtonne, niz porow-
nanie tylko pojedynczych przebiegow algorytmu przy réznych wariantach usta-
wien. Bierze ono jednak pod uwage stabilno$¢ rozwigzan, co dla algorytméw
genetycznych wykorzystujacych wiele operacji losowych jest bardzo istotne.

Domyslnie populacje¢ dzielono na 15 nisz, z ktorych kazda zawierata po 30
rozwigzan. Wagi zysku i ryzyka w kolejnych niszach przedstawia tabela 1.
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W podstawowym wariancie prawdopodobienstwo wyboru rozwigzania do
mutacji wynosito poczatkowo 0,1 i rosto o 0,09 po kazdych 100 iteracjach bez
poprawy najlepszego wyniku w danej niszy. Prawdopodobienstwo mutacji kon-
kretnego genu we wskazanych osobnikach bylo state i wynosito domyslnie 0,05.

Tabela 1. Wartosci wag sktadowych funkcji przystosowania w kolejnych niszach

Nisza 1 2 3 4 5 6 7 8
Zysk 0 0,071 0,143 0,214 0,286 0,357 0,429 0,5
Ryzyko 1 0,929 0,857 0,786 0,714 0,643 0,571 0,5
Nisza 9 10 11 12 13 14 15 X
Zysk 0,571 0,643 0,714 0,786 0,857 0,929 1 X
Ryzyko 0,429 0,357 0,286 0,214 0,143 0,071 0 X

Powyzszg metode mozna dostosowac dla wtasciwie dowolnych algorytmow
genetycznych. Konieczne jest jedynie, aby program udostepnial w koncowym
raporcie nie tylko koncowe wyniki, ale rowniez historie postepoOw przystosowa-
nia najlepszych rozwiazan. Wielokrotne powtorzenie obliczen i wyznaczenie
mediany momentu osiggni¢cia celu pozwala wyznaczy¢ takie parametry, ktore
daja nam duza szansg¢ znalezienia satysfakcjonujacych wynikéw w pojedynczym
przebiegu obliczen. W przypadku jednak, gdy uzytkownik chce by¢ jeszcze
ostrozniejszy, mediane mozna roéwniez zastapi¢ innymi, bardziej restrykcyjnymi,
kwantylami rozktadu.

3. Testy wymiany informacji

Zacznijmy od przyjrzenia si¢ wynikom testow wymiany informacji pomie-
dzy niszami. Przeprowadzono trzy serie obliczen dla 3, 7 i 15 nisz. W kazdym
przypadku wymiana mogla by¢ catkowicie wylaczona, zosta¢ ograniczona do 5,
10, 15, 20, 25, 50 lub 75 tysigcy pokolen, lub tez odbywac si¢ bez zadnych
ograniczen. Jak juz wyzej wspomniano, dla kazdego z wariantow obliczenia
powtorzono po 1000 razy. Aby dokona¢ poréwnania pomigdzy wariantami wy-
brano 3 nisze, ktére wystepowaty w kazdym z nich. Wyniki uzyskane dla pierw-
szej, w ktorej kryterium przystosowania jest jedynie ryzyko, zawiera tabela 2.



106

Michat Kameduta, Jan Gajda

Tabela 2. Liczba pokolen potrzebnych do osiagni¢cia wymaganej precyzji

dla pierwszej niszy

Nisza 3 nisze 7 nisz 15 nisz
pierwsza odchylenie (%) odchylenie (%) odchylenie (%)
Limit 0,1 0,01 0,001 0,1 0,01 0,001 0,1 0,01 0,001
0 tys. 12917 15448 | 21571 12993 15490 | 21930 13 057 15572 | 21637
5 tys. 6104 7701 12 194 2275 4792 8963 1310 2681 7770
10 tys. 6654 9434 13 925 2322 4813 11016 1331 2704 8883
15 tys. 6757 9598 16 404 2290 4704 11427 1318 2762 9361
20 tys. 6872 9588 16919 2308 4988 11296 1325 2775 9119
25 tys. 6668 9500 16 183 2319 4918 11798 1317 2759 9057
50 tys. 6741 9558 16 816 2280 4777 11 470 1325 2676 8999
75 tys. 6641 9617 16 734 2309 4988 11 633 1312 2667 9084
100 tys. 6682 9348 16 636 2318 4951 11 566 1333 2761 9126

Bez wymiany informacji pomiedzy niszami algorytm dziata wyraznie wol-
niej niz w pozostatych wariantach. Tempo zbiezno$ci jest tez w takim przypadku
niezalezne od liczby nisz w populacji. Gdy wymiana informacji jest dopuszczal-
na, liczba pokolen potrzebna do osiggni¢cia kolejnych progéw wyraznie spada.
Obserwacje te powtarzaly sie rowniez w dalszych eksperymentach. Zauwazmy,
ze brak wymiany informacji jest rownoznaczny z przeprowadzeniem serii cat-
kowicie niezaleznych przebiegow algorytmu genetycznego dla pojedynczych
nisz. Mozemy wiec uznaé, ze zastosowanie algorytmu koewolucyjnego rzeczy-
wiscie daje wyniki szybciej niz calkowicie niezalezne przebiegi obliczen dla

oddzielonych od siebie populacji.

Tabela 3 przedstawia wyniki, jakie otrzymalis$my dla srodkowej z badanych

nisz. Zysk i ryzyko traktujemy tu jako jednakowo wazne.

Tabela 3. Liczba pokolen potrzebnych do osiagnigcia wymaganej precyzji

dla srodkowej niszy

Nisza 3 nisze 7 nisz 15 nisz
srodkowa odchylenie (%) odchylenie (%) odchylenie (%)

Limit 0,1 0,01 0,001 0,1 0,01 0,001 0,1 0,01 0,001
0 tys. 16674 | 20481 | 30705 | 16689 | 20260 | 31003 | 16481 | 20298 | 30207
5 tys. 7147 | 10717 | 20760 | 2566 | 6720 | 15507 | 1504 | 6088 | 14291
10 tys. 8472 | 12692 | 22078 | 2660 | 9790 | 18774 | 1526 | 7177 | 17104
15 tys. 8490 | 15241 | 24270 | 2689 | 9924 | 21364 | 1512 | 7114 | 20310
20 tys. 8681 | 15649 | 26942 | 2731 | 10051 | 24524 | 1509 | 7363 | 23441
25 tys. 8689 | 16113 | 30450 | 2697 | 9941 | 27062 | 1522 | 7303 | 26594
50 tys. 8508 | 16651 | 39658 | 2728 | 9979 | 29434 | 1512 | 7241 | 27549
75 tys. 8570 | 15985 | 38944 | 2705 | 9980 | 30657 | 1501 7127 | 26737
100 tys. 8613 | 16158 | 36733 | 2726 | 10057 | 30759 | 1513 | 7455 | 27287
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Uzyskane wyniki sa podobne, jak w poprzednim przykladzie. Liczba itera-
cji konieczna do osiagniecia kolejnych wyznaczonych celdow przystosowania
byta jednak wyzsza we wszystkich testowanych wariantach. Wynika to z faktu,
ze w Srodkowej niszy optymalna warto$¢ przystosowania jest znacznie blizsza
zeru. W rezultacie, uzywajac procentowych odchylen od najlepszego wyniku,
stosujemy bardziej surowe kryterium niz w poprzednim przypadku.

Zwro¢my uwage, ze roznice pomig¢dzy liczbg iteracji wskazanej dla pelnej
wymiany informacji oraz dla przerwania jej po 5 tysigcach pokolen sg tu znacz-
nie wyrazniejsze niz w poprzednim przyktadzie. Podczas gdy w pierwszej niszy
roznice wynosily ok. 20%, tym razem petna wymiana informacji opdznia znale-
zienie ostatniego progu ok. dwukrotnie w poréwnaniu z najlepszym wariantem.
Wymagana liczba pokolen wyraznie ro$nie, réwniez gdy poréwnujemy kolejne
progi w tym samym wariancie ustawien. Mozemy wigc uzna¢, ze im wigkszej
precyzji wynikéw zadamy, tym korzystniejsze jest stosunkowo wczesne prze-
rwanie wymiany informacji pomig¢dzy niszami.

Na koniec przyjrzymy si¢ wynikom uzyskanym dla niszy koncowej, w ktorej
jedynym branym pod uwage kryterium byt zysk. Poniewaz znamy dla niej do-
ktadne rozwigzanie, do listy celow dodano moment jego znalezienia, czyli zero-
we odchylenie od najlepszego wyniku. Rezultaty testow przedstawia tabela 4.

Tabela 4. Liczba pokolen potrzebnych do osiagni¢cia wymaganej precyzji
dla ostatniej niszy

Nisza 3 nisze 7 nisz 15 nisz
ostatnia odchylenie (%) odchylenie (%) odchylenie (%)
Limit | 0,1 | 001 | 0,001 0 0,1 0,01 | 0001 | 0 0,1 | 001 | 0,001 0

0 tys. 57062 | 57996 | 58 101 | 58 101 | 57 537 | 58 673 | 58 704 | 58 714 | 57 342 | 58 274 | 58 324 | 58 324
5 tys. 47611 | 48579 | 48 687 | 48 687 | 39931 | 40921 | 41051 | 41 052 | 37406 | 38403 | 38458 | 38467
10tys. [ 47795 | 48628 | 48757 | 48 757 | 41 195 | 42240 | 42336 | 42336 | 39224 | 40 180 | 40 181 | 40 181
15tys. [ 49284 | 50343 | 50434 | 50434 | 42985 | 43940 (43955 | 44012 | 40601 | 41 645 | 41 767 | 41 767
20tys. | 51121 | 51961 | 52039 | 52059 | 44 146 | 45026 | 45147 | 45147 | 39046 | 40 128 | 40255 | 40273
25tys. | 52907 | 53953 | 54090 | 54103 | 42672 | 43585 |43 818 | 43 818 | 31558 | 32481 | 32536 | 32536
50tys. | 42228 | 42875 | 42878 | 42878 | 35592 | 36 740 | 36835 | 36 844 | 35041 | 36309 | 36444 | 36 444
T5tys. | 41785 | 42319 | 42423 | 42434 | 35749 | 36 813 36951 | 36951 | 34991 | 36376 | 36497 | 36 503
100 tys. | 42073 | 42707 | 42728 | 42728 | 35636 | 36602 | 36709 | 36 715 | 34917 | 36 444 | 36 616 | 36 637

Dla 15 nisz korzystne bylo przerwanie wymiany przed zakonczeniem obli-
czen, doktadniej za$ po 25 tysigcach iteracji. Rezultaty wyraznie odbiegaja jed-
nak tym razem od dwoch poprzednich przykladow. Wynika to gtéwnie z faktu,
ze funkcja przystosowania zachowuje si¢ tutaj nieco inaczej niz w pozostalych
niszach. Jej postepy w losowo wybranym przebiegu algorytmu dla 15 nisz
przedstawia rys. 1.
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Zauwazmy, ze dla niszy 14 wykres bardzo szybko ulega sptaszczeniu. Po-
dobnie zachowuje si¢ przystosowanie w wiekszosci pozostatych podpopulacji,
rowniez tych, ktore pominigto dla lepszej czytelnosci wykresu. Wyjatkiem jest
tu nisza 15, dla ktorej do$¢ wyrazny wzrost przystosowania utrzymuje si¢ przez
kilkadziesiat tysigcy pokolen. Przypuszczalnie wynika to z faktu, ze zastosowa-
ny operator krzyzowania nie sprawdza si¢ przy wyznaczeniu warto$ci zmien-
nych na krancach dopuszczalnego przedziatu. Poniewaz optymalne rozwigzanie
w niszy 15 sktada sie z akcji tylko jednej spdtki, uzyskanie go jest w duzej mie-
rze zalezne od sprawnego dziatania mutacji.

0,3
0,2 {
0,1 -
‘ N isza 15
O r T T T 1
Nisza 14
10000 20000 30000 40000
-0,1 Nisza 10
03 { e N iS22 S
e N iS2a 1
-0,3
-0,4
-0,5

Rys. 1. Postepy funkcji przystosowania w wybranych niszach w zaleznosci od numeru
iteracji algorytmu

We wszystkich przypadkach ze wzrostem liczby podpopulacji malata liczba
pokolen wymaganych do osiagnigcia kolejnych progéw. Gdy warunki w sasia-
dujacych niszach sa do siebie zblizone, krzyzujemy miedzy nimi bardziej po-
dobne rozwigzania. Tym samym wigksze sa szanse, ze przeniesione geny beda
dobrze sprawdzac si¢ w nowym $rodowisku. Zatem im wigcej nisz, tym mniej
iteracji potrzebujemy na znalezienie si¢ w obszarze rozwigzan suboptymalnych.

Nie oznacza to jednak, ze powinnismy mnozy¢ nisze ponad potrzebg. Dla
wigkszej liczby bardziej podobnych do siebie nisz dobre rozwigzania znajduje-
my w mniejszej liczbie iteracji. Jednoczesnie jednak wraz z ich liczba wzrasta
taczny czas dziatania algorytmu. Wykonanie 100 tysigcy iteracji zajmowato dla
3 nisz 25 sekund, dla 15 za$ ok. 2 minut. Tymczasem liczba iteracji wymaga-
nych do znalezienia trzeciego z wymaganych progdéw przy wzroscie liczby nisz
z 3 do 15 spadata w najlepszym wypadku o 46%. Zwykle bylo to za§ wyraznie
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mniej. Zwigkszenie liczby podpopulacji wydtuza wiec czas potrzebny na uzy-
skanie wynikow bardziej niz oszczednosci, jakie mozemy uzyskaé, odpowiednio
zmniejszajac liczby pokolen algorytmu. Zatem jesli zalezy nam na czasie, a jed-
noczesnie nie potrzebujemy oszacowan zbyt wielu réznych wariantow rozwig-
zan, lepiej jest stosowac niewielkg ich liczbe.

4. Testy dzialania mutacji

Drugim z elementoéw algorytmu, ktory przetestowano, byl mechanizm mu-
tacji. Jak juz wspomniano, operacja ta byta prowadzona dwustopniowo. Zbada-
no wigc, jakie wartosci prawdopodobienstwa w obu testach zapewniajg najszyb-
sze znalezienie rozwigzan suboptymalnych. Wykonano w tym celu dwie serie
obliczen. W pierwszej modyfikowano prawdopodobienstwo wyboru rozwigza-
nia, w ktorym wprowadzano zaburzenia. W drugiej za$ dla ustalonego prawdo-
podobienstwa wyboru mutowanych rozwigzan zmianie ulegato prawdopodo-
bienstwo zmiany poszczegdlnych wartosci genow.

Zacznijmy od zbadania réznych wartosci prawdopodobienstwa wyboru mu-
towanego rozwigzania. Wykonano testy dla 11 wariantow ustawien. Minimalne
prawdopodobienstwo wynosito 0,01. Nastgpne wartosci byty zas wielokrotno-
$ciami 0,1. Wymagane progi dokladnosci byly takie same, jak w przypadku
testow dziatania nisz, czyli 0,1%, 0,01% i 0,001%. Dla lepszej przejrzystosci
wynikoéw zaprezentowano jednak wylacznie rezultaty uzyskane dla trzeciego z nich.
Przypomnijmy tez, ze domysine prawdopodobienstwo w tescie mutacji drugiego
stopnia wynosito 0,05. Uzyskane wyniki przedstawia tabela 5.

Tabela 5. Mediana liczby pokolen, po ktérych znaleziono wynik odbiegajacy
od najlepszego o 0,001%, w zaleznosci od niszy i prawdopodobienstwa
mutacji pierwszego stopnia

P. Nisza

mutacji | 2 3 4 5 6 | 7 8 o 1o | | 2] 13| 14| 15
0,01 |44 29513 422[17 576[34 242[51 24521 370[80 376] 1E+05 [82 612]21 471{14 671(11 033|20 89620 886| 1E+05
0,10 | 9256 | 6022 | 8134 |10 970|13 88610 324|21 597[30 81025 197] 8498 | 5950 | 5290 | 6776 | 6144 |38 619
0,20 | 5554 | 4235 | 5629 | 7239 | 8946 | 7212 |13 438] 18 800 |16 231| 6427 | 4171 | 4099 | 5193 | 4823 |24 186
030 | 4237 | 3712 | 4751 | 5527 | 6989 | 5671 [10079]13 271[12739] 4918 | 3632 | 3596 | 4533 | 4229 |18 725
040 | 3507 | 3272 | 4136 | 4840 | 5887 | 4859 | 8422 | 1104810 176] 4361 | 3160 | 3331 | 4167 | 3884 | 16 069
0,50 | 3161 | 3089 | 3689 | 4260 | 5172 | 4311 | 7114 | 9146 | 9088 | 4025 | 3034 | 3085 | 3818 | 3638 | 14219
0,60 | 2859 | 2877 | 3350 | 3975 | 4654 | 3997 | 6522 | 8585 | 7957 | 3895 | 2813 | 2852 | 3666 | 3536 |13 163
0,70 | 2684 | 2775 | 3264 | 3731 | 4325 | 3815 | 6210 | 7841 | 7397 | 3512 | 2701 | 2821 | 3513 | 3379 |12 410
0,80 | 2533 | 2789 | 3181 | 3593 | 4227 | 3550 | 5645 | 7190 | 6692 | 3299 | 2673 | 2709 | 3407 | 3302 | 11712
0,00 | 2495 | 2701 | 3096 | 3474 | 3914 | 3483 | 5361 | 6773 | 6419 | 3375 | 2648 | 2707 | 3325 | 3272 | 11276
1,00 | 2366 | 2636 | 3039 | 3424 | 3828 | 3526 | 5149 | 6513 | 6380 | 3252 | 2612 | 2647 | 3262 | 3218 |11 029
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Losowanie mutowanych osobnikoéw z prawdopodobienstwem 0,01 prowa-
dzito do bardzo wolnych postepdéw algorytmu. Zwigkszenie tej wartosci do 0,10
zmniejsza wymagang liczbe iteracji co najmniej o potowg. W wielu niszach
roznica jest jednak jeszcze wicksza. Dalsze jej podnoszenie pozwala jeszcze
bardziej skroci¢ obliczenia. Cho¢ spodziewano si¢, ze optymalne prawdopodo-
bienstwo bedzie stosunkowo niskie, w rzeczywistosci okazalo sie, ze najlepsze
wyniki uzyskano, gdy wynosito ono 1. W praktyce wigc najlepiej sprawdzata si¢
mutacja jednostopniowa, pomijajagca losowy wybor osobnikow i testujaca wy-
stapienie losowych zaburzen dla wszystkich gendéw w populacji.

Oznacza to, ze przyjete na poczatku zatozenie o zwigkszaniu prawdopodo-
bienstwa mutacji pierwszego stopnia, gdy zbyt dlugo nie nastepuje poprawa
wynikoéw, okazato si¢ niepotrzebne. Lepsze rezultaty dawato ustalenie tego pa-
rametru na stalym wysokim poziomie.

Pozostato nam jeszcze ustalenie, jakie powinno by¢ prawdopodobienstwo
zaburzenia konkretnych genow dla rozwigzan wybranych do mutacji. Przetesto-
wano jego wartosci z zakresu od 0,01 do 0,25. Ponownie ograniczymy si¢ do
przedstawienia wynikow dla zadanej doktadnosci 0,001%. Uzyskane wyniki
przedstawia tabela 6.

Tabela 6. Mediana liczby pokolen, po ktorych znaleziono wynik odbiegajacy
od najlepszego o 0,001%, w zaleznosci od niszy i prawdopodobienstwa
mutacji drugiego stopnia

P. Nisza

mutacji | 2 3 4 5 6 7 8 o |10 | 1| 12| 13| 14| 15
0,01 [20153] 9385 |13 094]19 510[24 966]16 527(36 347] 50 458 [40 89014 34710 316| 7731 [12 37611 724] 82 486
0,025 [12012] 6899 | 9763 [12 893[17 33511 742[26 793[33 449 [28 09110 227] 7268 | 6088 | 8391 | 7724 |50 444
0,05 | 9295 | 5717 | 8033 [10412[13 713] 9735 |20 737|27 427]22 858| 8325 | 5806 | 5202 | 6801 | 6246 |36 832
0,075 | 8487 | 5637 | 7790 [10 132[12 553] 9186 [19 283|25 805 |21 805 8145 | 5264 | 4877 | 6200 | 5717 32 085
0,1 | 8243 | 5236 | 7452 | 9902 [12 524 9153 {19 504]27 084[20 880 8113 | 5262 | 4771 | 5948 | 5527 [30 364
0,125 | 8619 | 5663 | 7490 [10325]13 420| 9278 |19 996|28 89622 064| 8393 | 5043 | 4794 | 5907 | 5352 [29 999
0,15 | 9398 | 5764 | 8076 |10 78214 38510 333]21 732[29 703 [22 479] 7610 | 5316 | 5036 | 5882 | 5359 30750
0,175 [10589] 6176 | 8857 |11 543[15 27910 777]24 348[35 066 [24 705 8605 | 5445 | 5158 | 5845 | 5310 |31 615
02 [12328] 6769 | 9732 12 645]16 58811 491]24 978]38 06026 180 8887 | 6041 | 5470 | 6148 | 5544 |33 352
0,225 (13 147| 6843 10 061]13 04217 884]12 582[29 397|45 275 |28 315 9322 | 5994 | 5461 | 6340 | 5618 |35 343
025 (14974 7606 |11 311]15 065[19 485]13 612[32 591[54 425[31 872[10 070] 6396 | 5423 | 6587 | 5878 |38 044

W wigkszosci przypadkow najlepsze rezultaty dawato prawdopodobienstwo
na poziomie 0,1 lub 0,125. Wplyw mutacji drugiego stopnia generalnie nie byt
az tak silny, jak stopnia pierwszego. Tym niemniej ustalenie jej prawdopodo-
bienstwa na zbyt wysokim lub zbyt niskim poziomie moze wyraznie spowolni¢
osiggniecie wymaganego celu. Dzieje si¢ tak zwlaszcza wowczas, gdy wyma-
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gamy wysokiej doktadnosci wynikow, jak np. w niszy nr 8. Nalezy tez zauwa-
zy¢, ze dla nizszych progéw doktadnosci preferowana byta bardziej intensywna
mutacja. Roznice w liczbie wymaganych do osiagniecia celu iteracji pomiedzy
prawdopodobienstwem 0,1 a 0,25 byly jednak w takim przypadku bardzo male.

Przeprowadzone testy wskazaly jako optymalne dosy¢ wysokie tgczne
prawdopodobienstwo zaj$cia mutacji. Jest to prawdopodobnie specyficzna cecha
zastosowanego algorytmu. Procedura wymiany rozwigzan pomigdzy pokolenia-
mi bazuje na podejsciu elitarnym, zabezpieczajac populacje przed nadmiernym
wplywem niepozadanych zaburzen, jednoczes$nie zachowujgc zmiany korzystne.
W rezultacie mutacja ma bardzo duzy wplyw na tempo zbiezno$ci obliczen.
Odpowiedni dobor jej parametrow pozwala wyraznie zmniejszy¢ liczbe pokolen
wymagang do uzyskania wynikow bliskich optymalnym w poréwnaniu z wa-
riantem bazowym. Projektujac nowy algorytm genetyczny, nie powinnismy wigc
z gory zaktada¢, ze wptyw mutacji bedzie niewielki.

Podsumowanie

Dzicki wymianie informacji pomigdzy niszami algorytmy koewolucyjne
dziataja szybciej, niz calkowicie niezalezne przebiegi algorytmu genetycznego
dla oddzielonych od siebie populacji. Wydaje si¢, ze wymiang t¢ jednak zwykle
warto przerwaé, gdy zblizymy sie do rozwigzan optymalnych. Czgsto nastepuje
to juz na do$¢ wezesnym etapie dziatania algorytmu. Gdy zbiezno$¢ rozwigzan
jest stosunkowo powolna, wskazane moze by¢ jednak dluzsze jej podtrzymywanie.
Dzigki zwigkszeniu liczby wykorzystywanych nisz mozemy zbiezno$¢ przyspie-
szy¢, cho¢ w praktyce nie uzyskamy dzieki temu oszczednosci czasu. Mozliwe
jest jednak ograniczenie w pewnym stopniu dtugo$ci trwania obliczen w sytu-
acjach, gdy potrzebujemy oszacowan wielu zréznicowanych rozwigzan.

Jak sie okazato, bardzo duzy wptyw na dziatanie algorytmu miato prawdo-
podobienstwo mutacji pierwszego stopnia. Wiasciwy jego dobor pozwalat przy-
spieszy¢ dziatanie algorytmu ok. trzykrotnie. Wptyw prawdopodobienstwa mu-
tacji drugiego stopnia byl mniejszy. Nie powinno by¢ ono jednak zbyt wysokie
lub niskie, zwlaszcza gdy chcemy uzyska¢ wyniki o duzej precyzji. Zwykle
przyjmuje si¢, ze mutacja ma tylko niewielkie znaczenie dla sprawnego dziata-
nia algorytmow genetycznych. Uzyskane wyniki wskazujg jednak, ze nie zawsze
musi to by¢ prawda.

Na koniec warto wyraznie zaznaczy¢, ze optymalne wartosci parametrow
startowych zalezg oczywiscie od konkretnego przypadku. Sama procedura ich
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wyboru, cho¢ czasochtonna, moze by¢ jednak z powodzeniem zastosowana wia-
sciwie dla dowolnego algorytmu genetycznego. Tym samym moze w dluzszym
okresie przynies¢ znaczne oszczednosci czasu w przypadkach, gdy spodziewamy
si¢ wielokrotnie stosowac ten sam algorytm genetyczny dla podobnych danych.
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IMPACT OF THE STARTING PARAMETERS ON THE CONVERGENCE
OF RESULTS FOR A COEVOLUTIONARY GENETIC ALGORITHM

Summary: In this work we propose a procedure for testing the impact of starting param-
eters on the convergence of a genetic algorithm. Although the described solution is quite
time consuming it takes into consideration both number of iterations required and stabil-
ity of obtained results. We then proceed to infer optimal values of such parameters for
a certain co-evolutionary portfolio analysis algorithm. We prove, that such an implemen-
tation is superior to simple genetic algorithms operating on a single population when
dealing with multi-objective fitness functions. However, the exchange of information
between different niches should not be enabled for too long. We also point out the big
impact that often disregarded mutation procedure can have on the convergence to sub-
optimal solutions. Interestingly, both too high and too low probability of mutation can
have a noticible negative impact on the performance of a given algorithm.

Keywords: genetic algorithms, co-evolution, convergence.





