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PROGNOZOWANIE DZIENNYCH OBROTOW
PRZEDSIEBIORSTWA ZA POMOCA ALGORYTMU
XGBOOST - STUDIUM PRZYPADKU

Streszczenie: Celem niniejszego artykulu bylo zbadanie mozliwosci wykorzystania
algorytmu Extreme Gradient Boosting (XGBoost) jako narzedzia prognozowania obro-
tow przedsigbiorstwa. Na studium przypadku wybrano udostepnione przez firme¢ Ross-
mann (wraz z prosbg o opracowanie innowacyjnej metody prognozowania) dane, obej-
mujace informacje z mikro- i makrootoczenia oraz obrotow 1115 oddzialow. Dziatanie
algorytmu poroéwnano z klasycznymi modelami SARIMAX i Holta—Wintersa, wykorzy-
stujac walidacj¢ krzyzowa oraz testy statystycznej istotnosci réznic trafnosci predykeji.
Badano metryki $redniego btgdu procentowego, wspotczynnik Theila oraz skorygowany
wspolczynnik determinacji. Wyniki przekazano do weryfikacji firmie Rossmann. Po-
twierdzono, iz XGBoost po zastosowaniu odpowiedniej obrobki danych i sposobu ucze-
nia osiaga lepsze rezultaty niz modele klasyczne.
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Wprowadzenie

Prognozowanie stanowi jedng z najistotniejszych metod przewidywania
zjawisk w dziatalno$ci organizacji i podmiotdw gospodarczych. W literaturze
zawarto wiele definicji, zgodnych jednak co do faktu, iz prognoza jest sagdem
odnoszacym si¢ do zdarzen przyszlych i niepewnych, ktérych mozliwe zaistnie-
nie przewiduje si¢ z wyprzedzeniem [Cie$lak, 2005, s. 20]. Prognozy o charakte-
rze naukowym muszg opiera¢ si¢ na dobrze sformutowanych teoriach i podda-
wac si¢ falsyfikacji poprzez empiryczng weryfikacje.
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Na przestrzeni lat nauki, takie jak statystyka, ekonometria czy informatyka,
wyksztatcily szereg narzedzi pozwalajacych na formutowanie prognoz. Zgodnie
jednak z zespotem twierdzen pod wspdlng nazwa No Free Lunch theorem
[Flach, 2012, s. 20] nie mozna wskaza¢ jednego, uniwersalnego modelu mozli-
wego do zastosowania we wszystkich sytuacjach. Nie ma watpliwosci, iz pewne
klasy probleméw poddaja si¢ tatwiejszemu modelowaniu za pomoca specyficz-
nej grupy algorytmow, inne za$ — grupy odmiennej. Wraz ze wzrostem ilosci
danych, jakimi dysponuja przedsigbiorstwa, coraz trudniejsze staje si¢ takie do-
branie modeli, aby z jednej strony zachowac ich czytelno$¢ dla odbiorcy bizne-
sowego, z drugiej zas — trafno$¢. Nabiera to szczegdlnego znaczenia w srodowisku
duzych wolumenéw danych (big data), skutecznie utrudniajagcym kompleksowa
1 wyczerpujacg analize.

Celem niniejszego artykutu jest przedstawienie innowacyjnego zastosowa-
nia algorytmu XGBoost [Chen, Guestrin, 2016] do prognozowania obrotow.
Zostal on stworzony jako klasyfikator i narzgdzie regresji, nie za$ jako system
prognozowania szeregéw czasowych. Badania wykazaty jednak, iz dzigki od-
powiedniej obrobce wstepnej danych i ich przygotowaniu, mozliwe jest uzycie
omawianego algorytmu w przedstawionym konteks$cie.

1. Studium przypadku — kontekst biznesowy

W 2016 r. firma Rossmann (zwana dalej Firmg lub Organizatorem) upu-
blicznita na platformie Kaggle.com (zwanej dalej Platformg lub Portalem) czg-
sciowo zanonimizowane dane operacyjne dotyczace swojej dziatalnosci, po-
czawszy od 2013 r., wraz z uzyskanymi obrotami (waluta oraz jednostka
nieujawnione). Ufundowata nagrody dla osob, ktore znajda nowy sposob pro-
gnozowania obrotéw ze sprzedazy [www 1]. Firma chciata otrzymac lepsze wyni-
ki niz klasyczne modele oparte na metodach, takich jak: ARIMA, SARIMA,
ARIMAX, ETS.

Udostepnione informacje zawieraly szczegély mikro- i makrootoczenia
1115 poszczegolnych oddziatow Firmy (bliskos¢ konkurenta, od ilu lat operuje
on w poblizu, jak duzy asortyment posiada dana placéwka, ile byto aktywnych
promocji itd.) oraz charakterystyke okresu kalendarzowego (§wigta panstwowe,
ferie szkolne itd.). Dane byly miejscami znieksztatlcone, nieprawidtowe lub
W oczywisty sposob sprzeczne ze soba. Mimo to, zdaniem Organizatora, mozli-
we byto zidentyfikowanie, na podstawie podanych atrybutow, istotnych trendow
i korelacji, a nastepnie opisanie ich za pomoca modelu predykcyjnego, zdolnego
ekstrapolowa¢ na przysztos¢. Organizator okreslit kryterium trafnosci, wedtug
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ktérego oceniat dostarczone rozwigzania — pierwiastek zmodyfikowanego [www 2]'
sredniego wzglednego btedu prognozy ex post, w przedziale weryfikacji obej-
mujacym daty 1.08.2015-17.09.2015, nazwanego root mean square percentage
error (RMSPE):

n

1 o2
RMSPE = —Z(y‘ y‘)
n Vi

i=1

gdzie:

y; — wartos¢ zmiennej endogenicznej w i-tej jednostce czasu,

¥, — warto$¢ prognozowana zmiennej endogenicznej w i-tej jednostce czasu.
Weryfikacja trafnosci predykcji odbywa si¢ za pomoca platformy Kaggle.com,

dzieki automatycznym i pozostajgcym poza kontrolg lub wptywem autora skryp-

tom Organizatora, na zadanym zbiorze danych kontrolnych.

2. Przeglad badan

Wykorzystanie algorytmu XGBoost w ekonomii do prognozowania szere-
gow czasowych badane bylo pod kilkoma wzgledami. Podejmowano proby uzy-
cia go jako narzedzia przewidywania cen ropy naftowej [Gumus, Kiran, 2017]
oraz rentowno§ci portfela akcji [Ghosh, Purkayastha, 2017] na podstawie danych
o zmianach kurséw walut — Open-High-Low-Close (OHLC). W obu przypadkach
jednak postugiwano si¢ zbiorem z tylko jednym rodzajem zmiennych — wyliczo-
nymi indeksami sezonowymi oraz usrednionymi warto$ciami zmiennej zaleznej
w réznych przekrojach.

Inne publikacje podejmowaty préby opracowania hybrydowego modelu ta-
czacego wartosci resztowe ARIMA z gradientowymi predykcjami XGBoost
[Gurnani i in., 2017]. W takim kontek$cie wyniki ARIMA staja si¢ zmienng
egzogeniczng. Metodologicznie najblizsza niniejszemu opracowaniu jest praca
poréwnujaca model XGBoost, ARIMA 1 naiwny klasyfikator Bayesowski [Pav-
lyshenko, 2016] — autor zastosowat podejscie autoregresyjne do szkolenia modelu
XGBoost, uzywajac dwoch zmiennych niezaleznych, informujacych o zyskach
przedsiebiorstwa w dniu poprzedzajacym oraz ilosci transakcji.

! Nalezy w tym miejscu zaznaczy¢, iz wzér ewaluacyjny dostarczony przez Organizatora jest
odmienny od definicji [m.in. Cieslak, 2005, s. 51], jednak przedstawiona wyzej posta¢ zgodna
jest ze stanem faktycznym. W dalszej czgsci tekstu autor bedzie si¢ odwotywat do RMSPE jako
funkcji zdefiniowanej przez Organizatora, natomiast wzgledny blgd prognozy ex post w prze-
dziale weryfikacji rozumiany bedzie zgodnie z podrecznikowg definicja.
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Zadna z wyzej wymienionych publikacji nie skupia sie szczegdlowo na
sposobie uzyskania najlepszej predykcji w algorytmie XGBoost, innymi stowy
nie odnosi si¢ do kwestii, w jaki sposob systematycznie przygotowa¢ dane dla
modelu. Cytowane podejscia nie wskazujg tez, ktore zmienne okazaty si¢ final-
nie najistotniejsze w procesie predykcji. Ich autorzy nie korzystali takze z dodat-
kowej kategorii zmiennych egzogenicznych, ktorymi sg tzw. dane przekrojowe,
czyli informacje niezmienne w czasie, pochodzace np. z mikro- i makrootocze-
nia podmiotu.

Celem niniejszego artykutu jest przyblizenie procesu szkolenia XGBoost
jako narzedzia prognozowania oraz wskazanie najistotniejszych, pod wzgledem
trafno$ci, cech, a takze ogolnej metodologii przygotowania wolumenu dla modelu.

3. Problem badawczy

Firma Rossmann, wyrazajac zainteresowanie nowymi algorytmami progno-
zowania obrotéw, wyrazita oczekiwanie, iz zostang odnalezione skuteczniejsze
metody, dajace lepsze niz dotad rezultaty, na wysoce zaszumionym i znieksztal-
conym zbiorze uczacym. Jest to konkretny przypadek pojedynczego podmiotu,
bedacy jednak, zdaniem autora, egzemplifikacja szerszego zagadnienia — pro-
gnozowania szeregow czasowych na podstawie duzych wolumenow danych
o zroznicowanej jakos$ci. Rodzi si¢ zatem pytanie, czy mozliwe jest trafne progno-
zowanie obrotow przedsigbiorstwa, jesli dysponuje si¢ niepelnymi informacjami
z jego mikro- i makrootoczenia, z wykorzystaniem metod innych niz klasyczne
modele — (S)ARIMA(X), ETS lub metoda Holta—Wintersa. Trafno$¢ w tym kon-
tek$cie rozumiana jest szerzej niz zostato to opisane przez Organizatora i obej-
muje dodatkowe kryteria — obok btedu wzglednego prognozy takze skorygowa-
ny wspoélczynnik determinacji oraz warto§¢ wspotczynnika Theila.

W niniejszym artykule zostata podjgta proba zastosowania algorytmu
XGBoost nalezacego do rodziny tzw. estymatorow ztozonych (ensemble model),
w charakterze narzgdzia prognozowania obrotow przedsigbiorstwa, na podstawie
danych dotyczacych jego biezacej dziatalnosci i mikrootoczenia.

Sformutowano nastepujace hipotezy badawcze:

1. Algorytm regresyjno-klasyfikacyjny XGBoost moze sluzy¢ do progno-
zowania szeregow czasowych i uzyskuje lepsze wyniki trafnosci od metod
(S)ARIMA(X) oraz Holta—Wintersa na przedmiotowym zbiorze danych
wedtug kryterium RMSPE?, wspotczynnika Theila dla przedziatu weryfikacji
oraz skorygowanego wspotczynnika determinacji’ R?.

2 W rozumieniu zdefiniowanym przez Organizatora.
3 Pozostate miary wedhug definicji za [Cieslak, 2005, s. 49-53].
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2. Algorytm XGBoost potrafi dostarczy¢ odbiorcy koncowemu informacji
wyjasniajacych, ktore czynniki w najwiekszym stopniu wplywaja na ja-
kos$¢ prognozy, podobnie jak w przypadku analizy ocen parametréw mo-
deli (S)ARIMA(X).

W kolejnych sekcjach zostang wskazane uzyte metody przygotowania i ob-
robki danych oraz opisany proces modelowania wraz ze specyfikacja innowa-
cyjnego algorytmu XGBoost. Hipotezy badawcze zostang poddane weryfikacji
wzgledem wybranych kryteriow — zarowno przez autora, jak i niezalezng plat-
forme¢ Kaggle.com, z wykorzystaniem definicji podanej przez Organizatora.

4. Metody

Ponizsze podpunkty prezentuja kolejno charakterystyke wybranych kla-
sycznych metod prognozowania szeregow czasowych, porownywanych z algo-
rytmem XGBoost. Opisano w nich takze dziatanie nowej metody i zatozenia
przyjete w trakcie jej testowania, a na koncu — metodologi¢ porownywania wy-
nikow uzyskanych przez modele oraz oceny ich przydatnosci.

4.1. Modele SARIMA i SARIMAX

Seasonal Autoregressive Integrated Moving Average (SARIMA) nalezy do
szerszej rodziny liniowych modeli autoregresyjnych i $rednich ruchomych. Od-
znacza si¢ zdolno$cig do modelowania czterech rodzajow zjawisk:

o autoregresji rzedu p AR(p), gdzie biezaca wartos¢ szeregu czasowego jest
suma skonczonej liczby p kombinacji liniowych jego poprzednich wartosci
[Zelias, Pawelek, Wanat, 2013, s. 234, 238];

¢ Jdredniej ruchomej ¢ MA(q), gdzie biezgca warto$¢ szeregu czasowego jest
liniowa kombinacja ¢ poprzednich, niezaleznych od siebie zaklocen loso-
wych €; [Zelias, Pawelek, Wanat, 2013, s. 234, 238];

e proceséw d-krotnie zintegrowanych, gdzie doprowadza si¢ do przeksztal-
cenia niestacjonarnego szeregu czasowego do postaci stacjonarnej, poprzez
wykorzystanie operacji roznicowania — czyli odejmowania od wartosci w da-
nej chwili ¢, warto$ci poprzedniej, co powtarzane jest d-razy [Zelias, Pawe-
tek, Wanat, 2013, s. 239];

e wyZej wymienionych procesow w ujeciu sezonowym Pg, D¢, Q, gdzie po
zidentyfikowaniu sezonowosci (tygodniowej, miesi¢cznej, rocznej) mozna
wyznaczy¢ wlasnosci charakterystyczne autoregresji, sredniej ruchomej i r6z-
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nicowania w uj¢ciu sezonowym. Dzigki temu model SARIMA funkcjonuje
na dwoch poziomach: biezacym (bioragcym pod uwage autokorelacje ostat-
nich obserwacji) oraz sezonowym (badajagcym wptyw poprzednich okreséw
na okres biezacy).
Formalnie zapisujemy model SARIMA(p,d,q)(P,D,Q) zgodnie z rownaniem
[Zagdanski, Suchwatko, 2016, s. 189]:

¢ (BYP(B*)Y, = 8(B)O(B*)Z;, Z,~WN(0,0?)

gdzie:
$(z) =1—¢p1z— ¢z — -+ — ¢,zP — parametry autoregresji,
®(z) =1— Pz — Pz — - — d,zP— parametry autoregresji sezonowej,

0(z) = 6,z + 0,z + -+ 63z% — parametry $redniej ruchome;,
0(z) = 0,2+ 0,z + -+ 0,4z7 — parametry sezonowej Sredniej ruchome;j,
B i B® — operatory roznicowania (w tym sezonowego — S):

VXt = Xt — Xe-1 = (1= B)X,,

Z, — zjawisko bialego szumu w chwili ¢,
Y; = (1 — B)%(1 — BS)?X, — d-krotnie (D-krotnie dla sezonowosci) zroznico-
wany szereg czasowy.

SARIMA operuje tylko na opoznionych warto$ciach zmiennej endogenicz-
nej [Cieslak, 2005, s. 235] traktowanej jako szereg czasowy. Wariantem tego
rozwigzania, operujacym dodatkowo na zmiennych egzogenicznych, jest tzw.
model SARIMAX, zwany przez niektérych autorow Regresja Dynamiczng
[Hyndman, Athanasopoulos, 2018, rozdz 9]. Przyjmuje ona posta¢ liniowego
roOwnania charakterystycznego dla regresji, w ktorej statycznymi zmiennymi
niezaleznymi jest macierz X, natomiast ostatni czton, opisujacy sktadnik losowy
modelu, jest w istocie procesem SARIMA zgodnym z przywotang wcze$niej
definicja. Taka konstrukcja umozliwia wilaczenie do modelu czynnikéw ze-
wngetrznych, ktére ksztattujg obserwowane zjawisko.

4.2. Modele z rodziny wygladzania wykladniczego

Druga rodzing klasycznych modeli prognozowania, ktorg zdecydowano si¢
wykorzysta¢ w analizie porownawczej, sg tzw. modele wygladzania wyktadni-
czego. Zakladaja one, iz warto$¢ trendu w biezacej chwili ¢ uzalezniona jest od
warto$ci w chwilach poprzedzajacych, wptyw ten jednak maleje wraz z uply-
wem czasu [Zagdanski, Suchwatko, 2016, s. 278-279, 295].
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Jednym z najbardziej uniwersalnych sposrod modeli tego typu jest sezono-
wa metoda Holta—Wintersa. Jest ona w stanie obstuzy¢ zarowno szeregi charak-
teryzowane przez trend, jak 1 wahania sezonowe. Kolejne warto$ci trendu, coraz
bardziej oddalone w czasie, wywieraja stopniowo mniejszy wplyw na wartos¢
biezacg [Zagdanski, Suchwatko, 2016, s. 294-295]. Model addytywny mozna
formalnie opisa¢ na trzy sposoby [Zagdanski, Suchwatko, 2016, s. 296]:

— jako réwnanie poziomu szeregu w chwili ¢:

Ly =a(X; — Se—s) + (1 — a)(Li—g + bt—4),
— jako rownanie tendencji rozwojowej (trendu) w chwili #:
be = B(Le — Le—s) + (1 — B)br—4
— jako rownanie indeksu sezonowego w chwili #:
Se=y Xe— L)+ (1 —y)Se—s,

gdzie a, 5,y sa parametrami wygladzajacymi przyjmujacymi warto$ci w za-
kresie 0,1.
Prognoza addytywna dla punktu przesunictego w czasie o 4 jednostek wy-
znaczana jest na podstawie roOwnania:

Fnsn =Ly + hby + Spin—s

Model Holta—Wintersa, obok rodziny ARIMA, jest zaliczany do tzw. kla-
sycznych metod prognozowania i wielokrotnie wykorzystywany w praktyce
badan ekonomicznych [Cieslak, 2005, s. 148-151].

4.3. Charakterystyka algorytmu XGBoost

Algorytm Extreme Gradient Boosting (XGBoost), bedacy pochodng kla-
sycznych drzew decyzyjnych i lasow losowych, zostal opracowany w 2014 r.,
upowszechniony za§ w 2016 r. [Chen, Guestrin, 2016]. Ponizej zostanie przed-
stawiona jego skrocona charakterystyka.

W taksonomii metod uczenia maszynowego, rozumianego zgodnie z defini-
cja jako nauka o tworzeniu automatdéw zdolnych do uczenia si¢ wraz z nabywa-
nym doswiadczeniem [Mitchell, 1997, s. 1-3], algorytm ten znajduje si¢ w gro-
nie tzw. procedur uczenia nadzorowanego. Oznacza to, iz otrzymuje on dwa
zbiory danych: treningowy (wraz z oczekiwanymi warto$ciami zmiennej endo-
genicznej) oraz testowy. Dana jest takze funkcja oceniajaca, ktorej zadaniem jest
informowanie o stopniu osiagnigtego dopasowania predykcji do wartosci ocze-
kiwanych [Cichosz, 2007, s. 43-44]. System uczy si¢ znajdowac istotne korela-
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cje i potaczenia pomiedzy atrybutami w kolejnych iteracjach, kierujac si¢ infor-
macjg zwrotna, pochodzaca z funkcji oceniajacej. Nastgpnie trafnos¢ sprawdza-

na jest na zbiorze testowym.

Szczegotowa charakterystyka algorytmu XGBoost wykracza poza ramy ni-

niejszej publikacji ze wzgledu na swa obszerno$¢ i liczne odwotania do literatu-
ry. Wszystkie wlasciwosci omawiane] metody oraz wyprowadzenia modelu
matematycznego opisano w artykule [Chen, Guestrin, 2016]. Ponizej zostang
przywotane zatem jedynie najistotniejsze, w Swietle dalszych rozwazan, cechy:

1.

2.

Model XGB nie ma postaci analitycznej — jest uzyskiwany poprzez nume-
ryczng optymalizacje funkcji bledu w kolejnych iteracjach.

Algorytm ma postaé¢ tzw. modelu zlozonego (ensemble) — jest oparty na
regresyjnych drzewach decyzyjnych (CART) partycjonujacych przestrzen
przyktadow metodg dziel-i-rzadz, w dazeniu do wprowadzenia maksymalne-
go porzadku danych (wedtug zadanych kryteriow)*. XGBoost szkoli szereg
drzew, z ktérych kazde kolejne rozpoczyna nauke od nowa, z uwzglednieniem
poprawki na wartosci resztowe poprzedniego.

. Kazde kolejne drzewo poddawane jest regularyzacji, tj. ograniczeniu ilo-

$ci parametrow metoda L1 badz L2.

. Warto$¢é bledu (warto$é resztowa w rozumieniu klasycznej regresji) po-

pelnionego przez drzewo dla kazdego elementu badanej populacji jest
zapisywana i wykorzystywana przez drzewo nastepne w kolejnosci, by
poprawi¢ dotychczasowe wyniki. Formalnie funkcja btedu drzewa numer ¢
wzgledem wartosci oczekiwanych zmiennej endogenicznej wyglada nastgpu-
jaco [Chen, Guestrin, 2016]:

N

202 3 (7 FED D)

i=1
gdzie:
¢t — numer iteracji (numer kolejny drzewa),
[(x,y) — funkcja penalizujgca btad, np. RMSPE,
y;— warto$¢ zmiennej endogenicznej w i-tej obserwacji treningowej,
371':_1 — prognozowana przez drzewo numer #—1 (poprzednie w kolejnosci)

warto$¢ i-tej zmiennej endogenicznej,
f(x;)t — prognoza wartoéci i-tej zmiennej endogenicznej, uzyskana przez
drzewo f,

Q(f*) — funkcja regularyzacji drzewa numer ¢.

4

Doktadny opis i specyfikacja algorytmu CART, wprowadzonego oryginalnie w 1984 r., znajdu-
je si¢ w publikacji profesora Leo Breimana i in.: Classification and Regression Trees [2017].
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Z powyzszego wynika, iz algorytm XGBoost jest nie tylko algorytmem zto-
zonym, ale takze iteracyjng procedura typu boosting (stad nazwa), ktorej glownym
zadaniem jest korekcja predykcji przy wykorzystaniu bledow poprzednich iteracji’.
5. Przyklady treningowe w modelu wybierane sq na zasadzie losowania ze

zwracaniem (tzw. bootstrap) z oryginalnego zbioru D, z zalozeniem roz-
ktadu jednostajnego — tj. kazda probka ma jednakowe szanse znalez¢é si¢
w podzbiorze [Morzy, 2013, s. 318-319]. Obserwacje, ktore nie zostaly wy-
brane do treningu, stuza jako zbior testowy w danej iteracji (tzw. out of bag
error) 1 warto$ci resztowe uzyskane w ten sposob sg estymatorami btedu rze-
czywistego [Breiman, 2001].

Podstawowym zastosowaniem dla algorytmu XGBoost w opisanej wyzej
postaci jest klasyfikacja obiektow oraz regresja, przy zatozeniu statycznos$ci
danych, tj. ich niezmiennosci w czasie.

4.4. Metodologia badan

W literaturze przedmiotu opisanych jest wiele dziatan wymaganych do

prawidtowego sformutowania prognozy. Wérdd nich mozna wymienic:

a) znajomos¢ i ocene ksztattowania si¢ zmiennej prognozowanej,

b) ocene stabilnosci prawidtowos$ci ekonomicznej, poddawanej ocenie w miare
uptywu czasu,

c¢) stabilno$¢ i rodzaj rozktadu sktadnika losowego modelu,

d) znajomo$¢ wartosci zmiennych objasniajacych w czasie, dla ktorego progno-
za bedzie formutowana,

e) sprawdzenie dopuszczalnosci ekstrapolacji prognozy poza dostepng probke
[Zelias, Pawetek, Wanat, 2013, s. 40].

Proces modelowania danych i predykcji oméwiony jest takze w literaturze
poswieconej uczeniu maszynowemu i sztucznej inteligencji. Klasyczna metodo-
logia CRISP-DM (Cross Industry Process for Data Mining), opracowana
w 2003 r. przez Colina Shearera [2000], definiuje nastepujace kroki konieczne
do prawidlowego przeprowadzenia analizy:

a) zrozumienie procesu biznesowego,
b) zrozumienie danych,

¢) obrobke danych,

d) modelowanie,

e) ewaluacje,

f) wdrozenie.

5 Wigcej na temat ogolnych zasad dziatania systemow typu boosting w: [Morzy, 2013, s. 318-322].
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Bioragc pod uwage powyzsze i znajac kryteria oceny sformutowane przez

Organizatora, przeprowadzono analizg, faczgc obie wspomniane praktyki:

1. W ramach krokéw 112 CRISP-DM oraz w zgodzie z wytycznyminr 1, 2 1 4,
dotyczacymi dopuszczalno$ci prognozowania, przeprowadzono eksploracyj-
ng analizg szeregow czasowych, aby ustali¢ ich wlasciwosci, a takze zbadano
rozktad i strukture zmiennych egzogenicznych.

2. W ramach kroku 3 CRISP-DM naniesiono niezb¢dne poprawki wymagane
w dalszym modelowaniu (uzupetienie warto$ci brakujacych, agregacja itd.).

3. W ramach kroku 4 CRISP-DM przeprowadzono proces modelowania:

a) z wykorzystaniem klasycznych metod,
b) z wykorzystaniem innowacyjnego algorytmu XGBoost.

4. W ramach krokéw 5 CRISP-DM oraz 3 metodologii prognozowania zbadano
trafno$¢ dopasowania modeli i przeprowadzono testy statystycznej istotnosci
roéznic pomi¢dzy nimi.

Ze wzgledu na obszerno$¢ udostgpnionego wolumenu danych oraz stopien
skomplikowania catego procesu w kolejnych podpunktach umieszczono podsu-
mowanie przeprowadzonych dziatan i ich zbiorcze wyniki.

4.5. Zastosowane metody obrébki danych

Zgodnie z opisang wyzej metodologig proces modelowania rozpoczeto od
eksploracji danych oraz ich przygotowania do prognozowania. Niniejszy pod-
punkt przedstawia podjete dziatania w opisywanym zakresie.

Wolumen dostarczony przez Organizatora obejmuje zarowno zmienng en-
dogeniczng (obrdt ze sprzedazy w poszczegdlnych placéwkach w wybranych
dniach), jak i informacje z mikro- i makrootoczenia [www 3], w szczegdlnosci
te przedstawione w tabeli 1.

Tabela 1. Struktura danych

Zmienna Typ Opis
1 2 3
Date data znacznik czasu dla danego rekordu
StorelD numeryczny identyfikator sklepu
Sales numeryczny/szereg obroét ze sprzedazy zmienna endogeniczna —
CZasowy cel prognozy
ilo$¢ klientow w placowce danego dnia;
numeryczny/szereg . . .
Customers formuje szereg czasowy, ale jest zmienng
CZasowy . PR
egzogeniczna/objasniajaca
Open binarny informuje, czy sklep byl otwarty danego dnia
State/School holiday dyskretny wskaztye, czy dany d;len byt dniem wolnym
lub feriami szkolnymi
StoreType dyskretny typ sklepu
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cd. tabeli 1

1 2 3

Assortment dyskretny typ asortymentu
o . odlegto$¢ w metrach do najblizszego

CompetitionDistance numeryczny Konkurenta
CompetitionOpenSince data wskazuje czas otwarcia lokalu konkurenta
Promo/Promo2/Promo2Since/ binarn; dane dotyczace promocji w czasie
Promolnterval Y tyezace p J

Zrodho: Na podstawie: [www 3].

Fakt, iz dostarczone dane sa indeksowane czasem w jednakowych odste-
pach (dziennych) i opisujg zmienno$¢ pewnej mierzalnej wielkosci (obrot, liczba
klientow), sprawia, ze mozna je zakwalifikowaé jako szeregi czasowe — upo-
rzadkowany ciag obserwacji yy, Vo, ..., ¥y, [Zelias, Pawelek, Wanat, 2013, s. 70-71].
Pozostale zmienne sa zestawem danych objasniajacych, majacych dostarczy¢
dodatkowych informacji do modelu. Wolumen zawiera 1115 unikalnych skle-
pow, z ktorych kazdy opisany jest poprzez zaprezentowane wyzej atrybuty oraz
posiada wlasny szereg czasowy obrotu.

W przedstawionym kontekscie podstawowa struktura danych dla pojedyn-
czego sklepu jest macierz zmiennych egzogenicznych, w ktorej kazda kolumna
opisuje atrybut (o okreslonej przeciwdziedzinie), wiersz za$ jest wektorem re-
prezentujacym element badanej populacji (sklep) w chwili ¢ poprzez wartosci
jego poszczegblnych atrybutéw. Formalnie mozna zapisa¢ [Zaki, Meira, 2014, s. 1]:

A Ay e A
xlal xlaz xlam
X = x2a1 x2a2 xZam
lxnal xnaz xnamJ

Zmienna endogeniczna przyjmuje posta¢ indeksowanego czasem wektora
liczbowego. Formalnie [Zaki, Meira, 2014, s. 33]:
Y1
Y2
Y= :
Yn
Caly zbior danych jest zatem ujmowany jako zbior trojek uporzadkowanych —
identyfikatora sklepu, wartosci atrybutéw elementu badanej populacji (oznaczo-
nego jako x) oraz zmiennej endogenicznej y [Zaki, Meira, 2014, s. 480]:

D = {id, x;, y;};",gdzieid € S,|D| =n,x; EXAy; €Y
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Szereg czasowy sumy obrotu w danych treningowych dla wszystkich od-
dzialéow obejmuje daty z zakresu 1.01.2013-31.07.2015, natomiast dla danych
testowych (wzgledem ktorych Organizator ocenia trafno$¢ prognozy) od
1.08.2015-17.09.2015.

W sposob automatyczny dla kazdego sklepu przeprowadzono testy spraw-
dzajace wlasnosci szeregu czasowego. Ustalono, co nastepuje:

1. Stacjonarnos¢ szeregu zostala sprawdzona testem Dickeya—Fullera [Hynd-
man, Athanasopoulos, 2018, rozdz. 8.1]. Dla wszystkich sklepéw stwierdzono,
iZ szereg jest niestacjonarny.

2. Obecnos¢ autokorelacji od 1 do 20 obserwacji sprawdzono testem Ljunga—
—Boxa [Hyndman, Athanasopoulos, 2018, rozdz. 8.1], potwierdzajac obec-
no$¢ autokorelacji o zréoznicowanych rzedach (3-7).

3. Obie sktadowe zbadano za pomoca algorytmu klasycznej dekompozycji sze-
regu czasowego na trend i sezonowos¢. Dla wszystkich sklepéw wykazano
(za pomocg rozszerzonego testu Dickeya—Fullera) obecnos¢ tendencji rozwo-
jowej szeregu czasowego. Podobnie tendencja sezonowa — trend tygodniowy
(7 dni) oraz miesi¢czny sq istotne statystycznie.

Z powyzszej analizy wynika, iz do modelowania nalezy uzy¢ metod zdol-
nych do przetwarzania szeregdw niestacjonarnych o zréznicowanej sezonowo-
$ci, z tendencja rozwojowa oraz posiadajacych autokorelacje. Dodatkowo wyko-
rzystane zostaly modele obstugujace zmienne egzogeniczne (SARIMAX).

4.6. Szkolenie modeli klasycznych

Ze zbioru danych treningowych wylaczono ostatnie dwa miesigce (czerwiec
i lipiec 2015 r. — 3000 obserwacji) do ostatecznego testu prowadzonego lokalnie.
Pozostate dane wykorzystano do szkolenia klasycznych modeli, wzmiankowa-
nych w podpunktach 4.1 oraz 4.2, za pomoca walidacji krzyzowej szeregu cza-
sowego’.

Szkolono osobny model dla kazdego sklepu, a zatem 1115 modeli
SARIMAX. Z tego tez wzgledu nie sg prezentowane szczegétowe analizy kaz-
dego z osobna, a jedynie zbiorcze wyniki. Wykorzystano algorytm auto arima,
optymalizujacy model SARIMAX poprzez iteracyjne przeszukiwanie przestrze-
ni parametrow w celu minimalizacji zarowno RMSPE, jak 1 wspotczynnika zlo-

 Metoda polegajaca na stopniowym dzieleniu zbioru na treningowy i testowy poprzez przesuwa-
nie okna czasowego w przdd. Z kazda kolejna iteracja okno treningowe si¢ rozszerza, a testowe
zawegza. Dokladny opis metody oraz jej implementacja znajduja si¢ w podrgczniku Forecasting:
Principles and Practice [Hyndman, Athanasopoulos, 2018, rozdz. 3.4].



Prognozowanie dziennych obrotow przedsiebiorstwa... 133

zonosci AIC oraz BICC. Uzyto implementacji autora metody, R.J. Hyndmana,
opisanej w publikacji z 2008 r. [Hyndman, Yeasmin, 2007].

4.7. Szkolenie modelu XGBoost

Dla modelu XGBoost zastosowano zblizong metode, jak dla modeli kla-
sycznych — dwa ostatnie miesigce (3000 obserwacji) wytaczono ze zbioru tre-
ningowego jako zbidr walidacyjny. Na reszcie przeprowadzono proces uczenia
walidacja krzyzowa [Morzy, 2013, s. 334-335] szeregu czasowego z uzyciem
zmiennych egzogenicznych.

Chcac dostosowac algorytm XGBoost do wymogow predykcji czasowych,
zastosowano nastgpujace Srodki:

e wyznaczono indeksy sezonowe dla wysokos$ci sprzedazy i ilosci klientéw:
kwartalne, miesigczne i tygodniowe $rednie, podobnie jak w algorytmie de-
kompozycji szeregu czasowego [Hyndman, Athanasopoulos, 2013, rozdz. 6.3];
dla kazdej jednostki czasu (miesigc/kwartat) wyliczono $rednig poprzednich
warto$ci w ubiegtych latach w danej jednostce jako wartos¢ indeksu;

e wyliczono $rednie ruchome obrotu dla ostatnich 3, 5, 7 dni, 1, 2, 3, 6 ostat-
nich miesigcy oraz potrocza;

e jako zmienne egzogeniczne, dla zachowania relacji czasowych, dodano wskaz-
niki czasu: numer dnia tygodnia, numer miesigca, kwartatu, potrocza i roku;

e dodano zmienne binarne informujace, czy dany dzien to sobota lub niedziela
badz $wigto.

Dodatkowo zestaw danych uzupetniono o charakterystyke samych sklepow
oraz ich otoczenia — odleglo$¢ od konkurencji, typ placowki, promocje, asorty-
ment.

XGBoost szkolono globalnie dla wszystkich sklepdw, aby algorytm nauczyt
si¢ rozpoznawac takze prawidlowos$ci niespecyficzne w przypadku poszczegol-
nych oddziatéw Firmy.

5. Wyniki

Wyniki (zbiorcze dla wszystkich sklepéw) prezentuje tabela 2.
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Tabela 2. Rozktad wynikéw dla modeli klasycznych oraz XGBoost

Wartos¢\Model SARIMAX Holt-Winters XGBoost
Sredni RMSPE na zbiorze walidacyjnym 0,306 0,398 0,180
1 kwantyl/mediana/3 kwantyl RMSPE 0,071/ 0,059/ 0,1350/
Lanu Wifiga:ﬁnyma tyl RMS 0,1705/ 0,1886/ 0.1364/

0,366 1,0 0,1517

Wspodtczynnik Theila 0,061 0,169 0,021
Wspotczynnik R? 0,838 0,54 0,9
Wynik wedlug Organizatora 0,16 0,367 0,128
Wielko$¢ probki 3000 3000 3000

Ponizsze rysunki prezentuja rozktad wartosci bledow w zbiorze walidacyj-
nym dla poszczeg6lnych modeli oraz ksztattowanie si¢ RMSPE w miare nauki
XGBoost.

Poréwnanie wartosci RMSPE modeli

1.5

RMPSE

0.5

e —

0.0
L

— —

Holt-Winters (S)arima(X) XGBoost

model

Rys. 1. Poréwnanie rozrzutu btedow modeli

Analiza rozrzutu warto$ci miernika RMSPE przedstawiona na rys. 1 wska-
zuje, iz wartosci tego miernika dla XGBoost wyr6zniaja si¢ najmniejsza Srednig
1 wariancjg sposrod wszystkich zastosowanych metod, a wigc prognozy stawiane
metodg XGBoost charakteryzuje wieksza doktadnos¢ ex post i wieksza stabil-
nos$¢. Na rys. 2 wyraznie widoczna jest takze tendencja spadkowa warto$ci
RMSPE w Kolejnych iteracjach, stabilizujgca sie¢ w okolicach tysigcznego po-
wtorzenia. Wykres nie wskazuje na oscylacje ani naglte wzrosty w kolejnych
stadiach, jakie wystepuja w mniej stabilnych algorytmach.
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Rozkiad btedu XGBoost

1.00- 1
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Rys. 2. Rozktad bledu w trakcie nauki modelu XGBoost

W przypadku testow lokalnych, na wyznaczonym zbiorze walidacyjnym,
przeprowadzono pordéwnanie réznicy $rednich traftho$ci metod zgodnie z reko-
mendacjami dla algorytmow uczenia maszynowego, stosowanych w regresji
i prognozowaniu [Flach, 2012, s. 352-354]. Poszczegdlne obserwacje (bedace
wynikami trafno$ci modeli na probce walidacyjnej) pobierane byly niezaleznie
od siebie, co jest spetnieniem wymogu niezalezno$ci. Sprawdzenie normalno$ci
rozkladu miernika RMSPE testem Shapiro-Wilka na poziomie istotnosci
a = 0,05 zakonczylo si¢ odrzuceniem hipotezy zerowej dla kazdego z modeli,
co $wiadczy o istotnych odchyleniach od normalno$ci. Podobnie wyniki uzyska-
no testem Levene’a dla homogeniczno$ci wariancji. Jednak ze wzgledu na duza
wielkos¢ probki (3000 obserwacji dla kazdego z modeli) oraz odpornos¢ t-testu
roznicy $rednich na odstepstwo od normalnosci rozktadu probek [Boneau, 1960;
Lumley i in., 2002] przeprowadzono test T-Welcha [Welch, 1947], uwzglednia-
jacy nierdwna wariancj¢. Dostosowano takze poziom istotno$ci oraz przedziaty
ufnosci ze wzgledu na porownania wielokrotne [Kutner i in., 2013, s. 746-754],
przyjmujac bazowy poziom istotnosci & = 0,05. Wyniki prezentuje tabela 3:

1. Hipoteza zerowa: roznica Srednich pomiedzy grupami jest rowna zeru.
2. Hipoteza alternatywna: réznica Srednich pomiedzy grupami jest rézna od
zera.
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Tabela 3. Analiza r6znicy $rednich wartosci RMSPE pomigdzy modelami

Modele Roznica Przedzial Przedzial p-wart.

Srednich RMSPE ufnosci od ufnosci do
Holt-Winters — SARIMAX 0,095 0,07 0,115 << 0,001
XGBoost — SARIMAX —-0,126 -0,139 -0,101 << 0,001
XGBoost — Holt-Winters -0,216 -0,235 -0,190 << 0,001

Wyniki te wskazuja, iz zachodzi statystycznie istotna roznica pomigdzy
modelem XGBoost a pozostatymi zastosowanymi metodami, na korzys¢ tego
pierwszego. Blad popehiany przez omawiany algorytm byt o okoto 10% do 14%
nizszy od (S)ARIMA(X) oraz 19% do 23,5% nizszy niz w przypadku metody
Holta—Wintersa. Wyniki te potwierdza rdwniez niezalezna analiza przeprowa-
dzona przez Organizatora na wydzielonym zbiorze danych, a takze wartosci
skorygowanego wspotczynnika R? oraz wspotczynnik Theila (tabela 2).

Po zakonczeniu prognozowania mozna wyznaczy¢ istotno$¢ atrybutow
w najwickszym stopniu wpltywajacych na trafno$¢ predykcji [Chen, Guestrin,
2016]. Wyliczenie to stanowi wprost implementacj¢ tzw. permutacyjnej istotnosci
atrybutow dla lasow losowych, po raz pierwszy zastosowanej przez Leo Breimana
[2001]. Skrocone usrednione wyniki (10 najlepszych atrybutow w 1000 iteracji)
przedstawia tabela 4. Kolumna ,,wzrost trafnos$ci” odpowiada usrednionemu
procentowemu wzrostowi trafnos$ci predykcji, gdy drzewa decyzyjne sktadajace
si¢ na XGBoost dzielg wolumen wedtug danej cechy. Pokrycie wskazuje na
relatywna ilo§¢ wystapien cechy w elementach populacji. Czesto$¢ uzycia opisu-
je, jak wiele drzew sposrod wyszkolonego lasu wykorzystuje t¢ ceche.

Tabela 4. Usredniona istotno$¢ atrybutow

Atrybut Znaczenie Wzr0§t. Pokrycie Cz?st?sc
trafnosci uzycia
1 2 3 4 5
odlegtos¢
CompetitionDistance od sklepu 18,64% 22,99% 8,28%
konkurencji
Promo promocja tak/nie 16,60% 1,54% 3,27%
Store typ sklepu 16,19% 29,33% 10,17%
$rednia obrotu
meanSalesDow dla danego 6,55% 3,66% 5,58%
dnia tygodnia
wyrazony
. w miesigcach
CompetitionOpen czas od otwarcia 527% 3,09% 3,32%
SinceMonth .
konkurencyjnego
sklepu
wyrazony
CompetitionOpen W latach czas
. od otwarcia 5,01% 3,23% 3,27%
SinceYear .
konkurencyjnego
sklepu
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cd. tabeli 4
1 2 3 4 5
Day “?y“ézgg;:a 4,04% 7,18% 15.21%
$rednia obrotu
meanSalesMonth dla danego 4,04% 3,55% 6,34%
miesigca
meanQuarterlySales Sﬁ:ﬁ:ﬁ;ﬁu 3,70% 1,98% 1,69%
wyrazony
Promo2SinceMonth C‘Z"a;“(;ebi‘jvclzfy‘ 3,29% 2,58% 2,59%
wania promocji

Z powyzszego wynika, iz najsilniejszy wplyw na trafnos¢ predykcji maja
atrybuty dotyczace obecnosci konkurencji — odlegltosé i czas operowania na ryn-
ku. Duzym wplywem odznaczajg si¢ takze promocje. Najsilniejsza sezonowos¢
pojawia si¢ dla miesiecy oraz dnia tygodnia (ale nie weekendu), co moze suge-
rowac, iz zachowania konsumentéw roznig si¢ w zaleznos$ci od biezacego dnia
roboczego. Pozostate wyliczone indeksy sezonowe i ruchome $rednie zostaty
zignorowane.

Zaprezentowane wyniki istotnosci atrybutdw rdznig si¢ nieznacznie (na po-
ziomie tysiecznych i dziesigciotysigcznych) w zaleznosci od iteracji algorytmu
ze wzgledu na jego mocno zrandomizowany charakter.

6. Dyskusja

Wyliczone wspotczynniki istotnosci atrybutow stanowia kombinacje
zmiennych egzogenicznych (z makrootoczenia sklepu) oraz indekséw sezono-
wych, charakterystycznych dla prognozowania szeregéw czasowych. Oznacza
to, iz algorytm XGBoost byt w stanie wykry¢ i uwzglednié¢ zarowno statyczne
czynniki wptywajace na wysokos$¢ obrotu, jak tez ogdlne trendy oraz zachowanie
szeregu w czasie. Wyniki te potwierdzajg badania innych autoréw. Tak w przy-
padku przewidywania cen ropy naftowej [Gumus, Kiran, 2017], jak rentowno$ci
portfeli akcji [Ghosh, Purkayastha, 2017] i wspomagania klasycznego modelu
ARIMA [Gurnani i in., 2017], indeksy sezonowe okazaly si¢ skutecznym narzg-
dziem. Novum jest jednoczesne uwzglednienie w ramach tego samego modelu
zmiennych statycznych z mikrootoczenia przedsigbiorstwa oraz tych opisuja-
cych zmiennos$¢ szeregu w czasie. W podrozdziale 4.5 po$wigconemu przygo-
towaniu danych i ich obrobce wykazano obecno$¢ tendencji rozwojowej oraz
sezonowosci tygodniowej i miesigcznej dla sklepow. Wysoka pozycja odpowia-
dajacych im indeksow na liscie atrybutow XGBoost potwierdza, iz byt on
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w stanie zidentyfikowa¢ je jako najwazniejsze. RoOwnocze$nie zignorowatl
wszystkie pozostale (redundantne) indeksy i §rednie ruchome, ktorych istotnosci
nie potwierdzita manualna analiza. Nalezy to uzna¢ za zachowanie prawidlowe —
algorytm wskazat te same sktadowe sezonowosci, co klasyczne metody analizy.
Przedmiotem dalszych badan na innych zbiorach danych powinno by¢
okreslenie stopnia komplikacji relacji sezonowych, ktéore moze wykorzystac
procedura XGBoost. W przypadku modeli (S)ARIMA(X) mozliwe jest wyko-
nywanie roznicowania, a takze wyznaczanie parametrow ruchomej $redniej i auto-
regresji rozmaitych rzedow — zasadne wydaje si¢ przebadanie pod tym wzgle-
dem algorytmu XGBoost w celu systematycznego okre§lenia granic jego
mozliwosci, np. zdolnosci do wykrywania maksymalnego rz¢du autokorelacji.

Podsumowanie

Analiza wynikéw badan wskazuje, iz algorytm XGBoost uzyskat na
przedmiotowym zbiorze danych statystycznie istotnie lepsze rezultaty w porow-
naniu do metod klasycznych — SARIMAX oraz modelu Holta—Wintersa. Uczenie
z pomoca szczegdtowych indeksow sezonowych oraz zmiennych niezaleznych
pozwolito skutecznie wykorzysta¢ w charakterze narzedzia prognozowania algo-
rytm przeznaczony pierwotnie do pracy z danymi statycznymi. Indeksy sezono-
we zidentyfikowane przez niego jako istotne pokrywaja si¢ z manualng analizg
wlasnosci szeregow.

Ponadto, mimo iz Extreme Gradient Boosting nie ma czytelnej postaci pa-
rametrycznej, dzigki wykorzystaniu metody permutacyjnej istotno$ci w drze-
wach decyzyjnych Breimana pozwala na ustalenie wptywu poszczegdlnych
zmiennych egzogenicznych na koncowa prognoze, co ma duza wartos¢ informa-
cyjna dla odbiorcow koncowych.

Nalezy podkresli¢, ze zgodnie z twierdzeniem No Free Lunch theorem nie
mozna wskaza¢ jednego, uniwersalnie lepszego modelu predykcyjnego. Z tego
tez wzgledu przedstawionych badan nie nalezy traktowac jako dowodu na to, ze
w kazdej sytuacji mozna zastapi¢ metody klasyczne nowym podej$ciem. Powin-
no by¢ ono traktowane jako kolejne narzedzie, potencjalnie mogace dostarczy¢
trafniejszych odpowiedzi niz dotychczas stosowane, pod warunkiem zastosowa-
nia odpowiedniej obrobki danych i sposobu trenowania.
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FORECASTING DAILY TURNOVER USING XGBOOST ALGORITHM
— A CASE STUDY

Summary: The goal of this paper was to investigate use of the Extreme Gradient Boost-
ing XGBoost algorithm as a forecasting tool. The data provided by the Rossman Compa-
ny, with a request to design an innovative prediction method, has been used as a base for
this case study. The data contains details about micro- and macro-environment, as well
as turnover of 1115 stores. Performance of the algorithm was compared to classical
forecasting models SARIMAX and Holt—Winters, using time-series cross validation and
tests for statistical importance in prediction quality differences. Metrics of root mean
squared percentage error (RMSPE), Theil’s coefficient and adjusted correlation coeffi-
cient were analyzed. Results where then passed to Rossman for verification on a separate
validation set, via Kaggle.com platform. Study results confirmed, that XGBoost, after
using proper data preparation and training method, achieves better results than classical
models.

Keywords: artificial intelligence, machine learning, forecasting.



