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Wprowadzenie

W ostatnich latach daje się zauważyć wzmożone zainteresowanie metodą
reprezentacyjną wśród badaczy problemów ekonomicznych, socjologicznych,
opinii publicznej itd. Tą drogą są otrzymywane szybko i stosunkowo tanio
informacje o parametrach cech populacji, które są potrzebne przy podej-
mowaniu decyzji ekonomicznych, politycznych itd. W szczególności metoda
reprezentacyjna jest coraz bardziej doceniana przez ekonomistów zajmują-
cych się problemami marketingowymi.

W praktyce badań statystycznych dane o cechach są w populacji groma-
dzone na podstawie obserwacji cech obiektów dobieranych do prób. Okazu-
je się, że podstawowe własności takich prób odbiegają od klasycznej próby
prostej będącej podstawą wnioskowania w analizach wykorzystywanych, np.
w naukach przyrodniczych (biologii, antropologii itp). Dlatego te próby ogól-
nie rzecz biorąc są nazywane próbami nieprostymi. Właśnie wnioskowanie
na podstawie prób nieprostych stanowi istotę metody reprezentacyjnej, co
jednocześnie odróżnia ją od innych działów statystyki.

W Polsce mamy do czynienia z pewną tradycją prowadzenia badań re-
prezentacyjnych, czego dowodem są liczne prace naukowe. Warto tu podkre-
ślić, że prekursorem w tym zakresie był J. Neyman, który w 1933 r. w swo-
jej pracy pt. „Zarys teorii i praktyki badania struktury ludności metodą
reprezentacyjną” zajmował się zagadnieniami losowania prób nieprostych
i wnioskowania na ich podstawie. Znaczący wkład w rozwój i upowszech-
nienie metody reprezentacyjnej mają następujące prace autorów polskich:
R. Zasępa (1962, 1972), Z. Pawłowski (1972), A. Czajkowski, Cz. Domański
(red.), K. Pruska (1985), J. Kordos (1988), Cz. Bracha (1996, 1998), Cz. Do-
mański, K. Pruska (2001), J. L. Wywiał (1992, 1995, 2003), W. Miszczak
(2004), M. Szreder (2004), W. Miszczak, W. Ostasiewicz, J. Wawrzynek
(2008) i T. Żądło (2008).

Wśród wymienionych pozycji jest stosunkowo mało dostępnych pod-
ręczników, głównie z powodu wyczerpania ich nakładów. Niniejsza praca
ma dać czytelnikowi możliwie prosty obraz zagadnień, jakimi zajmuje się
metoda reprezentacyjna. Dlatego też dużo miejsca poświęcono na proste,
lecz dość szczegółowe przedstawienie podstaw mechanizmu uogólniania wy-
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ników przetwarzania danych obserwowanych w próbie na własności całej
populacji. Obok znanego randomizacyjnego podejścia w metodzie repre-
zentacyjnej wzięto również pod uwagę problem wnioskowania modelowego
(predykcyjnego), jako że jest to w wielu sytuacjach praktycznych racjonal-
ne podejście pozwalające pominąć klasyczny etap losowania prób, który jest
zastępowany celowym wyborem próby na podstawie racjonalnych przesła-
nek wynikających z już dostępnej informacji o populacji. W tym przypadku
umiejętne korzystanie z dodatkowych, dostępnych informacji o populacji
prowadzi do wyboru wartościowych prób umożliwiających dokładne wnio-
skowanie statystyczne o parametrach populacji. W szczególności dotyczy
to wnioskowania na podstawie danych pochodzących z rejestrów admini-
stracyjnych. Pracę tak skonstruowano, aby przedstawić możliwości oceny
podstawowych parametrów w różnych sytuacjach za pomocą narzędzi do-
starczanych przez podejścia zarówno randomizacyjne, jak i modelowe wnio-
skowania statystycznego.

W pracy znajdziemy wprowadzenie w podstawy konstrukcji planów
i schematów losowania próby, przedstawiono też własności wybranych pla-
nów i schematów. Następnie wyjaśniono podstawowe własności estymatorów
wybranych parametrów zmiennych z uwzględnieniem prostych przykładów
wyprowadzania ich rozkładów prawdopodobieństwa. Podobnie jak to ma
miejsce w podręczniku Lohr (1999), wytłumaczono podstawy wnioskowania
randomizacyjnego, jak i modelowego, przechodząc stopniowo od prostych
zagadnień do bardziej złożonych problemów, w których są brane pod uwagę
m.in estymatory lub predyktory ilorazowe i regresyjne. Powszechnie stoso-
wane w praktyce procedury wnioskowania przedstawiono możliwie szcze-
gółowo. Dotyczy to estymacji lub predykcji wartości globalnej cechy bądź
jej średniej na podstawie prób warstwowych, grupowych, dwustopniowych.
Zasygnalizowano również problem optymalnego ustalania liczebności prób,
które mają być losowane np. z warstw, na jakie wcześniej podzielono po-
pulację. Problem racjonalizacji ustalania liczebności losowanych prób jest
jednym z podstawowych problemów planowania badania reprezentacyjnego
i bezpośrednio rzutuje na koszty prowadzenia takiego badania. Możliwości
wykorzystania prezentowanych metod wnioskowania ilustrowano licznymi
przykładami. Na końcach rozdziałów zamieszczono pytania i zadania, które
mają ułatwić czytelnikowi sprawdzenie przyswajanych wiadomości i wska-
zać na najistotniejsze ich strony. Na końcach tytułów niektórych rozdziałów
zamieszczono gwiazdki, co oznacza, że Czytelnik podczas „pierwszego czy-
tania” może je ominąć. Te podrozdziały zawierają opis bardziej złożonych
procedur wnioskowania, jakkolwiek, co należy podkreślić, bynajmniej nie
oznacza to zniechęcania do ich studiowania.

W pracy ograniczono się do głównych zagadnień wnioskowania w meto-
dzie reprezentacyjnej. Ta wiedza powinna ułatwić studiowanie bardziej zło-
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żonych zagadnień, jak np. weryfikacja hipotez statystycznych lub problemy
estymacji w domenach populacji. Wiadomości o wymienionych zagadnie-
niach można znaleźć np. w pracach Brachy (1996) i Żądły (2008).

Praca ta winna służyć osobom, które chcą poznać popularne procedury
losowania prób oraz sposoby oceny na ich podstawie parametrów cech po-
pulacji. Jest więc przeznaczona dla studentów ekonomii, socjologii, pracow-
ników urzędów statystycznych itp. Podręcznik może być przydatny podczas
prowadzenia wykładów z metody reprezentacyjnej. Ponadto także będzie
ważną pozycją dla osób zajmujących się analizami marketingowymi, sonda-
żami opinii publicznej oraz innymi badaniami ankietowymi. W końcu treść
podręcznika winna dać dobre podstawy metodologiczne do studiowania bar-
dziej złożonych procedur statystycznych.

Jestem bardzo wdzięczny recenzentowi niniejszej pracy, Czesławowi
Brasze, za wiele cennych uwag, które pozwoliły polepszyć jej jakość.
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ROZDZIAŁ 1

Próba losowa i statystyki

Przedmiotem badań metody reprezentacyjnej jest analiza własności cech
(charakterystyk) zbioru obiektów zwanego populacją. W praktyce zwykle
nie interesują nas wszystkie poziomy cech przypisane poszczególnym ele-
mentom populacji, lecz tylko pewne ich funkcje, nazywane funkcjami para-
metrycznymi, które mają syntetycznie opisywać własności struktury warto-
ści zmiennej w populacji. Zaliczamy do nich np.: wartość średnią i warian-
cję cechy, współczynnik korelacji, parametry regresji. Te wielkości są rów-
nież nazywane parametrami cechy. Załóżmy, że obserwowane cechy przypi-
sane poszczególnym elementom populacji są ustalone. Wtedy wnioskowanie
o wartości ustalonego parametru populacji jest prowadzone na podstawie lo-
sowanej próby. Taki sposób postępowania jest nazywany randomizacyjnym
lub klasycznym. W wielu praktycznych sytuacjach jest rzeczą racjonalną
traktować obserwacje cechy przypisane poszczególnym elementom populacji
jako wartości pewnych zmiennych losowych. Zatem przyjmujemy, że każde-
mu elementowi populacji jest przypisana pewna zmienna losowa. W tym
przypadku trzeba wprowadzić założenia o rozkładzie prawdopodobieństwa
zmiennej losowej wielowymiarowej, której realizacjami są właśnie obserwa-
cje cechy w badanej populacji. Zbiór wszystkich możliwych realizacji tej
zmiennej jest nazywany nadpopulacją w stosunku do rozważanej podczas
badania populacji obiektów. Dlatego podejście modelowe jest także nazywa-
ne wnioskowaniem na podstawie modelu nadpopulacji czy superpopulacji.
Dodajmy, że w pewnych sytuacjach podejście modelowe daje możliwości
racjonalnego wyboru próby, jeżeli założenia dotyczące własności rozkładu
prawdopodobieństwa modelującego generowanie się obserwacji wartości ce-
chy są adekwatne do rzeczywistości.

1.1. Populacja i parametry jej cech

Prezentowane tutaj podstawowe pojęcia używane w metodzie reprezentacyj-
nej zebrano na podstawie przede wszystkim poniższych monografii: Brachy
(1996), Cassela, Särndala i Wretmana (1977), Särndala, Swenssona, Wret-
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mana (1992) oraz Tillé (2006). Wyjściowym pojęciem w badaniach staty-
stycznych jest populacja.

Definicja 1.1. Zbiór obiektów {u1, . . . , uN}, N < ∞ jest nazywany popu-
lacją (skończoną) N -elementową.

Ważne z praktycznego punktu widzenia ma następujące określenie.

Definicja 1.2. Mówimy, że elementy populacji {u1, . . . , uN} są identyfiko-
walne, jeżeli mogą być wzajemnie jednoznacznie ponumerowane od 1 do N
oraz gdy każdy element odpowiadający danemu numerowi jest obserwowalny.

W związku z tym populację możemy zapisać jako zbiór numerów przy-
pisanych jej elementom, czyli U = {1, 2, . . . , N}.

Przykład 1.1. Populacją może być następujący zbiór elementów:
U = {♣,♦,♥,♠, ∗}. Jest ona identyfikowalna, ponieważ jej elementom moż-
na wzajemnie jednoznacznie przypisać kolejne liczby naturalne tworzące
zbiór U = {1, 2, 3, 4, 5}.

Przykład 1.2. Zbiór mieszkań na danym obszarze, np. gminy, tworzy popu-
lację mieszkań. Podobnie zbiór rejestrowanych w danym województwie skle-
pów detalicznych tworzy populację. Zespół szkół podstawowych znajdujących
się w danym kraju może być traktowany jako populacja itd.

Definicja 1.3. Cechą (zmienną) w populacji nazywamy takie przyporząd-
kowanie y : U → R, że dla każdego i = 1, . . . , N zachodzi, iż y(k) = yk.

Wektor obserwacji wartości zmiennej y oznaczymy przez y = [y1 . . . yN ],
gdzie yk = y(k). Wektor y jest również nazywany parametrem populacji.

Przykład 1.3. Na populacji określonej w przykładzie 1.1 definiujemy nastę-
pującą zmienną y: y(♣) = 0, y(♦) = 1, y(♥) = 1, y(♠) = 2, y(∗) = 3. Z ko-
lei zmienna x jest następująca: x(♣) = 0, x(♦) = 0, x(♥) = 0, x(♠) = 1,
x(∗) = 1. Zatem zmienna y może przyjmować wartości ze zbioru {0, 1, 2, 3},
a zmienna x wartości ze zbioru {0, 1}. Zamiast pierwotnych symboli elemen-
tów populacji można użyć ich numerów. Wówczas np. zmienną x określimy
następująco: x(1) = x1 = 0, x(2) = x2 = 0, x(3) = x3 = 0, x(4) = x4 = 1,
x(5) = 1.

Wnioskowanie o parametrach cech można znacznie polepszyć, jeżeli są
dostępne informacje dodatkowe o jednostkach populacji. W szczególności są
to z góry znane badaczowi obserwacje tzw. cech pomocniczych (wspomaga-
jących, dodatkowych) w całej populacji. Wektor tych cech oznaczamy przez
x = [x1, . . . , xp], a macierz ich wartości przez x = [xi,j ], która ma wymiary
N × p.
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Celem badania statystycznego jest m.in. ocena wartości pewnych funkcji
obserwacji zmiennych nazywanych parametrami opisowymi struktury roz-
kładu jej wartości w populacji bądź krótko parametrami zmiennej lub po-
pulacji. W praktyce badań reprezentacyjnych do najczęściej szacowanych
parametrów opisowych należą wartość globalna zmiennej y i jej średnia aryt-
metyczna, które określają odpowiednio wzory:

yU =
∑
k∈U

yk, ȳ = ȳU =
1
N

∑
k∈U

yk =
yU
N
.

Zatem yU = Nȳ. Szczególnym przypadkiem wartości średniej danej zmien-
nej jest częstość względna występowania wyróżnionego poziomu cechy w po-
pulacji, którą oznaczymy przez:

p =
m

N
,

gdzie m jest liczbą elementów populacji z cechą wyróżnioną, która jest szcze-
gólnym przypadkiem wartości globalnej zmiennej.

Powszechnie używanym parametrem zróżnicowania wartości zmiennej
jest odchylenie standardowe, które jest równe pierwiastkowi z wariancji
określanej wzorem:

v =
1
N

∑
k∈U

(yk − ȳ)2.

Wykorzystuje się także wariancję liczoną według wzoru:

v∗ =
1

N − 1

∑
k∈U

(yk − ȳ)2 =
N

N − 1
v.

Medianę, czyli wartość środkową zmiennej y w populacji, określa się
następująco:

my =

yN+12 , gdy N jest nieparzyste,
1
2(yN

2
+ yN

2 +1), gdy N jest parzyste.

Przykład 1.4. Parametry określonej w przykładzie 1.3 zmiennej y są na-
stępujące: ȳ = 1.4, yu = 7, v = 1.04, v∗ = 1.3, a zmiennej x są postaci:
p = 0.4, ỹ = 7, xu = 2, my = 1, mx = 0.

1.2. Definicja próby oraz jej planu
i schematu losowania

Ocenę wartości parametrów populacji możemy wyliczyć, jeśli posiadamy rze-
telne obserwacje zmiennej dla wszystkich elementów populacji, która zwykle
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składa się z tysięcy czy nawet milionów obiektów. Wtedy obserwacja wszyst-
kich elementów populacji jest zwykle długotwała i kosztowna. W związku
z tym trzeba zadowolić się częścią obserwacji zmiennej, czyli próbą. Co wię-
cej, w przypadku kontroli jakości produkcji badanie własności wytworzonych
detali może wiązać się nawet ze zniszczeniem ich wartości użytkowej. Próbę
trzeba tak wyodrębnić, by jak najlepiej reprezentowała strukturę warto-
ści badanej cechy w populacji. Spotyka się również inne sposoby określania
kryteriów reprezentatywności próby. W szczególności postuluje się, aby błąd
średni oceny najważniejszego parametru był jak najmniejszy. Wyróżnia się
zwykle dwa sposoby wyodrębniania prób. Pierwszy to wybór celowy próby,
a drugi to jej wybór losowy. Wybór celowy elementów do próby odbywa
się na podstawie z góry znanych i racjonalnych przesłanek, które pozwala-
ją wskazać podzbiór elementów populacji reprezentatywnych dla całej po-
pulacji. W tym przypadku wyznaczenie oszacowania błędu wnioskowania
o parametrach może być złożone. Wymaga to pewnych trudnych do zwery-
fikowania założeń modelowych. Z kolei po to, aby była możliwość wylosowa-
nia próby, trzeba dysponować spisem elementów populacji lub przynajmniej
spisem ich rozłącznych podzbiorów zwanych zespołami (jednostkami losowa-
nia). Taki spis jest nazywany operatem losowania. Postuluje się, aby operat
losowania był kompletny, czyli aby obejmował wszystkie elementy populacji
bądź jednostki losowania. Ponadto oczekuje się, aby operat losowania był
aktualny oraz identyfikowalny, co polega na tym, że jego elementy i obiekty
tworzące populację muszą być sobie przyporządkowane w sposób wzajem-
nie jednoznaczny. Dodajmy, że dobry operat losowania winien obejmować
także pewne informacje dodatkowe o elementach populacji, określane zwy-
kle przez wartości tzw. cech pomocniczych. Pozwala to m.in. na optymalne
warstwowanie populacji, co w konsekwencji może dać istotne podniesienie
dokładności prowadzonej estymacji parametrów populacji.

1.2.1. Proste próby losowe

Próba jest traktowana jako zbiór elementów populacji. Jest zwykle ozna-
czana przez s i zapisywana za pomocą zbioru s = {k1, k2, . . . , kn}, gdzie ki
jest numerem elementu populacji U , czyli ki ∈ U , i = 1, . . . , n. Wówczas
fakt przynależności k-tego elementu populacji do próby s oznaczamy przez
k ∈ s. Gdy indeks i jest numerem kolejnego losowania elementu populacji,
to próbę s nazywamy uporządkowaną. Jeśli próba jest losowana zwrotnie, to
numery elementów populacji mogą powtarzać się w próbie. Gdy próba jest
losowana bezzwrotnie, to próba s jest podzbiorem populacji U , czyli s ⊆ U .
Przez Q oznaczamy zbiór prób, które są tworzone na podstawie populacji
U . Zbiór Q jest także nazywany przestrzenią prób lub zbiorem podstawowym
prób. Symbolem Qn oznaczamy próby składające się z ustalonej liczby ele-
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mentów. Dodajmy, że są również rozważane próby o nieustalonej liczebności
elementów.

Z punktu widzenia badania własności próby i związanych z nią in-
nych pojęć, wygodnie jest zdefiniować próbę w następujący sposób. Niech
{0, 1}N będzie N -krotnym iloczynem kartezjańskim zbioru {0, 1}, czy-
li np. {0, 1}2 = {{0, 0}, {0, 1}, {1, 0}, {1, 1}}. Ponadto, niech M =
{0, 1, 2, . . .} będzie zbiorem liczb naturalnych, natomiast MN będzie N -
-krotnym iloczynem kartezjańskim zbioru M. W szczególności więc M2 =
{{0, 0}, {0, 1}, {0, 2}, {0, 3}, {0, 4}, . . . {1, 0}, {1, 1}, {1, 2}, . . .}.

Definicja 1.4. Próba jest określana jako wektor

s = [s1 . . . sN ],

przy czym:
a) w przypadku próby bez powtórzeń elementów populacji (losowanej bez-

zwrotnie), s ∈ {0, 1}N i

sk =

{
1, gdy k-ty element populacji jest w próbie,

0, gdy k-ty element populacji nie jest w próbie,

b) w przypadku próby z powtórzeniami elementów populacji (losowanej
zwrotnie) s ∈MN i

sk =

{
 1, gdy k-ty element populacji jest w próbie,

0, gdy k-ty element populacji nie jest w próbie.

Przez sk oznaczono więc krotność występowania k-ego elementu popu-
lacji w próbie. Z zapisanej definicji wynika, że próba losowana bezzwrotnie
jest z formalnego punktu widzenia szczególnym przypadkiem próby loso-
wanej zwrotnie. W szczególności wektor zerowy s = [0 . . . 0] jest nazywany
próbą pustą, natomiast wektor jednostkowy s = [1 . . . 1] nazwiemy próbą
wyczerpującą populację. Wprowadzone określeniem 1.4 pojęcie próby, jak
i następne definicje zamieszczone w niniejszym paragrafie podajemy głów-
nie za Tillé (2006).

Próbę s = {k : sk = 1}, można traktować jako podzbiór numerów ele-
mentów populacji, które jednocześnie są numerami równych jedności ele-
mentów wektora s określonego w definicji 1.4. W przypadku próby losowanej
zwrotnie s jest zbiorem par (k, sk), a więc s = {(k, sk) : sk  1}, gdzie k jest
numerem elementu populacji U znajdującym się w próbie i jednocześnie jest
numerem różnego od zera elementu wektora s określonego w definicji 1.4.

W praktyce próbę s rozumie się częściej jako podzbiór numerów elemen-
tów populacji, jakkolwiek w niektórych sytuacjach jest wygodniej definiować
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ją wektorem. Dalej kontekst pracy jednoznacznie wskaże, czy zdefiniowano
ją zbiorem, czy wektorem.

Liczebność (rozmiar) próby wynosi:

n(s) =
∑
k∈s

sk.

Przykład 1.5. Gdy populacja składa się z trzech elementów, czyli N = 3,
to przestrzeniami prób mogą być zbiory: Q = {[0 1 1], [1 1 0], [0 0 1]} lub
Q = {[0 0 0], [1 3 0], [0 1 0], [0 0 4]}. W skład pierwszego z zapisanych zbio-
rów wchodzą wybrane próby losowane bezzwrotnie, a w drugiej przestrzeni
znajdujemy także próby losowane zwrotnie, jak np. próba [1 3 0], w której
skład wchodzi jednokrotnie pierwszy element populacji oraz trzykrotnie drugi
element populacji i rozmiar tej próby wynosi cztery, czyli n([1 3 0]) = 4.

Definicja 1.5. Przestrzeń prób Q jest nazywana symetryczną, gdy dla każ-
dej próby s ∈ Q, wszystkie permutacje jej elementów także należą do Q.

Przykład 1.6. Niech populacja składa się z czterech elementów, czyli
N = 4. Wówczas przykładem symetrycznej przestrzeni prób może być zbiór
Q = {[0 0 0 0], [1 0 0 0], [0 1 0 0], [0 0 1 0], [0 0 0 1], [1 1 0 0], [1 0 1 0],
[1 0 0 1], [0 1 1 0], [0 1 0 1], [0 0 1 1], [2 0 0 0], [0 2 0 0], [0 0 2 0], [0 0 0 2]}.
Mamy więc do czynienia z przestrzenią prób losowanych zwrotnie o liczeb-
ności nie większej niż dwa elementy, czyli n ¬ 2.

Definicja 1.6. Przestrzeń prób losowanych bezzwrotnie o ustalonej liczeb-
ności n oznaczana przez Qn jest zbiorem wszystkich możliwych permutacji
bez powtórzeń N -elementowego wektora [1 . . . 1 0 . . . 0], który zawiera n je-
dynek i N − n zer.

Symetryczną przestrzenią prób losowanych bezzwrotnie o liczebności nie
większej niż N jest suma Q =

⋃N
n=0 Qn. W szczególności gdy N = 2, to zbiór

Q = {[0, 0], [1, 0], [0, 1], [1, 1]} jest iloczynem kartezjańkim zbiorów {0, 1}
i {0, 1}, czyli Q = {0, 1} × {0, 1} = {0, 1}2. Uogólniając to rozumowanie
dochodzimy do wniosku, że przestrzeń Q jest N -krotnym iloczynem karte-
zjańskim zbioru {0, 1}, czyli Q = {0, 1}N .

Liczba wszystkich prób tworzących przestrzeń Qn wynosi
(N
n

)
, natomiast

liczba wszystkich prób losowanych bezzwrotnie z populacji N -elementowej
jest równa 2N .

Przykład 1.7. Gdy populacja składa się z trzech elementów, czyli N = 3,
to symetryczną przestrzenią prób losowanych bezzwrotnie jest Q = {0, 1}3 =
{[0 0 0], [1 0 0], [0 1 0], [0 0 1], [0 1 1], [1 0 1], [1 1 0], [1 1 1]}, a w szcze-
gólności jej podzbiór: Q2 = {[0 1 1], [1 0 1], [1 1 0]} jest przestrzenią prób
losowanych bezzwrotnie o liczebności n = 2.
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Gdy próba jest losowana zwrotnie z populacji, to dany element popula-
cji może się w niej wielokrotnie powtarzać. Niech sk, i = 1, . . . , N będzie
krotnością powtarzania się k-tego elementu populacji w próbie.

Definicja 1.7. Symetryczna przestrzeń prób losowanych zwrotnie o usta-
lonej liczebności n, oznaczana przez Q

n
, jest zbiorem wszystkich możli-

wych prób s takich, że s = [s1, . . . , sN ], si = 0, 1, . . . , n, dla i = 1, . . . , N
i
∑N
i=1 si = n.

Liczba wszystkich prób tworzących przestrzeń Q
n

wynosi
(N+n−1

n

)
. Sy-

metryczną przestrzenią prób losowanych zwrotnie o dowolnej liczebności nie
większej od m jest suma: Q¬m =

⋃m
n=0 Q

n
.

Próbę s = [s1, . . . , sN ] losowaną zwrotnie można sprowadzić do próby
losowanej bezzwrotnie s = [s1, . . . , sN ] za pomocą tzw. funkcji redukującej
s = [r(s1), . . . , r(sN )] = r(s) definowanej wyrażeniem:

sk = r(sk) =

{
1 jeśli sk > 0,

0 jeśli sk = 0.
(1.1)

Liczba różnych elementów populacji w próbie s jest nazywana efektyw-
ną liczebnością tej próby i jest oznaczana przez ne(s) = n(s) = n(r(s)).
Oczywiście liczebność próby losowanej bezzwrotnie jest równa jej liczebno-
ści efektywnej.

Przykład 1.8. Przestrzeń uzyskana poprzez redukcję przestrzeni prób loso-
wanych zwrotnie o liczebności n jest równa sumie przestrzeni prób losowa-
nych bezzwrotnie o liczebności nie mniejszej niż 1 i nie większej niż n, czyli
r(Q

n
) =

⋃n
m=1 Qm. W szczególności, gdy N = 3 i n = 2, to

r
(
Q2

)
= r

(
{[1 1 0], [1 0 1], [0 1 1], [2 0 0], [0 2 0], [0 0 2]}

)
=

= {[1 0 0], [0 1 0], [0 0 1], [1 1 0], [1 0 1], [0 1 1]} = Q1 ∪Q2 = Q¬2.

Definicja 1.8. Planem losowania próby s jest nazywany rozkład prawdopo-
dobieństwa p(s) określony na zbiorze podstawowym prób Q, a więc funkcja
p(s), będąca prawdopodobieństwem wylosowania próby s, przyporządkowywu-
je każdemu elementowi s ze zbioru prób Q liczbę z przedziału zamkniętego
[0; 1] i ∑

s∈Q
p(s) = 1.

W przypadku planu bezzwrotnego losowania próby Q ⊆ {0, 1}N .

Przykład 1.9. Plan losowania zwrotnego próby 2-elementowej, której
przestrzeń Q2 określono w przykładzie 1.8 można ustalić następująco:
p([1 1 0]) = 0.01, p([1 0 1]) = 0.09, p([0 1 1]) = 0.5, p([2 0 0]) = 0.1,
p([0 2 0]) = 0.1, p([0 0 2]) = 0.2.
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Próbę s = [s1 . . . sN ] traktuje się również jako wartość (obserwację) N -
-wymiarowej zmiennej losowej S = [S1 . . . SN ], co wynika z następującego
określenia (por. Tillé 2006).

Definicja 1.9. Próbą losową jest nazywany wektor losowy S przyjmujący
wartości ze zbioru Q, którego rozkładem prawdopodobieństwa jest plan p(s),
czyli

P (S = s) = p(s), dla wszystkich s ∈ Q.

Zatem rozkład prawdopodobieństwa zmiennej losowej Sk jest rozkładem
brzegowym wektora S, który wyznacza następujące wyrażenie:

P (Sk = a) =
∑

{s : sk=a}
P (S = s).

Wartość oczekiwaną próby losowej określa wzór:

µ = [µ1 . . . µN ] = E(S) =
∑
s∈Q

sp(s),

gdzie µk = E(Sk) =
∑
s∈Q skp(s).

Macierz wariancji i kowariancji próby losowej ma postać:

Σ = [Σk,l] = E(S − µ)T (S − µ) =
∑
s∈Q

(s− µ)T (s− µ)p(s),

gdzie: Σk,l = µk,l − µkµl, µk,l = E(SkSl) =
∑
s∈Q skslp(s).

Przykład 1.10. Dla określonego w przykładzie 1.9 planu losowania zwrot-
nego próby 2-elementowej mamy: µ1 = E(S1) = 0.01 + 0.09 + 0 + 0.2 + 0 +
0 = 0.3 oraz µ = [0.3 0.71 0.99], µ1,1 = E(S2

1) = 0.01 + 0.09 + 0.4 = 0.5,
µ2,2 = 0.91, µ3,3 = 1.39, µ1,2 = E(S1S2) = 0.01, µ1,3 = 0.09, µ2,3 = 0.5. Te
wyliczenia prowadzą do następującej macierzy wariancji i kowariancji próby
losowej.

Σ =

 0.4100 −0.2030 −0.2070
−0.2030 0.4059 −0.2029
−0.2070 −0.2029 0.4099


Definicja 1.10. Prawdopodobieństwo inkluzji rzędu pierwszego jest prawdo-
podobieństwem tego, iż k-ty element populacji zostanie wylosowany do próby
i jest oznaczane przez

πk = P (Sk > 0) =
∑

{s : sk>0}
p(s).
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Na podstawie wzoru (1.1) można wykazać, że πk = E(r(Sk)). Zatem gdy
próba jest losowana bezzwrotnie, to πk = E(Sk). Symbolem π oznaczamy
wektor wierszowy prawdopodobieństw inkluzji rzędu pierwszego. Gdy próba
jest losowana bez zwracania, to π = µ.

Definicja 1.11. Prawdopodobieństwo inkluzji rzędu drugiego jest prawdo-
podobieństwem tego, iż elementy populacji o numerach k oraz l, przy czym
k 6= l, zostaną wylosowane do próby i jest oznaczane przez:

πk,l = P (Sk > 0 i Sl > 0) =
∑

{s : sk>0 i sl>0}
p(s).

Ze wzoru (1.1) wynika, że πk,l = E(r(Sk)r(Sl)). Niech Π = [πk,l], przy
czym πk,k = πk, k = 1, . . . , N .

Niech
∆ = [∆k,l] = Π− πTπ. (1.2)

Zwróćmy uwagę, że ∆k,t = πk,t − πkπt dla i 6= j, natomiast ∆k,k =
πk(1− πk). W przypadku bezzwrotnie losowanej próby

∆ = Σ.

Gdy próby losowane bezzwrotnie mają ustaloną liczebność n, to
N∑
k=1

πk = n,
N∑
k=1

N∑
t=1,t6=k

πk,t = n(n− 1). (1.3)

Przykład 1.11. Dla określonego w przykładzie 1.9 planu losowania zwrot-
nego próby 2-elementowej wyznaczamy następujące charakterystyki: π1 =
E(r(S1)) = 0.01+0.09+0.1 = 0.2, π = [0.2 0.61 0.79], π1,2 = E(r(S1)r(S2))
= 0.01, π1,3 = 0.09, π2,3 = 0.5, czyli:

Π =

0.20 0.01 0.09
0.01 0.61 0.50
0.09 0.50 0.79

 .
Wówczas:

∆ =

 0.1600 −0.1120 −0.0680
−0.1120 0.2379 0.0181
−0.0680 0.0181 0.1659

 .
Przykład 1.12. W przykładzie 1.7 określono przestrzeń prób Q2 dwuele-
mentowych losowanych bezzwrotnie z populacji trójelementowej. Definiu-
jemy na niej plan losowania próby: p([0 1 1]) = 0.5, p([1 0 1]) = 0.3,
p([1 1 0]) = 0.2. Parametry tego planu są następujące: π = [0.5 0.7 0.8].

Π =

0.5 0.2 0.3
0.2 0.7 0.5
0.3 0.5 0.8

 , Σ = ∆ =

 0.25 −0.15 −0.10
−0.15 0.21 −0.06
−0.10 −0.06 0.16

 .
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Plan losowania próby określa prawdopodobieństwa, z jakimi poszcze-
gólne próby mają być wyodrębniane z populacji. Z praktycznego punktu
widzenia jest rzeczą konieczną określenie sposobu doboru poszczególnych
składników próby spośród elementów populacji.

Definicja 1.12. Schemat (algorytm) losowania próby jest procedurą prowa-
dzącą do wyselekcjonowania z populacji elementów do próby tak, aby praw-
dopodobieństwo wylosowania próby było równe prawdopodobieństwu określo-
nemu przez plan losowania próby.

Schemat losowania próby jest nazywany wyliczającym (enumerative), je-
śli wszystkie możliwe próby oraz prawdopodobieństwa ich wylosowania są
wyznaczone przed losowaniem próby. Wyliczające schematy losowania wy-
magają dużej ilości operacji numerycznych, która zwykle rośnie w sposób
wybuchowy wraz ze zwiększaniem się rozmiaru populacji lub próby. Przy-
kładowe ilości prób wchodzących w skład przestrzeni prób zamieszczono
w tabeli 1.1. Wynika z niej, że są one wręcz astronomiczne już dla przypad-
ków stosunkowo małych liczebności populacji i prób. Na przykład, gdy roz-
miar populacji wzrasta 10 razy z poziomu 100 do 1000, to liczba wszystkich
możliwych prób bezzwrotnie losowanych wzrasta co najmniej 10270 razy!

Tabela 1.1

Rozmiary symetrycznych przestrzeni prób

N : 100 1000

n: 5 10 10 50

Card(Qn =
(
N
n

)
7.528× 107 1.731× 1013 2.634× 1023 9.460× 1084

Card(Q
n
) =

(
N+n−1
n

)
9.196× 107 4.263× 1013 2.882× 1023 1.097× 1086

Card(Q) = 2N 1.267651× 1030 1.071509× 10301

Chodzi więc o to, aby znaleźć efektywny algorytm losowania próby, czyli
taki, który wymagałby najmniej tego typu operacji przy danym planie loso-
wania, co powinno prowadzić do istotnej oszczędności czasu poświęcanego
na wyselekcjonowanie próby z populacji.

Problemom konstrukcji algorytmów losowania próby jest poświęcona
praca Tillé (2006). Tutaj przedstawimy tylko konkretne algorytmy przy-
pisane rozważanym planom losowania próby.

Konstrukcja algorytmu wyliczającego losowania próby jest następująca:
1. Najpierw tworzy się ciąg (listę) wszystkich możliwych prób: Q = {s1,

. . . , sJ}.
2. Wylicza się prawdopodobieństwa wystąpienia wszystkich prób ze zbioru

Q zgodnie z planem losowania P (s).
3. Potem, generuje się liczbę losową u o rozkładzie jednostajnym określo-

nym na przedziale [0, 1].
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4. W końcu wybiera się tę próbę sj , dla której
∑j−1
i=1 P (si) ¬ u <

∑j
i=1 P (si)

przy czym, jeśli u < P (s1), to próba s1 jest wybierana.
Rozważymy teraz własności elementarnych planów losowania próby.

Definicja 1.13. Plan bezzwrotnego losowania próby prostej ma postać:

Pbz(s) =

(
N

n

)−1

,

gdzie s ∈ Qn.

Parametry tego planu są następujące: πk = n
N , πk,l = n(n−1)

N(N−1) , ∆k,k =
n(N−n)
N2 , ∆k,l = − n(N−n)

N2(N−1) , przy czym k = 1, . . . , N , l = 1, . . . , N , k 6= l.
Algorytm (schemat) losowania rozważanej próby prostej jest następują-

cy:
1. Pierwszy element próby jest losowany z populacji z prawdopodobień-

stwem q1 = 1
N , czyli np. należy wygenerować liczbę losową u o rozkładzie

jednostajnym określonym na przedziale [0; 1] i wtedy jest wybierany j-ty
element populacji, gdy j−1

N ¬ u < j
N , j = 1, . . . , N .

2. k-ty element próby jest podobnie losowany z populacji pomniejszonej
o już wcześniej wylosowane z niej (k − 1) elementy z prawdopodobień-
stwem qk = 1

N−k+1 , k = 2, . . . , n.

Przykład 1.13. Gdy N = 5 i n = 2, to plan bezzwrotnego losowania próby
losowej prostej ma postać: Pbz(s) = 0.1, gdzie s ∈ Q2, a jego parametry
określają parametry:

Π =

0.4 0.1 0.1
0.1 0.4 0.1
0.1 0.1 0.4

 , Σ = ∆ =

 0.24 −0.06 −0.06
−0.06 0.24 −0.06
−0.06 −0.06 0.24

 .
Algorytm losowania rozważanej próby jest następujący. Pierwszy element
próby należy losować z prawdopodobieństwem q1 = 0.2 z całej pięcioele-
mentowej populacji, a drugi element wybieramy z prawdopodobieństwem
q2 = 0.25 z populacji czteroelementowej, czyli pomniejszonej o już wcześniej
wylosowany element.

Tillé (2006, s. 54), wprowadza następujące określenie.

Definicja 1.14. Plan zwrotnego losowania tzw. próby losowej prostej ma
postać:

Pz(s) =
n!

Nn
∏
k∈U sk!

,

gdzie s ∈ Q
n

.
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Prawdopodobieństwa inkluzji tego planu określają wzory:
πk = 1−

(
N−1
N

)n
, πk,l = 1− 2

(
N−1
N

)n
+
(
N−2
N

)n
, przy czym k = 1, . . . , N ,

l = 1, . . . , N , k 6= l.
Schemat losowania rozważanej próby jest następujący. Każdy spośród

N -elementów populacji jest losowany z prawdopodobieństwem 1/N do pró-
by n-krotnie. Stąd wynika, że elementy populacji są losowane do próby nie-
zależnie.

Przykład 1.14. Gdy N = 4 i n = 2, to plan zwrotnego losowania próby
prostej ma postać: Pz(s) = 0.1, gdzie s ∈ Q2. Parametry tego planu są
następujące: µ = [0.5 0.5 0.5 0.5],

Π =
1
16

7 2 2
2 7 2
2 2 7

 , Σ =
1
8

 3 −1 −1
−1 3 −1
−1 −1 3

 , ∆ =
1

256

 63 −17 −17
−17 63 −17
−17 −17 63

 .
Po to, aby wylosować rozważaną próbę należy z całej populacji wylosować
(zwrotnie) dwa elementy, przy czym za każdym razem prawdopodobieństwo
wylosowania elementu populacji ma wynosić 0.25.

Definicja 1.15. Plan bezzwrotnego losowania Bernoulliego próby losowej
prostej ma postać:

Pπ(s) =
N∏
k=1

πsk(1− π)1−sk ,

gdzie s ∈ Q i π ∈ [0, 1].

Parametr π jest prawdopodobieństwem wylosowania każdego elementu
populacji do próby, czyli πk = E(Sk) = π dla k = 1, . . . , N . Prawdopodo-
bieństwa inkluzji rzędu drugiego są również takie same i wynoszą πk,l = π2

oraz D2(Sk) = π(1 − π) oraz Cov(Sk, Sl) = 0 dla k 6= l, k = 1, . . . , N ,
l = 1, . . . , N .

Próby Bernoulliego nie mają powtarzających się elementów popula-
cji, a ich rozmiar jest zmienną losową, której wartość spełnia nierówności:
0 ¬ n(s) ¬ N . Liczebność próby ma rozkład dwumianowy prawdopodobień-
stwa, który określa wzór:

P (n(S) = n) =

(
N

n

)
πn(1− π)1−n, (1.4)

przy czym n = 0, 1, . . . , N . Zatem, E(n(S)) = Nπ, D2(n(S)) = Nπ(1− π).

Przykład 1.15. Sprzedano partię N = 20 000 lodówek określonego typu.
Prawdopodobieństwo awarii każdej z nich wynosi π = 0.005. Zbiór reklamo-
wanych lodówek można więc traktować jako próbę Bernoulliego. W związku
z tym wartość oczekiwana rozmiaru tej próby, jednocześnie będąca przeciętną
liczbą reklamowanych lodówek, wynosi 100 sztuk.
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1.2.2. Wybrane plany losowania prób nieprostych∗

W niniejszej części przedstawimy pewne plany losowania, których prawdo-
podobieństwa inkluzji rzędu pierwszego nie są takie same dla elementów
populacji. Zwykle będą one zależne od wartości tzw. cechy dodatkowej (po-
mocniczej) obserwowanej w całej populacji. Wśród nich da się wyróżnić
takie, które zależą od obserwacji wartości momentów cechy dodatkowej,
a inne od kwantyli tej zmiennej. Pierwszy z rozważanych planów losowania
jest określany następująco (por. np. Tillé, 2006):

Definicja 1.16. Plan Poissona bezzwrotnego losowania próby określa wy-
rażenie:

PP (s) =
N∏
k=1

πskk (1− πk)1−sk ,

przy czym s ∈ Q i πk ∈ [0, 1] dla k = 1, . . . , N .

Element k-ty populacji jest losowany do próby z prawdopodobieństwem
πk, k = 1, . . . , N , które jest jednocześnie prawdopodobieństwem inkluzji
rzędu pierwszego oraz E(Sk) = πk. Elementy populacji są losowane do pró-
by w sposób niezależny. Zatem prawdopodobieństwo inkluzji rzędu drugiego
wynosi πk,l = πkπl dla k 6= l, k = 1, . . . , N , l = 1, . . . , N . Wartość oczeki-
wana liczebności próby wynosi E(n(S)) =

∑N
k=1 πk.

Przykład 1.16. Niech obserwacje cechy pomocniczej będą dodatnie w całej
populacji, czyli xk > 0 dla k = 1, . . . , N . Wówczas można przyjąć, że

πk =
xk∑N
i=1 xi

, k = 1, . . . , N.

W praktyce zmienna pomocnicza w zależności od celu badania staty-
stycznego może być w różny sposób dobierana. Przykładowo xk może być
obserwacją wieku respondenta, który jest dostępny w różnych rejestrach ad-
ministracyjnych. Wówczas prawdopodobieństwo wylosowania danej osoby
do próby byłoby proporcjonalne do jej wieku. Przypuśćmy, że obserwacje
wartości zmiennej pomocniczej indeksowane numerami pięcioelementowej
populacji są następujące: x1 = 1, x2 = 2, x3 = 4, x4 = 7, x5 = 11. Wte-
dy wyżej określone prawdopodobieństwa przyjmują wartości: π1 = 0.04,
π2 = 0.08, π3 = 0.16, π4 = 0.28 i π5 = 0.44.
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Oznaczmy średnie i wariancje z populacji lub z próby s zmiennej dodat-
kowej następująco:

x̄ = 1
N

∑
i∈U

xi, v∗(x) = 1
N−1

∑
i∈U

(xi − x̄)2, v(x) = N−1
N v∗(x). (1.5)

x̄s = 1
n

N∑
i=1

xisi, v∗s(x) = 1
n−1

N∑
i=1

(xi − x̄s)2si, vs(x) = n−1
n v∗s(x). (1.6)

lub

x̄s = 1
n

∑
i∈s

xi, v∗s(x) = 1
n−1

∑
i∈s

(xi − x̄s)2. (1.7)

Midzuno (1950), Lahiri (1951) oraz Sen (1953) analizowali następujący
plan i schemat losowania próby.

Definicja 1.17. Plan bezzwrotnego losowania n-elementowej próby s, pro-
porcjonalny do średniej cechy dodatkowej z tej próby x̄s ma postać:

PLMS(s) =
1(N
n

) x̄s
x̄
, gdzie s ∈ Qn.

Prawdopodobieństwa inkluzji rzędu pierwszego i drugiego mają postać
(por. np. Chaudhuri i Vos, 1988 lub Wywiał, 1995):

πk = n
N + N−n

N(N−1)
xk−x̄
x̄ ,

πk,l = n−2
N−2(πk + πl)− n(n−1)

(N−1)(N−2)

lub równoważnie

πk,l = n(n−1)
N(N−1) + (n−1)(N−n)

N(N−1)(N−2)
xk+xl−2x̄

x̄ ,

(1.8)

przy czym k 6= l, k = 1, . . . , N , l = 1, . . . , N .
Schemat losowania próby jest następujący. Pierwszy element do próby

jest losowany z prawdopodobieństwami proporcjonalnymi do wartości cechy
pomocniczej, czyli:

p(k1) =
xk1∑N
i=1 xi

, k = 1, . . . , N.

Pozostałe elementy próby tworzy losowana bezzwrotnie próba prosta o li-
czebności (n− 1).

Wywiał (1991, 1992) wyprowadza prawdopodobieństwa inkluzji dowol-
nego rzędu planu PLMS oraz następujące odpowiednie prawdopodobieństwa
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warunkowe określające schemat losowania próby. Pierwszy element jest loso-
wany do próby z wyżej określonym prawdopodobieństwem bezwarunkowym
p(k1), natomiast dla r = 2, . . . , n

p(kr|kr−1, . . . , k1) =

(N − n)
r∑
i=1

xki +N(n− r)x̄

(N − 1)

(
(N − n)

r−1∑
i=1

xki +N(n− r + 1)x̄

) .

Zatem jest to znacznie bardziej złożony i wolniejszy schemat losowania pró-
by od algorytmu Midzuno i Lahiriego. Ponadto, jest to przykład na to, iż
przedstawiliśmy dwa schematy losowania realizujące jeden i ten sam plan
losowania próby, co jest zgodne z twierdzeniem T.V.H. Rao (1962), który
wykazał, że dla każdego planu losowania próby istnieją co najmniej dwa
schematy jej losowania.

Przykład 1.17. Podobnie jak w przykładzie 1.16 niech obserwacjami war-
tości zmiennej pomocniczej będą następujące liczby: x1 = 1, x2 = 2, x3 = 4,
x4 = 7, x5 = 11, przy czym numery obserwacji zmiennej są jednocześnie nu-
merami elementów populacji. Zatem populacja liczy N = 5 elementów. Na
podstawie definicji 1.17 otrzymujemy następujące prawdopodobieństwa pla-
nu losowania dwuelementowej próby proporcjonalnego do średniej z próby
cechy dodatkowej: PLMS(1 2) = 0.03, PLMS(1 3) = 0.05, PLMS(1 4) = 0.08,
PLMS(1 5) = 0.12, PLMS(2 3) = 0.06, PLMS(2 4) = 0.09, PLMS(2 5) =
0.13, PLMS(3 4) = 0.11, PLMS(3 5) = 0.15, PLMS(4 5) = 0.18. Na podsta-
wie wzoru (1.8) wyliczamy macierz prawdopodobieństw inkluzji:

Π =


0.28 0.03 0.05 0.08 0.12
0.03 0.31 0.06 0.09 0.13
0.05 0.06 0.37 0.11 0.15
0.08 0.90 0.11 0.46 0.18
0.12 0.13 0.15 0.18 0.58

 ,

przy czym prawdopodobieństwa inkluzji rzędu pierwszego są na głównej prze-
kątnej macierzy Π, a poza nią znajdują się prawdopodobieństwa inkluzji rzę-
du drugiego. Ponadto:

Σ = ∆ =


0.202 −0.057 −0.054 −0.049 −0.042
−0.057 0.214 −0.055 −0.053 −0.050
−0.054 −0.055 0.233 −0.060 −0.065
−0.049 −0.053 −0.060 0.248 −0.087
−0.042 −0.050 −0.064 −0.087 0.244

 .
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Definicja 1.18 (Singh i Srivastava, 1980). Plan bezzwrotnego losowania
n-elementowej próby s proporcjonalny do wariancji cechy dodatkowej z tej
próby v∗s ma postać:

PSS(s) =
1(N
n

) v∗s(x)
v∗(x)

, gdzie s ∈ Qn

przy czym wariancję v∗ i v∗s określają wzory (1.5)–(1.7).

Schemat losowania realizujący plan PSS polega na tym, że najpierw na-
leży wylosować z populacji parę elementów (k, l) z prawdopodobieństwami
proporcjonalnymi do (xk−xl)2. Następnie pozostałe (n−2) elementy próby
dobieramy z populacji pomniejszonej o już wybrane wcześniej dwa elementy,
jako próbę prostą losowaną bezzwrotnie.

Niech zk = xk−x̄√
v(x)

. Wtedy prawdopodobieństwa inkluzji rzędu pierwsze-

go i drugiego mają postać:


πk = n

N + N−n
N(N−2)(z2

k − 1),

πk,l = n(n−1)
N(N−1) + N−n

N(N−2)

(
1− (N−1)(N−n−1)

N(N−3)

)
(z2
k + z2

l − 2)+

− 2(N−n)(N−n−1)
N2(N−2)(N−3)

(
zkzl − 1

N−1

)
,

(1.9)

przy czym k 6= l, k = 1, . . . , N , l = 1, . . . , N .

Prawdopodobieństwa inkluzji wyższych rzędów podaje Wywiał (1992).

Przykład 1.18. Korzystamy z danych z przykładu 1.17 o obserwacjach
wartości zmiennej pomocniczej w pięcioelementowej populacji. Na podsta-
wie definicji 1.18 otrzymujemy następujące prawdopodobieństwa planu lo-
sowania dwuelementowej próby proporcjonalnego do wariancji z próby ce-
chy dodatkowej: PSS(1, 2) = 0.003, PSS(1, 3) = 0.027, PSS(1, 4) = 0.109,
PSS(1, 5) = 0.303, PSS(2, 3) = 0.012, PSS(2, 4) = 0.076, PSS(2, 5) = 0.246,
PSS(3, 4) = 0.027, PSS(3, 5) = 0.149, PSS(4, 5) = 0.048. Na podstawie wzo-
ru (1.9) wyliczamy macierz pradopodobieństw inkluzji:

Π =


0.442 0.003 0.027 0.109 0.303
0.003 0.336 0.012 0.076 0.246
0.027 0.012 0.216 0.027 0.149
0.109 0.076 0.027 0.261 0.048
0.303 0.246 0.149 0.048 0.745

 .
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Zauważmy, że w rozważanym przypadku πk,l = pSS(k, l) dla k = 1, . . . , 5,
l = 1, . . . , 5 i k 6= l. Ponadto:

Σ = ∆ =


0.247 −0.146 −0.069 −0.006 −0.026
−0.146 0.223 −0.061 −0.012 −0.004
−0.069 −0.061 0.169 −0.029 −0.012
−0.006 −0.012 −0.029 0.193 −0.146
−0.026 −0.004 −0.012 −0.146 0.190

 .

Załóżmy, co nie umniejsza ogólności dalszych rozważań, że wartości ce-
chy dodatkowej są uporządkowane od najmniejszej do największej, czyli
xi ¬ xi+1, dla i = 1, . . . , N −1. Niech X(r) będzie r-tą statystyką pozycyjną
z próby prostej losowanej bezzwrotnie. Przypomnijmy, że kwantyl z próby
rzędu α ∈ (0, 1) jest określany jako qs,α = X(r), gdzie r = [nα] + 1 i [na] jest
częścią całkowitą liczby nα. Zatem, X(r) = qs,α, dla (r − 1)/n ¬ α < r/n.
Niech Qn(r, i) = {s : X(r) = xi} będzie zbiorem wszystkich prób s, w któ-
rych r-ta statystyka pozycyjna zmiennej dodatkowej jest równa xi, gdzie
r ¬ i ¬ N−n+r. Zbiory prób tworzące ciąg (Qn(r, i), i = r, . . . , N−n+r)
są rozłączne oraz wyczerpują przestrzeń prób o ustalonej liczebności n lo-
sowanych bezzwrotnie, oznaczanej przez Qn, a więc Qn =

⋃N−n+r
i=r Qn(r, i).

Wywiał (2004, 2008) zaproponował następujący plan losowania próby.

Definicja 1.19. Plan bezzwrotnego losowania n-elementowej próby s pro-
porcjonalny do wartości xi statystyki pozycyjnej X(r) ma postać:

Pq(s|r) =
xi

a(n, r)
, dla s ∈ Qn(r, i), i = r, . . . , N − n+ r,

gdzie:

a(n, r) =
N−n+r∑
j=r

(
j − 1
r − 1

)(
N − j
n− r

)
xj .

W szczególności, dla pierwszej i ostatniej ze statystyk pozycyjnych plan
losowania upraszcza się do następujących wyrażeń:

Pq(s|1) =
xi∑N−n+1

j=1
(N−j
n−1

)
xj
, dla s ∈ Qn(1, i), i = 1, . . . , N − n+ 1,

(1.10)

Pq(s|n) =
xi∑N

j=n
(j−1
n−1

)
xj
, dla s ∈ Qn(n, i), i = n, . . . , N, (1.11)

Dodajmy jeszcze, iż w szczególności, gdy xi = c > 0 dla wszystkich
i = 1, . . . , N , to plan Pq losowania próby redukuje się do planu bezzwrotne-
go wyboru próby prostej określonego definicją 1.13. Wyprowadzenie praw-
dopodobieństw inkluzji rzędu pierwszego i drugiego znajduje się w artykule
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Wywiała (2008). Symulacyjną analizę dokładności strategii estymacji wyko-
rzystującej rozważany plan losowania przeprowadza także Wywiał (2007).

Niech U(1, . . . , i) będzie podpopulacją populacji U i niech s1 będzie pró-
bą prostą o liczebności (r − 1), wylosowaną bez zwracania z podpopulacji
U(1, . . . , i). Podobnie, niech s2 będzie próbą prostą o liczebności (n−r) loso-
waną bezzwrotnie z podpopulacji U(i+1, . . . , N) populacji U . Utrzymujemy
założenie, że elementy populacji są ponumerowane zgodnie z rosnącymi war-
tościami dodatniej cechy pomocniczej. Wówczas algorytm losowania próby
zgodnie z planem Pq polega najpierw na wylosowaniu i-tego elementu po-
pulacji (któremu jest przypisana wartość xi statystyki pozycyjnej X(r) na
podstawie następującego rozkładu prawdopodobieństwa statystyki X(r):

pr,i =

(i−1
r−1

)(N−i
n−r

)
xi∑N−n+r

j=r
(j−1
r−1

)(N−j
n−r

)
xj
, i = r, . . . , N − n+ r. (1.12)

Następnie z podpopulacji U(1, . . . , i) jest losowana bezzwrotnie próba prosta
s1 o liczebności (r − 1). Potem z podpopulacji U(i + 1, . . . , N) jest także
losowana bezzwrotnie próba prosta s2 o liczebności (n− r). Suma tych prób
z dołączonym i-tym elementem populacji {i}, czyli s = s1 ∪ {i} ∪ s2 kończy
algorytm losowania próby.

Często w praktyce określa się prawdopodobieństwa inkluzji rzędu pierw-
szego proporcjonalnie do wartości zmiennej dodatkowej. Przykładowo za-
mierza się losować gospodarstwa rolne do próby z prawdopodobieństwami
proporcjonalnymi do powierzchni ich użytków rolnych. Wówczas większe
gospodarstwa (zwykle ważniejsze z ekonomicznego punktu widzenia) mają
większą szansę dostania się do próby. Zatem należy skonstruować schemat
losowania próby realizujący zadane prawdopodobieństwa inkluzji pierwsze-
go rzędu, przy zaniedbaniu postaci funkcji planu losowania próby. Do bar-
dziej popularnych tego rodzaju schematów losowania należy procedura za-
proponowana przez Rao, Hartleya i Cochrana (1962). Niech pi = xi∑N

j=1 xj
,

i = 1, . . . , N , gdzie xi jest wartością zmiennej dodatkowej przypisanej i-
-temu elementowi populacji U . Zakładamy, że

∑N
i=1 pi = 1. Niech próba

o liczebności n będzie bezzwrotnie losowana z populacji zgodnie z prawdo-
podobieństwami inkluzji πi = npi. To zadanie realizuje następujący algo-
rytm. Populacja U jest dzielona losowo na n grup oznaczanych przez Uk,
k = 1, . . . , n, przy czym każda składa się z co najmniej dwóch elementów.
W szczególności Bracha (1996) rozważa podział na b grup a + 1 elemento-
wych oraz n−b grup a elementowych, gdzie liczebność a jest częścią całkowi-
tą ilorazu N/n. Dla każdej grupy wylicza się sumy qk =

∑
i∈Uk pi. W końcu

z każdej grupy losuje się po jednym elemencie z prawdopodobieństwem pi
qk

,
gdzie i ∈ Uk. Tak wylosowane elementy tworzą próbę s, przy czym trzeba
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zaznaczyć, że tylko w przybliżeniu prawdopodobieństwa inkluzji wchodzą-
cych w jej skład elementów są proporcjonalne do odpowiednich wartości
zmiennych dodatkowych, czyli πi ≈ npi, i ∈ s. Własności tego schematu
losowania ostatnio analizowali Chaudhuri, Dihidar i Bose (2006). Po to, aby
zapewnić równości πi = npi, i ∈ s, Hartley i Rao (1962) zaproponowali inny
schemat losowania próby.

Przykład 1.19. Korzystamy z danych z przykładu 1.17 o obserwacjach
wartości zmiennej pomocniczej w pięcioelementowej populacji. Na podsta-
wie definicji 1.19 i wzoru (1.10) otrzymujemy następujące prawdopodobień-
stwa planu losowania dwuelementowej próby proporcjonalnego do pierwszej
statystyki pozycyjnej cechy dodatkowej: pq(1, 2|1) = 0.04, pq(1, 3|1) = 0.04,
pq(1, 4|1) = 0.04, pq(1, 5|1) = 0.04, pq(2, 3|1) = 0.08, pq(2, 4|1) = 0.08,
pq(2, 5|1) = 0.08, pq(3, 4|1) = 0.16, pq(3, 5|1) = 0.16, pq(4, 5|1) = 0.28.

Wzór (1.11) daje plan losowania próby proporcjonalny do ostatniej
(czyli drugiej w rozważanej próbie dwuelementowej) statystyki pozycyjnej:
pq(1, 2|2) = 2/75, pq(1, 3|2) = 4/75, pq(2, 3|2) = 4/75, pq(1, 4|2) = 7/75,
pq(2, 4|2) = 7/75, pq(|3, 4|2) = 7/75, pq(1, 5|2) = 11/75, pq(2, 5|2) = 11/75,
pq(3, 5|2) = 11/75, pq(4, 5|2) = 11/75.

1.3. Dane i statystyki

Przypomnijmy, że y = [y1 . . . yk . . . yN ] i S = [S1 . . . Sk . . . SN ] określają
odpowiednio wektor możliwych wartości zmiennej y oraz obserwację próby
losowej. Oznaczamy symbolem ∗ tzw. iloczyn Hamadarda tych wektorów,
który ma postać: z = y ∗ s = [y1s1 . . . yksk . . . yNsN ], czyli zk = yksk, k =
1, . . . , N . W wyniku obserwacji elementów populacji o numerach należących
do próby s otrzymujemy dane o wartościach badanej cechy. Modyfikując
definicje danych Cassela, Särndala i Wretmana (1977) oraz Tillé (2006)
określamy je następująco:

Definicja 1.20. Danymi o wartości zmiennej y obserwowanymi w próbie
losowej S nazywamy uporządkowaną parę wektorowych zmiennych losowych
D = (Z, S), gdzie Z = y ∗ r(S), przy czym r(.) jest określoną wzorem (1.1)
funkcją redukującą dowolną próbę.

Możliwa wartość (obserwacja) danej jest oznaczana przez: d = (z, s) =
(y ∗ r(s), s).

Zbiór (przestrzeń) wszystkich możliwych wartości danych o zmiennej y
ma postać:

D = {d|s ∈ Q,y ∈ RN},
przy czymR jest zbiorem liczb rzeczywistych, natomiastRN jestN -krotnym
iloczynem kartezjańskim tego zbioru, czyli RN = R×R× · · · ×R.
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Po to, aby zdefiniować rozkład prawdopodobieństwa danych, trzeba ko-
niecznie najpierw wprowadzić następujące określenie.

Definicja 1.21. Mówimy, że możliwa wartość danych d jest zgodna z wek-
torem pewnych szczególnych wartości zmiennej y oznaczanym przez y∗ =
[y∗1 . . . y

∗
k . . . y

∗
N ] wtedy i tylko wtedy, gdy yk = y∗k, dla takich indeksów k, że

sk > 0.

Rozkład prawdopodobieństwa danych ma postać:

P (D = d; y) =

{
p(s), jeśli d jest zgodny z y,

0 w przeciwnym przypadku.
(1.13)

Przykład 1.20. Rozważmy trójelementową populację. Jej elementom są
przypisane obserwacje zmiennej y, które są wartościami wektora: y =
[0 5 8]. Zbiór (przestrzeń) danych dla prób losowanych bezzwrotnie ma po-
stać: D = {d1 = ([0 0 0], [0 0 0]), d2 = ([0 0 0], [1 0 0]), d3 = ([0 5 0], [0 1 0]),
d4 = ([0 0 8], [0 0 1]), d5 = ([0 5 0], [1 1 0]), d6 = ([0 0 8], [1 0 1]),
d7 = ([0 5 8], [0 1 1]), d8 = ([0 5 8], [1 1 1])}. Dane d1 i d8 są specyficznymi,
ponieważ pierwsza z nich reprezentuje brak danych o zmiennej y w populacji,
czyli ta próba jest pusta, a drugim przypadku mamy pełne (wyczerpujące)
dane o zmiennej w populacji.

Załóżmy, że plan losowania prób Bernoulliego z prawdopodobieństwem
sukcesu π (por. definicję 1.15) jest określony na rozważanym planie losowa-
nia prób. Wówczas wzór (1.13) prowadzi do następującego rozkładu praw-
dopodobieństwa danych: P (D = d1) = (1− π)3, P (D = d2) = P (D = d3) =
P (D = d4) = π(1−π)2, P (D = d5) = P (D = d6) = P (D = d7) = π2(1−π),
P (D = d8) = π3. W przypadku, gdy losowana bezzwrotnie próba ma ustalo-
ną dwuelementową liczebność, to przestrzeń danych redukuje się do zbioru
D2 = {d1 = ([0 5 0], [1 1 0]), d2 = ([0 0 8], [1 0 1]), d3 = ([0 5 8], [0 1 1])}.

Prawdopodobieństwo tego, iż uzyskamy dane o wartości cechy jest rów-
ne prawdopodobieństwu tego, że nie wystąpi brak danych i wynosi: P (D 6=
d1) = 1−P (D = d1) = 1− (1−π)3 = π(3− 3π+π2) = a. Wówczas warun-
kowe prawdopodobieństwa wystąpienia pozostałych danych wynoszą: P (D =
d2|D 6= d1) = P (D = d3|D 6= d1) = P (D = d4D 6= d1) = π(1 − π)2/a,
P (D = d5|D 6= d1) = P (D = d6|D 6= d1) = P (D = d7|D 6= d1) =
π2(1− π)/a, P (D = d8|D 6= d1) = π3/a.

Przykład 1.21. Utrzymując założenia wprowadzone w przykładzie 1.20 lo-
sujemy tym razem bezzwrotnie próbę prostą dwuelementową. Wtedy prze-
strzeń prób ma postać: Q2 = {[1 1 0], [1 0 1], [0 1 1]}. Zbiór wszyst-
kich możliwych danych jest następujący: D = {d1 = ([0 5 0], [1 1 0]),
d2 = ([0 0 8], [1 0 1]), d3 = ([0 5 8], [0 1 1])}. Z definicji 1.13 wynika
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plan losowania; p1(s) = 1
3 dla s ∈ S, a rozkład prawdopodobieństwa danych

ma postać: P (D = d) = 1
3 dla d ∈ D.

Definicja 1.22. Każda funkcja rzeczywista gD danych D jest nazywana
statystyką, czyli gD = g(y ∗ r(S), S). Wartość statystyki oznaczamy przez
gd, czyli gd = g(y ∗ r(s), s).

Stąd wynika, że statystyka gD zależy tylko od tych elementów wektora
y, które są obserwowane w próbie losowej S. W związku z tym można uży-
wać nieco wygodniejszego oznaczenia statystyki określanego symbolem gS ,
z czym można się spotkać w wielu pracach poświęconych metodzie repre-
zentacyjnej. Wówczas wartość statystyki gS jest oznaczana przez gs.

Wartość oczekiwaną i wariancję statystyki gs pozwalają wyznaczać na-
stępujące wzory:

E(gS) =
∑
s∈Q

gsp(s),

D2(gS) = E(gs − E(gS))2 =
∑
s∈Q

(gs − E(gS))2p(s)

Przykład 1.22. Kontynuując rozważania prowadzone w przykładzie 1.20
wyznaczamy rozkład prawdopodobieństwa statystyki M = min{D}. Możliwy-
mi wartościami tej statystyki są liczby: 0, 5 i 8. Zaobserwowanie minimalnej
wartości danych jest możliwe tylko wtedy, gdy uzyskamy jakiekolwiek dane,
czyli gdy próba nie jest pusta. Wtedy:

P (M = 0) = P (D = d2|D 6= d1)+

+ P (D = d5|D 6= d1) + P (D = d6|D 6= d1) + P (D = d8|D 6= d1),

P (M = 0) = (π(1− π)2 + 2π2(1− π) + π3)/a = 1/(3− 3π + π2),

P (M = 5) = P (D = d3|D 6= d1) + P (D = d7|D 6= d1),

P (M = 5) = (π(1− π)2 + π2(1− π))/a = (1− π)/(3− 3π + π2),

P (M = 8) = P (D = d4|D 6= d1) = (1− π)2/(3− 3π + π2).

Reasumując mamy:

P (M = m) =



1
3− 3π + π2 , dla m = 0,

1− π
3− 3π + π2 , dla m = 5,

(1− π)2

3− 3π + π2 , dla m = 8.
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W szczególności, gdy π = 0.5 mamy:

P (M = m) =



4
7

dla m = 0,

2
7

dla m = 5,

1
7

dla m = 8.

Wartość oczekiwana i wariancja wynoszą: E(M) = 24
7 , D2(M) = 95

7 .

Przykład 1.23. Na podstawie danych z przykładu 1.21 wyznaczamy roz-
kład minimalnej wartości zmiennej z próby, czyli statystyki M = min{D}.
Wówczas: P (M = 0) = P (D = d1) + P (D = d2) = 2

3 , P (M = 5) = P (D =
d3) = 1

3 . W końcu otrzymujemy:

P (M = m) =


2
3

dla m = 0,

1
3

dla m = 5.

Ponadto, E(M) = 12
3 , D2(M) = 55

9 .

W niniejszym rozdziale przedstawiono wiadomości, które będą wyko-
rzystywane w dalszej treści pracy. Problemy konstrukcji planów i schema-
tów losowania prób są zwykle szeroko omawiane w monografiach poświę-
canych metodzie reprezentacyjnej. Na szczególną rekomendację zasługuje
praca Tillé (2006), która jest jednak poświęcona tylko planom i schema-
tom losowania prób. Ponadto, warto zwrócić uwagę na następujące pozycje:
Ardilly i Tillé (2006), Brewer i Hanif (1983), Cassel, Särndall i Wretman
(1977), Chaudhuri i Vos (1988), Wywiał (1992, 1995, 2003).

Pytania i zadania

1. Populacja i jej przykłady.
2. Zdefiniuj zmienną oraz podaj jej przykłady.
3. Określ próbę celową i próbę losową oraz przestrzeń prób.
4. Zdefiniuj plan losowania próby oraz jego przykłady.
5. Schemat (algorytm) losowania próby.
6. Podaj przykłady podstawowych parametrów opisowych zmiennych.
7. Określ plany i schematy losowania prób Bernoulliego i Poissona.
8. Co to jest prawdopodobieństwo inkluzji rzędu r-tego?
9. Określ plany i schematy losowania prób prostych losowanych bezzwrotnie

i zwrotnie oraz ich podstawowe charakterystyki.
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10. Określ plan i schemat losowania próby z prawdopodobieństwem propor-
cjonalnym do sumy obserwowanych w niej wartości zmiennej dodatkowej.

11. Określ plan i schemat losowania próby Singha i Srivastavy.
12. Zdefiniuj statystykę.
13. Określ plan i schemat losowania próby proporcjonalny do wartości sta-

tystyki pozycyjnej zmiennej dodatkowej.
14. Zdefiniuj dane.
15. Podaj przykład nieprostego planu losowania próby oraz realizującego go

schematu losowania.
16. Określ przykłady parametrów zmiennych oraz statystyk.
17. W pięcioelementowej populacji określono zmienną y: y1 = 1, y2 = 1,

y3 = 2, y4 = 3, y5 = 3. Wyznacz rozkład średniej zmiennej y z losowanej:
a) bezzwrotnie, b) zwrotnie próby prostej trójelementowej.

18. W czteroelementowej populacji określono zmienne y i x : y1 = 1, y2 = 2,
y3 = 3, y4 = 4; x1 = 1, x2 = 2, x3 = 5, x4 = 9. Wyznacz rozkład ilorazu
średniej zmiennej y przez średnią zmiennej x, przy czym obie średnie są
wyznaczane z prostej próby dwuelementowej losowanej a) bezzwrotnie,
b) zwrotnie.

19. W pięcioelementowej populacji określono zmienną dodatkową x: x1 = 1,
x2 = 2, x3 = 3, x4 = 4, x5 = 5. Wyznacz plan bezzwrotnego losowa-
nia próby trójelementowej proporcjonalnej do obserwowanej w próbie:
a) sumy wartości cechy dodatkowej, b) sumy kwadratów odchyleń cechy
dodatkowej od jej średniej w populacji, c) wariancji zmiennej dodatko-
wej z próby, d) pierwszej statystyki pozycyjnej, e) ostatniej statystyki
pozycyjnej, f) mediany z próby. Wyznacz prawdopodobieństwa inkluzji
rzędu pierwszego.

20. Co to jest operat losowania próby i jakie winien spełniać postulaty?
21. Wyznacz plan losowania Bernoulliego z populacji trójelementowej. Wy-

znacz rozkład prawdopodobieństwa z próby Bernoulliego a) średniej,
b) wartości maksymalnej, c) rozstępu. Wyznacz wartości oczekiwane
i wariancje tych statystyk. Rozważ szczególne przypadki, gdy y1 = 1,
y2 = 3, y3 = 8 oraz π = 0.1, π = 0.5, π = 0.9.

22. W czteroelementowej populacji określono zmienną badaną y: y1 = 1,
y2 = 1, y3 = 2, y4 = 2 i dodatkową x: x1 = 1, x2 = 2, x3 = 3,
x4 = 4. Wyznacz plan Poissona bezzwrotnego losowania prób, przy czym
elementy populacji są losowane do próby z prawdopodobieństwami pro-
porcjonalnymi wartości cechy dodatkowej. Wyznacz rozkład: a) średniej,
b) rozstępu z próby i ich parametry.

23. W czteroelementowej populacji określono zmienną badaną y: y1 = 1,
y2 = 2, y3 = 2, y4 = 9 i dodatkową x: x1 = 1, x2 = 1, x3 = 3, x4 = 15.
Wyznacz plan bezzwrotnego losowania prób trójelementowych: a) pro-
stej, b) proporcjonalnej do obserwowanej w próbie ostatniej statysty-
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ki pozycyjnej. Wyznacz prawdopodobieństwa inkluzji rzędu pierwszego.
Wyznacz rozkłady średnich z tak losowanych prób oraz porównaj ich
wariancje.

24. Określ plany i schematy zwrotnego i bezzwrotnego losowania prób pro-
stych oraz ich charakterystyki.
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ROZDZIAŁ 2

Estymacja

2.1. Definicje podstawowe

2.1.1. Podejście randomizacyjne

Do głównych celów badania statystycznego populacji należy ocena para-
metrów opisowych cech (zmiennych). Parametr cechy populacji, oznaczany
przez θ, jest funkcją parametru populacji y ∈ RN , czyli θ = θ(y), któ-
ra przyjmuje wartości ze zbioru Θ. Innymi słowy, θ: RN → Θ, θ = θ(y).
Zatem rozróżniamy tutaj znaczenie parametru populacji, oznaczanego wek-
torem y, którego wartości są obserwacjami pewnej cechy, od pojęcia parame-
tru (opisowego) tej cechy, która jest pewną rzeczywistą funkcją wektora y.
Parametr opisowy w sposób syntetyczny charakteryzuje własności struktury
obserwacji cechy w populacji. Zwykle Θ jest przedziałem liczbowym, czyli
Θ = [θ1, θ2]. Używaną do oceny θ statystykę oznaczamy przez Ts. Najczę-
ściej są brane pod uwagę parametry, które określono w pierwszym paragrafie
pierwszego rozdziału, a należą do nich m.in. średnia arytmetyczna zmien-
nej, jej wartość globalna, liczba elementów z cechą wyróżnioną i wskaźnik
struktury.

Definicja 2.1. Estymatorem parametru θ ∈ Θ jest taka statystyka tS, której
wartości należą do zbioru Θ. Wartość ts estymatora tS jest oceną wartości
parametru θ.

Wiadomo, że wariancja w populacji może przyjmować tylko wartości
nieujemne. W związku z tym np. statystyka, która może przyjmować tylko
wartości ujemne, nie może być estymatorem wariancji zmiennej w populacji.

Dodajmy, że w literaturze statystycznej są rozważane inne definicje esty-
matora. Przykładowo przyjmuje się, że określona w definicji 2.1 statystyka
tS , jest estymatorem parametru θ jeśli znaczna część jej wartości leży nie
dalej od ocenianej wartości θ niż o z góry postulowaną odległość ∆, por. np.
Hellwig (1995) lub Särndal Swensson i Wretman (1992, s. 38).

Błąd estymacji jest różnicą między wartością szacowanego parametru
i jego estymatorem i oznaczamy go symbolem:

u(tS) = tS − θ
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Definicja 2.2. Statystyka tS jest nieobciążonym estymatorem parametru θ,
jeśli dla każdego θ ∈ Θ

E(tS) =
∑
s∈Q

tsP (S = s) = θ,

czyli gdy E(u(tS)) = 0.

Gdy E(u(tS)) = b(tS) 6= 0, to parametr b(tS) = E(tS)−θ jest nazywany
obciążeniem estymatora tS reprezentującym przeciętny błąd systematyczny
estymacji parametru θ.

Definicja 2.3. Statystyka tS jest granicznie (asymptotycznie) nieobciążo-
nym estymatorem parametru θ, jeśli dla każdego θ ∈ Θ w przypadku loso-
wania próby:
a) zwrotnego

lim
n→∞

E(tS) = θ,

b) bezzwrotnego E(tS) = θ, jeżeli n = N .

Względny wskaźnik obciążenia definiujemy wzorem:

wb(tS) =
E(tS)− θ
|θ|

100%. (2.1)

Określa on, jaki procent modułu wartości szacowanego parametru stanowi
obciążenie jego estymatora tS .

Przykład 2.1. Załóżmy, że dane o zmiennej są obserwowane w n-elemen-
towej próbie prostej losowanej zwrotnie. Na podstawie tych danych jest sza-
cowana wariancja v określona wzorem (1.5). Do tego celu można użyć es-
tymatora nieobciążonego v∗S określonego wyrażeniem (1.6) lub estymatora
vS = n−1

n v∗S, który jest obciążony, ponieważ E(vS) = n−1
n v < v. Precy-

zyjniej rzecz biorąc estymator vS prowadzi do systematycznego błędu oceny
wariancji v, bo średnio rzecz biorąc nie doszacowywuje wartości parametru
v. Dodajmy jednak, że gdy liczebność próby rośnie w nieograniczony sposób,
to E(vs) = v, czyli statystyka vs, jest granicznie nieobciążonym estymatorem
wariancji v.

Błąd średniokwadratowy estymacji parametru θ jest wartością oczeki-
waną kwadratu błędu estymacji, czyli:

MSE (tS) = E(tS − θ)2 (2.2)

Błąd średniokwadratowy estymacji dekomponuje się następująco:

MSE (tS) = D2(tS) + b2(tS), (2.3)
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gdzie D2(tS) jest wariancją estymatora. Pierwiastek z błędu średniokwadra-
towego MSE (tS), nazywamy błędem średnim szacunku parametru θ, któ-
ry określa przeciętny błąd oceny parametru θ za pomocą estymatora tS .
Pierwiastek z wariancji estymatora jest odchyleniem standardowym D(tS)
estymatora określającym przeciętne odchylenie wartości estymatora od jego
wartości oczekiwanej. Parametr D(tS) reprezentuje przeciętny błąd loso-
wy estymacji, którego źródłem jest losowy wybór próby. Z kolei obciążenie
estymatora reprezentuje systematyczny błąd estymacji.

Udział obciążenia estymatora w jego błędzie średnim szacunku określa-
my następująco:

ubs(tS) = 100%
|b(tS)|√
MSE (tS)

. (2.4)

Gdy estymator jest nieobciążony, to błąd średniokwadratowy estymatora
jest równy jego wariancji, czyli jeśli E(tS) = θ, to MSE (tS) = D2(tS).

Czasem użytecznym jest tzw. względny średni błąd szacunku określany
przez

z(tS) =

√
MSE (tS)
|θ|

100%, (2.5)

który wskazuje, jaki procent wartości modułu szacowanego parametru sta-
nowi błąd średni jego szacunku.

Definicja 2.4. Mówimy, że statystyka tS jest zgodnym estymatorem para-
metru θ, jeśli w przypadku:
a) zwrotnego losowania próby o liczebności n oraz każdego ε > 0 jest praw-

dziwe wyrażenie:
lim
n→∞

P (|tS − θ| ¬ ε) = 1,

b) bezzwrotnego losowania próby statystyka tS = θ, gdy n = N .

Dodajmy, że warunek określony w przypadku b) definicji jest równoważ-
ny temu, iż P (tS − θ = 0) = 1, jeżeli n = N .

Z definicji granicy wynika, że dla każdego ε > 0 i każdego δ > 0 istnieje
taka liczebność próby n0, że dla n  n0 zachodzi |P (|ts − θ| ¬ ε) − 1| ¬ δ.
W szczególności przy bezzwrotnym losowaniu próby n0 ¬ N , gdzie N jest
liczebnością populacji.

W praktyce zgodność estymatora można więc rozumieć w tym sensie,
że dla każdego postulowanego poziomu dokładności estymacji ε > 0 istnieje
taka liczebność próby n0, przy której prawdopodobieństwo nieprzekroczenia
tego błędu jest dowolnie bliskie jedności.

Definicja 2.5. Estymator t1S parametru θ ∈ Θ jest nie gorszy od estyma-
tora t2S tego parametru, gdy dla każdego θ ∈ Θ zachodzi nierówość:

MSE (t1S) ¬ MSE (t2S).
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Gdy dodatkowo istnieje taka wartość θ ∈ Θ, że powyższa nierówność staje
się ostrą, to mówimy, iż estymator t1S jest lepszy od estymatora t2S.

Zwykle w pewnej klasie (zbiorze) estymatorów, np. nieobciążonych, po-
szukuje się estymatora, którego wariancja jest minimalna. Taki estymator
jest nazywany efektywnym w takiej klasie. Okazuje się, że oprócz szcze-
gólnych przypadków taki estymator wartości średniej cechy w populacji
skończonej i ustalonej nie istnieje. Wykazali to Godambe i Joshi (1965),
porównaj również Basu (1971) oraz Chaudhuri i Stenger (2005).

Gdy nie istnieje w danej klasie estymator efektywny, to poszukuje się
takiego, który jest przynajmniej dopuszczalny.

Definicja 2.6. Estymator t∗S parametru θ ∈ Θ jest dopuszczalny w klasie
κ = {tS} estymatorów tego parametru, gdy w κ nie ma estymatora lepszego
od t∗S.

Przykład 2.2. Rozważmy czteroelementową populację. Jej elementom są
przypisane obserwacje zmiennej y, które są wartościami wektora: y =
[2 2 4, 5]. Wartość średnia zmiennej y w populacji wynosi ȳ = 3.25,
a wariancja v∗ = 2.25. Bierzemy pod uwagę plan bezzwrotnego losowania
trójelementowej próby prostej. Zbiór (przestrzeń) danych z takich prób ma
postać: D = {d1 = ([2 2 4 0], [1 1 1 0]), d2 = ([2 2 0 5], [1 1 0 1]),
d3 = ([2 0 4 5], [1 0 1 1]), d4 = ([0 2 4 5], [0 1 1 1])}. Wtedy roz-
kład prawdopodobieństwa danych ma postać: P (D = di) = 0.25 dla i =
1, 2, 3, 4. To już prowadzi do rozkładu prawdopodobieństwa średniej z pró-
by: P (ȳS = 22

3) = P (D = d1) = 0.25, P (ȳS = 3) = P (D = d2) = 0.25,
P (ȳS = 32

3) = P (D = d3) + P (D = d4) = 0.5. Podobnie wyznaczamy
rozkład prawdopodobieństwa mediany z próby cech y, czyli jej wartości środ-
kowej: P (MS = 2) = P (D = d1) + P (D = d2) = 0.5, P (MS = 4) = P (D =
d3) + P (D = d4) = 0.5. W syntetyczny sposób te rozkłady zapisujemy na-
stępująco:

P (ȳS = y) =


0.25 dla y = 22

3 ,

0.25 dla y = 3,

0.50 dla y = 32
3 ,

P (MS = y) =

{
0.5 dla y = 2,

0.5 dla y = 4.

Parametry rozkładu tych zmiennych są następujące: E(ȳS) = 3.25 = ȳ,
D2(ȳS) = 0.1875 = MSE (ȳS), E(MS) = 3.0, D2(MS) = 1.0. Średnia z pró-
by jest więc nieobciążonym estymatorem wartości przeciętnej w populacji,
natomiast mediana z próby jest obciążonym estymatorem przeciętnej w po-
pulacji. Jej obciążenie wynosi b(MS) = −0.25, czyli przeciętnie rzecz bio-
rąc mediana niedoszacowywuje średniej w populacji. Błąd średniokwadratowy
mediany wynosi MSE (MS) = 1.0625. W związku z tym, średnia z próby jest
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lepszym od mediany z próby estymatorem przeciętnej w populacji, ponieważ
MSE (ȳS) = 0.1875 < 1.0625 = MSE (MS).

Przedział ufności stanowi alternatywny sposób oceny parametru popu-
lacji. Nie wchodząc w szczegóły, wyznaczenie takiego przedziału dla para-
metru θ ∈ Θ polega na określeniu takich dwóch statystyk t1S i t2S , że jest
spełnione wyrażenie:

P (t1S < θ < t2S)  γ, (2.6)

gdzie przez γ oznaczono poziom ufności, czyli prawdopodobieństwo, z jakim
przedział ufności [t1S , t2S ] obejmuje wartość szacowanego parametru θ.

Precyzję estymacji przedziałowej ocenia się za pomocą połowy rozpięto-
ści przedziału ufności, którą określa wzór:

∆ =
1
2

(t2S − t1S) (2.7)

Formalne metody wyznaczania końców przedziałów ufności mogą być
złożone, dlatego ograniczmy się tylko do podania pewnej ogólnej zasady
tworzenia przedziałów ufności dla prób o dużej liczebności. Niech tS jest
przynajmniej granicznie nieobciążonym estymatorem parametru θ, nato-
miast D2

S(tS) jest zgodnym estymatorem wariancji D2(tS). Ponadto załóż-
my, że liczebność próby jest na tyle duża, iż rozkład prawdopodobieństwa
estymatora tS jest dostatecznie dobrze przybliżany rozkładem normalnym.
Wtedy przedział ufności określa wyrażenie:

P
(
tS − tγDS(tS) < θ < tS + tγDS(tS)

)
= γ (2.8)

przy czym przez tγ oznaczamy kwantyl rzędu (1 + γ)/2 rozkładu prawdo-
podobieństwa statystyki tS .

Przykład 2.3. W N = 500 elementowej populacji studentów znajduje się
k-osób, które pracują w trakcie wakacji. Wylosowano w sposób zwrotny próbę
prostą n = 200 studentów, spośród których kS = 160 pracowało. Oceniamy
punktowo i przedziałowo parametr k. Wiadomo, że statystyka kS ma zna-
ny dwumianowy rozkład prawdopodobieństwa z parametrami: E(kS) = np
i D2(ks) = np(1 − p), gdzie p = k

N . W związku z tym nieobciążonym esty-
matorem parametru k, czyli liczby elementów (studentów) populacji z okre-
śloną cechą wyróżnioną, jest statystyka KS = N

n kS, ponieważ E(KS) =
N
nE(ks) = k. Wówczas D2(KS) = (Nn )2D2(ks) = N2 p(1−p)

n = k(N−k)
n . Ta

wariancja jest szacowana za pomocą statystyki D2
s(KS) = ks(N−ks)

n . W na-
szym przypadku wyliczamy, że D2

s(KS) = 272. Zatem możliwe wartości esty-
matora KS odchylają się od wartości szacowanego parametru K przeciętnie
o
√

272.
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Przedział ufności dla parametu k ma postać:

P
(
KS − tγDs(Ks) < k < KS + tγDs(Ks)

)
= γ,

przy czym wykazuje się (por. podręczniki statystyki matematycznej), że dla
liczebności próby n  100 i p  0.01 kwantyl tγ można wyznaczyć z rozkła-
du normalnego standardowego. W naszym przypadku, gdy poziom ufności
określimy liczbą γ = 0.95, to tγ = 1.96. Wtedy realizacja wyżej określone-
go przedziału ufności ma postać: [127.645, 192.325]. Otrzymany przedział
z częstością 0.95 obejmuje wartość szacowanej liczby studentów pracujących
podczas wakacji. Połowa długości tego przedziału ufności wynosi ∆ = 32.34.

Dotąd rozważaliśmy sytuację, gdy porównywano własności co najmniej
dwóch estymatorów przy tym samym planie losowania próby. W szczegól-
ności dotyczy to definicji 2.5 pozwalającej na porównywanie dokładności
pary estymatorów przy tym samym planie losowania próby. Trzeba jednak
liczyć się z sytuacją, gdy dany parametr populacji może być szacowany za
pomocą dwóch różniących się estymatorów wyznaczanych z prób dobiera-
nych z populacji zgodnie z dwoma planami losowania, które także różnią się
od siebie. Zatem w szczególności dany estymator może być użyty do oce-
ny parametru na podstawie danych obserwowanych w próbach dobieranych
z populacji przy różnych planach losowania próby. W związku z tym, je-
śli wystąpi sytuacja analizowania wielu różnych estymatorów przy również
różnych planach losowania próby, uzasadnionym staje się wprowadzenie na-
stępującego określenia:

Definicja 2.7. Strategią estymacji (losowania) dla oceny parametru θ na-
zywa się parę uporządkowaną (tS , p(s)), gdzie tS jest estymatorem parame-
tru θ, natomiast p(s) jest planem losowania próby.

W związku z tym definicje 2.2–2.4 da się bezpośrednio uogólnić na po-
jęcia strategii odpowiednio nieobciążonej i zgodnej.

Obciążenie, błąd średniokwadratowy i wariancję strategii (tS , p(s)) ozna-
czamy odpowiednio symbolami: b(tS , p(s)), MSE (ts, p(s)), D2(tS , p(s)). Te
oznaczenia są jednak bardziej złożone od wcześniej używanych i nie ma po-
trzeby korzystania z nich w sytuacji, gdy są analizowane estymatory przy
tym samym planie losowania. Wtedy, co podkreślmy, w prowadzonych roz-
ważaniach są używane prostsze oznaczenia wprowadzone na początku ni-
niejszego rozdziału, czyli b(tS), MSE (tS), D2(tS).

W niniejszym punkcie ograniczyliśmy się do podania tych własności es-
tymatorów lub strategii estymacji, które są ważne przy praktycznym ocenia-
niu podstawowych parametrów cech w populacji. Czytelnik może znacznie
wzbogacić swoje wiadomości zwłaszcza w zakresie teoretycznych rozważań,
sięgając m.in. po podręczniki: Brachy (1996), Cassela Särndala i Wretmana
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(1977), Särndala, Swensona i Wretmana (1992) lub Chaudhuriego, Stengera
(2005). Z kolei problemy jednoczesnej estymacji wielu wartości średnich są
podejmowane przez Wywiała (1995, 2003).

2.1.2. Podejście modelowe

Dotychczas zakładaliśmy, że wartości cech obserwowane w populacji są z gó-
ry ustalone (nielosowe). Wówczas źródłem losowości próby był przyjęty
plan losowania próby. W szczególności zwykle nie mamy wątpliwości, że
powierzchnia gminy czy liczba zarejestrowanych w niej samochodów to licz-
by ustalone, czyli nielosowe. Rozważmy jednak inną sytuację. Przypuśćmy,
że celem wnioskowania jest ocena sumy plonów pszenicy gospodarstw rol-
nych w pewnej gminie. Wiadomo, że w wyniku obserwacji plonu pszenicy
w danym gospodarstwie otrzymamy pewną ustaloną wartość, jednak jedno-
cześnie jesteśmy świadomi, że na poziom tej wartości miały wpływ oprócz
czynników głównych, jak np. gatunek sianego zboża, poziom nawożenia, tak-
że czynniki losowe, czyli m.in. te związane z warunkami atmosferycznymi,
które miały miejsce podczas wegetacji tego zboża, więc w szczególności roz-
kłady temperatury powietrza czy opadów deszczu. Podobną sytuację mamy
np. w przypadku wartości nieruchomości budowlanej, którą dla ustalenia
uwagi niech będzie dom mieszkalny jednorodzinny. Jego wartość nie tylko
zależy od powierzchni domu czy jego kubatury, lecz również zużytych ma-
teriałów do jego budowy, których dopuszczalne zestawy mogą się znacznie
różnić. Ponadto, wartość tych materiałów jest zależna od cen, które rów-
nież są wynikiem działania czynników losowych. Te przykłady skłaniają
do wniosku, że w wielu przypadkach praktycznych wartości obserwowanych
cech należy traktować jako wartości pewnych zmiennych losowych.

Przykład 2.4. W pewnej urnie jest B kul białych i C kul czarnych. Za-
tem prawdopodobieństwo wylosowania z niej kuli białej wynosi p = B/M ,
M = B+C. Losujemy z tej urny w sposób zwrotny N kul. Tą drogą otrzymu-
jemy N -elementowy zbiór U obserwacji koloru kul. Możemy zaobserwować
kulę białą albo czarną. Z racji tego, że losowanie było zwrotne, obserwacje
koloru kul są niezależne od siebie oraz prawdopodobieństwo tego, że otrzyma-
my obserwację kuli białej jest stałe i równe p. W wyniku obserwacji każdej
wylosowanej kuli możemy stwierdzić, że wylosowano kulę białą albo czar-
ną. Określmy następującą zmienną losową odzwierciedlającą wynik i-tego
losowania. Niech Yi = 1, gdy zaobserwowano kulę białą w wyniku i-tego
losowania oraz Yi = 0, jeśli rezultatem losowania była kula czarna. Jest
więc to tzw. zmienna losowa zero-jedynkowa, a jej rozkład prawdopodobień-
stwa ma postać: P (Yi = 1) = p i P (Yi = 0) = 1 − p. Wyniki obserwacji
koloru kul otrzymywanych w kolejnych losowaniach można więc traktować
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jako wartości niezależnych zmiennych losowych będących elementami wek-
tora YU = [Y1 Y2 . . . Yi . . . YN ], z których każda ma rozkład zero-jedynko-
wy. Łączny rozkład prawdopodobieństwa tych zmiennych zero-jedynkowych
jest modelem wyników obserwacji koloru losowanych w sposób zwrotny kul
z urny U .

Przykład 2.5. Rozważmy szczególny przypadek przykładu 2.4, zakładając,
że N = 2 i p = 0.4. Wówczas możliwe obserwacje wektora YU = [Y1 Y2] są
następujące {y = [y1 y2] : y1 = [0, 0]; y2 = [0, 1]; y3 = [1, 0]; y4 = [1, 1]}.
Prawdopodobieństwo otrzymania każdej z możliwych realizacji jest stałe
i równe 1/4. Przyjmijmy teraz, że w zbiorze Zy znajduje się po cztery z moż-
liwych obserwacji wektora YU , czyli Zy = {y1; y1; y1; y1; y2; y2; y2; y2; y3;
y3; y3; y3; y4; y4; y4; y4}. Zatem wybierając losowo ze zbioru Zy jeden ele-
ment otrzymujemy obserwację zmiennej losowej YU = [Y1 Y2]. Łatwo spraw-
dzamy, że prawdopodobieństwo otrzymania każdej z możliwych jej realizacji
jest stałe i równe 1/4, a każda z jej niezależnych składowych ma ten sam roz-
kład zero-jedynkowy z prawdopodobieństwem sukcesu p = 0.4. Zbiór Zy jest
więc przykładem tzw. modelu superpopulacji. Krotność występowania w nim
poszczególnych obserwacji determinuje rozkład prawdopodobieństwa wektora
losowego YU = [Y1 Y2] oraz jego składowych zmiennych losowych.

W ogólności zauważmy, że obserwacje wektora losowego YU są wek-
torami yU należącymi do zbioru RN , czyli n-krotnego iloczynu kartezjań-
skiego zbioru liczb rzeczywistych R. Oznaczmy przez Zy zbiór wszystkich
możliwych obserwacji yU . Częstość występowania poszczególnych obserwa-
cji yU w zbiorze Zy jest wyznaczana przez funkcję prawdopodobieństwa
(gęstości) f(y) właśnie zmiennej losowej YU . Reasumując przyjmuje się, że
model nadpopulacji to właśnie rozkład prawdopodobieństwa wektora YU .
Ten rozkład zazwyczaj oznacza się przez ξ. W przykładach 2.4 i 2.5 model
nadpopulacji jest łącznym rozkładem N niezależnych zmiennych losowych,
z których każda ma ten sam rozkład zero-jedynkowy. Dodajmy, że próba
s i odpowiadające jej dane tworzące podwektor [Y1 Y2 . . . Yn] są podsta-
wą dalszego wnioskowania o własnościach rozkładu prawdopodobieństwa ξ
wektora zmiennych losowych YU .

Przypuśćmy, że teraz wybieramy bezzwrotnie próbę s o liczebności
n ¬ N spośród obserwacji tworzących zbiór U . Próbę tworzą więc wartości
y1 y2 . . . yn pewnego n-elementowego podwektora [Y1 Y2 . . . Yn] wektora YU .
Zauważmy, że w rozważanym przypadku rozkłady wszystkich z możliwych
n-elementowych podwektorów wektora YU są takie same. W związku tym
nie jest rzeczą istotną, czy te podwektory są losowane z wektora YU , czy
też arbitralnie wskazywane, bo właśnie rozkłady prawdopodobieństwa tych
podwektorów są takie same.
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Przykład 2.6. W magazynie pewnej fabryki znajduje się M -wyrobów goto-
wych do sprzedaży. Porządek, w jakim są w nim ułożone wyroby, jest przy-
padkowy. Zatem populacja składa się z M -wyrobów, wśród których niech bę-
dzie K < M wadliwych. Wtedy udział wyrobów wadliwych wynosi p = K/M .
Przypuśćmy, że pewnemu odbiorcy jest sprzedawana partia N < M wyro-
bów z tego magazynu, przy czym producent twierdzi, że wadliwość sprzeda-
nej partii wyrobów wynosi p. Czy tak jest? Odbiorca jednak nie dowierza
i z kupowanej partii N -wyrobów losuje bezzwrotnie n < N elementową próbę
celem sprawdzenia znajdującej się w niej liczby wyrobów wadliwych. Załóż-
my jeszcze, że liczba M wyrobów w magazynie jest bardzo duża, a liczebność
N wybranej spośród nich partii wyrobów jest mała. Wówczas z rachunku
prawdopodobieństwa wiadomo, że wyniki losowania bezzwrotnego (wyrobów
do sprzedawanej partii) są prawie niezależne. W związku z tym model gene-
rowania modelu populacji opisany w przykładzie 2.4 jest ważny dla rozważa-
nego przypadku. Odbiorca w już wylosowanej próbie obserwuje pewien n-ele-
mentowy podwektor [Y1 Y2 . . . Yn] wektora YU = [Y1 Y2 . . . Yi . . . YN ]. Zmien-
ne losowe tworzące podwektor (dane) [Y1 Y2 . . . Yn] są niezależne oraz każ-
da spośród zmiennych losowych będąca elementem tego podwektora ma roz-
kład prawdopodobieństwa zero-jedynkowy określony wzorami: P (Yi = 1) = p
i P (Yi = 0) = 1 − p, i = 1, . . . , n. Zaznaczmy, że do tego samego rozkładu
dochodzimy, gdy N -elementowa partia towarów jest losowana zwrotnie z ma-
gazynu. Dalej można więc już wnioskować o parametrze za pomocą znanych
podstawowych metod statystyki matematycznej. W szczególności wykorzystu-
jąc znane testy statystyczne można weryfikować hipotezę statystyczną o tym,
czy wadliwość partii wyrobów jest rzeczywiście równa p.

Niech celem wnioskowania jest ocena pewnej funkcji TU wektora YU .
Zazwyczaj chodzi o ocenę wartości globalnej zmiennej badanej w populacji
oznaczanej przez YU =

∑
i∈U Yi lub wartości średniej ȲU = N−1YU . W obu

tych przypadkach parametry populacji są funkcjami zmiennych losowych,
czyli również są zmiennymi losowymi. Dlatego ocena takich parametrów
jest nazywana predykcją. Statystyka służąca do oceny wartości parametru
TU jest nazywana predyktorem będącym funkcją danych o wartościach ba-
danej zmiennej. Zatem predyktor zależy od pewnego podciągu zmiennych
losowych tworzących elementy wektora YU , których wartości są już obser-
wowane w próbie s wylosowanej zgodnie z pewnym planem losowania P (s).
W próbie s = {i1, . . . , ij . . . , in} jest obserwowany wektor danych, który
oznaczymy przez Ys = [Yi1 . . . Yij . . . Yin ], przy czym przez ij oznaczono nu-
mer elementu populacji wybranego do próby s. Zatem Ys jest podwektorem
wektora YU . Wektor Ys można również traktować jako wektor danych ob-
serwowanych w próbie s. Predyktor oznaczany dalej symbolem Ts jest więc
funkcją wektora danych Ys.
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Uwzględnienie w procesie predykcji planu losowania próby prowadzi do
określenia strategii predykcji dla parametru TU jako pary (TU , P (s)). Roz-
kład predyktora (strategii predykcji) zależy więc od rozkładu łącznego pla-
nu losowania próby s oraz od rozkładu obserwowanego w niej podwektora
wektora YU . Wartość oczekiwaną predyktora TS wyznaczaną względem pla-
nu losowania P (s) będziemy oznaczać przez EP (TS), natomiast względem
modelu nadpopulacji przez Eξ(Ts). Dalej zakładamy, że mamy do czynie-
nia z próbami nieinformatywnymi, co oznacza, że plan losowania próby nie
zależy od rozkładu prawdopodobieństwa wektora YU . W związku z tym
EξEP (TS) = EPEξ(TS).

Dokładność predykcji ocenia się za pomocą różnicy ZS = TS−TU , zwanej
błędem predykcji. Analizę błędu systematycznego predykcji prowadzi się na
podstawie następujących definicji. Predyktor TS jest p-nieobciążony, gdy
bP (TS) = 0, gdzie bP (TS) = EP (ZS). Predyktor TS jest ξ-nieobciążony, gdy
bξ(TS) = 0, gdzie bξ(TS) = Eξ(ZS). W końcu jest on pξ-nieobciążony, gdy
bPξ(TS) = 0, gdzie bPξ(TS) = EPEξ(ZS). Błąd średniokwadratowy strategii
predykcji (TS , P (s)) definiuje wyrażenie:

MSEPξ(TS , P (s)) = EξEP ((TS − TU )2, P (s)). (2.9)

Przy założeniu nieinformatywności próby błąd średniokwadratowy stra-
tegii predykcji dekomponuje się następująco (por. Cassel i in., 1977, s. 94).

MSEPξ(TS , P (s)) = EPD
2
ξ (TS) + Epb

2
ξ(TS) +D2

ξ (TU )+

− 2Eξ(TU − Eξ(TU ))EP (TS − Eξ(TS)) (2.10)

lub

MSEPξ(TS , P (s)) = EPD
2
ξ (TS) + Epb

2
ξ(TS) + Eξb

2
P (TS)+

− Eξ(EP (TS)− Eξ(TU ))2. (2.11)

Definicja 2.8. Strategia (T1S , P (s)) predykcji dla TU jest nie gorsza od
strategii (T2S , P (s)), gdy zachodzi nierówość:

MSEPξ(T1S , P (s)) ¬ MSEPξ(T2S , P (s)).

Dalej przedstawimy kilka ważnych problemów predykcji wartości glo-
balnej zmiennej w populacji dla podstawowych modeli generujących war-
tości zmiennych losowych, których obserwacje są wartościami cechy ba-
danej w populacji U składającej się z N -elementów. Sprowadza się to do
przedstawienia własności rozkładów prawdopodobieństwa wektora losowego
YU = [Y1 Y2 . . . Yi . . . YN ]. Dodajmy, że problem wnioskowania modelowego
szeroko analizują Valliant, Dorfman i Royall (2000).
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Przedstawiona procedura wnioskowania pozwala poprawnie oceniać pa-
rametry cech populacji, jednak pod jednym warunkiem, że przyjmowany
model nadpopulacji jest prawdziwy. Gdy tak nie jest, tzn. jeśli rzeczywi-
sty (empiryczny) łączny rozkład wektora YU różni się istotnie od modelu
określonego założonym rozkładem prawdopodobieństwa ξ, to faktyczny błąd
średni predykcji może być znacznie większy od oczekiwanego i co więcej,
uzyskiwane oceny parametrów opisowych mogą być obciążone. Zatem wy-
stępuje potrzeba weryfikacji prawdziwości założonego modelu nadpopulacji.
Można tego dokonać poprzez odpowiednie formułowanie hipotez statystycz-
nych i ich testowanie za pomocą możliwie silnych testów statystycznych.
Ten problem dalej będzie szczegółowiej analizowany podczas rozważania
konkretnych modeli nadpopulacji.

2.2. Średnia z próby prostej

2.2.1. Estymacja punktowa

Załóżmy, że dysponujemy danymi o zmiennej, obserwowanymi w próbie pro-
stej. Wówczas wiadomo, że nieobciążonym estymatorem wartości średniej
w populacji zarówno w przypadku zwrotnym, jak i bezzwrotnym jest śred-
nia z próby, czyli

ȳS =
1
n

∑
k∈S

yk =
1
n

N∑
k=1

ykSk. (2.12)

Wariancję średniej z próby prostej losowanej bezzwrotnie, czyli strategii
(ȳS , Pbz(s)), określa wzór:

D2(ȳS , Pbz(s)) =
N − n
Nn

v∗(y), (2.13)

przy czym wariancję z populacji v∗ określa wzór (1.5).
Gdy próba prosta jest losowana zwrotnie, to

D2(ȳS , Pz(s)) =
1
n
v(y), (2.14)

przy czym wariancję z populacji v określa wzór (1.5).
W badaniach reprezentacyjnych do porównywania wariancji dowolnej

nieobciążonej strategii estymacji (tS , P (s)) z wariancją średniej z próby
prostej losowanej bezzwrotnie używa się tzw. współczynnika efektywności
względnej, który ma postać:

def (tS , P (s)) =
D2(tS , P (s))
D2(ȳS , Pbz(s))

. (2.15)
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W przypadku analizowanych teraz strategii estymacji dla n > 2 otrzy-
mujemy:

def (ȳS , Pz(s)) =
D2(ȳS , Pz(s))
D2(ȳS , Pbz(s))

=
N − 1
N − n

> 1.

Zatem średnia z próby prostej losowanej zwrotnie jest mniej precyzyjnym
estymatorem przeciętnej w populacji niż średnia z próby prostej losowanej
bezzwrotnie.

Ocenę wariancji średniej z próby prostej otrzymujemy zastępując we
wzorach (2.13) i (2.14) wariancje v∗ i v statystyką:

v∗S =
1

n− 1

∑
k∈S

(yk − ȳS)2. (2.16)

Nieobciążone estymatory wariancji określonych wzorami (2.13) i (2.14) wy-
znaczają odpowiednio wzory:

D2
S(ȳS , Pbz(s)) =

N − n
Nn

v∗S(y), D2
S(ȳS , Pz(s)) =

1
n
v∗S(y). (2.17)

Estymatorem wartości globalnej zmiennej y jest statystyka:

ỹS = NȳS . (2.18)

Na podstawie wzorów (2.13) i (2.14) łatwo wyprowadzamy wariancje es-
tymatora, która w przypadku bezzwrotnego losowania próby prostej ma
postać:

D2(ỹS , Pbz(s)) =
N(N − n)

n
v∗(y), (2.19)

a w przypadku losowania zwrotnego:

D2(ỹS , Pz(s)) =
N2

n
v(y). (2.20)

W celu wyznaczenia oceny tych wariancji należy występujące w określają-
cych je wzorach wariancje z populacji v∗ i v zastąpić ich nieobciążonym
estymatorem zdefiniowanym wzorem (2.16).

Podobnie jak w przypadku oceny średniej w populacji strategia estymacji
(ỹs, Pbz(s)) jest precyzyjniejsza od (ỹs, Pz(s)).

Niech d będzie dopuszczalnym poziomem błędu średniego szacunku war-
tości w populacji, czyli D2(ȳS , Pbz(s)) ¬ d. Stąd i z równania (2.13) wynika,
że niezbędna liczebność próby prostej losowanej bezzwrotnie spełniająca
określony postulat dokładności jest wyznaczana przez wyrażenie:

n = [nd] + 1, nd =

(
d2

v∗(y)
+

1
N

)−1

, (2.21)
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przy czym przez [a] oznaczono część całkowita z liczby a.
W przypadku próby prostej losowanej zwrotnie mamy:

n = [nd] + 1, nd =
d2

v(y)
.

W praktyce rozsądnym może się okazać nałożenie ograniczenia na mo-
duł współczynnika zmienności estymatora, czyli względnego błędu średniego
szacunku, który określa wyrażenie:

z(ȳS , Pbz(s)) = 100%
D(ȳS , Pbz(s))

|ȳ|
.

Zatem, jeśli postulowany dopuszczalny względny średni błąd szacunku jest
na poziomie e, to niezbędną liczebność próby wyznaczamy z nierówności
z(ȳS , Pbz(s)) ¬ e. Wtedy potrzebną liczebność próby określa wyrażenie:

n = [ne] + 1, ne =

(
e2

z2
∗(y)

+
1
N

)−1

, (2.22)

gdzie z∗(y) =
√
v∗(y)
|ȳ| 100%.

W praktyce zwykle nie są znane wartości wariancji badanej cechy lub jej
współczynnika zmienności. Dlatego występującą we wzorze (2.21) warian-
cję v∗(y) należy zastąpić jej nieobciążonym estymatorem wyznaczonym ze
wstępnej próby prostej o liczebności n, który określa wzór (2.16). Wówczas
otrzymujemy następującą cenę niezbędnej liczebności próby.

nS = [nd,S ] + 1, nd,S =

(
d2

v∗S(y)
+

1
N

)−1

. (2.23)

W przypadku konieczności korzystania ze wzoru (2.22) w sytuacji, gdy
nie znamy parametru z∗(y), należy go oszacować za pomocą statystyki

z∗S(y) =
√
v∗S(y)
|ȳS | 100%. Następnie podstawiamy ją odpowiednio do wzoru

(2.22), co prowadzi do wyrażenia:

nS = [ne,S ] + 1, ne,S =

(
e2

z2
∗S(y)

+
1
N

)−1

. (2.24)

Przykład 2.7. Na podstawie danych o dochodach z podatków z opłat lo-
kalnych 15 gmin woj. katowickiego w 1995 r., pochodzących z Rocznika sta-
tystycznego gmin województwa katowickiego (1996), wyliczono następujące
parametry: średnia 12 124,80 zł i odchylenie standardowe 7622,00 zł. Z kolei
parametry dokładnych rozkładów średniej z próby prostej losowanej bezzwrot-
nie o liczebnościach 2–14 zamieszczono w tabeli 2.1. Oprócz błędu średnie-
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go szacunku D = D(ỹs, Pbz(s)) oraz względnego średniego błędu szacunku
z = z(ỹs, Pbz(s)) znajdujemy w niej również kwantyle q0.05 i q0.95 rozkładu
średniej z próby odpowiednio rzędów 0.05 i 0.95, a także ich różnicę q. W na-
szym przypadku kwantyl q0.05 to taka wartość średniej z próby, że co najmniej
5% możliwych wartości średnich obserwowanych w próbach jest mniejszych
lub rówych liczbie q0.05 i jednocześnie co najmniej 95% możliwych wartości
średnich obserwowanych w próbach jest większych lub rówych liczbie q0.05.
Podobnie interpretujemy kwantyl q0.95. Ponadto, wyliczono prawdopodobień-
stwo tego, iż średnia z próby odchyli się od szacowanej średniej w populacji
nie więcej niż o wartość 1000, czyli p = P (|ȳS − ȳ| ¬ 1000).

Tabela 2.1

Parametry rozkładów średnich z prób (losowanych bezzwrotnie) dochodów gmin

n D z % q0.05 q0.95 q p

1 7622 62 3416 22737 19321 0.0667

2 5042 42 4301 20987 16686 0.1714

3 3940 33 5698 18663 12965 0.1736

5 2784 23 7629 16761 9132 0.2784

8 1841 15 9102 15192 6090 0.6973

10 1392 12 9807 14373 4566 0.7529

12 984 8 10490 13732 3242 0.8440

14 526 4 11366 12747 1381 1.0000

Z analizy tabeli 2.1 wynika, że wraz ze wzrostem liczebności próby do-
kładność estymacji rośnie, ponieważ średni błąd szacunku maleje. Zatem
wartości estymatora średniej w populacji skupiają się coraz ściślej wokół sza-
cowanej wartości średniej w populacji. świadczy o tym również obserwacja
kwantyli q0.05 i q0.95, których wartości sukcesywnie przybliżają się do sza-
cowanej wartości średniej w populacji wraz ze wzrostem liczebności próby.
Tym samym wraz ze wzrostem liczebności próby co najmniej 90% wszyst-
kich obserwacji średniej z próby znajduje się w coraz to węższym otoczeniu
szacowanej przeciętnej w populacji, którego końcami są właśnie wymienio-
ne kwantyle. W końcu z analizy ostatniej kolumny tabeli 2.1 wynika, że
prawdopodobieństwo tego, iż wartość modułu odchylenia średniej z próby od
przeciętnej w populacji nie więcej niż o liczbę 1000 rośnie wraz ze wzrostem
liczebności próby. Przeprowadzona analiza świadczy więc o tym, że rozkład
średniej z próby skupia się coraz ściślej wokół szacowanej średniej z popula-
cji, gdy rozmiar próby rośnie.
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Przykład 2.8. Przypuśćmy, że celem badania reprezentacyjnego jest ocena
średniej wydatków na dojazd do uczelni studentów tworzących N = 3000
populację. W wylosowanej bezzwrotnie próbie prostej o liczebności n = 15
ocena średniej i wariancji wydatków wynoszą odpowiednio ȳs = 20 zł
i v∗s = 400. Zadanie polega na odpowiedzi na pytania: jak duża winna być
próba, aby średnią wydatków na dojazd oszacować: a) z błędem średnim sza-
cunku nie większym od 2 zł, b) względnym błędem średnim szacunku nie
większym od 2%.

Korzystając ze wzorów (2.23) i (2.24) wyliczamy, że po to, aby błąd śred-
ni szacunku nie przekroczył poziomu d = 2, należy wylosować próbę o liczeb-
ności n  ns = 97. Z kolei, gdy żąda się, aby względny błąd średni szacunku
nie przekroczył poziomu e = 2%, to trzeba wylosować próbę o liczebności
n  ns = 50. W związku z tym, jeśli do już dobranej próby prostej dolo-
sujemy bezzwrotnie 82 elementy populacji, to uzyskamy próbę o liczebności
n = 97 elementów, co wystarczy, aby zostały spełnione obydwa wysunięte
postulaty dokładności estymacji punktowej średniej w populacji.

Przykład 2.9. Na podstawie danych analizowanych w przykładzie 2.7 wy-
znaczamy dokładne rozkłady prawdopodobieństwa dwóch estymatorów me-
diany z próby prostej losowanej bezzwrotnie przy wybranych liczebnościach
próby. Mediana wpływów z podatków w populacji wymienionych gmin wynosi
9584,20 zł, co oznacza, że co najmniej połowa gmin ma wpływy z podatków
nie mniejsze od tej kwoty oraz co najmniej połowa gmin ma wpływy z podat-
ków nie większe od podanej wartości. Niech y(i) będzie i-tą statystyką pozy-
cyjną obserwowanej zmiennej y w próbie S, a więc y(1) ¬ y(2) ¬ . . . ¬ y(n).
Wartość i-tej statystyki pozycyjnej jest z kolei i-tą co do wielkości wartością
zmiennej y obserwowaną w próbie S. Wtedy znany estymator mediany jest
określany jak następuje:

M0S =

y([n/2]+1) dla n nieparzystych,
1
2

(
y(n/2) + y(n/2+1)

)
dla n parzystych.

(2.25)

Drugi estymator mediany, której własności studiował m.in. Fisz (1967), ma
postać:

M1S = y([n/2]+1). (2.26)

Charakterystyki rozkładów statystyk M0S i M1S prezentuje tabela 2.2,
w której m.in. zamieszczono względny wskaźnik obciążenia estymacji wb
zdefiniowany wzorem (2.1) oraz współczynnik ubs będący udziałem kwa-
dratu obciążenia estymacji w błędzie średniokwadratowym, który wyjaśnia
wzór (2.4). Ponadto podano iloraz błędów średniokwadratowych ibsr =
100% MSE (M1S)/MSE (M0S). Dokładność ocen mediany porównywano tyl-
ko dla parzystej liczebności próby, ponieważ wtedy tylko różnią się od siebie
wartości obu estymatorów mediany.
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Tabela 2.2

Parametry rozkładów median z prób dochodów gmin

n
√

MSE (M0S) ibsr wb(M0S) wb(M1S) ubs(M0S) ubs(M1S)

2 5645 100 −27 −19 20 12

8 3987 84 −15 −7 2 3

10 3324 80 −12 −7 2 4

12 2402 72 −10 −6 2 7

14 1019 1 −7 −1 46 1

Analiza drugiej i trzeciej z kolei kolumny tablicy 2.2 prowadzi do wnio-
sku, że w badanej piętnastoelementowej populacji estymator mediany ozna-
czony przez M1S jest dokładniejszy od M0S. Podobnie, statystyka M1S jest
mniej obciążonym od M0S estymatorem mediany w populacji. W przypadku
obu estymatorów udział kwadratu obciążenia w błędzie średniokwadratowym
estymacji jest mały (nie przekracza 7%) z wyjątkiem przypadku, gdy rozmiar
próby jest bardzo mały (n = 2) albo bardzo duży (n = 14).

2.2.2. Estymacja przedziałowa

Przyjmijmy, że próba prosta jest losowana bezzwrotnie. Wówczas przedział
ufności dla wartości przeciętnej w populacji, konstruowany zgodnie z zasadą
określoną wyrażeniem (2.8), ma znaną postać:

P

ȳS − zγ
√
N − n
Nn

v∗S ¬ ȳ ¬ ȳS + zγ

√
N − n
Nn

v∗S

 = γ, (2.27)

przy czym v∗S określa wzór (2.16), a zγ jest kwantylem rozkładu normalnego
standardowego rzędu (1 +γ)/2, czyli ϕ(zγ) = (1 +γ)/2, przy czym ϕ(.) jest
dystrybuantą rozkładu normalnego standardowego. Określony przedział uf-
ności zaleca się używać do oceny przeciętnej w populacji tylko w przypadku,
gdy liczebność próby prostej jest duża, a przynajmniej równa stu elemen-
tom. Dokładność przedziału ufności określa wyrażenie:

∆ = zγ

√
N − n
Nn

v∗S . (2.28)

Zatem połowa rozpiętości przedziału ufności rośnie wraz ze wzrostem pozio-
mu ufności γ lub ze spadkiem liczebności próby, lecz oczywiście przy usta-
lonej wartości wariancji badanej zmiennej. Załóżmy, że dopuszczalny błąd
estymacji przedziałowej wynosi δ. Wtedy z nierówności δ  ∆ otrzymuje-
my w przybliżeniu niezbędną liczebność próby potrzebną do wyznaczenia
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przedziału ufności o rozpiętości nie większej od δ, który z prawdopodobień-
stwem γ winien obejmować wartość przeciętną zmiennej w populacji. Zatem
ta liczebność wynosi:

ns =

( δ

zγv∗S
+

1
N

)−1
+ 1. (2.29)

Przedział ufności dla wartości globalnej jest wyznaczany na podstawie
wzoru:

P

NȳS − zγ
√
N(N − n)

n
v∗S ¬ yU ¬ NȳS + zγ

√
N(N − n)

n
v∗S

 = γ.

(2.30)

Przykład 2.10. W bezzwrotnie losowanej próbie prostej liczącej 120 stu-
dentów uczelni, która ma 5500 studentów, obserwowano w ustalonym seme-
strze ich wydatki na książki. Okazało się, że średnia z próby tych wydatków
wynosi 104 zł, a nieobciążona ocena wariancji tych wydatków jest równa 400.
Przy współczynniku ufności γ = 0.95 mamy zγ = 1.96 oraz przedział ufności:
[100.46; 107.54]. Ocena precyzji estymacji średniej za pomocą otrzymanego
przedziału wynosi ∆ = 3.54.

Traktując próbę, w której obserwowano dane jako wstępną, wyznacza-
my niezbędną liczebność próby, której wylosowanie pozwoli na wyznacze-
nie przedziału ufności dla przeciętnej o długości nieprzekraczającej poziomu
4 zł, przy tym samym poziomie współczynnika ufności. Na podstawie wzoru
(2.29) wyliczamy, że niezbędna liczebność próby wynosi 360 studentów, a za-
tem należy jeszcze dolosować 240 studentów, aby spełnić postulaty dotyczące
precyzji i wiarygodności estymacji przedziałowej.

2.2.3. Ocena wskaźnika struktury

Udział elementów z cechą wyróżnioną, inaczej wskaźnik struktury, jest pa-
rametrem szczególnym w stosunku do wartości średniej. Podobnie jak liczba
elementów z cechą wyróżnioną jest szczególnym parametrem w stosunku do
wartości globalnej zmiennej w populacji. Niech M będzie liczbą elementów
z cechą wyróżnioną w populacji o liczebności N . Wtedy wskaźnik struktury
oznaczymy przez

p =
M

N
. (2.31)

Estymatorem parametru p jest częstość względna z próby:

pS =
mS

n
, (2.32)
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gdzie realizacja zmiennej losowej pS jest częstością elementów z cechą wy-
różnioną obserwowaną w próbie s o liczebności n, która jest realizacją pro-
stej próby losowej S. Jeśli próba jest losowana bezzwrotnie, to statystyka
pS ma znany rozkład hipergeometryczny, który określa następująca funkcja
prawdopodobieństwa:

P

(
ps =

ms

n

)
=

(
M
m

)(
N −M
n−m

)
(
N
n

) =

(
Np
m

)(
N(1− p)
n−m

)
(
N
n

) . (2.33)

Wartość oczekiwaną i wariancję statystyki pS prezentują wzory:

E (pS) = p, D2 (pS) =
N − n

(N − 1)
p(1− p)

n
. (2.34)

Nieobciążonym estymatorem wariancji zmiennej losowej pS jest statystyka:

D2
S (pS) =

N − n
(N − 1)

pS(1− pS)
n

. (2.35)

Gdy próba prosta jest losowana zwrotnie, to estymator pS ma znany
rozkład dwumianowy postaci:

P

(
pS =

m

n

)
=

(
N
n

)
pm(1− p)n−m. (2.36)

W tym przypadku:

E (pS) = p, D2 (pS) =
p(1− p)

n
. (2.37)

Zatem zarówno przy bezzwrotnym, jak i zwrotnym wariancie losowania
próby prostej statystyka pS daje nieobciążone i zgodne oceny parametru p.
Nieobciążonym estymatorem wariancji zmiennej losowej pS w przypadku
losowania zwrotnego jest statystyka:

D2
S (pS) =

pS(1− pS)
n

. (2.38)

Załóżmy, że dopuszczalny poziom średniego błędu szacunku wynosi d.
Wówczas w przypadku losowania bezzwrotnego na podstawie nierówności
D (pS) ¬ d wyliczamy, że:

n  nd =

 N
d2(N−1)
p(1−p) + 1

+ 1, (2.39)
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gdzie przypomnijmy, przez [x] oznaczono funkcję wyznaczającą część cał-
kowitą liczby x. Nieznaną wartość parametru p wyznacza się na podsta-
wie informacji dodatkowych lub ocenia na podstawie próbki wstępnej lub
przyjmuje się jego oszacowanie otrzymane we wcześniejszych badaniach sta-
tystycznych. Gdy te rozwiązania nie są możliwe, to niezbędną liczebność
próby ustala się na poziomie maksymalnym nmax, który jest osiągany dla
p = 0.5 i wynosi:

nmax =
[

N

4d2(N − 1) + 1

]
+ 1. (2.40)

Gdy N →∞ bądź jest stosowany zwrotny wariant losowania próby, to

nd =
[
p(1− p)
d2

]
+ 1, nmax =

[
1

4d2

]
+ 1. (2.41)

Dla bezzwrotnego i zwrotnego wariantu losowania próby względny średni
błąd szacunku, czyli z(pS) = D(pS)/p określają odpowiednio wzory:

z(pS) =

√
N − n
Nn

1− p
np

, z(pS) =

√
1− p
np

. (2.42)

Stąd i z nierówności z(pS) ¬ e wyliczamy niezbędną liczebność próby, którą
dla bezzwrotnego i zwrotnego wariantu losowania próby, określają wzory:

ne =
[

N(1− p)
1− p+ e2p(N − 1)

]
+ 1, ne =

[
1− p
e2p

]
+ 1. (2.43)

Stąd wynika, że niezbędna liczebność próby rośnie wraz ze spadkiem war-
tości parametru e.

Estymacja przedziałowa wskaźnika struktury jest zwykle prowadzona
na podstawie dużych prób o liczebności równej co najmniej sto elementów.
Przedział ufności dla wskaźnika struktury w populacji, konstruowany zgod-
nie z zasadą określoną wyrażeniem (2.8), ma w przypadku bezzwrotnego
losowania próby następującą znaną postać:

P

pS − zγ
√
N − n
N

pS(1− pS)
n

< p < pS + zγ

√
N − n
N

pS(1− pS)
n

 = γ,

(2.44)
a w przypadku zwrotnie losowanej próby prostej mamy:

P

pS − zγ
√
pS(1− pS)

n
< p < pS + zγ

√
pS(1− pS)

N

 = γ, (2.45)

gdzie kwantyl zγ jest wyznaczany na podstawie dystrybuanty rozkładu nor-
malnego standardowego ϕ(z), tak aby ϕ(zγ) = 0.5(1 + γ).
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Dokładność estymacji przedziałowej określana połową długości przedzia-
łu ufności prezentują odpowiednio następujące wzory dla wariantu bez-
zwrotnego i zwrotnego losowania próby:

∆ = zγ

√
N − n
N

pS(1− pS)
n

, ∆ = zγ

√
pS(1− pS)

n
. (2.46)

Przyjmując na poziomie δ dopuszczalny błąd estymacji przedziałowej,
wyznaczamy ocenę niezbędnej liczebności próby potrzebnej do oceny wskaź-
nika struktury z dokładnością δ i wiarygodnością (ufnością) γ za pomocą
wzóru:

nδ =

[
z2
γNpS(1− pS)

(N − 1)δ2 + z2
γpS(1− pS)

]
+ 1. (2.47)

Gdy pS nie jest znane, to przyjmujemy jego najmniej korzystną wartość
pS = 1

2 i wtedy:

nδ =

[
Nz2

γ

4(N − 1)δ2 + z2
γ

]
+ 1. (2.48)

Jeśli n→∞ lub jest stosowany zwrotny wariant losowania próby, to

nδ =

[
z2
γpS(1− pS)

δ2

]
+ 1, (2.49)

nδ =

[
z2
γ

4δ2

]
+ 1, gdy pS =

1
2
. (2.50)

Przykład 2.11. W bezzwrotnie losowanej próbie prostej liczącej 110 miesz-
kań miasta, w którym jest 4000 mieszkań, obserwowano w ustalonym roku,
że 50 mieszkań ma centralne ogrzewanie. Ocena z próby udziału mieszkań
z centralnym ogrzewaniem wynosi 0.455, a oceny błędu średniego szacun-
ku oraz względnego średniego błędu szacunku wynoszą odpowiednio 0.047
i 10.3%. Przy współczynniku ufności γ = 0.95 przedział ufności dla udziału
mieszkań z centralnym ogrzewaniem ma postać: [0.363; 0.546]. Zatem precy-
zja estymacji przedziałowej wynosi δ = 0.092. Przyjmujemy, że w populacji
udział mieszkań z centralnym ogrzewaniem wynosi 0.5, czyli przyjmuje naj-
mniej korzystną wartość z punktu widzenia precyzji estymacji. Wtedy wy-
znaczamy tak niezbędną liczebność próby, aby z ufnością γ = 0.95 przedział
obejmował nieznaną wartość z precyzją δ = 0.05. Na podstawie wzoru (2.48)
otrzymujemy, że należy spodziewać się spełnienia postawionych postulatów,
gdy liczebność próby osiągnie przynajmniej poziom 351 elementów. Zatem,
należy jeszcze dolosować w sposób bezzwrotny do próby 241 mieszkań.
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Problem estymacji przedziałowej wskaźnika struktury w małych próbach
jest rozwiązywany przez Chunga i DeLury’ego (1950). W przypadku umiar-
kowanie dużych prób problem ten analizowano w pracy Krysickiego i in.
(1989).

2.2.4. Wnioskowanie modelowe

Model prosty jest określany następująco. Niech składowe wektora YU speł-
niają założenia:

{
Eξ(Yi) = µ, D2

ξ (Yi) = σ2 dla i = 1, . . . , N,

Cov ξ(Yi, Yt) = 0 dla i 6= t, t = 1, . . . , N, i = 1, . . . , N.
(2.51)

W świetle wprowadzonych założeń populacja jest jednorodna w tym sensie,
że wszystkim elementom populacji przypisano zmienne losowe (nieskorelo-
wane), które mają tę samą nadzieję matematyczną i tę samą wariancję.

Rozważmy problem predykcji wartości globalnej YU za pomocą predyk-
tora liniowego ỸS przy pewnym planie losowania P (s), przy czym:

ỸγS =
N∑
i=1

SiγiYi, (2.52)

Si = 1, gdy i-ty element populacji został wybrany do próby, natomiast
w przeciwnym przypadku Si = 0, i = 1, . . . , N . Wtedy wiadomo, że
EP (Si) = πi. Zakładamy, że próba ma ustaloną efektywną liczebność na
poziomie n, czyli

∑N
i=1 Si = n. Przez γi, i = 1, . . . , N oznaczono nielosowe

współczynniki (wagi).
Predyktor ỸγS będzie ξ-nieobciążony, gdy Eξ(ỸγS−YU ) = 0, co zachodzi

wtedy, jeśli:
N∑
i=1

Siγi = N. (2.53)

Predyktor ten będzie pξ-nieobciążony, jeśli EPEξ(ỸγS−YU ) = 0, co zachodzi
wówczas, gdy:

N∑
i=1

πiγi = N. (2.54)

Przy założeniu, że µ = 0 wyprowadzenie ξ-błędu średniokwadratowego ma
postać:
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Eξ(ỸγS − YU )2 = Eξ

(
N∑
i=1

(Siγi − 1)Yi

)2

=

=
N∑
i=1

(Siγi − 1)2Eξ(Y 2
i ) +

N∑
i=1

N∑
j=1,j 6=i

(Siγi − 1)Yi(Sjγj − 1)Eξ(YiYj) =

=
N∑
i=1

(Siγi − 1)2D2
ξ (Y

2
i ) +

N∑
i=1

N∑
j=1,j 6=i

(Siγi − 1)Yi(Sjγj − 1) Covξ(YiYj) =

= σ2
N∑
i=1

(Siγi − 1)2. (2.55)

Stąd i ze wzoru (2.53) już wynika następujące wyprowadzenie p-ξ błędu
średniokwadratowego:

EPEξ(Ỹγs − YU )2 = σ2
N∑
i=1

EP (Siγi − 1)2 = σ2
N∑
i=1

EP (Siγ2
i − 2Siγi + 1) =

= σ2

(
N∑
i=1

πiγ
2
i − 2

N∑
i=1

πiγi +N

)
= σ2

(
N∑
i=1

πiγ
2
i −N

)
. (2.56)

Zadanie polega na takim wyznaczeniu wag γi oraz prawdopodobieństw
πi, aby błąd średniokwadratowy był jak najmniejszy przy założeniu nie-
obciążoności predyktora, co jest równoważne warunkowi danemu wzorem
(2.53). Ponadto pamiętamy, iż z własności planu losowania próby wynika,
że:

∑N
i=1 πi = n i

∑N
i=1 Si = n. Funkcja Lagrange’a ma postać:

L = σ2

(
N∑
i=1

πiγ
2
i −N

)
+ λ1

(
N −

N∑
i=1

πiγi

)
+ λ2

(
n−

N∑
i=1

πi

)
.

Pochodne względem tej funkcji względem γi są postaci: ∂L
∂γi

= 2πiγi − πiλ1,
i = 1, . . . , N . Przyrównując je do zera i sumując tak otrzymane równania
stronami dochodzimy do rozwiązania: γi = N

n dla i = 1, . . . , N . Zatem
określony wzorem (2.52) predyktor przyjmuje postać:

ỸS =
N

n

N∑
i=1

SiYi =
N

n

∑
i∈S

Yi = NȲS . (2.57)

Wyrażenie (2.56) prowadzi do następującego wzoru na pξ błąd średnio-
kwadratowy:

EPEξ(ỸγS − YU )2 = σ2

(
N2

n2

N∑
i=1

πi −N
)

= σ2

(
N2

n
−N

)
.

MSE p,ξ(ỸγS) =
N(N − n)

n
σ2. (2.58)
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Stąd już ewidentnie wynika, że pξ błąd średniokwadratowy predyktora ỸγS
nie zależy od przyjętego planu losowania próby. W związku z tym pξ błąd
średniokwadratowy predyktora jest taki sam przy dowolnym schemacie lo-
sowania próby. Można więc brać również celowe plany losowania próby pod
uwagę, byleby elementy populacji nie powtarzały się w próbie o ustalonym
rozmiarze. W szczególności do próby można wybrać n-pierwszych z kolei
elementów populacji. Wówczas, formalnie rzecz biorąc, Si = 1, πi = 1 dla
i = 1, . . . , n, natomiast Si = 0, πi = 0 dla i = n+ 1, . . . , N . W sytuacji ce-
lowego planu losowania próby nie ma już sensu rozważać p nieobciążoności
predyktora.

ξ-nieobciążony estymator wariancji określonego wzorem (2.57) predyk-
tora ỸS ma postać:

MSES(ỸS) =
N(N − n)

n
V̂ 2
S (2.59)

gdzie:

V̂ 2
S =

1
n− 1

∑
i∈S

(Yi − ȲS)2, ȲS =
1
n

∑
i∈S

Yi

Przedstawione wyniki dotyczące predykcji są oczywiście ważne, gdy opi-
sany model nadpopulacji jest adekwatny do rzeczywistości, tzn. gdy zało-
żony rozkład prawdopodobieństwa ξ istotnie nie odbiega od rzeczywiste-
go. Przedstawiona procedura predykcji wartości globalnej może jednak być
obarczona znacznie większym błędem średnim od oczekiwanego, jeśli np.
zakładana jednorodność modelu określonego wzorem (2.51) nie jest praw-
dziwa. Konkretniej chodzi tu o to, że obserwowany w próbie rozkład warto-
ści cechy nie pozwala dalej utrzymywać postulatu, że wartości oczekiwane
zmiennych losowych Yk, k = 1, . . . , N , tworzących nadpopulację są takie
same lub że wariancje tych zmiennych przyjmują tę samą wartość. Roz-
strzygnięciem tego problemu będziemy zajmować się m.in. w punkcie 2.3.3.

2.3. Statystyka Horvitza-Thompsona

2.3.1. Estymacja wartości globalnej

W niniejszym rozdziale przedstawimy problem estymacji wartości globalnej
zmiennej y w populacji na podstawie próby losowanej z różnymi prawdo-
podobieństwami doboru do niej elementów, które są zwykle funkcją war-
tości zmiennych pomocniczych obserwowanych w całej populacji. Horvitz
i Thompson (1952) zaproponowali estymator wartości globalnej yU = y
w populacji ustalonej, który ma postać:

yHTS =
N∑
k=1

ykSk
πk

. (2.60)
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Gdy πk > 0 dla wszystkich k = 1, . . . , N , statystyka yHTS jest nieobciążo-
nym estymatorem parametru yU , a jej wariancja jest postaci:

D2 (yHTS) =
N∑
k=1

(
yk
πk

)2
πk(1− πk) +

N∑
k=1

N∑
i=1,i6=k

ykyi
πkπi

(πk,i − πkπi) (2.61)

lub

D2 (yHTS) =
N∑
k=1

y2
k

πk
+

N∑
k=1

N∑
i=1,i6=k

ykyi
πkπi

πk,i − y2. (2.62)

Gdy efektywna liczebność próby jest ustalona, to wariancję określa wzór
(por. Yates i Grundy, 1953):

D2 (yHTS) =
N∑
k=1

N∑
i=1,i6=k

(
yk
πk
− yi
πi

)2
(πk,i − πkπi). (2.63)

Do estymacji parameru D2 (yHTS) jest używana statystyka:

D2
S (yHTS) =

N∑
k=1

(
yk
πk

)2
(1− πk)Sk +

N∑
k=1

N∑
i=1,i6=k

ykyi
πkπi

πk,i − πkπi
πk,i

SkSi,

(2.64)
która jest nieobciążonym estymatorem wariancji D2 (yHTS). Warto zwrócić
uwagę na to, że estymator D2

S (yHTS) w pewnych sytuacjach może przyj-
mować wartości ujemne z prawdopodobieństwem większym od zera. Jeśli
πk,i − πkπi  0 dla każdego i = 1, . . . , N , k = 1, . . . , N , i 6= k, to następują-
cy estymator Sena-Yatesa-Grundy’ego przyjmuje tylko wartości nieujemne
i ma postać:

D̂2
S (yHTS) =

N∑
k=1

N∑
i=1,i6=k

(
yk
πk
− yi
πi

)2 πk,i − πkπi
πk,i

SkSi. (2.65)

Na podstawie statystyki yHTS w sposób natychmiastowy otrzymujemy
następujący estymator wartości średniej ȳ

ȳHTS =
1
N
ȳHTS =

1
N

N∑
k=1

ykSk
πk

. (2.66)

Wariancję tej statystyki oraz jej estymatory otrzymujemy prosto w nastę-
pujący sposób:

D2 (ȳHTS) =
1
N2D

2 (yHTS) ,

D2
S (ȳHTS) =

1
N2D

2
S (yHTS) , D̂2

S (ȳHTS) =
1
N2 D̂

2
S (yHTS) .
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Przykład 2.12. Podstawienie yk = 1 dla k = 1, . . . , N , we wzorze (2.60)
prowadzi do następującego estymatora liczebności populacji N:

NHTS =
N∑
k=1

Sk
πk
. (2.67)

Wariancję tej statystyki oraz jej estymatory otrzymujemy prosto ze wzorów
(2.62) i (2.64), a określają je wzory:

D2 (NHTS) =

 N∑
k=1

1
πk

+
N∑
k=1

N∑
i=1,i6=k

πk,i
πkπi

−N2, (2.68)

D2
S (NHTS) =

N∑
k=1

1− πk
π2
k

Sk +
N∑
k=1

N∑
i=1,i6=k

(
1

πkπi
− 1
πk,i

)
SkSi. (2.69)

Teraz przeprowadzamy analizę wpływu losowania próby z dowolnymi
prawdopodobieństwami inkluzji pierwszego rzędu na wartość oczekiwaną
zwykłej średniej z próby. Niech ȳS będzie określoną wzorem (2.12) średnią
z próby losowanej bezzwrotnie. Wtedy:

E (ȳS) =
1
n
E

(
N∑
k=1

ykSk

)
=

1
n

N∑
k=1

ykπk,

E (ȳS) = ȳ − ȳ
(

1− N

n
π̄

)
+
N

n
v(π)v(y)ρ(π, y), (2.70)

gdzie:

π̄ =
1
N

N∑
k=1

πk, v(π) =
1
N

N∑
k=1

(πk − π̄)2,

v(y) =
1
N

N∑
k=1

(yk − ȳ)2, ρ(π, y) =
∑N
k=1(πk − π̄)(yk − ȳ)
N
√
v(π)v(y)

,

przy czym ρ(π, y) jest współczynnikiem korelacji liniowej między zmienny-
mi y i π. Ze wzoru (2.70) wynika, że zwykła średnia z próby może dać
obciążone oceny przeciętnej w populacji, gdy próba jest losowana z różnymi
prawdopodobieństwami inkluzji rzędu pierwszego. Zwróćmy uwagę na to,
że nawet gdy prawdopodobieństwa inkluzji nie są skorelowane z wartościa-
mi badanej cechy (czyli ρ(π, y) = 0), to średnia z próby może być znacznie
obciążonym estymatorem przeciętnej w populacji, gdy π̄ 6= n

N . To winno
przekonać praktyków, że trzeba stosować estymator Horvitza-Thompsona,
gdy mają do czynienia z próbami nieprostymi.

59



Częstym celem estymacji jest wskaźnik struktury elementów populacji
z cechą wyróżnioną, czyli parametr p = M

N , gdzie M jest liczbą elementów
z cechą wyróżnioną w populacji. Niech zk = 1, gdy k-ty element populacji
posiada wyróżnioną cechę, natomiast zk = 0, gdy jej nie posiada. Wtedy
populację U = {uk} można rozłożyć na takie dwa rozłączne podzbiory U0

i U1, że U = U0 ∪ U1 i U0 = {ui : zi = 0, i = 1, . . . , N} oraz U1 = {ωi :
zi = 1, i = 1, . . . , N}. Wtedy parametr p możemy zapisać następująco:

p =
1
N

N∑
k=1

zk.

Następująca statystyka będąca szczególnym przypadkiem estymatora Ho-
rvitza-Thompsona, danego wzorem (2.60), jest estymatorem parametru p.

pHTS =
1
N

N∑
k=1

zkSk
πk

=
1
N

∑
k∈U1

Sk
πk
. (2.71)

Daje ona nieobciążone oceny wskaźnika struktury p, gdy πk > 0 dla k =
1, . . . , N . Wariancję estymatora p̄HTS otrzymujemy ze wzoru (2.62), który
redukuje się do postaci:

D2 (pHTS) =
1
N2

∑
k∈U1

1
πk

+
∑
k∈U1

∑
i∈U1,k 6=i

πk,i
πkπi

− p2. (2.72)

Nieobciążony estymator zapisanej wariancji otrzymujemy ze wzoru (2.64),
i ma on postać:

D2
S (pHTS) =

1
N2

∑
k∈U1

(1− πk)Sk
π2
k

+
1
N2

∑
k∈U1

∑
i∈U1,i6=k

(
1

πkπi
− 1
πk,i

)
SkSi.

(2.73)
W szczególności, jeśli bezzwrotnie losowana próba S o liczebności n

jest próbą prostą, to estymator pHTS redukuje się do zwykłej częstości pS
względnej z próby, którą określa wzór (2.32), a jego wariancję i jej estymator
opowiednio wzory (2.34)) i (2.35).

Można wykazać, że wpływ losowania próby z różnymi prawdopodobień-
stwami na wartość oczekiwaną estymatora pS określa wzór:

E (pS) =
1
n

∑
k∈U1

πk = p− p
(

1− N

n
π̄1

)
, (2.74)

gdzie π̄1 = 1
M

∑
k∈U1 πk jest średnią arytmetyczną prawdopodobieństw in-

kluzji (rzędu pierwszego) przypisanych elementom populacji z cechą wyróż-
nioną. W tym więc przypadku również należy używać estymator Horvitza-
-Thompsona zamiast częstości względnej z próby.
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Przykład 2.13. Elementom populacji U = {1, 2, 3, 4, 5} są przyporząd-
kowane następujące wartości zmiennej y: y(1) = 8, y(2) = 1, y(3) = 3,
y(4) = 1, y(5) = 3. Średnia w populacji wynosi ȳ = 3.2, a wariancja
v∗ = 8.2. Do oceny średniej użyto przeciętnej z próby oraz estymatora Ho-
rvitza-Thompsona, który określa wzór. Pierwszy plan bezzwrotnego losowa-
nia próby trójelementowej określają wyrażenia:

P1(1, 2, 3) = P1(1, 2, 5) = P1(1, 3, 4) = P1(1, 4, 5) =
1
8
,

P1(1, 2, 4) = P1(2, 3, 4) = P1(2, 3, 5) = P1(3, 4, 5) = P1(1, 3, 5) = P1(2, 4, 5) =
1
12
.

Prawdopodobieństwa inkluzji pierwszego i drugiego rzędu są następujące:

π
(1)
1 =

2
3
, π

(1)
2 = π

(1)
3 = π

(1)
4 = π

(1)
5 =

7
12
, π

(1)
1,2 = π

(1)
1,3 = π

(1)
1,4 = π

(1)
1,5 =

1
3
,

π
(1)
2,3 = π

(1)
2,5 = π

(1)
3,4 = π

(1)
4,5 =

7
24
, π

(1)
2,4 = π

(1)
3,5 =

1
4
.

Drugi plan losowania próby prezentują wzory:

P2(1, 2, 3) = P2(1, 2, 5) = P2(1, 3, 4) = P2(1, 4, 5) =
1
16
, P2(1, 2, 4) =

1
8
,

P2(2, 3, 4) = P2(2, 3, 5) = P2(3, 4, 5) = P2(1, 3, 5) = P2(2, 4, 5) =
1
8
,

π
(2)
1 =

13
35
, π

(2)
2 = π

(2)
3 = π

(2)
4 = π

(2)
5 =

23
35
, π

(2)
2,4 = π

(2)
3,5 =

33
70

π
(2)
1,2 = π

(2)
1,3 = π

(2)
1,4 = π

(2)
1,5 =

13
70
, π

(2)
2,3 = π

(2)
2,5 = π

(2)
3,4 = π

(2)
4,5 =

23
70
.

Na podstawie wzorów (2.61) lub (2.62), lub (2.63) wyliczamy wa-
riancje strategii losowania, a wynoszą one: D2 (ȳHTS , P1(s)) = 0, 7706,
D2 (ȳHTS , P2(s)) = 3.3691. Z kolei wariancja średniej z próby pro-
stej losowanej bezzwrotnie wyliczana na podstawie wzoru (2.13) wynosi
D2 (ȳs, Pbz(s)) = 1.0933, przy czym plan losowania Pbz(s) określa de-
finicja 1.13. Wariancja D2 (ȳHTS , P1(s)) stanowi 70.5% wariancji śred-
niej z próby prostej, a z kolei ta stanowi 32.5% wariancji strategii
D2 (ȳHTS , P2(s)). Zatem spośród trzech rozważanych strategii losowania naj-
lepszą jest strategia (ȳHTS , P1(s)), ponieważ daje najprecyzyjniejsze oceny
wartości średniej w populacji.

Przykład 2.14. Definicją 1.16 określono plan losowania próby Poissona,
który oznaczymy symbolem PP (s). W tym przypadku estymator wartości
globalnej Horvitza-Thompsona oraz jego wariancje określają odpowiednio
wzory:

yHTS =
N∑
k=1

ykSk
πk

, D2 (yHTS , PP (s)) =
N∑
k=1

(
yk
πk

)2
πk(1− πk). (2.75)
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Ze wzoru (2.64) wynika następujący nieobciążony estymator wariancji:

D2
S (yHTS , PP (s)) =

N∑
k=1

(
yk
πk

)2
(1− πk)Sk. (2.76)

Przykład 2.15. Definicją 1.15 określono plan losowania próby Bernoul-
liego, który oznaczymy przez PB(s). Plan ten jest oczywiście szczególnym
przypadkiem planu losowania Poissona. Zakładamy, że prawdopodobieństwo
π wylosowania k-tego elementu populacji do próby jest znane. Wtedy esty-
mator wartości globalnej Horvitza-Thompsona oraz jego wariancję określają
odpowiednio wzory:

yHTS =
1
π

N∑
k=1

ykSk, D2 (yHTS , PB(s)) =
1− π
π

N∑
k=1

y2
k. (2.77)

Nieobciążony estymator wariancji ma postać:

D2
S (yHTS , PB(s)) =

1− π
π2

N∑
k=1

y2
kSk. (2.78)

Jeśli jest znana liczebność populacji N , to na podstawie powyższych wzo-
rów otrzymujemy łatwo następujący estymator wartości średniej ȳ zmiennej
badanej ȳHTS = 1

N ȳHTS. Zatem

ȳHTS =
1
Nπ

N∑
k=1

ykSk. (2.79)

Statystyka ȳHTS jest nieobciążonym estymatorem średniej w populacji,
a jej wariancja wynosi D2(ȳHTS) = N−2D2(yHTS), gdzie D2(yHTS) określa
wzór (2.77).

W szczególności pierwszy wzór wyrażenia (2.77) pozwala określić nastę-
pujący nieobciążony estymator liczebności populacji N .

NHTS =
1
π

N∑
k=1

Sk. (2.80)

Wyrażenia (2.77) i (2.78) prowadzą do następującej wariancji statystyki
NHTS i jej nieobciążonego estymatora:

D2 (NHTS , PB(s)) =
1− π
π

N, (2.81)

D2
S (NHTS , PB(s)) =

1− π
π2 nS , gdzie nS =

N∑
k=1

Sk. (2.82)
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Przykład 2.16. Dalej rozważamy określony definicją 1.15 plan losowania
próby Bernoulliego, lecz teraz zakładamy, że prawdopodobieństwo π wyloso-
wania k-tego elementu populacji do próby nie jest znane. Wówczas z wła-
sności rozkładu Bernoulliego wynika, że statystyka

πS =
nS
N

=
∑N
k=1 Sk
N

(2.83)

jest nieobciążonym estymatorem prawdopodobieństwa π, a jej wariancja ma
oczywiście postać:

D2(πS) =
π(1− π)

N
. (2.84)

Zastępując we wzorze (2.77) prawdopodobieństwo π przez jego estymator πS
mamy nowy estymator wartości średniej ȳ:

ŷS = N

∑N
k=1 ykSk∑N
k=1 Sk

= N

∑N
k=1 ykSk
nS

= N
ys
nS
. (2.85)

Można wykazać, że statystyka ŷs jest w przybliżeniu nieobciążonym es-
tymatorem wartości globalnej w populacji, a jej błąd średniokwadratowy
w przybliżeniu określa wzór:

MSE (ŷHTS) =
1− π
π

v(y)∗. (2.86)

Wyprowadzenie wzoru przedstawiono w przykładzie 2.21.

2.3.2. Predykcja wartości globalnej

Rozważmy następujący model nadpopulacji:{
Eξ(Yi) = µi, D2

ξ (Yi) = σ2
i , i = 1, . . . , N,

Covξ(Yi, Yj) = 0, i = 1, . . . , N, j = 1, . . . , N, i 6= j.
(2.87)

Naszym celem jest predykcja wartości globalnej YU na podstawie da-
nych obserwowanych w próbie o ustalonej liczebnoći n. Najpierw rozważmy
zwykły predyktor postaci:

ỸS = NȲS , ȲS =
1
n

∑
k∈S

Yk =
1
n
YS . (2.88)

Gdy próbę dobierzemy w sposób arbitralny, to da ona ξ-obciążone oceny
wartości globalnej YU . Dla wykazania tego faktu wystarczy założyć, że próba
s składa się z ustalonych z góry elementów populacji. Wtedy otrzymujemy:

E(Ỹs) =
N

n

∑
i∈s

µi = Nµ̄s 6= Nµ̄ =
∑
i∈U

µi = µ. (2.89)
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ξ-obciążenie predyktora jest następujące:

bξ(Ỹs) = E(Ỹs)− E(YU ) = N(µ̄s − µ̄) = (N − n) (µ̄s − µ̄U−s) , (2.90)

gdzie: µ̄U−s = 1
N−n

∑
i∈U−s µi. Rozstęp możliwych wartości oczekiwanych

obserwowanych zmiennych oznaczamy przez τ = µmax − µmin, przy czym
µmax = maxi=1,...,N{µi}, µmin = mini=1,...,N{µi}. Wtedy otrzymujemy:

|bξ(Ỹs)| ¬ (N − n) τ. (2.91)

Stąd wynika, że maksymalny poziom obciążenia maleje wraz ze wzrostem
liczebności próby, a znika dopiero wtedy, gdy n = N . Wariancja predyktora
ma postać:

D2
ξ (Ys) =

N2

n2

∑
i∈s

D2(Yi) =
N2

n
σ̄2
s , σ̄2

s =
1
n

∑
i∈s

σ2
i . (2.92)

Zatem błąd średniokwadratowy wynosi:

MSE ξ(Ỹs) =
N2

n
σ̄2
s + b2ξ(Ỹs) ¬

N2

n
σ2

max + (N − n)2 τ2, (2.93)

gdzie σ2
max = maxi=1,...,N{σ2

i }.

Dodajmy, że predyktor Ỹs byłby nieobciążony, gdyby Eξ(Yi) = µ, dla
i = 1, . . . , N .

Rozważmy teraz ocenę YU za pomocą strategii predykcji (ỸS , Pbz), gdzie
Pbz jest planem bezzwrotnego losowania próby prostej. Ta strategia daje P -
-nieobciążone oraz Pξ-nieobciążone oceny YU . Jej błąd średniokwadratowy
wynosi:

MSE ξP (ỸS , Pbz) = EξD
2(ỸS , Pbz) =

N(N − n)
n

(
σ̄2 + v∗(µ)

)
, (2.94)

gdzie:

σ̄2 =
1
N

N∑
i=1

σ2
i , v∗(µ) =

1
N − 1

N∑
i=1

(µi − µ̄)2.

Zatem randomizacja wyboru próby prowadzi do nieobciążoności predyk-
cji wartości globalnej. Ma to duże znaczenie praktyczne pozwalające na ra-
cjonalny wybór jednego z dwóch rozważanych teraz predyktorów. Najpierw
wyobraźmy sobie rzadziej występującą sytuację, gdy wartości oczekiwane
obserwowanych zmiennych są takie same, czyli µi = µ dla i = 1, . . . , N .
Wówczas oczywiście predyktor ỸS jest nieobciążony. Jeśli nieobciążoność
predykcji jest najważniejszym celem naszego wnioskowania, to wówczas nie
ma potrzeby sięgania po strategię (ỸS , Pbz), bo to tylko podniesie koszty
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wnioskowania. Chodzi tutaj o wydatki (czasem znaczne) na przygotowa-
nie operatu losowania, który jest niezbędny do przeprowadzenia losowania
próby.

Naturalne jest teraz pytanie, czy po to, aby dokładnie ocenić wartość YU ,
należy użyć strategii predykcji (ỸS , Pbz), czy po prostu predyktora Ỹsa z pró-
by sa, która nie jest losowana, lecz wybrana w sposób arbitralny lub celowy
(czyli merytorycznie uzasadniony). W drugim przypadku mamy do czynie-
nia z planem losowania, który można nazwać osobliwym, bo Pa(s) = 1, gdy
S = sa, natomiast Pa(S) = 0, gdy S 6= sa. Wprawdzie formalnie tego typu
strategię należałoby oznaczyć przez (ỸS , Pa), lecz użycie w tym symbolu
predyktora Ỹsa nie powinno prowadzić do nieporozumień. Rozważmy teraz
następującą różnicę błędów średniokwadratowych:

∆ = MSE ξP (ỸS , Pbz)−MSE ξPa(ỸS , Pa) = EξD
2(ỸS , Pbz)−MSE ξ(Ỹsa) =

=
N (N − n) σ̄2U−s −

(
N2 + n2 − nN

)
σ̄2s +N (N − n) v∗(µ)

n
−N2 (µ̄s − µ̄)2 ,

(2.95)

gdzie: σ̄2
U−s = 1

N−n
∑
i∈U−s σ

2
i . Stąd wynika, że ∆  0, jeśli

(
1− n

N

)
σ̄2
U−s −

(
1 +

(
n

N

)2
− n

N

)
σ̄2
s +

(
1− n

N

)
v∗(µ)  n (µ̄s − µ̄)2 .

(2.96)
Gdy liczebność populacji jest znacznie większa od liczebności próby, to
∆  0, jeśli

σ̄2
U−s − σ̄2

s + v∗(µ)  n (µ̄s − µ̄)2 . (2.97)

Stąd wynika, że należałoby nie dobierać próby w sposób arbitralny, lecz ce-
lowy i to taki, aby wartości wariancji zmiennych obserwowanych w tej próbie
były możliwie małe oraz by obciążenie predykcji było także małe. Wówczas
predyktor Ỹs z takiej próby celowej byłby dokładniejszym predyktorem od
strategii (ỸS , Pbz). Określonych postulatów jednak nie można urzeczywist-
nić bez dodatkowych informacji o rozkładach zmiennych określanych przez
model nadpopulacji.

Teraz rozpatrzmy szczególną sytuację w stosunku do analizowanej. Za-
łóżmy, że µk = µ, dla k = 1, . . . , N . Wtedy ze wzoru (2.96) wynika, że
∆  0, jeżeli (

1− n

N

)
σ̄2
U−s 

(
1 +

(
n

N

)2
− n

N

)
σ̄2
s , (2.98)

a dla bardzo dużych liczebności populacji (w stosunku do rozmiaru próby)
mamy:

σ̄2
U−s  σ̄2

s .
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Stąd, podobnie jak to miało miejsce w przypadku analizy nierówności (2.96)
i (2.97), należy tak dobrać próbę, aby wariancje zmiennych losowych obser-
wowanych w próbie były możliwie małe.

Następny szczególny przypadek występuje przy założeniu, że σk = σ,
dla k = 1, . . . , N . Wtedy ze wzoru (2.96) wynika, że ∆  0, jeśli

− 1
N
σ2 +

(
1− n

N

)
v∗(µ)  n (µ̄s − µ̄)2 , (2.99)

a dla bardzo dużych liczebności populacji (w stosunku do rozmiaru próby)
mamy:

v∗(µ)  n (µ̄s − µ̄)2 .

Na wariancję v∗(µ) nie mamy wpływu, bo odzwierciedla rzeczywistość. Za-
tem, jeśli próba celowa zostałaby tak dobrana, aby predyktor Ỹs oceniał
wartość globalną w populacji YU z małym obciążeniem, to Ỹs może dać
dokładniejsze oceny YU niż strategia (ỸS , Pbz).

Teraz rozważmy najsilniejsze założenia, gdy µi = µ oraz σi = σ dla
każdego i = 1, . . . , N . Wtedy

∆ = − 1
N
σ2. (2.100)

Zatem w tym przypadku strategia (ỸS , Pbz) jest dokładniejsza od predyk-
tora Ỹs dla arbitralnie dobieranej próby. Jednak przy dostatecznie dużej
liczebności populacji te dwie metody predykcji są prawie tak samo dokład-
ne.

Rozważmy jeszcze problem występowania tzw. wartości oddalonych (ina-
czej odstających czy nietypowych). W tym celu w populacji U wyróżniamy
dwie niepuste podpopulacje U1 i U2, przy czym U = U1 ∪ U2. Niech próba
s bezzwrotnie dobierana dzieli się na dwie podpróby s1 ⊆ U1 i s2 ⊆ U2,
przy czym s = s1 ∪ s2. Liczebności podpopulacji U1, U2 i prób s1, s2 ozna-
czamy odpowiednio symbolami N1, N2 i n1, n2, przy czym N = N1 + N2,
n = n1 + n2. Ponadto niech W1 = N1

N , W2 = N2
N , w1 = n1

n , w2 = n2
n . Wtedy

obciążenie predyktora Ỹs ma postać:

bξ(Ȳs) =
N − n
n

(n1µ̄s1 + n2µ̄s2) + (N1 − n1)µ̄U1−s1 + (N2 − n2)µ̄U2−s2 ,

(2.101)
gdzie

µ̄si =
1
ni

∑
k∈si

µk, µ̄Ui−si =
1

Ni − ni

∑
k∈Ui−si

µk, i = 1, 2.

Dodatkowo zakładając, że µ̄i = µ̄si = µ̄Ui−si , i = 1, 2, mamy

bξ(Ȳs) = N ((w1 −W1)µ̄1 + (w2 −W2)µ̄2) = N(w1−W1)(µ̄1−µ̄2). (2.102)
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Zatem predyktor będzie nieobciążony, gdy µ̄1 = µ̄2.
Teraz załóżmy, że w próbie s1 = U1, czyli n1 = N1, są obserwowane

tylko wartości oddalone, natomiast pozostała podpopulacja jest jednorodna
ze względu na wartości oczekiwane zmiennych, czyli µk = µ̄2 dla k ∈ U2.
Wtedy ze wzoru (2.102) wynika, że

bξ1(Ȳs) = n1
N − n
n

(µ̄1 − µ̄2). (2.103)

Podobnie jak poprzednio załóżmy, że w podpopulacji U1 znajdują się
tylko wartości oddalone, natomiast w próbie s ich nie ma. Zatem s = s2 ⊆
U2. Wówczas również zakładając, iż µk = µ̄2 dla k ∈ U2, na podstawie wzoru
(2.102) mamy:

bξ2(Ȳs) = N1(µ̄2 − µ̄1). (2.104)

Zakładając, że mamy tylko jedną wartość oddaloną, otrzymujemy

bξ1(Ȳs) =
N − n
n

(µ̄1 − µ̄2), bξ2(Ȳs) = µ̄2 − µ̄1. (2.105)

Wtedy

|bξ1(Ȳs)| − |bξ2(Ȳs)| =
N − 2n

n
|µ̄2 − µ̄1|. (2.106)

Stąd wynika, że jeśli n < N/2 to obciążenie predykcji jest większe, gdy
wartość oddalona jest w próbie niż w przypadku, gdy jest poza nią. Ta-
kiej sytuacji należy w praktyce oczekiwać, bo zwykle liczebność próby jest
znacznie mniejsza od rozmiaru populacji. W związku z tym w przypadku
celowego doboru próby, należy pomijać przy liczeniu wartości predyktora
występującą w próbie wartość oddaloną. To czy ona występuje w próbie
można sprawdzić za pomocą odpowiednich testów statystycznych. Wspo-
mnijmy, że najprostszą procedurą identyfikowania ewentualnego występo-
wania wartości oddalonych jest znana zasada tzw. trzech sigm.

Na zakończenie przedstawiamy pewne optymalne strategie predykcji dla
rozważanego modelu nadpopulacji określonego wyrażeniem (2.87). Rozważ-
my liniowy i pξ-nieobciążony predyktor wartości globalnej YU postaci

YlS =
∑
i∈S

liSYi + l0,

gdzie liS , i ∈ S oraz l0 są pewnymi nielosowymi współczynnikami. Niech
w szczególności

YµS =
N∑
k∈S

Yk − µk
πk

+ µ, (2.107)

wówczas (por. Chaudhuri i Stenger, 2005) dla dowolnego planu losowa-
nia próby P (S), takiego że πk > 0 dla k = 1, . . . , N , strategia predykcji
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(YµS , P (S)), jest nie mniej precyzyjna od nieobciążonej strategii (YlS , P (S)),
czyli:

EξD
2(YlS , P (S))  EξD2(YµS , P (S)) =

N∑
k=1

σ2
k

(
1
πk
− 1

)
. (2.108)

Szczególną postacią określonego wyżej liniowego pξ-nieobciążonego pre-
dyktora YlS jest jednorodny, liniowy i pξ-nieobciążony predyktor postaci:
YjlS =

∑
i∈S liSYi, Przez Pµ(S) oznaczamy plan losowania próby, którego

prawdopodobieństwa inkluzji rzędu pierwszego określa wzór:

πk = n
µk∑N
i=1 µi

, k = 1, . . . , N. (2.109)

Szczególnym przypadkiem predyktora liniowego jest statystyka Horvitza-
-Thompsona:

YHTS =
N∑
k∈S

Yk
πk
. (2.110)

Godambe (1955) wykazuje, że w klasie pξ-nieobciążonych i jednorodnych
strategii predykcji wartości globalnej YU oznaczonych przez (YjlS , Pµ(S))
najlepszą jest strategia (YHTS , Pµ(S)), czyli:

EξD
2(YHTS , Pµ(S)) ¬ EξD2(YjlS , Pµ(S)). (2.111)

Trzeba jeszcze dodać, że z praktycznego punktu widzenia strategia pre-
dykcji (YjlS , Pµ(S)) nie ma znaczenia, ponieważ m.in. nie jest możliwe wy-
znaczenie prawdopodobieństw inkluzji określonych wzorem (2.109), jako że
nadzieje matematyczne µk, k ∈ U , nie są znane z założenia. Można je oceniać
w sytuacji, gdy np. istnieje zależność regresyjna między nimi a wartościami
zmiennych pomocniczych. Ten problem będzie szerzej rozważany w dalszej
części pracy.

2.3.3. Weryfikacja prostego modelu nadpopulacji∗

Wcześniej już rozważano problem predykcji wartości globalnej w sytuacji,
gdy nie są spełnione założenia modelu nadpopulacji. Zaniedbanie tego sta-
nu rzeczy może doprowadzić np. nawet do znacznego obciążenia predykcji
wartości globalnej. Wtedy, jak to pokazano na przykładach w uprzednim
punkcie, randomizacja wnioskowania polegająca na losowaniu w odpowied-
ni sposób próby zamiast na jej celowym doborze może uchronić nas przed
obciążeniem predykcji. Drugi sposób postępowania, który pozostawia możli-
wość wnioskowania na podstawie odpowiednio konstruowanej próby celowej
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już wcześniej m.in. w punkcie 2.2.4 był sygnalizowany, a polega on na wery-
fikacji założeń modelu nadpopulacji. Zajmiemy się tu problemem adaptacji
znanych testów statystycznych do weryfikacji prawdziwości założeń modelu
nadpopulacji. Innymi słowy będziemy analizowali przydatność wybranych
testów statystycznych do weryfikacji hipotezy, że rozkład z próby zmien-
nej jest zgodny z rozkładem prawdopodobieństwa ξ, który określa właśnie
model nadpopulacji.

Niech przedmiotem hipotezy sprawdzanej, określanej symbolem H0, bę-
dzie model jednorodny populacji określony wzorem (2.51). Wyrażenie (2.87)
określa założenia konkurencyjnego modelu nadpopulacji (w stosunku do mo-
delu jednorodnego populacji), które są przedmiotem hipotezy H1 alterna-
tywnej w stosunku do H0. Postawione hipotezy możemy jedynie weryfikować
na podstawie obserwowanych w próbie s wartości zmiennej. Dodatkowo za-
kładając, że występujące w rozważanych modelach nadpopulacji zmienne
losowe są niezależne oraz że każda z nich ma rozkład normalny, sformuło-
wane hipotezy zapisujemy następująco:

H0 : YT
s ∼ N

(
µJn, σ2In

)
H1 : YT

s ∼ N
(
µs, σ

2 diag δs
)
, µs 6= µJn lub δs 6= Jn.

gdzie: E(Ys) = µs = [µ1 . . . µn]T i δTs = [δ1 δ2 . . . δn], δi > 0, i = 1, . . . , n.
Symbolem In oznaczono macierz jednostkową stopnia n, natomiast Jn jest
n-elementowym wektorem kolumnowym składającym się z samych jedynek.
Hipoteza sprawdzana H0 określa jednorodność rozkładu prawdopodobień-
stwa wektora Ys w tym sensie, że wartości oczekiwane jego składowych są
takie same oraz że ich wariancje są również te same. Z kolei hipoteza al-
ternatywna H1 głosi, iż elementy wektora µs lub wektora δs nie są takie
same. Dodajmy jeszcze, iż można określić hipotezy alternatywne bardziej
restrykcyjnie. W sytuacji, gdy wiadomo, że rozkłady badanych zmiennych
mają tę samą wariancję, to hipoteza alternatywna ma postać:

H ′1 : YT
s ∼ N

(
µs, σ

2In
)
, µs 6= µJn. (2.112)

Z kolei, gdy wiadomo, iż elementy wektora wartości oczekiwanych są takie
same, czyli µs = µJn to

H ′′1 : YT
s ∼ N

(
µJn, σ2 diag δs

)
, δs 6= Jn. (2.113)

Do weryfikacji postawionych hipotez można m.in. użyć testu Tjetiena
i Moore’a (1972). Po to, aby wyznaczyć jego sprawdzian należy najpierw
zmienne {Y1, . . . , Yn} obserwowane w próbie s tak uporządkować w ciąg
statystyk (Y (1), Y (2), . . . , Y (n)), aby spełnione były nierówności: |Y (1)−Ȳ | ¬
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|Y (2) − Ȳ | ¬ . . . . ¬ |Y (m) − Ȳ |. Wówczas statystyka testowa Tietjena-
-Moore’a ma postać:

Tk =
1
nS2

m−k∑
i=1

(
Y (i) − Ȳk

)2
, (2.114)

gdzie

Ȳk =
1

m− k

m∑
i=1

Y (i), S2 =
1
m

m∑
i=1

(Yi − Ȳ )2, Ȳ =
1
m

m∑
i=1

Yi.

Istotnie małe wartości sprawdzianu Tk świadczą przeciwko hipotezie H0,
a na korzyść H ′1. Wartości krytyczne testu można znaleźć w książce Smaliaka
i Titarienko (1980) dla k = 1(1)10 i m = 3(1)20(5)50.

Z punktu widzenia stosowania niżej proponowanego testu wygodniej bę-
dzie przekształcić wektor Ys za pomocą liniowej transformacji w wektor Z,
który składa się z m = n − 1 elementów oraz Z = 0, gdy hipoteza H0 jest
prawdziwa. To przekształcenie prowadzi do następującej redefinicji hipotez
H0 i H1.

H0 : ZT ∼ N
(
0m, σ2Im

)
, (2.115)

H1 : ZT ∼ N
(
µ, σ2 diag δ

)
, µ 6= 0m, lub δ 6= Jm. (2.116)

Wywiał (1988) zaproponował następującą statystykę testową.

Lm = − 1
m

m∑
i=1

ln
(
Z2
i

)
+ ln

(
m∑
i=1

Z2
i

)
. (2.117)

Duże wartości sprawdzianu Lm świadczą przeciwko hipotezie H0, czyli ob-
szar krytyczny testu jest prawostronny. Niech ηr(X) = E(X − E(X))r,
r = 1, 2, 3, . . ., jest momentem centralnym rzędu r zmiennej losowej X. Gdy
hipoteza H0 jest prawdziwa, to momenty statystyki Lm określają następu-
jące przybliżone wzory (dokładne wzory na te momenty podaje Wywiał,
1988).

E(Lm) ≈ ln(2m) + 0, 5 +
1
m
,

D2(Lm) ≈ 2, 935
m
− 2
m2 ,

η3(Lm) ≈ 12, 828
m2 − 8

m3 ,

η4(Lm) ≈ 3D2(Lm) +
81, 409
m3 − 48

m4 .
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Standardową postać statystyki oznaczmy przez Qm = Lm−E(Lm)
D(Lm) . Gdy hipo-

teza H0 jest prawdziwa, to sprawdzian Qm ma granicznie rozkład normalny
standardowy. Ta zbieżność jest jednak wolna. Dlatego w celu aproksyma-
cji kwantyla qp rzędu p rozkładu standardowego statystyki Lm dla kilku-
dziesięciu elementowych prób można użyć następującego tzw. przybliżenia
Cornish-Fishera:

qp = up +
1
6
β1

(
u2
p − 1

)
+

1
24

(β2 − 3)
(
u3
p − 3up

)
,

gdzie up jest p-tym kwantylem rzędu p rozkładu normalnego standardowego,
natomiast

β1 =
η3(Lm)
D3(Lm)

, β2 =
η4(Lm)
D4(Lm)

są odpowiednio współczynnikami asymetrii i kurtozy rozkładu zmiennej
losowej Lm. Zatem dla dostatecznie licznej próby i poziomu istotności
α = 1 − p wartość krytyczna testu wynosi q1−α. Wówczas hipotezę H0

odrzucamy, gdy wartość standardowa sprawdzianu testu nie jest mniejsza
od wartości krytycznej, czyli gdy q  q1−α.

Test Tietjena-Moore’a jest mocniejszy od testu wykorzystującego staty-
stykę Ln w przypadku występowania tylko wartości oddalonych. Podkreślmy
jeszcze, że obydwa testy dają tylko racjonalne podstawy do odrzucenia hipo-
tezy H0, wówczas oznacza to, iż rozkład zmiennych tworzących próbę jest
niejednorodny, przy czym wniosek ten nie jest prawdziwy z prawdopodo-
bieństwem małym, bo nieprzekraczającym poziomu istotności. Gdy test nie
odrzuca hipotezy H0 o jednorodności próby, bynajmniej nie oznacza to, że
rozkład zmiennych losowych znajdujących się poza próbą jest jednorodny.

Dodajmy jeszcze, że problem testowania jednorodności próby występuje
bardzo często w literaturze statystycznej. Tym zagadnieniem zajmowali się
m.in. Galdfeld i Quandt (1965), Grubbs (1950), Račkauskas i Suquet (2006).

2.4. Strategie estymacji zależne od cechy dodatkowej

W niniejszym podrozdziale koncentrujemy uwagę na własnościach znanych
estymatorów parametrów populacji wykorzystujących dostępne informacje
o wartościach tzw. zmiennych dodatkowych. Ich użycie zwykle prowadzi do
podniesienia dokładności estymacji, jeśli cechy dodatkowe są dostatecznie
silnie skorelowane ze zmienną badaną.

2.4.1. Estymatory ilorazowe

Załóżmy, że wartość średnia x̄ w populacji cechy dodatkowej jest znana.
Dysponujemy obserwacjami zmiennych y i x w próbie prostej losowanej
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bezzwrotnie o liczebności n, której plan losowania określa definicja 1.13.
Wartości średnie z próby prostej zmiennych badanej i dodatkowej oznaczmy
odpowiednio przez x̄S i ȳS . Wówczas estymator ilorazowy wartości globalnej
yU ma postać:

yIS =
ȳS
x̄S
x. (2.118)

Wariancję statystyki yIS z dokładnością do składnika rzędu O(n−1) okre-
ślają wzory:

D2(yIS , Pbz(s)) =
N(N − n)

n
v∗I(y), (2.119)

gdzie:

v∗I(y) =
1

N − 1

N∑
k=1

(yk − hxk)2, h =
ȳ

x̄
(2.120)

lub

D2(yIS , Pbz(s)) =
N(N − n)

n
v∗(y)

(
1 +

(
z(x)
z(y)

)2

− 2
z(x)
z(y)

ρ(x, y)

)
,

(2.121)
gdzie przez z(x), z(y) i ρ(x, y) oznaczono odpowiednio współczynniki zmien-
ności cech x, y i współczynnik korelacji liniowej między tymi zmiennymi,
czyli:

z(x) =

√
v∗(x)
x̄

, z(y) =

√
v∗(y)
ȳ

, ρ(x, y) =
∑N
k=1(xk − x̄)(yk − ȳ)

(N − 1)
√
v∗(x)v∗(y)

.

Estymator yIS daje obciążone oceny średniej, ponieważ (por. np. Co-
chran, 1963, s. 161 i Konijn, 1973, s. 100):

oI = E(yIS , Pbz(s))− ȳ =
N − n
Nn

√
v∗(y)z(x)

(
z(x)
z(y)

− ρ(x, y)
)
. (2.122)

Jeśli współczynnik korelacji ρ(x, y) > 0, to obciążenie estymatora wyzna-
czane względem jego odchylenia standardowego spełnia nierówność (por. np.
Cochran, 1963, s. 162 i Konijn 1973, s. 102):

|oI |
D(yIs, Pbz(s))

¬ z(x). (2.123)

Z powyższego oraz ze wzoru określającego wariancję estymatora yIS wynika,
że cechę dodatkową należy tak dobrać, aby jej współczynnik zmienności był
możliwie mały oraz aby była ona silnie i dodatnio skorelowana ze zmienną
badaną.
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Wariancję estymatora yIS można oceniać za pomocą dwóch statystyk:

D2
S(yIS , Pbz(s)) =

N(N − n)
n

v∗IS(y), (2.124)

gdzie:

v∗IS(y) =
1

n− 1

N∑
k=1

(yk − hSxk)2Sk, hS =
ȳS
x̄S

(2.125)

lub

D2
S(yIS , Pbz(s)) =

N(N − n)
n

(
v∗S(y) + h2

Sv∗S(x)− 2hSv∗S(x, y)
)
.

(2.126)
gdzie:

v∗S(x, y) =
1

n− 1

N∑
k=1

(xk − x̄)(yk − ȳ)Sk (2.127)

oraz v∗S(y) = v∗S(y, y), v∗S(x) = v∗S(x, x). Z dokładnością do składnika
rzędu O(n−1) precyzję estymatora ilorazowego z próby prostej yIS względem
strategii (ỹS , Pbz(s)), gdzie ỹs = Nȳs, pozwala analizować następujący wzór:

def (yIS , ỹS) =
D2(yIS , Pbz(s))
D2(ỹS , Pbz(s))

= 1 +
z(x)
z(y)

(
z(x)
z(y)

− 2ρ(x, y)
)
. (2.128)

Stąd wynika, że estymator ilorazowy z próby prostej jest lepszy od strategii
(ỹs, Pbz(s)), gdy:

ρ(x, y) >
1
2
z(x)
z(y)

. (2.129)

Warunkiem koniecznym do spełnienia powyższej nierówności jest, aby jej
prawa strona była mniejsza od liczby jeden, co jest równoważne nierówności
z(x) < 2z(y).

Przykład 2.17. Niech celem badania jest ocena wartości globalnych na-
stępujących cech 96 gmin województwa katowickiego: y1 – dochody z podat-
ków i opłat lokalnych w 1995 r., y2 – dochody z podatku rolnego w 1995 r.
(źródło danych o tych zmiennych podano w przykładzie 2.7). Dysponujemy
również wartościami średnimi z populacji dwóch cech dodatkowych. War-
tość średnia cechy x1 – liczba ludności w gminie (popul) wynosi 40883.5
osób, natomiast wartość średnia zmiennej x2 – powierzchnia użytków rol-
nych w gminie (podrol) wynosi: 3376.9 ha. Na podstawie próby prostej o li-
czebności 20 gmin wyliczono wartości średnie zmiennych: y1, y2, x1 i x2,
które odpowiednio wynoszą: 11770.8, 104.7, 71269.1 i 3683.2. Współczynni-
ki korelacji z próby między zmiennymi wchodzącymi w skład par: (y1, x1)
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i (y2, x2) wynoszą odpowiednio 0.930 i 0.877. Współczynniki zmienności
z próby zmiennych: y1, y2, x1 i x2 wynoszą odpowiednio: 1.013, 1.163,
1.126, 0.720. Zatem r(y1, x1) = 0.930 > 0.556 = 0.5z(x1)/z(y1) oraz
r(y2, x2) = 0.877 > 0.31 = 0.5z(x2)/z(y2). Te nierówności sugerują więc
użycie estymatora ilorazowego do oceny wartości średnich cech y1, y2 w popu-
lacji. Na podstawie wzoru (2.118) wnioskujemy, że wartości estymatora yIs
dla cech y1 i y2 wynoszą odpowiednio: 649620.8 i 5616.0. W końcu na pod-
stawie wzoru (2.126) wyliczamy oceny błędu, które wynoszą 41625.6 i 566.4
odpowiednio w przypadku cechy y1 i y2, a względne błędy średnie szacunku
wynoszą: 6.4% i 6.2%.

Rozważany estymator ilorazowy z próby prostej (losowanej bezzwrotnie)
jest tylko asymptotycznie nieobciążonym estymatorem wartości globalnej
w populacji. Okazuje się, że gdy zamiast losowania prostego zastosujemy
schemat losowania realizującego plan losowania próby proporcjonalny do
średniej z próby cechy dodatkowej, to estymator ilorazowy daje nieobcią-
żone oceny globalnej w populacji. Zatem E (yIS , PLM (s)) = yU , gdzie plan
losowania pLMS(s) określa definicja 1.17.

Wraz ze wzrostem liczebności populacji, prawdopodobieństwa inkluzji
rzędu pierwszego i drugiego planu losowania pLM (s) są prawie równe od-
powiednim prawdopodobieństwom inkluzji planu losowania bezzwrotnego
próby prostej, co wynika z definicji 1.13, 1.17 i ze wzoru (1.8). To pro-
wadzi do tego, iż wraz z nieograniczonym wzrostem liczebności populacji
wariancje obu strategii (yIS , PLM (s)) i (yS , Pbz(s)) są sobie równe. Z badań
symulacyjnych prowadzonych m.in. przez Wywiała (2000) wynika, że już
przy stosunkowo małych liczebnościach populacji, rzędu kilkuset, wariancje
obu strategii są prawie sobie równe. W związku z tym w praktyce strategię
(yIS , PLM (s)) należy stosować w przypadku niezbyt licznych populacji.

Rzeczą naturalną jest, aby w przypadku dowolnego nieprostego schema-
tu losowania próby do estymacji wartości globalnej wykorzystać iloraz staty-
styk typu Horvitza-Thompsona. Wiadomo, że estymator Horvitza-Thomp-
sona daje nieobciążone oceny wartości globalnej w populacji (gdy wszystkie
prawdopodobieństwa inkluzji rzędu pierwszego są dodatnie). Rozważmy na-
stępujący estymator ilorazowy:

yIHTS =
yHTS
xHTS

x. (2.130)

Statystyka yIHT s daje obciążone oceny przeciętnej w populacji, lecz obciąże-
nie to zwykle szybko maleje wraz ze wzrostem rozmiaru próby. Przybliżony
wzór na jego wariancję jest postaci:

D2(yIHTS) = D2(yHTS) + h2D2(xHTS)− 2hCov(xHTS , yHTS), (2.131)
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gdzie wariancje D2(xHTS) i D2(yHTS) są wyznaczane na podstawie wzorów
(2.61)–(2.63), natomiast kowariancję określa wzór:

Cov(xHTS , yHTS) =
N∑
k=1

xkyk
πk

(1−πk)+
N∑
k=1

N∑
i=1,i6=k

xkyi
πkπi

(πk,i−πkπi). (2.132)

Wariancja estymatora Horvitza-Thompsona jest szacowana m.in. za po-
mocą estymatora określonego wzorem (2.64), natomiast kowariacja za po-
mocą wzoru:

CovS(xHTS , yHTS) =

=
N∑
k=1

xkyk
π2
k

(1− πk)Sk +
N∑
k=1

N∑
i=1,i6=k

xkyi
πkπi

πk,i − πkπi
πk,i

SkSi, (2.133)

który jest nieobciążonym estymatorem kowariancji Cov(yHTS , xHTS). Za-
stępując we wzorze (2.131) wariancje i kowariancje statystyki H-T ich esty-
matorami otrzymujemy estymator wariancji statystyki yIHTS .

W literaturze można znaleźć dużą ilość prac poświęconych strategii ilo-
razowej estymacji oraz różnym ich modyfikacjom. W szczególności Wywiał
(2004, 2008) proponuje następujący estymator typu ilorazowego:

ŷIS = ȳS
E(X(r))
X(r)

,

gdzie E(X(r)) jest wartością oczekiwaną r-tej statystyki pozycyjnej X(r)
zmiennej dodatkowej. Ten estymator daje nieobciążone oceny średniej w po-
pulacji, gdy próba jest losowana zgodnie z planem losowania proporcjonal-
nym do kwantyla z próby cechy dodatkowej, określonego definicją 1.19.

2.4.2. Predyktor ilorazowy

Model nadpopulacji określa wyrażenie:
Yk = βxk + ξk, k = 1, . . . , N,

E(ξk) = 0, D2(ξk) = σ2xk, k = 1, . . . , N,

Cov(ξk, ξt) = 0, k 6= t, k = 1, . . . , N, t = 1, . . . , N.

(2.134)

Zatem składniki losowe mają wariancje proporcjonalne do odpowiednich
wartości zmiennej dodatkowej.

Nieobciążonym predyktorem wartości globalnej w populacji YU jest sta-
tystyka:

YI,s =
x̄

x̄s
Ỹ , (2.135)
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gdzie:

Ỹs = NȲs, Ȳs =
1
n
Ys, Ys =

∑
k∈s

Yk.

Ten predyktor (zwany ilorazowym) ma najmniejszy błąd średniokwadrato-
wy, który przybiera postać:

MSE ξ(YI,s) = σ2N(N − n)
n

x̄x̄U−s
x̄s

= σ2Nx̄

(
Nx̄

nx̄s
− 1

)
. (2.136)

Dodajmy, że MSE ξ(YI,s) = D2
ξ (YI,s − YU ), czyli błąd średniokwadratowy

predyktora YI,s jest równy wariancji błędu predykcji D2
ξ (YI,s − YU ), gdy

predyktor YI,s jest nieobciążony.
Ze wzoru (2.136) wynika, że błąd średniokwadratowy predyktora YI,s

osiąga minimalną wartość, gdy próba s∗ jest celowo tak dobrana, że w jej
skład wchodzą te elementy populacji, którym przypisano n-największych
wartości zmiennej dodatkowej. Ponadto,

MSE ξ(YI,s, P (s∗)) ¬ MSE ξ(YI,s, P (s)),

gdzie P (s) jest dowolnym planem losowania próby różnym od planu losowa-
nia próby celowej P (s∗). Zatem losowanie jakiejkolwiek próby (co wiąże się
z dodatkowymi kosztami) nie przyniesie zysku na dokładności estymacji.

Dodajmy, że predyktor ilorazowy da się zapisać następująco:

YI,s = Ys + ŶU−s, (2.137)

gdzie

ŶU−s =
∑

k∈U−s
Ŷks, Ŷks = βsxk, βs =

1
n

∑
k∈s

Yk
xk
,

przy czym βs jest nieobciążonym estymatorem współczynnika β. Statysty-
ka ŶU−s jest nieobciążonym predyktorem wartości globalnej zmiennej poza
próbą, czyli wielkości YU−s =

∑
k∈U−s Yk.

W przypadku rozważanego tutaj zdefiniowanego wyrażeniem (2.134)
modelu określony wzorem (2.93) błąd średniokwadratowy predykcji war-
tości globalnej YU za pomocą statystyki Ỹs przyjmuje postać:

MSE ξ(Ỹs) =
N2x̄sσ

2

n
+ bξ(Ỹs)2,

gdzie bξ(Ỹs) = β(x̄s − x̄) jest obciążeniem predykcji.
Obciążenie predyktora można więc zlikwidować poprzez taki wybór pró-

by celowej s#, aby x̄s# = x̄. Wtedy

MSE ξ(Ỹs#) =
N2x̄σ2

n
.
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Wówczas ze wzoru (2.136) wynika, że dla x̄s  x̄ mamy:

MSE ξ(YI,s)

MSE ξ(Ỹs#)
=

x̄

x̄s
− n

N
¬ 1− n

N
=

MSE ξ(YI,s#)

MSE ξ(Ỹs#)
.

Zatem dla próby celowej s tak wybieranej, że x̄s  x̄ predyktor ilorazowy
jest nie mniej precyzyjny niż statystyka Ỹs# z próby celowej s#.

Rozważmy teraz nieco ogólniejszy model nadpopulacji:
Yk = β0 + β1xk + ξk, k = 1, . . . , N,

E(ξk) = 0, D2(ξk) = σ2xk, k = 1, . . . , N,

Cov(ξk, ξt) = 0, k 6= t, k = 1, . . . , N, t = 1, . . . , N.

(2.138)

Model ten jest nazywany regresyjnym, a jego szczególnym przypadkiem jest
model określony wzorem (2.134). Gdy model (2.138) jest prawdziwy, to
predyktor YI,s jest już ξ-obciążony, ponieważ

oξ = Eξ (YI,s − YU ) =
(
x̄

x̄s
− 1

)
Nβ0.

W tym przypadku MSE ξ (YI,s) = D2
ξ (YI,s)+o2

ξ , gdzie wariancję określa wzór
(2.136). Występujące tutaj obciążenie jest spowodowane niewłaściwym wy-
borem predyktora w stosunku do modelu nadpopulacji. To obciążenie znika,
gdy celowo wybierzemy wcześniej określoną próbę s#. Ten zabieg kalibra-
cyjny powoduje, że predyktor ilorazowy YI,s# jest nieobciążony zarówno
w przypadku modelu regresyjnego określonego wzorem (2.134), jak i jego
uogólnienia zdefiniowanego wyrażeniem 2.138.

Drugim sposobem likwidacji obciążenia predykcji wartości globalnej jest
losowanie próby. Z poprzedniego paragrafu wynika, że strategie predykcji
wartości globalnej (YI,s, Pbz(s)), (YI,s, PLMS(s)) są ξP -nieobciążone, przy
czym Pbz(s)) jest zwykłym planem bezzwrotnego losowania próby prostej,
a PLMS(s)) planem losowania Lahiriego-Midzuno-Sena, który określa de-
finicja (1.17). Zatem losowanie próby niejako uodparnia wnioskowanie na
odchylenia od założonego modelu.

2.4.3. Estymatory regresyjne

Celem estymacji jest dalej ocena wartości globalnej w populacji. Estymator
regresyjny jest szczególnym przypadkiem estymatora różnicowego, który ma
postać:

ỹdS = ỹS − c(x̃S − xU ), (2.139)

gdzie c jest pewną stałą, natomiast

ỹS =
N

n

∑
k∈S

yk, x̃S =
N

n

∑
k∈S

xk.
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Statystyka ỹS jest nieobciążonym estymatorem średniej w populacji, którego
wariancja jest następująca:

D2(ỹdS , Pbz(s)) =
N(N − n)

n

(
v∗(y)− 2c

√
v∗(x)v∗(y)ρ(x, y) + c2v∗(x)

)
.

(2.140)
Wtedy:

D2(ỹdS , Pbz(s))−D2(ỹS , Pbz(s)) =

=
N(N − n)

n

(
c2v∗(x)− 2c

√
v∗(x)v∗(y)ρ(x, y)

)
. (2.141)

Zatem przy planie losowania bezzwrotnego próby prostej estymator róż-
nicowy ỹdS z próby prostej jest precyzyjniejszy od strategii (ỹs, Pbz(s)),

gdy 2ρ(x, y)
√

v∗(y)
v∗(x) < c < 0 i ρ(x, y) < 0 albo 0 < c < 2ρ(x, y)

√
v∗(y)
v∗(x)

i ρ(x, y) > 0.
Analiza własności estymatora różnicowego znacznie uprości się, jeżeli

założymy, że |c| = 1. Wówczas po to, by oceniać wartość globalną w po-
pulacji, trzeba dodatkowo znać wartość średnią zmiennej wspomagającej
z populacji i z próby. Wtedy D2(ỹdS , Pbz(s)) < D2(ỹS , Pbz(s)), gdy c = 1

i ρ(x, y) > 1
2

√
v∗(x)
v∗(y) , bądź c = −1 i ρ(x, y) < −1

2

√
v∗(x)
v∗(y) .

Wnioskujemy więc, że gdy |b| = 1, to estymator różnicowy należy stoso-
wać zamiast strategii (ỹs, Pbz(s)) wtedy, gdy cechy x i y są silnie skorelowane
oraz wariancja cechy pomocniczej jest mała w stosunku do wariancji zmien-
nej badanej.

Przykład 2.18. Zadanie polega na ocenie wartości globalnych następują-
cych cech: y1 – dochody z podatków i opłat lokalnych w 1995 r. (podlok), y2

– dochody z podatku rolnego w 1995 r. w populacji liczącej 96 gmin (pod-
rol). Dysponujemy również wartościami średnimi z populacji dwóch cech do-
datkowych: x1 – liczba ludności w gminie (popul) oraz x2 – powierzchnia
użytków rolnych w gminie (uzrol). Wartości średnie zmiennych pomocni-
czych w populacji oraz wybrane parametry z próby wszystkich analizowanych
teraz cech znajdziemy w przykładzie 2.17. Dodajmy, że odchylenia stan-
dardowe tych zmiennych z próby 20-elementowej wynoszą 11917.4, 121.8,
80213.4 i 2653.4 odpowiednio dla podlok, podrol, popul i uzrol. Wyliczamy,

że: ρ(x1, y1) = 0.93 < 3.365 = 1
2

√
v∗s(x1)
v∗s(y1)

, co oznacza, iż estymator różni-

cowy dla b = 1 jest mniej precyzyjny od średniej z próby prostej losowanej

bezzwrotnie. Z kolei ρ(x2, y2) = 0.877 > 0.360 = 1
2

√
v∗s(x2)
v∗s(y2)

, co wskazywa-

łoby na to, że estymator różnicowy (dla b = 1) średniego podatku rolne-
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go będzie precyzyjniejszy od średniej z próby prostej, a jego wartość wynosi
ỹds = 104.7 + (3683.2− 3376.9) = 10656.

Można łatwo wykazać, że określona wzorem (2.140) wariancja estyma-
tora różnicowego osiąga wartość minimalną, gdy c = b, gdzie:

b = ρ(x, y)

√
v∗(y)
v∗(x)

=
v∗(x, y)
v2
∗(x)

, (2.142)

gdzie v∗(x, y) = 1
N−1

∑N
k=1(xk− x̄)(yk− ȳ) jest kowariancją zmiennych x i y.

Parametr b jest współczynnikiem regresji liniowej zmiennej y względem x.
Wtedy podstawiając prawą stronę równania (2.142) do wzoru (2.139) otrzy-
mujemy tzw. estymator regresyjny, który ma postać:

yrS = ỹS − b(x̃S − xU ). (2.143)

Zatem, jeżeli próba prosta jest losowana bezzwrotnie, to estymator yrS jest
efektywny w klasie estymatorów różnicowych. Statystyka yrS jest nieobcią-
żonym estymatorem średniej w populacji, a jej wariancja jest następująca:

D2(yrS , Pbz(s)) =
N(N − n)

n
v∗(y)

(
1− ρ2(x, y)

)
. (2.144)

Stąd wynika, że

def (yrS , Pbz(s)) =
D2(yrS , pbz(s))
D2(ỹS , pbz(s))

= 1− ρ2(x, y). (2.145)

Zatem wnioskujemy, że dla próby prostej losowanej bezzwrotnie estymator
yrS jest nie mniej efektywny niż strategia (ỹS , Pbz(s)), a jego precyzja ro-
śnie wraz ze wzrostem zależności liniowej między zmiennymi y i x mierzonej
zwykłym współczynnikiem korelacji. Dodajmy jeszcze, że estymator regre-
syjny jest nie mniej efektywny od ilorazowego w próbie prostej, co można
wykazać na podstawie wzorów (2.144) i (2.121).

Przypuśćmy teraz, że statystykowi jest znana tylko wartość średnia ce-
chy dodatkowej w populacji. Pozostaje jeszcze problem zdobycia informacji
o parametrze b. Szacujemy go na podstawie obserwacji cech y i x w losowanej
bezzwrotnie próbie prostej o liczebności n, za pomocą statystyki:

bS =
c∗S(x, y)
v2
∗S(x)

, (2.146)

gdzie przez v∗S(x) i v∗S(x, y) określa wzór (2.127). Zastępując we wzorze
(2.143) parametr b przez bS mamy:

ỹrS = ỹS − bS(x̃S − xU ). (2.147)
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Można wykazać, że statystyka ỹrS jest asymptotycznie nieobciążonym es-
tymatorem wartości globalnej w populacji (przybliżony wzór określający to
obciążenie można znaleźć w pracy Wywiała, 1992), a jej wariancję w przy-
bliżeniu określa wzór (2.144). Estymator tej wariancji określa wzór:

D2
S(ỹrS) =

N(N − n)
n

v∗S(y)
(
1− ρ2

S(x, y)
)
, (2.148)

gdzie współczynnik korelacji z próby określa wzór:

ρ2
S(x, y) =

v∗S(x, y)√
v∗S(x)v∗s(y)

.

Przez v∗S(x, y), v∗S(x) i v∗S(y) oznaczono nieobciążone oceny z próby pro-
stej odpowiednio kowariancji i wariancji zmiennych x i y, określone wzorem
(2.127).

Dodajmy jeszcze, że wykorzystanie określonego definicją 1.18 planu lo-
sowania próby Singha i Srivastavy w połączeniu ze zwykłym estymatorem
regresyjnym określonym wzorem (2.147) daje nieobciążoną strategię esty-
macji średniej w populacji.

Przykład 2.19. Rozważmy ponownie dane z przykładów 2.7 i 2.17. Podob-
nie jak tam celem estymacji są wartości średnie następujących cech: y1 –
dochody z podatków i opłat lokalnych w 1995 r. (podlok), y2 – dochody z po-
datku rolnego w 1995 r. (podrol). Przypomnijmy również, że wartości średnie
z populacji dwóch cech dodatkowych: x1 – liczba ludności w gminie (popul)
oraz x2 – powierzchnia użytków rolnych w gminie (uzrol) znajdziemy w przy-
kładzie 2.17. Dodajmy, że odchylenia standardowe tych zmiennych z próby
20-elementowej wynoszą 11 917.4, 121.8, 80 213.4 i 2653.4 odpowiednio dla
podlok, podrol, popul i uzrol. Do oceny wartości średnich użyjemy teraz esty-
matorów regresyjnych. Średnią zmiennej y1 szacujemy na podstawie liniowej
funkcji regresji z próby tej zmiennej względem zmiennej x1, która ma postać:

y1 = 0.138(x1 − 71 269.1) + 11 770.8 + u1, i = 1, . . . , 20.

Z kolei funkcja regresji zmiennej y2 względem x2 ma postać:

y2 = 0.04(x2 − 3683.2) + 104.7 + u2, i = 1, . . . , 20.

Ze wzoru (2.147) oraz z powyższych wyrażeń wynika, że ỹ1,rs = 9615 964
i ỹ2,rs = 9692.5 są ocenami odpowiednio wartości globalnych y1U i y2U .
Korzystając ze wzoru (2.148) wyliczamy oceny błędów średnich szacunku
obu estymatorów Ds(ỹ1,rs) = 96871.5 i Ds(ỹ2,rs) = 9611.6. W końcu oceny
względnych średnich błędów szacunku wynoszą odpowiednio 5.5% i 12.5%.
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Estymator regresyjny wykorzystujący statystyki H-T ma postać:

ỹrHTS = ỹrHTS − brHTS(x̃rHTS − xU ), (2.149)

gdzie:

brHTS =
vHTS(x, y)
vHTS(x)

, (2.150)

vHTS(x, y) =
1

n− 1

N∑
k=1

(xk − x̄HTS)(yk − ȳHTS)
Sk
πk

vHTS(x) = vHTS(x, x).

Statystyka ŷrHTS daje obciążone oceny wartości globalnej w populacji, a jej
wariancja ma w przybliżeniu postać:

D2(ỹrHTS) = D2(ỹrHTS)− 2bCov(x̃rHTS , ỹrHTS) + b2D2(ỹrHTS). (2.151)

Zastępując we wzorze (2.151) wariancje i kowariancje statystyk typu Horvit-
za-Thompsona ich estymatorami określonymi odpowiednio wzorami (2.64)
i (2.133) otrzymujemy estymator wariancji statystyki ŷrHTS .

Oprócz przedstawionych estymatorów w literaturze proponuje się wiele
innych strategii estymacji wykorzystujących dane o cechach dodatkowych.
W szczególności rozważa się tzw. estymator iloczynowy, który w pewnym
sensie jest komplementarnym do estymatora ilorazowego, ponieważ zaleca
się go stosować w przypadku ujemnie skorelowanych zmiennych badanej
i pomocniczej. Analizuje się również wykorzystanie różnych funkcji estyma-
torów ilorazowych, regresyjnych i iloczynowych do oceny średniej w popula-
cji. W praktyce badań metodą reprezentacyjną nie zawsze można dyspono-
wać informacją o wartości średniej cechy pomocniczej w populacji. Wtedy
do estymacji średniej w populacji można użyć np. estymatorów ilorazowych
lub regresyjnych z tzw. próby podwójnej. Naszkicowane zagadnienia oraz
m.in. przypadek, gdy mamy dane o wielu cechach dodatkowych są bardzo
szeroko rozważane w literaturze, a w szczególności przez następujących au-
torów Bracha (1978, 1982, 1983), Cochran (1963), Greń (1969, 1970), Konijn
(1962, 1973), Murthy (1977), Tripathi (1973) i Wywiał (1992, 1995).

2.4.4. Predyktory regresyjne

Niech nielosowa macierz XU ma wymiary N × (k + 1). Pierwsze k-kolum-
ny tej macierzy to wartości tzw. zmiennych pomocniczych (dodatkowych),
a ostatnia kolumna składa się z samych jedynek. Zakłada się, że wartości
zmiennych pomocniczych są z góry znane i obserwowane w całej populacji
oraz że odzwierciedlają wpływ pewnych głównych czynników na kształtowa-
nie się wartości zmiennej badanej. Przez xi oznaczamy i-ty wiersz macierzy
XU , który jest przypisany i-temu elementowi populacji i = 1, . . . , N . Zało-
żenia tzw. modelu regresyjnego są następujące.
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{
YU = XUβ + ξU
E(ξ) = 0, V(ξU ) = E(ξUξ

T
U ),

(2.152)

gdzie: YU i ξU są odpowiednio N -elementowymi wektorami kolumnowymi
odpowiednio zmiennych badanych i składników losowych, natomiast V(ξU )
jest dodatnio określoną macierzą stopnia N wariancji i kowariancji skład-
ników losowych. βT = [β1 β2 . . . βk+1] jest wektorem (k + 1) nieznanych
parametrów funkcji regresji. Przez ξU oznaczono tzw. wektor składników
losowych modelu, odzwierciedlających wpływ przypadkowych przyczyn na
wartości zmiennej badanej. Zapisane wyrażenia odzwierciedlają zakładaną
zależność liniową między wartością oczekiwaną wektora zmiennej badanej
a zmiennymi dodatkowymi, czyli E(YU ) = XUβ.

W niniejszym paragrafie będziemy zakładać, że

V(ξU ) = σ2dU . (2.153)

Z wprowadzonego założenia wynika, że zmienne tworzące wektor YU nie są
skorelowane i σ2di = D2(ξi) = E(ξi)2, i = 1, . . . , N , przy czym di jest i-tym
elementem macierzy diagonalnej dU . Wówczas mówi się, iż rozkład praw-
dopodobieństwa składników losowych jest heteroscedastyczny. Ten rozkład
jest homoscedastyczny, gdy di = 1 dla i = 1, . . . , N .

Gdy przyjmiemy, że macierz XU redukuje się do kolumny jednostkowej
(czyli wektora, którego wszystkie elementy są równe liczbie jeden) oraz dU =
IU , to model dany wyrażeniem (2.152) upraszcza się do modelu prostego
określonego wyrażeniem (2.51).

Zapiszmy równanie macierzowe znajdujące się w wyrażeniu (2.152) w po-
staci blokowej:

YU =

[
Ys

YU−s

]
=

[
Xs

XU−s

]
β +

[
ξs
ξU−s

]
,

gdzie: Ys, ξs mają wymiary n× 1, YU−s, ξU−s mają wymiary (N −n)× 1,
a Xs ma wymiar n × (k + 1), XU−s ma wymiar (N − n) × (k + 1). Niech
JN jest wektorem kolumnowym składającym się z N jedynek.

Celem wnioskowania jest ocena wartości globalnej, która w zapisie ma-
cierzowym ma postać: YU = JTNYU . Do jej oceny można użyć następującego
predyktora:

Ŷs =
∑
i∈s

Yi +
∑

i∈U−s
Ŷi, (2.154)

gdzie Ŷi jest prognozą wartości zmiennej losowej Yi wyznaczaną według
wzoru:

Ŷi = xiBs, i ∈ U − s, (2.155)
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przy czym Bs jest estymatorem metody najmniejszych kwadratów wektora
parametrów β, a określa go wzór:

Bs = (XT
s d−1

U Xs)−1XT
s d−1

U Ys. (2.156)

Używając wygodnego zapisu macierzowego predyktor Ŷs można zapisać:

Ŷs = JTnYs + JTN−nŶU−s, (2.157)

gdzie
ŶU−s = XU−sBs. (2.158)

Błąd predykcji można zapisać następująco:

Zs = YU − Ŷs =
∑

i∈U−s
Zi,s, gdzie Zi,s = Yi − Ŷi.

Gdy spełnione są założenia modelu określone wzorami (2.152) i (2.153),
to Ŷs daje nieobciążone oceny wartości YU , czyli bξ(Ŷs) = E(Ŷs − YU ) = 0.
Właśnie przy założeniu, że bξ(Ŷs) = 0 błąd średniokwadratowy predykcji
ma postać:

MSE ξ(Ŷs) = D2(Zs) =
∑

i∈U−s
D2(Zi,s) +

∑ ∑
i,j∈U−s, i6=j

Cov(Zi,s, Zj,s),

(2.159)
gdzie:

D2(Zi,s) = σ2
(
di + xi

(
XT
s d−1

U Xs

)−1
xTi

)
,

Cov(Zi,s, Zj,s) = σ2xi
(
XT
s d−1

U Xs

)−1
xTj ,

przy czym Cov(Zi,s, Zj,s) jest kowariancją błędów predykcji wartości zmien-
nych Yi, Yj , wariancja D2(Zi,s) = Cov(Zi,s, Zi,s). W zapisie macierzowym
wariancja predykcji wartości globalnej YU przyjmuje postać:

MSE ξ(Ŷs) =

= D2(Zs) = σ2
∑

i∈U−s
di + σ2JTN−nXU−s

(
XT
s d−1

U Xs

)−1
XT
U−sJN−n.

(2.160)

Estymator D2
s(Zs) wariancji predykcji D2(Zs) otrzymujemy poprzez zastą-

pienie we wzorze (2.160) wariancji σ2 jej estymatorem postaci:

V̂ 2
s =

1
n− k − 1

∑
i∈s

(Yi − Ŷi)2 =

=
1

n− k − 1
YT
s

(
In −Xs

(
XT
s d−1

U Xs

)−1
XT
s

)
Ys. (2.161)
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Estymator D2
s(Zs) daje nieobciążone oceny wariancji D2(Zs) ponieważ V̂ 2

s

jest nieobciążonym estymatorem parametru σ2. To zachodzi oczywiście tyl-
ko wtedy, gdy model określony wzorem (2.152) jest prawdziwy.

Oceną wartości globalnej YU w sytuacji, gdy występuje skorelowanie
składników losowych (czyli ich macierz wariancji i kowariancji V(ξU ) nie
jest diagonalna) zajmują się m.in. Chaudhuri, Stenger (2005).

Przypuśćmy, że prawdziwy jest model regresyjny nadpopulacji, nato-
miast stosowany jest predyktor Ỹs określony wzorem (2.57), który jest po-
prawny wówczas, gdy jest prawdziwy model prosty. Wtedy ξ-wartość ocze-
kiwana błędu predykcji ma postać:

Eξ(Ŷs − YU ) = bξ(Ŷs) = (N − n)(x̄s − x̄U−s)β = N(x̄s − x̄U )β, (2.162)

przy czym x̄s, x̄U , i x̄U−s są wektorami wierszowymi średnich zmiennych do-
datkowych odpowiednio z próby, populacji i populacji pomniejszonej o ele-
menty z próby. Predyktor Ỹs da nieobciążone oceny YU wtedy, gdy zajdzie
równość x̄s = x̄U lub x̄s = x̄U−s. To oznacza, że należy tak dobrać próbę s
aby jedna z tych równości zachodziła. Zatem, podobnie jak to ma miejsce
w przypadku predyktora Ŷs, trzeba znać wartości cech dodatkowych w ca-
łej populacji. Gdy próba s jest tak dobrana, aby była spełniona równość
x̄s = x̄U , to mówi się, że jest ona skalibrowana właśnie ze względu na tę
równość.

Ważny szczególny przypadek modelu regresyjnego wszechstronnie anali-
zowanego przez Royalla (1970 i 1971) dotyczy sytuacji, gdy mamy do czynie-
nia z jedną zmienną dodatkową. Wtedy wyrażenie (2.152) można uprościć
do postaci:

Yk = β1xk + β2 + ξk, k = 1, . . . , N,

E(ξk) = 0, D2(ξk) = σ2, k = 1, . . . , N,

Cov(ξk, ξt) = 0, k 6= t, k = 1, . . . , N, t = 1, . . . , N.

(2.163)

Wówczas najlepszym liniowym i nieobciążonym predyktorem wartości glo-
balnej jest statystyka:

Ŷ1,s = Ys +NBs(x̄− x̄s), (2.164)

gdzie

Bs =
∑
i∈s(xi − x̄s)Yi∑
i∈s(xi − x̄s)2 .

Jego błąd średniokwadratowy ma postać:

MSE ξ(Ŷ1,s) = σ2N2

(
1
n

+
(x̄s − x̄)2∑
i∈s(xi − x̄s)2

)
. (2.165)
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Stąd wynika, że błąd średniokwadratowy predyktora Ŷ1,s osiąga minimalną
wartość, gdy próba s jest celowo tak dobrana, że x̄s = x̄. Wówczas predyktor
Ŷ1,s redukuje się do predyktora Ỹs określonego wzorem (2.57).

2.4.5. Weryfikacja regresyjnego modelu nadpopulacji∗

Problem weryfikacji prawdziwości modelu regresji określonego wzorem
(2.152) można rozważać z punktu widzenia stabilności (jednorodności) war-
tości współczynników regresji. Przypuśćmy, że są uzasadnione racjonalne
przesłanki, iż w dwóch rozłącznych i niepustych podzbiorach U1 i U2, przy
czym U1 ∪U2 = U , wektor parametrów modelu linowego regresji jest różny.
Po to, by bardziej szczegółowo analizować ten problem, wprowadźmy nastę-
pujące oznaczenia oraz dodatkowe założenia. Niech wektor składników loso-
wych modelu (2.152) oznaczony wektorem ξU ma sferyczny N -wymiarowy
rozkład normalny. Teraz zakładamy jeszcze, YUh = XhβUh + ξUh , h = 1, 2,
przy czym YT

U = [YT
U1

YT
U2

], XT
U = [XT

U1
XT
U2

]. Weryfikowana hipoteza ma
postać: H0 : βU1 = βU2 , przeciwko alternatywnej: H0 : βU1 6= βU2 . Teraz
załóżmy, iż z każdej podpopulacji została wybrana próba, sh ⊆ Uh, h = 1, 2
i s = s1 ∪ s2. Niech V̂ 2

s1 będzie uzyskaną metodą najmniejszych kwadratów
oceną wariancji resztowej modelu YU1 = XhβU1+ξU1 , przy czym n1 > k+1.
Wtedy do weryfikacji hipotezy H0 można użyć tzw. predykcyjnego testu
Chowa (1995), którego sprawdzian ma postać:

TC =
(n− k − 1)V̂ 2

s − (n1 − k − 1)V̂ 2
s1

n2V̂ 2
s1

, (2.166)

przy czym V̂ 2
s jest określoną wzorem (2.161) wariancją resztową modelu

YU = xβU + ξU dla dU = IN , natomiast

V̂ 2
s1 =

1
n1 − k − 1

YT
s1

(
In1 −Xs1

(
XT
s1Xs1

)−1
XT
s1

)
Ys1 . (2.167)

Gdy hipoteza H0 jest prawdziwa, to statystyka testowa TC ma rozkład F
Snedecora z n1− k oraz n2 stopniami swobody. Obszar krytyczny testu jest
prawostronny, czyli istotnie duże wartości tej statystyki świadczą przeciwko
hipotezie H0. Prezentowany test daje tylko racjonalne podstawy do odrzu-
cenia hipotezy H0. Bowiem wówczas oznacza to, iż model regresji w próbie
nie jest prawdziwy, przy czym wniosek ten jest fałszywy z prawdopodobień-
stwem nieprzekraczającym poziomu istotności testu, który z natury rzeczy
jest mały.

Dodajmy jeszcze, że problem testowania stabilności modelu regresji wy-
stępuje bardzo często w literaturze ekonometryczno-statystycznej. Tym za-
gadnieniem zajmowali się m.in. Chow G.C. (1960, 1995), Galdfeld i Quandt
(1965), Maddala (2006), Račkauskas (2006) oraz Wilson (1978).
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2.5. Wybrane metody oceny wariancji estymatorów
złożonych∗

W niniejszym podrozdziale naszkicujemy problem oceny wariancji estyma-
torów parametrów będących m.in. funkcjami momentów z populacji. Dla
uproszczenia prezentacji tych metod będziemy zwykle zakładać, że jest lo-
sowana próba prosta. Powszechnie jest znaną metoda wyznaczania błędu
średniokwadratowego oceny parametru populacji otrzymana na podstawie
rozwinięcia w szereg Taylora jego estymatora. W ogólnym zarysie ta metoda
służy m.in. do oceny funkcji momentów z populacji, którą oznaczymy przez
θ = θ(µ1, . . . , µL), gdzie przez µk, oznaczono moment rzędu k zmiennej
w populacji. Do oceny parametru θ używamy funkcji θs = θ(m1s, . . . ,mLs),
gdzie przezmkS oznaczono moment z próby. Funkcja Ts jest rozwijana w sze-
reg Taylora z dokładnością do dwóch jego pierwszych składników w otocze-
niu punktu (m1S = µ1, . . . ,mLS = µL) w następujący sposób:

θ(m1S , . . . ,mLS) ≈ θ(µ1, . . . , µL) +
L∑
k=1

θk(mkS − µk), (2.168)

przy czym przez θk = θk(µ1, . . . , µL) oznaczono pochodną cząstkową funkcji
θ(µ1, . . . , µL) względem jej k-tego argumentu wyznaczoną w punkcie (m1S =
µ1, . . . ,mLS = µL). Wówczas można wykazać, że:

E(θ(m1S , . . . ,mLS)) ≈ θ(µ1, . . . , µL), (2.169)

MSE (θ(m1S , . . . ,mLS)) ≈
L∑
k=1

L∑
t=1

θkθt Cov(mkS ,mkS), (2.170)

gdzie przez Cov(mks,mks) oznaczono kowariancję momentów z pró-
by mkS i mkS . Z kolei do estymacji błędu średniokwadratowego
MSE (θ(m1S , . . . ,mLS)) używa się następującej statystyki:

MSES

(
θ(m1S , . . . ,mLS)

)
≈

L∑
k=1

L∑
t=1

θkSθtS CovS(mkS ,mkS), (2.171)

przy czym θkS oraz CovS(mkS ,mkS) są odpowiednio estymatorami pochod-
nej cząstkowej θk oraz kowariancji Cov(., .). Wyprowadzony przybliżony
wzór pozwala m.in. wyznaczać błędy średniokwadratowe funkcji statystyk
typu Horvitza-Thompsona, a w szczególności wcześniej określonych estyma-
torów ilorazowych lub regresyjnych.

Przykład 2.20. Niech próba prosta będzie losowana w sposób bezzwrot-
ny. Wtedy pierwsze pochodne cząstkowe estymatora ilorazowego określonego
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wzorem (2.118) względem średnich x̄s i ȳs w punkcie (x̄s = x̄, ȳs = ȳ) okre-
ślają odpowiednio wzory: − ȳ

x̄ i 1. Stąd i na podstawie wzoru (2.170) oraz
z faktu, że Cov(x̄s, ȳs) = N−n

Nn v∗(x, y) wyprowadzamy już błąd średniokwa-
dratowy estymatora ilorazowego, który jednocześnie jest dla dostatecznie du-
żej liczebności próby wariancją tej statystyki określoną wzorem (2.121), po-
nieważ estymator ilorazowy jest granicznie nieobciążony. Podobnie, można
wyprowadzić określoną wzorem (2.144) wariancję estymatora regresyjnego
z próby prostej.

Przykład 2.21. Wyprowadzamy wzór (2.86) na błąd średniokwadratowy
estymatora ŷs określonego wzorem (2.85). Można wykazać, że E(nS) =
πN , E(yS) = πyu, D2(nS) = Nπ(1 − π), D2(yS) = π(1 − π)

∑
k∈U y

2
k,

Cov(nS , yS) = yU . Stąd i na podstawie wzoru (2.170) mamy:

MSE (ŷS) =
N2

E2(nS)
D2(yS) +

N2E2(yS)
E4(nS)

D2(nS)− 2
N2E(yS)
E3(nS)

Cov(yS , nS).

Po odpowiednich uproszczeniach otrzymanego wyrażenia otrzymujemy już
wzór (2.86).

Następna metoda oceny wariancji estymatora θS = θ(m1S , . . . ,mLS)
parametru θ jest nazywana metodą losowych podprób. Przypuśćmy, że z po-
pulacji jest losowana seria prób prostych s1, . . . , sq. Ich suma daje próbę s.
Na podstawie każdej podpróby o liczebności ni jest wyznaczana statysty-
ka θSi , przy czym jej postać analityczna jest taka sama jak statystyki θS .
Niech:

θ̄S =
1
q

q∑
i=1

θSi . (2.172)

Zapisana statystyka również może być traktowana jako estymator parame-
tru θ. Wariancję estymatora θS ocenia się za pomocą następujących dwóch
statystyk:

D2
1S(θS) =

1
q(q − 1)

q∑
i=1

(θSi − θS)2 (2.173)

lub

D2
2S(θS) =

1
q(q − 1)

q∑
i=1

(θSi − θ̄S)2, (2.174)

przy czym D2
2S(θS) ¬ D2

1S(θS).
Kolejny sposób oceny wariancji estymatora θS jest nazywany techniką

jackknife. Upraszczając jej prezentację załóżmy, że θs−e, e = 1, . . . , n, są
ocenami parametru θ wyznaczanymi na podstawie tego samego wzoru co
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statystyka θS , lecz na podstawie próby s pomniejszonej o e-tą daną obser-
wowaną w próbie s o liczebności n. Wtedy wyznacza się tzw. pseudowartości:

θ̂s,e = nθs − (n− 1)θs−e. (2.175)

Do estymacji parametru θ można użyć następującej statystyki:

θ̂S =
1
n

n∑
e=1

θ̂S,e. (2.176)

Wykazuje się, że dla prób prostych losowanych zwrotnie obciążenie estyma-
tora θ̂s jest nie większe od obciążenia estymatora θS . Wariancję estymatora
θS ocenia się za pomocą następujących statystyk:

D2
3S(θS) =

1
n(n− 1)

n∑
e=1

(θ̂S,e − θS)2 (2.177)

lub

D2
4S(θS) =

1
n(n− 1)

n∑
e=1

(θ̂S,e − θ̂S)2. (2.178)

Ostatni z prezentowanych sposobów oceny wariancji estymatora θs jest
nazywany metodą bootstrap. Załóżmy, że k-ty element populacji jest dobie-
rany do próby S z prawdopodobieństwem πk, k = 1, . . . , N , z populacji U .
Wówczas tworzy się (por. np. Särndal i in., 1992) sztuczną populację U∗

o liczności N∗. W praktyce U∗ składa się z powtarzających się elementów
już wylosowanej próby s, czyli U∗ =

⋃
k∈s U

∗
k , przy czym k-ty element pró-

by s powtarza się Nk-krotnie w zbiorze U∗k . Ponadto niech y∗i = yk oraz
π∗i = πk dla i ∈ U∗k , k ∈ s. Można przyjąć, że krotność N∗k występowa-
nia k-tego elementu próby w sztucznej populacji U∗ jest tak określona by
N∗k = c

πk
, przy czym stała c jest tak dobrana, aby wszystkie liczebności N∗k ,

k ∈ s były liczbami naturalnymi (lub w przybliżeniu naturalnymi). Następ-
nie, używając identycznego schematu losowania jak to miało w przypadku
doboru próby s z populacji U , losujemy niezależnie n-elementowe próbki S∗t,
t = 1, . . . , a ze sztucznej populacji U∗. Potem wyliczamy wartości statystyk
θS∗t , t = 1, . . . , a według tego samego wzoru analitycznego co estymator θS .
Wtedy do oceny wariancji estymatora θS wykorzystuje się statystykę:

D2
5S(θS) =

1
a− 1

a∑
t=1

(θS∗t − θ̄S∗)2, θ̄S∗ =
1
a

a∑
t=1

θS∗t . (2.179)

Przykład 2.22. Wiadomo, że określona wzorem VS = 1
n

∑
i∈S(Yi − ȲS)2

wariancja z próby prostej jest obciążonym estymatorem wariancji σ2. Można
wykazać, że estymator typu jackknife mający postać V̂S = 1

n−1
∑
i∈S(Yi −

ȲS)2 jest już nieobciążonym estymatorem parametru σ2.
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Dodajmy jeszcze, że pewne uogólnienia i więcej szczegółów na temat
prezentowanych tu metod wyznaczania wariancji statystyk znajdziemy m.in.
w pracach Rao (1982), Särndala i in. (1992) oraz Woltera (1985).

Pytania i zadania

1. Podaj definicję estymatora.
2. Jakie są podstawowe własności, które powinien posiadać dobry estyma-

tor?
3. Określ dekompozycję błędu średniokwadratowego estymacji.
4. Porównaj wariancję średnią z prób prostych losowanych zwrotnie i bez-

zwrotnie.
5. W pięcioelementowej populacji określono zmienne y i x: y(1) = 1,

y(2) = 1, y(3) = 2, y(4) = 3, y(5) = 5; x(1) = 1, x(2) = 2, x(3) = 3,
x(4) = 4, x(5) = 5. Wyznacz rozkłady średniej i mediany zmiennej y
z losowanej bezzwrotnie próby prostej trójelementowej. Porównaj do-
kładność oceny wartości przeciętnej za pomocą obu wymienionych esty-
matorów.

6. Korzystając z danych z poprzedniego zadania wyznacz rozkład statysty-
ki Horvitza-Thompsona jako estymatora wartości średniej zmiennej y.
Zakładamy, że plan bezzwrotnego losowania próby trójelementowej jest
proporcjonalny do obserwowanej w niej sumy wartości cechy pomocni-
czej. Wyznacz wariancję tego estymatora.

7. Wyprowadź wzór na niezbędną liczebność próby prostej losowanej bez-
zwrotnie, gdy jest ustalony dopuszczalny: a) błąd średni, b) względny
średni błąd szacunku przeciętnej w populacji.

8. Wyznacz niezbędną liczebność próby prostej losowanej zwrotnie, gdy
względny średni błąd szacunku wskaźnika struktury ma nie przekraczać
dopuszczalnego poziomu e.

9. Wyznacz przedział ufności dla wskaźnika struktury w populacji w przy-
padku zwrotnego losowania próby prostej.

10. Wyznacz tak niezbędną liczebność próby prostej losowanej zwrotnie, aby
z ustaloną ufnością i precyzją przedział ufności objął wartość szacowa-
nego wskaźnika struktury.

11. Wyznacz niezbędną liczebność próby prostej, tak aby przedział ufno-
ści objął udział kobiet zamieszkujących pewne miasteczko liczące 3000
mieszkańców z ufnością 0.95 i precyzją 0.05.

12. Na podstawie próby prostej losowanej bezzwrotnie o rozmiarze 120 wyli-
czono, że udział rolników ubezpieczających się dodatkowo wynosi 0.0833.
Wyznacz tak niezbędną liczebność próby prostej losowanej bezzwrotnie,
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aby względny średni błąd szacunku wskaźnika struktury nie przekro-
czył 2%.

13. Od czego i jak zależy długość przedziału ufności dla wartości średniej
w populacji?

14. Od czego i jak zależy precyzja estymacji przedziałowej wartości wskaź-
nika struktury w populacji?

15. Wylosowano bezzwrotnie próbę prostą składającą się ze 150 mieszkań
pewnej gminy, w której jest 4900 mieszkań. Na podstawie tej próby wy-
liczono, że średnie zużycie wody w ustalonym roku wynosi 14 m3, a nie-
obciążona ocena wariancji wynosi 36. Ocenić punktowo i przedziałowo
wartość przeciętnego zużycia wody w mieszkaniach gminy w ustalonym
roku. Niech poziom ufności wynosi 0.99. Na podstawie danych oceń tak
niezbędną liczebność próby, aby względny średni błąd szacunku przecięt-
nego zużycia nie przekroczył poziomu 5% lub postulowana dokładność
przedziału ufności nie była większa od 2 m3.

16. Jak należałoby wyznaczać prawdopodobieństwa inkluzji w zależności od
wartości cechy dodatkowej, aby wariancja estymatora Horvitza-Thomp-
sona przyjmowała jak najmniejszą wartość?

17. Przypuśćmy, że próba była losowana z różnymi prawdopodobieństwami
inkluzji rzędu pierwszego. Z obserwowanych w takiej próbie wartości ce-
chy wyznaczono wartość średnią w celu estymacji wartości przeciętnej
w populacji. Czy ta średnia wyznaczana z próby nieprostej jest obcią-
żonym estymatorem wartości przeciętnej w populacji? Jeśli tak, to od
czego to obciążenie zależy?

18. Przypuśćmy, że próba była losowana z różnymi prawdopodobieństwami
inkluzji rzędu pierwszego. Z obserwowanych w takiej próbie danych wy-
znaczono częstość względną w celu estymacji udziału elementów z cechą
wyróżnioną w populacji. Od czego i jak zależy ewentualne obciążenie
tego estymatora?

19. Wyprowadź wzór na wariancję estymatora regresyjnego.
20. Jak należy wybierać cechę pomocniczą, aby obciążenie i wariancja esty-

matora ilorazowego były jak najmniejsze?
21. Wyjaśnij konstrukcje estymatorów ilorazowego, regresyjnego i różnico-

wego.
22. Kiedy estymator ilorazowy jest dokładniejszy od średniej z próby prostej?
23. Od czego i jak zależy obciążenie predyktora ilorazowego?
24. Jak należy dobrać cechę pomocniczą oraz parametr b estymatora różni-

cowego, aby jego wariancja była jak najmniejsza?
25. Określ warunki, przy których estymator różnicowy nie jest gorszy od

średniej z próby prostej.
26. Wyznacz przedział ufności dla wartości średniej w populacji na podstawie

estymatorów: a) ilorazowego, b) różnicowego, c) regresyjnego.
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27. Jak należy wybierać cechę pomocniczą, aby wariancja estymatora regre-
syjnego była jak najmniejsza?

28. Porównaj dokładność estymatora regresyjnego z estymatorem ilorazo-
wym.

29. Porównaj dokładność następujących estymatorów wartości przeciętnej
w populacji wyznaczanych na podstawie próby prostej losowanej bez-
zwrotnie: średniej z próby prostej, estymatora ilorazowego i estymatora
regresyjnego.

30. Wyjaśnij metodę oceny wariancji estymatora z wykorzystaniem jego roz-
winięcia w szereg Taylora.

31. Niech próba prosta będzie losowana w sposób bezzwrotny. Wyznacz wa-
riancję ilorazu średnich hS = ȳS

x̄S
.

32. Opisz istotę estymacji wariancji metodą jackknife.
33. Na czym polega ocena wariancji estymatora metodą podprób?
34. Wyjaśnij istotę konstrukcji regresyjnego modelu nadpopulacji.
35. Opisz wpływ wartości oddalonych na błąd średniokwadratowy predykcji.
36. Jak należy wybrać próbę, aby predyktor ilorazowy przyjmował jak naj-

mniejszą wartość?
37. Zanalizuj wpływ założeń modelu nadpopulacji na obciążenie i błąd śred-

niokwadratowy predykcji.
38. Określ zależność błędu średniokwadratowego predyktora regresyjnego od

wyboru próby.
39. Podaj własność wybranych modeli nadpopulacji.
40. Zdefiniuj nadpopulację.
41. Określ zalety i wady zrandomizowanych strategii predykcji.
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ROZDZIAŁ 3

Popularne strategie estymacji

3.1. Średnia z próby systematycznej

3.1.1. Prosta próba systematyczna

Rozważymy tutaj najprostszy przypadek systematycznego losowania próby,
gdy jej liczebność n jest liczbą naturalną otrzymaną z ilorazu N/q, gdzie pa-
rametr q jest nazywany odstępem (interwałem) losowania systematycznego.
Schemat losowania próby s polega na tym, że spośród q-pierwszych elemen-
tów populacji losuje się jeden z nich, a następnie wybiera się te elementy,
których numery są odległe od numeru pierwszego wylosowanego elemen-
tu o krotności liczby q. Powiedzmy, że wylosowano ie-ty element popula-
cji spośród q-pierwszych elementów. Wówczas do próby se wejdą elemen-
ty o numerach ie, ie+q, ie+2q, . . . , ie+tq, . . . ie+(n−1)q lub w zapisie bardziej
syntetycznym se = (ie+eq; e = 0, 1, . . . , n − 1). Zatem przestrzeń wszyst-
kich możliwych do wylosowania prób składa się z q-prób tworzących zbiór
Q = {s1, . . . , sq}. Wtedy plan losowania prostej próby systematycznej moż-
na określić wzorem:

Psys(s) =
1
q

dla s ∈ Q. (3.1)

Prawdopodobieństwa inkluzji rzędu pierwszego i drugiego są takie same
i wynoszą:

πi =
1
q

dla i = 1, . . . , N, (3.2)

πi,j =

{
1
q dla i 6= j, i ∈ s, j ∈ s,
0 dla i 6= j, i 6∈ s, lub j 6∈ s.

(3.3)

Algorytm schematu losowania próby prostej systematycznej o liczeb-
ności n, z interwałem losowania q jest następujący. Należy wygenerować
liczbę losową u z rozkładu jednostajnego prawdopodobieństwa określonego
na przedziale [0; 1]. Próbę wyznacza ciąg numerów elementów w populacji:
s = (i1, i1 + q, . . . , i1 + (n− 1)q), przy czym element populacji o numerze i1
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wyznacza nierówność:
i1 − 1
q

< u ¬ i1
q
. (3.4)

Przykład 3.1. Gdy N = 12, n = 3. Wtedy interwał losowania systema-
tycznego prostego wynosi q = N

n = 4. Niech liczba losowa o rozkładzie jed-
nostajnym na przedziale [0, 1] wynosi u = 0.48. Wówczas powyższy algorytm
prowadzi do wyboru próby s = (2, 6, 10), ponieważ dla pierwszego elementu
próby, będącego jednocześnie elementem populacji o numerze i1 = 2 zachodzi
nierówność:

1
q

= 0.25 < u = 0.48 < 0.5 =
2
q
.

Do estymacji wartości globalnej w populacji używa się następującej stra-
tegii estymacji: (ỹS , Psys(s)), gdzie:

ỹS =
N

n

∑
i∈S

yi. (3.5)

Daje ona nieobciążone oceny wartości średniej w populacji, a jej warian-
cję określa wzór:

D2 (ỹS , Psys(s)) =
1
q

q∑
e=1

(ȳse − ȳ)2 , (3.6)

gdzie:

ȳse =
1
n

∑
i∈se

yi =
1
n

n∑
e=1

yie+(e−1)q.

Po to, aby porównać precyzję średniej z próby prostej, czyli strategii
losowania (ỹS , Pbz(s)) i strategii (ỹS , Psys(s)), wprowadza się współczyn-
nik jednorodności, który określa wzór (por. Särndal, Swensson i Wretman,
1992):

δ = 1− v∗w
v∗

, − 1
n
¬ δ ¬ 1, (3.7)

gdzie:

v∗ =
1

N − 1

N∑
i=1

(yi − ȳ)2,

natomiast v∗w jest tzw. przeciętną wariancją wewnątrzgrupową i określają
ją wzory:

v∗w =
1
q

q∑
e=1

v∗e, v∗e =
1

n− 1

∑
i∈se

(yi − ȳse)2. (3.8)
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Wówczas względny współczynnik efektywności ma postać:

deff =
D2 (ỹS , Psys(s))
D2 (ỹS , P0(s))

= 1 +
N(n− 1)
N − n

δ. (3.9)

Stąd więc wynika, że średnia z próby systematycznej jest bardziej pre-
cyzyjnym estymatorem przeciętnej w populacji niż średnia z próby prostej,
gdy współczynnik jednorodności δ < 0. Oznacza to, że jeśli statystyk może
wpływać na uporządkowanie elementów populacji, to winien to tak uczy-
nić, aby przeciętna wariancja wewnątrzgrupowa była większa od wariancji
badanej cechy w populacji.

Sposobami oceny wariancji średniej z próby systematycznej zajmował
się m.in. Bracha (1996), który rozważał również pewne uogólnienia schema-
tu losowania systematycznego. Analizował sytuację, gdy iloraz N/n nie jest
liczbą całkowitą, ponadto opisał przypadek losowania wielu elementów spo-
śród q-pierwszych elementów populacji, co pozwala m.in na ocenę wariancji
strategii (ỹS , Psys(s)).

Przykład 3.2. Rozważmy 16-elementową populację, z której ma być loso-
wana systematycznie próba 4-elementowa. Zatem interwał losowania wynosi
q = 4, czyli są możliwe do wylosowania cztery próby. Rozważmy trzy przy-
kładowe przyporządkowania wartości tego samego zbioru liczb elementom
populacji, a dokładniej numerom elementów populacji. To jest równoważne
z określeniem trzech różnych zmiennych yA, yB i yC . Wartości tych zmien-
nych prezentuje tablica 3.1.

Tabela 3.1

Rozkład wartości zmiennych yA, yB , yC w populacji

k 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16

se s1 s2 s3 s4 s1 s2 s3 s4 s1 s2 s3 s4 s1 s2 s3 s4

yA 2 4 6 8 2 4 6 8 2 4 6 8 2 4 6 8

yB 2 2 2 2 4 4 4 4 6 6 6 6 8 8 8 8

YC 6 2 4 4 8 6 2 2 4 8 6 8 8 4 2 6

W pierwszym wierszu tej tablicy podano kolejne numery elementów
populacji, a w drugim przynależność każdego z nich do jednej z możli-
wych czterech prób. W kolejnych trzech wierszach podano wartości zmien-
nych. Wyliczamy, że wartość średnia w populacji każdej z trzech zmien-
nych wynosi ȳ = 5, a wariancja v∗ = 51

3 . Wariancje wewnątrzgrupowe
dla rozkładów zmiennych yA, yB, i yC odpowiednio wynoszą vB∗w = 62

3 ,
vA∗w = 0 i vC∗w = 6.5. Z kolei współczynniki jednorodności wartości ce-
chy dla wyróżnionych rozkładów zmiennych wynoszą δB = −0.25, δA = 1,
δ3 = − 7

32 = −0.219.
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W przypadku rozważanych rozkładów zmiennych yA, yB, i yC mamy:
deff A = D2(ỹS , Psys,A(s)) = 5, deff B = D2(ỹS , Psys,B(s)) = 0, deff C =
D2(ỹS , Psys,C(s)) = 0.875, ponieważ D2(ỹS , P0(s)) = 1.

Najbardziej precyzyjna jest ocena wartości globalnej w populacji dla
rozkładu zmiennej yB, ponieważ prowadzi on do najmniejszej wariancji
D2(ỹS , Psys,B(s)) = deff B = 0. Wówczas wszystkie wariancje wewnątrzgru-
powe są takie same i przyjmują największą możliwą wartość, która jest rów-
na średniej wariancji wewnątrzgrupowej wynoszącej vB∗w = 62

3 . Z tabeli 3.1
wynika, że w tym przypadku częstości występowania wartości cechy w popu-
lacji i w możliwych do wylosowania próbach są takie same, czyli w pewnym
sensie z tego punktu widzenia każda próba jest miniaturą populacji i średnie
z tych wszystkich prób są równe średniej w populacji. Zatem wariancja tych
możliwych średnich musi być równa zeru, czyli D2(ỹS , Psys,B(s)) = 0.

W przypadku zmiennej yA mamy do czynienia z odwrotną sytuacją, bo
wariancja strategii (ỹS , Psys,A(s)) jest maksymalna i D2(ỹS , Psys,A(s)) =
deff A = 5. Zatem w tym przypadku strategia (ỹS , Psys,A(s)) jest pięciokrot-
nie mniej precyzyjna od strategii (ỹS , Pbz(s)). Mamy tu do czynienia z sytu-
acją, gdy stopień zróżnicowania wartości zmiennej wewnątrz prób (grup) jest
najmniejszy, bo wariancja wewnątrzgrupowa wynosi vA∗w = 0. Spowodowa-
ne to jest tym (por. tabela 3.1), że w potencjalnie możliwych do wylosowania
próbach powtarzają się te same wartości cechy. Wówczas współczynnik nie-
jednorodności przyjmuje największą możliwą wartość δA = 1.

Przypadek zmiennej yC jest w pewnym sensie pośredni w stosunku do
dwóch poprzednio rozważanych. W tym przypadku współczynnik jednorodno-
ści δ3 = −0.219, czyli mamy do czynienia z dużym, chociaż nie największym,
zróżnicowaniem wartości cechy w grupach (czyli możliwych do wylosowa-
nia próbach). Prowadzi to do bardziej precyzyjnej estymacji wartości global-
nej w populacji za pomocą strategii (ỹS , Psys,C(s)) niż by to miało miejsce
przy estymacji z wykorzystaniem strategii (ỹS , Pbz(s)), ponieważ współczyn-
nik efektywności względnej wynosi deff C = 0.875 = D2(ỹS , Psys(s)). Zatem
wariancja strategii (ỹS , Psys,C(s)) stanowi 87.5% wartości wariancji strategii
(ỹS , Pbz(s)).

Zasygnalizujmy jeszcze przypadek występowania wahań cyklicznych
wartości oczekiwanych ciągu zmiennych obserwowanych w populacji upo-
rządkowanej oraz gdy interwał losowania próby systematycznej jest równy
krotności długości cyklu wahań. Wówczas strategia (ỹs, Psys(s)) daje P -nie-
obciążoną ocenę wartości globalnej, lecz zwykle dla każdej możliwej próby
losowanej zgodnie z planem systematycznym estymator ỹs istotnie może
różnić się od wartości globalnej. Ilustruje to następujący przykład.

Przykład 3.3. Niech nadpopulacja jest następującym ciągiem wartości
(a, b, a, b, . . . , b, a, b), gdzie a 6= b. Załóżmy jeszcze, że liczebność populacji
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jest parzysta, co prowadzi do wniosku, że ȳ = (a+b)/2 oraz y = N(a+b)/2.
Jeśli założymy, że interwał losowania systematycznego jest liczbą parzystą,
to w każdej możliwej do wylosowania próbie będą obserwowane albo same
wartości równe liczbie a, albo liczbie b. Wówczas, dla każdej próby możli-
we są jedynie dwie wartości średniej z próby ȳs = a, albo ȳs = b. Zatem
każda z tych dwóch możliwych ocen nie będzie równa średniej w populacji,
jakkolwiek strategia (ȳs, Psys(s)) jest P -nieobciążona dla ȳ. Podobny wnio-
sek oczywiście dotyczy również ocen wartości globalnej za pomocą strategii
(ỹs, Psys(s)).

3.1.2. Prawdopodobieństwa inkluzji proporcjonalne do wartości
zmiennej dodatkowej∗

Zakładamy, że πk ∝ xk, k = 1, . . . , N . Wtedy zgodnie z własnością∑N
k=1 πk = n, należałoby przyjąć, że:

π
(0)
k =

nxk∑N
i=1 xi

, k = 1, . . . , N. (3.10)

Może się jednak zdarzyć, że dla pewnego e wartość xe jest na tyle duża,
iż πe > 1. Wówczas przyjmuje się (por. np. Bracha, 1998 lub Tillé, 2006),
że πe = 1. Oznacza to, że e-ty element populacji będzie celowo dobiera-
ny do próby, a prawdopodobieństwa doboru pozostałych elementów należy
skorygować. Bardziej szczegółowo ten problem opisujemy następująco. Wy-
znaczamy taki wskaźnik h spośród k = 1, . . . , N , że

π
(0)
h = maximum

k∈U

{
π

(0)
k

}
,

gdzie, przypomnijmy, przez U oznaczono populację, a dokładnie zbiór nu-
merów elementów populacji. Jeśli π(0)

h ¬ 1, to przyjmujemy, że πk = π
(0)
k ,

dla k = 1, . . . , N , to już koniec algorytmu wyznaczania wartości prawdopo-
dobieństw inkluzji.

W przypadku, gdy π
(0)
h > 1, to przyjmujemy, że πh = 1, i wyznaczamy

następujące ilorazy:

π
(1)
k =

(n− 1)xk∑N
i=1 xi − xh

, k = 1, . . . , N ; k 6= h.

Znów wyznaczamy wskaźnik g tak, aby

π(1)
g = maximum

k∈{U−h}

{
π

(1)
k

}
.

Jeśli π(1)
k ¬ 1, to przyjmujemy, że πh = 1, πk = π

(1)
k dla k = 1, . . . , N , przy

czym k 6= h. To kończy algorytm wyznaczania wartości prawdopodobieństw
inkluzji.
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Jeśli π(1)
g > 1, to przyjmujemy, że πh = 1, πg = 1, i ponownie wyznacza-

my odpowiednie ilorazy.
Uogólniając przedstawione rozumowanie przypuśćmy, że mamy do czy-

nienia z e-tym etapem algorytmu, przy czym e = 1, . . . , r < n, πki = 1 dla
i = 1, . . . , e− 1 oraz

π
(e)
k =

(n− e)xk∑N
i=1 xi −

∑e
h=1 xkh

, k ∈ {U − {k1, . . . , ke}}.

Wyznaczamy wskaźnik ke+1 tak, aby

π
(e)
ke+1

= maximumk∈{U−{k1,...,ke}}
{
π

(e)
k

}
.

Jeśli π(e)
ke+1

¬ 1, to przyjmujemy, że πki = 1 dla i = 1, . . . , e oraz

πk = π
(e)
ki

dla k ∈ {U − {k1, . . . , ke}}. Wtedy algorytm wyznaczania praw-
dopodobieństw inkluzji zatrzymujemy.

W przeciwnym przypadku, gdy π
(e)
ke+1

> 1, to kontynuujemy algorytm
wyznaczania tych prawdopodobieństw, przyjmując, że πke+1 = 1 i wylicza-
my:

π
(e+1)
k =

(n− e− 1)xk∑N
i=1 xi −

∑e+1
h=1 xkh

, k ∈ {U − {k1, . . . , ke+1}}.

Przykład 3.4. Populacja składa się z N = 6 elementów, a próba z n = 2
elementów. Obserwacje zmiennej pomocniczej są następujące: x1 = 6, x2 =
4, x3 = 100, x4 = 44, x5 = 10, x6 = 6. Korzystając ze wzoru (3.10) mamy:
π

(0)
3 = 200

170 > 1. Przyjmujemy, że π3 = 1, i wyliczamy, że: π1 = π6 = 3
35 ,

π2 = 2
35 , π4 = 22

35 i π5 = 5
35 . Można sprawdzić, że

∑6
k=1 πk = 2.

Przykład 3.5. Populacja liczy N = 6 elementów, a próba n = 3 elementy.
Obserwacje zmiennej pomocniczej są następujące: x1 = 6, x2 = 4, x3 = 8,
x4 = 42, x5 = 2, x6 = 8. Korzystając ze wzorów (3.10) mamy: π(0)

4 = 126
70 >

1. Przyjmujemy, że π4 = 1, i wyliczamy, że: π1 = 3
7 , π2 = 2

7 , π3 = π6 = 4
7

i π5 = 1
7 .

Hartley i Rao (1962) zaproponowali następujący schemat losowania pró-
by z zadanymi prawdopodobieństwami inkluzji rzędu pierwszego. Niech
πk = npk, pk > 0, k = 1, . . . , N ,

∑N
k=1 pk = 1. Oznaczymy próbę jako ciąg

kolejno losowanych do niej elementów postaci: s = (i1, i2, . . . , in). Najpierw
wyliczamy sumę:

Ve =
e∑

k=1

πk,
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przy czym V0 = 0 i VN = n. Następnie jest generowana liczba losowa o roz-
kładzie jednostajnym z przedziału (0; 1). Element populacji z kolei o nu-
merze i1 należy dobrać do próby, czyli i1 ∈ s, gdy zachodzi następująca
nierówność:

Vi1−1 < u ¬ Vi1 .
Drugim elementem próby jest element populacji indeksowany przez i2, przy
czym musi być spełniona nierówność:

Vi2−1 < u+ 1 ¬ Vi2 .

W ogólności, element iz ∈ s, z = 1, . . . , n wtedy i tylko wtedy, gdy:

Viz−1 < u+ z − 1 ¬ Viz . (3.11)

Podane przez Rao i Hartleya przybliżone wzory dla prawdopodobieństw
inkluzji rzędu drugiego są następujące (por. Bracha, 1996).

πk,t = n(n− 1)pkpt
(
1 + pk + pt −A+ 2

(
p2
k + p2

t + pkpt(1−B)
))

+

− 3n(n− 1)pkptA (pk + pt −A) +O(N−4), (3.12)

gdzie

A =
N∑
k=1

p2
k, B =

N∑
k=1

p3
k.

Przedstawiony algorytm wyznaczania elementów tworzących próbę do-
tyczy również określonego w uprzednim podrozdziale schematu losowania
prostej próby systematycznej.

Dodajmy jeszcze, że opisany algorytm prowadzi do losowania próby z po-
minięciem planu losowania próby, który, jak przekonaliśmy się, nie jest nie-
zbędny przy tworzeniu schematu losowania próby. Ta sytuacja jest zgodna ze
znanym faktem, że dla ustalonych prawdopodobieństw inkluzji rzędu pierw-
szego istnieje co najmniej jeden plan losowania próby. Tym zagadnieniem
zajmowali się m.in. Henzel (1986), Gabler i Scheigkoffer (1990) oraz Singha
(1973).

Przykład 3.6. Dla danych z przykładu 3.4 losujemy próbę systematyczną
dwuelementową. Niech wygenerowana wartość zmiennej losowej o rozkła-
dzie jednostajnym na przedziale (0; 1) wynosi 0.48. Wówczas korzystając ze
wzoru (3.11) mamy:

i1 = 3, ponieważ V2 =
5
35

< u = 0.48 < 1
5
35

= V3,

i1 = 4, ponieważ V3 = 1
5
35

< u+ 1 = 1.481 < 1
27
35

= V4.

Zatem próba składa się z elementów nr 3 i nr 4, czyli s = {3, 4}.
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Przykład 3.7. Dla danych z przykładu 3.5 losujemy próbę systematyczną
trójelementową. Niech wygenerowana wartość zmiennej losowej o rozkła-
dzie jednostajnym na przedziale (0; 1) wynosi 0.21. Wówczas korzystając ze
wzoru (3.11) otrzymujemy próbę: s = {1, 3, 4}, ponieważ:

i1 = 1, bo V0 = 0 < u = 0.21 <
3
7

= V1,

i1 = 3, bo V2 =
5
7
< u+ 1 = 1.21 < 1

2
7

= V3,

i1 = 4, bo V3 = 1
2
7
< u+ 2 = 2.21 < 2

2
7

= V4.

Przykład 3.8. Niech ciąg prawdopodobieństw inkluzji rzędu pierwszego dla
próby trójelementowej ma postać: π1 = 0.2, π2 = 0.8 π3 = 0.05, π4 = 0.3,
π5 = 0.5, π6 = 0.15, π7 = 0.1, π8 = 0.3, π9 = 0.25, π10 = 0.35. Wygene-
rowana wartość zmiennej losowej o rozkładzie jednostajnym na przedziale
(0; 1) wynosi 0.8. Wówczas korzystając ze wzoru (3.11) mamy:

i1 = 2, bo V1 = 0.2 < u = 0.8 < 1.0 = V2,

i2 = 5, bo V4 = 1.35 < u+ 1 = 1.8 < 1.85 = V5,

i3 = 10, bo V9 = 2.65 < u+ 2 = 2.8 < 3.0 = V10.

Stąd wynika, że próba ma postać: s = {2, 5, 10}.

3.1.3. Wnioskowanie przy modelu populacji uporządkowanej

Załóżmy, że rozkłady prawdopodobieństwa ciągu zmiennych losowych
Y1, . . . , Yt, . . . , YN mogą zależeć od numerów indeksów. Wówczas taki model
będziemy nazywali modelem nadpopulacji uporządkowanej. W szczególności
indeks oznaczony tutaj literą t może oznaczać numer kolejnego okresu cza-
su lub momentu czasu. Z kolei wartość zmiennej losowej Yt może oznaczać
stan zapasu w magazynie na t-ty moment, cenę akcji w t-tym notowaniu
giełdowym, poziom zużycia energii elektrycznej w ciągu t-tego okresu, licz-
bę wyprodukowanych żarówek w ciągu t-ego dnia, wartość sprzedaży wody
mineralnej w ciągu t-ego miesiąca, wartość sprzedaży leków w ciągu t-ej
godziny, poziom zasolenia wody oceanu na t-ej głębokości, poziom tempe-
ratury skorupy ziemskiej na t-ej głębokości, stopień skażenia terenu w t-ej
odległości od jego źródła itd.

Rozważmy następujący prosty model trendu liniowego:
Yt = β1t+ β0 + ξt,

Eξ(ξt) = 0, D2
ξ (ξt) = σ2,

Covξ(ξt, ξl) = 0, t = 1, . . . , N, = 1, . . . , N, t 6= l.

(3.13)
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To jest oczywiście szczególny przypadek modelu regresyjnego analizowanego
w podrozdziale 2.4.4. W celu oceny wartości globalnej można użyć predyk-
tora Ŷs określonego wzorem (2.164), który jednak daje ξ-obciążone oceny
wartości globalnej. Można łatwo pokazać, że predyktor Ŷs∗ jest ξ-nieobcią-
żony dla wartości globalnej, gdy próba s∗ jest tak celowo dobierana, aby
ȳs∗ = N+1

2 . Z kolei zrandomizowane strategie (Ŷs, Pbz(s)) oraz (Ŷs, Psys(s))
dają już P -ξ-nieobciążone oceny wartości globalnej. Dodajmy jeszcze, że
gdy występują wahania sezonowe wartości oczekiwanych ciągu zmiennych
tworzących model uporządkowany nadpopulacji oraz gdy interwał losowania
próby systematycznej jest równy krotności długości cyklu wahań, to strate-
gia (Ŷs, Psys(s)) daje P -ξ-nieobciążoną ocenę wartości globalnej, lecz zwykle
dla każdej możliwej próby losowanej zgodnie z planem systematycznym pre-
dyktor Ŷs jest już ξ-obciążony dla wartości globalnej, por. przykład 3.3.

Dodajmy jeszcze, że prezentowane w punkcie 2.4.5 metody weryfikacji
prawdziwości modelu regresyjnego można łatwo adoptować do potrzeby te-
stowania liniowości trendu. Ponadto można wykorzystać test proponowany
przez Wywiała (1989), który jest z kolei adaptacją jego testu prezentowa-
nego w punkcie 2.3.3.

3.2. Średnia z próby warstwowej

3.2.1. Wiadomości podstawowe

Prezentowana tutaj strategia estymacji jest jedną z najczęściej używanych
w praktyce. Zakładamy, że populacja U jest podzielona na niepuste i rozłącz-
ne podzbiory Uh, h = 1, . . . ,H, zwane warstwami oraz U =

⋃H
h=1 Uh. Liczbę

elementów populacji tworzących h-tą warstwę oznaczmy przez 0 < Nh < N ,
przy czym N =

∑H
h=1Nh. Niech wh = NhN

−1. Przez sh oznaczmy próbę
prostą o liczebności 1 ¬ nh ¬ Nh losowaną bezzwrotnie z h-tej warstwy.
Próbę składającą się z prób prostych losowanych bezzwrotnie z poszcze-
gólnych warstw oznaczamy przez s = {s1, s2 . . . sH}. Tak tworzoną próbę
będziemy nazywać prostą próbą warstwową losowaną bezzwrotnie lub krót-
ko próbą warstwową z uwagi na jej powszechne stosowanie w praktyce. Jej
plan losowania ma postać:

Pw(s) =
H∏
h=1

(
Nh

nh

)−1

s ∈ Qw, (3.14)

gdzie:
Qw = Q1 × . . .×Qh × . . .×QH ,

przy czym Qh jest przestrzenią próby sh losowanej z warstwy Uh,
h = 1, . . . ,H.
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Prawdopodobieństwa inkluzji określa wyrażenie:
πk = nh

Nh
, dla k ∈ Uh

πk,l = nh
Nh

nt
Nt
, dla k ∈ Uh, l ∈ Ut,

πk,l = nh(nh−1)
Nh(Nh−1) , dla k, l ∈ Uh,

(3.15)

przy czym k = 1, . . . , N , l = 1, . . . , N , l 6= k, h = 1, . . . ,H, t = 1, . . . ,H,
h 6= t. Stąd wynika, że prawdopodobieństwa inkluzji rzędu pierwszego nie
zawsze są takie same, a więc próba warstwowa nie jest próbą prostą, mimo
że jej składowe podpróby losowane z poszczególnych warstw są próbami
prostymi.

Wprowadźmy oznaczenia:

ȳh =
1
Nh

∑
k∈Uh

yk, v∗h =
1

Nh − 1

∑
k∈Uh

(yk − ȳh)2. (3.16)

Nieobciążonymi estymatorami parametrów ȳh i v∗h są odpowiednio sta-
tystyki: ȳSh i vSh gdzie:

ȳSh =
1
nh

∑
k∈Sh

yk, v∗Sh =
1

nh − 1

∑
k∈Sh

(yk − ȳSh)
2. (3.17)

Można łatwo pokazać, że średnia i wartość globalna cechy w populacji
są odpowiednio następującymi funkcjami średnich zmiennych w poszczegól-
nych warstwach:

ȳ =
H∑
h=1

whȳh, yU =
H∑
h=1

Nhȳh = Nȳ.

Znanym w metodzie reprezentacyjnej nieobciążonym estymatorem war-
tości globalnej zmiennej w populacji jest statystyka:

ỹwS =
H∑
h=1

NhȳSh . (3.18)

Wariancję tego estymatora określa wzór:

D2(ỹwS , Pw) =
H∑
h=1

Nh(Nh − nh)
nh

v∗h, (3.19)

ponieważ

D2(ỹwS , Pw) =
H∑
h=1

w2
hD

2(ỹSh , Pw) i D2(ỹSh , Pw) =
Nh(Nh − nh)

nh
v∗h.
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Wariancja D2(ỹSh , Pw) służy do oceny precyzji estymacji wartości globalnej
cechy w h-tej warstwie.

Nieobciążony estymator wariancji otrzymujemy zastępując we wzorze
(3.19) parametr v∗h przez statystykę, którą określa wyrażenie (3.17). Wtedy
mamy:

D2
S(ỹwS , Pw) =

H∑
h=1

Nh(Nh − nh)
nh

v∗Sh . (3.20)

Przykład 3.9. Niech celem badania statystycznego jest estymacja wartości
średnich dwóch cech gmin województwa katowickiego. Pierwsza z nich ozna-
czana przez y to dochody z podatków i opłat lokalnych w 1995 r., a druga
to dochody z podatku rolnego w 1995 r., którą oznaczamy przez g. Populację
gmin podzielono na trzy warstwy, którymi są gminy: miejskie, miejsko-wiej-
skie oraz wiejskie. Liczą one odpowiednio: 38, 15 oraz 43 gminy. Wyloso-
wano trzy próby proste: spośród gmin miejskich 5 gmin (Bieruń, Imielin,
Mysłowice, Pszów, Żory), natomiast spośród gmin miejsko-wiejskich 4 gmi-
ny miejskie (Brzeszcze, Pilicę, Pszczynę i Trzebinię) oraz 6 gmin wiejskich
(Kobiór, Krzanowice, Lubonię, Pilichowice, Świerklaniec i Tworóg). Dane
o tych gminach znajdziemy w Roczniku statystycznym gmin województwa
katowickiego (1996). Wyliczone oceny wartości średnich cech za pomocą
wzoru (3.18) wynoszą: ỹws = 441 628.8 zł i g̃ws = 12 182.4 zł. Wyzna-
czone na podstawie wzoru (3.20) oceny błędów średnich szacunku wynoszą
Ds(ỹwS , Pw) = 3138.2 i Ds(g̃wS , Pw) = 196.7. Z kolei oceny względnych śred-
nich błędów szacunku wynoszą odpowiednio z(ỹwS , Pw) = 100%DS(ỹwS ,Pw)

ỹwS
=

23.3% i z(g̃wS , Pw) = 3.3%. Precyzja oceny wartości globalnej dochodów
z podatków lokalnych nie jest dopuszczalna, bo względny błąd szacunku prze-
kracza 5%, co przyjmuje się zwykle w praktyce za górną granicę względnego
błędu estymacji, którą można akceptować.

Dodajmy, że po to, aby oszacować wartość średnią cechy wystarczy es-
tymator ỹws podzielić przez liczebność populacji, wówczas wariancję tak
otrzymanego estymatora średniej oraz jej ocenę otrzymujemy dzieląc prawe
strony równań (3.19) i (3.20) przez kwadrat liczebności populacji.

3.2.2. Lokalizacja proporcjonalna prób w warstwach

Ważnym problemem przy estymacji parametrów populacji na podstawie
próby warstwowej jest zagadnienie ustalania liczebności prób, jakie mają być
losowane z poszczególnych warstw. Najprościej byłoby ustalić ich rozmiary
w sposób równomierny, co oznacza, że z każdej warstwy losowanoby tę samą
ilość elementów. Takie podejście nie jest jednak zalecane, bo istnieją inne
metody wyznaczania liczebności tych prób, prowadzące do precyzyjniejszej
estymacji wartości globalnej w populacji.
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Oznaczmy przez n sumę liczebności prób losowanych ze wszystkich
warstw, czyli n =

∑H
h=1 nh. Wtedy liczebność n#h elementów losowanych

z h-tej warstwy jest proporcjonalna do frakcji ilości elementów populacji
w h-tej warstwie, gdy:

n#h = nwh, h = 1, . . . ,H. (3.21)

Plan losowania prób prostych z tak ustalanymi liczebnościami elementów
losowanych z poszczególnych warstw oznaczamy przez Pp. Wtedy na pod-
stawie wzoru (3.19) wnioskujemy, że wariancja strategii estymacji (ỹwS , Pp)
w przypadku bezzwrotnego losowania próby przyjmuje postać:

D2(ỹwS , Pp) =
N(N − n)

n

H∑
h=1

whv∗h. (3.22)

Do jej estymacji używa się statystyki

D2
S(ỹwS , Pp) =

N(N − n)
n

H∑
h=1

whv∗Sh . (3.23)

Niech ∆ = D2(ỹS , P0)−D2(ỹwS , Pp). Można wykazać, że w przypadku, gdy
wszystkie liczebności warstw są dostatecznie duże, to

∆ =
N(N − n)

n
vm  0, (3.24)

gdzie parametr

vm =
H∑
h=1

(ȳh − ȳ)2wh  0 (3.25)

jest wariancją średnich z warstw, również nazywany wariancją międzygru-
pową (międzywarstwową). Stąd wynika, że jeśli przeciętna zmiennej w po-
pulacji będzie szacowana za pomocą strategii (ỹwS , Pp) oraz istnieje możli-
wość wyróżniania warstw w populacji, to należy to tak czynić, aby stopień
zróżnicowania średnich zmiennej w warstwach był możliwie duży, czyli aby
wariancja vm była jak największa.

Przykład 3.10. Podobnie jak w przykładzie 3.9 celem badania jest oce-
na wartości globalnej cechy y oraz g. Przypuśćmy, że środki, jakimi
dysponujemy, pozwalają na wylosowanie i obserwację 15 gmin. Stosując
proporcjonalny wariant ustalania liczebności prób i wykorzystując dane z tre-
ści przykładu 3.9 oraz wzór (3.21) wyliczamy, że z warstw gmin miejskich,
miejsko-wiejskich i wiejskich należy wylosować odpowiednio 6, 2 i 7 gmin. Na
podstawie tabeli 3.2 oraz wzorów (2.19) i (3.22) wyliczamy: D(ỹwS , Pp) =
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210539, D(ỹS , P0) = 247197 oraz D(g̃wS , Pp) = 3150, D(g̃S , P0) = 3256.
Następnie wyznaczamy względne współczynniki efektywności. W przypadku
zmiennej y ten współczynnik wynosi def (ỹwS , Pp) = 0.725, a w przypadku
cechy g jest równy def (g̃wS , Pp) = 0.936. Zatem precyzja estymacji wartości
globalnej na podstawie próby warstwowej jest większa niż na podstawie próby
prostej, jakkolwiek zysk na precyzji w przypadku oceny przeciętnej cechy g
jest nikły.

Tabela 3.2

Odchylenia standardowe cech w warstwach i w populacji

Warstwy Wariancje

gminy: y g

miejskie 14446 81

miejsko-wiejskie 3023 158

wiejskie 1814 168

populacja 10857 143

3.2.3. Warunkowa minimalizacja wariancji

W sposób racjonalny problemem optymalnej lokalizacji prób w warstwach
początkowo zajmowali się Tschuprov (1923) i Neyman (1933, 1937). Otrzy-
mane przez nich wyniki dotyczą optymalizacji liczebności prób w przypadku
estymacji wartości globalnej pojedynczej cechy w populacji. Zaproponowa-
li oni, by przy ograniczonej sumie liczebności wszystkich prób losowanych
z warstw tak wyznaczyć liczebności tych prób, aby wariancja estymatora
osiągnęła minimum. Ponadto sugeruje się, że ten sposób otrzymywania li-
czebności jest także użyteczny w przypadku jednoczesnej estymacji średnich
wielu cech. Proponuje, aby optymalizować liczebności prób na podstawie ce-
chy najsilniej skorelowanej z pozostałymi. Zaleca się również, aby ta cecha
z punktu widzenia celu badania była najważniejsza.

Koszty obserwacji zmiennych zwykle traktuje się jako funkcję liniową
liczebności prób w poszczególnych warstwach postaci:

k(n1, n2, . . . , nH) = k(n1, . . . , nH) =
H∑
h=1

khnh, (3.26)

gdzie kh jest kosztem jednostkowym obserwacji cech w h-tej warstwie. Kosz-
ty stałe obserwacji pomijamy, ponieważ ich uwzględnienie nie ma istotnego
wpływu na otrzymywane rozwiązania formułowanych dalej zadań optymali-
zacyjnych. Dopuszczalny koszt zmienny obserwacji cech oznaczamy przez K.
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Rozważmy wariancję średniej z prostej próby warstwowej jako funkcję
liczebności prób postaci: D2(ỹwS , Pw) = f1(n1, n2, . . . , nH), gdzie

f1(n1, n2, . . . , nH) =
H∑
h=1

N2
hv∗h
nh

−
H∑
h=1

Nhv∗h. (3.27)

Nasze zadanie polega na takim wyznaczeniu wektora liczebności n =
[n1 . . . nH ], aby przy ustalonych kosztach zmiennych K funkcja ryzyka osią-
gała minimum, co syntetycznie zapisujemy wyrażeniem:{

f1(n1, n2, . . . , nH) = minimum

k(n1, n2, . . . , nH) ¬ K, 2 ¬ nh ¬ Nh, h = 1, . . . ,H.
(3.28)

Ogólniejsza postać tego zadania jest rozwiązywana przez Hughesa i Rao
(1979), porównaj również prace Wywiała (1992, 1995). Tutaj podamy roz-
wiązanie zadania przy następujących upraszczających je założeniach. Po
pierwsze, niech K  2

∑H
h=1 kh, co oznacza, że dopuszczalny koszt obser-

wacji K umożliwia wylosowanie co najmniej dwóch elementów populacji
z każdej warstwy. Po drugie, niech każda z liczebności prób będzie mniej-
sza od ilości elementów warstwy, z której jest losowana. Warunek ten jest
spełniony, jeśli Nh →∞ dla każdego h = 1, . . . ,H lub gdy

Nh  n0 =
1
k0

(
K − 2

H∑
t=1

kt + k0

)
dla h = 1, . . . ,H, (3.29)

przy czym k0 = minh=1,...,H{kh}. Prawa strona nierówności określa maksy-
malną liczność próby, jaką można uzyskać, gdyby losowano próbę z warstwy,
w której jest minimalny koszt obserwacji danych, a z pozostałych warstw tyl-
ko po dwa elemeny do odpowiednich prób. Te założenia znacznie upraszczają
rozwiązywanie postawionego zadania. Ponadto będzie ono często w prakty-
ce badań statystycznych spełnione, gdyż zwykle warstwy są bardzo liczne,
a koszty dopuszczalne małe. Zatem przy założeniu, że nh ¬ Nh dla każdego
h = 1, . . . ,H, rozwiązanie optymalne ma postać:

nh = c0wh

√
v∗h
kh
, dla h = 1, . . . ,H, (3.30)

gdzie:

c0 =
K∑H

h=1wh
√
v∗hkh

.

Stąd wniosek, że optymalna liczebność próby losowanej z h-tej warstwy jest
wprost proporcjonalna do iloczynu frakcji wh i odchylenia standardowego
cechy w h-tej warstwie, a odwrotnie proporcjonalna do pierwiastka z kosztu
jednostkowego obserwacji w niej zmiennej.
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W szczególności niech koszty jednostkowe obserwacji cech w każdej war-
stwie będą takie same. Wtedy występujące w zadaniu (3.28) ograniczenie
narzucone na koszty redukuje się do postaci:

H∑
h=1

nh ¬ n. (3.31)

Wówczas rozwiązanie (3.30) uprasza się do postaci:

nh = c0wh
√
v∗h, dla h = 1, . . . ,H, (3.32)

gdzie:

c0 =
n∑H

h=1wh
√
v∗h

.

Wariancja estymatora ỹwS dla optymalnych liczebności określonych wzorem
(3.32) ma postać:

D2(ỹwS , Popt) =
1
n

(
H∑
h=1

Nhdh

)2

−
H∑
h=1

Nhv∗h,

gdzie: dh =
√
v∗h jest odchyleniem standardowym badanej zmiennej w h-tej

próbie Sh, natomiast Popt jest optymalną wersją planu losowania prostej
próby warstwowej, którą wyznaczają wzory (3.14) i (3.32). Różnica między
wariancjami estymatora ỹws dla proporcjonalnego wariantu ustalania liczeb-
ności prób i optymalnego wariantu ustalania liczebności prób przy ustalonej
liczebności próby warstwowej na poziomie n ma postać (por. Zasępa, 1962
i Pawłowski, 1972):

D2(ỹwS , Pp)−D2(ỹwS , Popt) =
N

n

H∑
h=1

(
dh − d̄

)2
Nh, d̄ =

1
N

H∑
h=1

dh.

Zatem użycie optymalnego wariantu losowania prób zamiast wariantu pro-
porcjonalnego daje tym większy zysk na dokładności estymacji wartości
globalnej im stopień zróżnicowania odchyleń standardowych zmiennej ba-
danej między warstwami jest większy. W związku z tym, gdy wariancje
zmiennej we wszystkich warstwach są takie same, czyli v∗h = v∗ dla każde-
go h = 1, . . . ,H, to n = nwh. W tym więc przypadku optymalny wariant
ustalania liczebności prób redukuje się do proporcjonalnego sposobu ich
wyznaczania.
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Przykład 3.11. Tak jak w przykładzie 3.9 celem badania jest ocena war-
tości średnich y – dochody z podatków i opłat lokalnych, oraz g – dochody
z podatku rolnego. Środki, jakimi dysponujemy, pozwalają na wylosowanie
i obserwację 15 gmin. Stosując optymalny wariant ustalania liczebności prób
dany wzorem (3.32) i wykorzystując dane z tabeli 3.2 wyliczamy, że z punktu
widzenia warunkowej minimalizacji wariancji estymatora wartości średniej
zmiennej y należy wylosować odpowiednio 12.3, 1.0 i 1.7 gmin z warstw
odpowiednio miejskich, miejsko-wiejskich i wiejskich. Korygujemy te warto-
ści do liczb całkowitych jednocześnie zwiększając liczebność próby losowa-
nej z gmin miejsko-wiejskich do dwóch elementów, co pozwoli już na ocenę
wariancji zmiennej w tej warstwie. Ostatecznie więc należy z warstw gmin
miejskich, miejsko-wiejskich i wiejskich wylosować odpowiednio: 11, 2 i 2
gminy. Podobnie wyznaczamy optymalne liczebności prób, lecz na podstawie
wariancji cechy g. W tym przypadku należy z warstw gmin miejskich, miej-
sko-wiejskich i wiejskich wylosować odpowiednio: 10, 2 i 3 gminy. Zatem ta
lokalizacja nieznacznie różni się od wyżej otrzymanej lokalizacji wyznaczanej
na podstawie wariancji zmiennej y.

Przykład 3.12. Przeprowadzamy analizę dokładności ocen wartości śred-
nich cech małych firm. Dane o działalności małych firm pochodzą z badania
reprezentacyjnego przeprowadzonego przez Wojewódzki Urząd Statystyczny
w Katowicach w 1993 r. Niniejszą analizę ograniczono do cech, których sym-
bole niżej wyjaśniono. Badana populacja składała się z 167094 firm. Wylo-
sowana próba liczyła 6656 firm, co stanowi 4% liczby wszystkich elementów
populacji. y1 – liczba właścicieli i współwłaścicieli, y2 – uczniowie, y3 – oso-
by, z którymi zawarto umowę agencyjno-prowizyjną, y4 – osoby zatrudnione
na podstawie umowy o pracę, y5 – razem zatrudnieni, y6 – liczba osób wy-
konująca prace na umowę zlecenie, y7 – liczba zatrudnionych w przeliczeniu
na etaty, y8 – kwota wynagrodzeń brutto, y9 – największe wynagrodzenie
brutto. Celem analizy jest ocena dokładności estymacji wartości średnich
wymienionych zmiennych. Z metodologicznego punktu widzenia gromadzenie
danych odbywało się poprzez bezzwrotne losowanie prób prostych z warstw,
przy czym warstwy były tworzone na podstawie cech określających rodzaj
działalności firmy zgodny z Europejską Klasyfikacją Danych (EKD). Wy-
korzystując określone wzorami (3.18) i (3.20) estymatory wartości średnich
i ich błędów szacunku wyliczono na podstawie próby warstwowej oceny śred-
nich badanych cech oraz rząd ich odchyleń od nieznanych średnich w popula-
cji. Oceny wartości średnich i błędów ich estymacji znajdujemy w tablicy 3.3.
W jej trzeciej kolumnie zapisano ocenę wariancji estymatora średniej, z ko-
lei w następnej zapisano jej pierwiastek, który jest oceną przeciętnego błędu
szacunku średniej. Przykładowo, średnia wynagrodzeń brutto (zmienna y8)
wynosi 2060.45 zł i odchyla się ta wartość od nieznanej szacowanej wartości
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średniej wynagrodzeń brutto przeciętnie o 137.73 zł in plus bądź in minus.
Błąd ten stanowi 6.68% oceny wartości średniej. Należy uznać, że błąd ten
jest zbyt duży, zwykle bowiem przyjmuje się poziom dopuszczalny błędu nie
powinien być większy od 5%.

Tabela 3.3

Oceny dokładności estymacji średnich cech przedsiębiorstw

Zmienna y1 y2 y3 y4 y5 y6 y7 y8 y9

średnia 1.40 0.14 0.04 0.78 2.36 0.17 0.74 2060 914

błąd śr. szac. 0.016 0.016 0.013 0.042 0.054 0.019 0.040 137 44

Oceny parametrów zamieszczonych w tabeli 3.3 były wyliczone przy za-
łożeniu, że ich rozmiary bynajmniej nie były proporcjonalne do liczebności
warstw, co zaleca się jako najprostszy zabieg prowadzący zwykle do podnie-
sienia dokładności estymacji. Wyliczono więc oceny błędów szacunku śred-
niej przy założeniu, że liczebności losowanych prób byłyby proporcjonalne
do rozmiarów warstw. Wyniki obliczeń zamieszczono w tabeli 3.4. Ponadto
znajdujemy w niej oceny błędów estymacji średnich przy założeniu, że liczeb-
ności prób losowanych z warstw były wyznaczane w sposób optymalny na
podstawie wzoru (3.32). Przyjęto, że optymalne liczebności prób wyznacza-
my w stosunku do ocen odchyleń standardowych w warstwach wynagrodzeń
brutto w firmach (zmienna y8).

Tabela 3.4

Względne średnie błędy szacunku (wyrażone w %) dla liczebności faktycznych
oraz wyznaczanych proporcjonalnie i optymalnie

Zmienna y1 y2 y3 y4 y5 y6 y7 y8 y9

liczebności faktyczne 1.1 11.8 30.1 5.4 2.3 10.8 5.5 6.7 4.9

liczebności proporcjonalne 0.6 5.8 15.9 3.2 1.3 8.6 3.3 4.1 2.5

liczebności optymalne 0.6 6.8 16.1 2.0 1.2 10.2 2.9 3.5 2.6

Z tabel 3.3 i 3.4 wynika m.in., że ocena względnego błędu estymacji śred-
nich wynagrodzeń brutto jest już niższa od dopuszczalnego poziomu 5%, bo
wynosi 4.1% dla proporcjonalnie wyznaczanych liczebności prób, a 3.5% dla
wyznaczanych optymalnie.

Z analizy danych w tabelach 3.3 i 3.4 wynika, że zarówno wariant propor-
cjonalny, jak i optymalny ustalania liczebności warstw prowadzi do znacz-
nie większej dokładności estymacji przeciętnych badanych zmiennych niż to
miało miejsce przy rzeczywistych rozmiarach losowanych prób. W przypad-
ku optymalnego sposobu wyznaczania rozmiarów prób otrzymujemy podobne
wyniki.
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3.2.4. Warunkowa minimalizacja kosztów obserwacji zmiennej

Czasami w praktyce żąda się, aby dokładność estymacji była na z góry okre-
ślonym poziomie. Wówczas formułuje się problem minimalizacji kosztów ob-
serwacji cech przy ustalonym poziomie dopuszczalnym wariancji estymatora
wartości globalnej za pomocą wyrażenia:{

k(n1, n2, . . . , nH) = minimum

f1(n1, n2, . . . , nH) ¬ f0, 2 ¬ nh ¬ Nh, h = 1, 2, . . . ,H,
(3.33)

przy czym f0 jest dopuszczalnym poziomem wariancji oznaczonej
przez f1(n1, n2, . . . , nH), którą określa wzór (3.27). Funkcję kosztów
k(n1, n2, . . . , nH) określa wzór (3.26), a pozostałe oznaczenia wyjaśniono
przy rozważaniu zadania optymalizacyjnego określonego wzorem (3.28).
Rozwiązanie zadania podają Hughes i Rao (1979). Tutaj przedstawimy
jego uproszczoną postać ważną przy założeniu, że nh ¬ Nh dla każdego
h = 1, . . . ,H. Wtedy rozwiązanie optymalne określa wzór (3.30), przy czym:

c0 =
∑H
h=1wh

√
v∗hkh

f0 +
∑H
h=1wh

√
v∗h
Nh

.

Zatem optymalna liczebność próby losowanej z h-tej warstwy jest wprost
proporcjonalna do iloczynu frakcji występowania elementów populacji w h-
-tej warstwie przemnożonej przez odchylenie standardowe zmiennej w h-tej
warstwie, a odwrotnie proporcjonalna do pierwiastka z kosztu jednostkowego
obserwacji cech w tej warstwie. W szczególności, gdy koszty jednostkowe
obserwacji cechy w warstwach są takie same, to funkcja kryterium zadania
(3.33) upraszcza się do postaci:

k(n1, n2, . . . , nH) =
H∑
h=1

nh = minimum.

Wtedy rozwiązanie zadania upraszcza się do postaci określonej wzorem
(3.32), przy czym występujący w nim parametr c0 ma teraz postać:

c0 =
∑H
h=1wh

√
v∗h

f0 +
∑H
h=1wh

√
v∗h
Nh

.

Przykład 3.13. Tak jak w przykładzie 3.9 celem badania jest ocena war-
tości średnich następujących cech: y – dochody z podatków i opłat lokalnych
w 1995 r., g – dochody z podatku rolnego w 1995 r. Teraz postulujemy, aby
błędy średnie szacunku estymacji przeciętnych cech y i g nie przekraczały
odpowiednio poziomów: 1100 zł i 20 zł. Przyjmując, że koszty jednostkowe
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obserwacji wartości zmiennej we wszystkich warstwach są takie same, sto-
sujemy optymalny wariant ustalania liczebności wynikający z określonego
wzorem (3.33) zadania optymalizacyjnego, którego funkcją celu jest suma li-
czebności prób losowanych z warstw. Przy ustalonej dopuszczalnej wartości
wariancji zmiennej y wykorzystując dane z tabeli 3.2 wyliczamy, że z warstw
gmin miejskich, miejsko-wiejskich i wiejskich należy wylosować odpowiednio
33.1, 2.7 i 4.7 gmin. Po to, by spełnić narzucony warunek na dokładność
estymacji zaokrąglamy z nadmiarem te wartości do liczb całkowitych. Osta-
tecznie więc należy z warstw gmin miejskich, miejsko-wiejskich i wiejskich
wylosować odpowiednio: 34, 3 i 5 gmin. Stąd wynika, że w sumie należy
wylosować 42 gminy.

Minimalizacja sumy liczebności prób przy założonej dokładności oceny
wartości średniej cechy g prowadzi do następującego wyniku. Z warstw gmin
miejskich, miejsko-wiejskich i wiejskich należy wylosować odpowiednio: 16,
3 i 5 gmin. Suma liczebności prób wynosi więc 24. Otrzymane liczebności
prób są odpowiednio majoryzowane przez liczebności prób otrzymane wyżej
przy optymalizacji względem cechy y. Zatem wybierając liczebności prób 34,
3 i 5 spełnimy obydwa postulaty precyzji estymacji.

W praktyce badań reprezentacyjnych mamy często do czynienia z jed-
noczesną estymacją wektora średnich lub wartości globalnych. Wówczas
rozwiązuje się zadanie polegające na takim ustaleniu liczebności prób, aby
funkcja kosztów obserwacji zmiennych osiągnęła minimum przy z góry usta-
lonych poziomach błędów dopuszczalnych szacunku parametrów poszcze-
gólnych cech. Zagadnienie to sformułował Dalenius (1957) i rozwiązał dla
przypadku losowania zwrotnego prób z dwóch warstw podczas estymacji
średnich dwóch zmiennych. W przypadku ogólnym, lecz dla zwrotnego wa-
riantu losowania prób problem ten rozwiązywali m.in.: Greń (1963, 1966),
Hartley (1965), Huddleston, Claypool i Hocking (1970), Jaganathan (1965,
1965a), Kish (1961, 1965), Kokan (1963), Yates (1960), a w sposób wyczer-
pujący dla zwrotnego i bezzwrotnego wariantu losowania próby zadanie to
rozwiązali Kokan i Khan (1967). Szeroko tym problemem zajmował się rów-
nież Wywiał (1992, 1995, 2003). Zasygnalizujmy jeszcze, że Ghosh (1963)
zagadnienie wyboru liczebności prób losowych z warstw traktuje jako grę
statystyczną.

3.2.5. Warstwowanie populacji po jej wylosowaniu

W badaniach praktycznych często mamy do czynienia z sytuacją, że dopiero
po wylosowaniu elementu do próby i zaobserwowaniu przypisanej mu odpo-
wiedniej wartości zmiennej dodatkowej jest możliwa identyfikacja przyna-
leżności elementu do odpowiedniej warstwy. W tym wypadku obserwowana
zmienna dodatkowa jest nazywana właśnie warstwującą. Zatem próba jest
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warstwowana po jej wylosowaniu. W wyniku tego dostajemy podpróby ele-
mentów przynależnych do odpowiednich warstw. Zakłada się, że z góry są
znane frakcje elementów populacji przynależnych do odpowiednich warstw.
Ponadto jeszcze przyjmijmy, że próba prosta o liczebności n jest losowa-
na bezzwrotnie. Jej plan losowania oznaczono przez Pbz. Wówczas nieob-
ciążonym estymatorem wartości globalnej w populacji ȳ jest następująca
statystyka:

ŷwS =
H∑
h=1

NhȳS , (3.34)

przy czym oznaczenia wyjaśniono wcześniej w podrozdziale 3.2.1. W tym
przypadku S = S1 ∪ . . . ∪ SH , gdzie Sh jest podpróbą o liczebności nh
należącą do h-tej warstwy wyróżnioną w próbie S po jej wylosowaniu. Gdy
nh > 0 dla h = 1, . . . ,H, to wariancję określa wzór:

D2(ŷwS , Pbz) =
N(N − n)

n

(
H∑
h=1

whv∗h +
1
n

H∑
h=1

(1− wh)v∗h

)
+O(n−3) =

= D2(ỹwS , Pp) +
N(N − n)

n2
1
n

H∑
h=1

(1− wh)v∗h +O(n−3) =

= D2(ỹwS , Pp) +O(n−2), (3.35)

przy czym D2(ỹwS , Pp) określa wzór (3.22).

3.2.6. Przypadek nieprostych prób składowych próby warstwowej∗

Przypuśćmy, że próby składowe próby warstwowej nie są proste. Oznaczmy
przez Ph plan losowania próby z h-tej warstwy, a prawdopodobieństwa in-
kluzji przez π(h)

k > 0, π(h)
k,t , h = 1, . . . ,H, k = 1, . . . , N , t = 1, . . . , N , k 6= t.

Wówczas nieobciążonym estymatorem wartości globalnej w populacji jest
następująca kombinacja liniowa statystyk Horvitza-Thompsona:

ywHTS =
H∑
h=1

whyHTSh , (3.36)

której wariancja ma postać:

D2(ywHTS , P∗) =
H∑
h=1

w2
hD

2(yHTSh , Ph), (3.37)

przy czym P∗ =
∏H
h=1 Ph, gdzie Ph jest planem losowania podpróby Sh

z h-tej warstwy. Statystykę yHTSh oraz jej wariancję pozwalają wyzna-
czyć odpowiednio wzory (2.60)–(2.63). Nieobciążony estymator wariancji

112



strategii (ywHTS , P∗) wyznaczamy zastępując we wzorze (3.37) parametry
D2(yHTSh , Ph) ich nieobciążonymi estymatorami, które wyznaczają odpo-
wiednio wzory (2.64) lub (2.65).

3.2.7. Predykcja na podstawie modelu warstwowego

Model warstwowy ma odzwierciedlać niejednorodność rozkładu wartości
zmiennej w populacji. Syntetycznie model warstwowy opisujemy wyraże-
niem:{

Eξ(Yi) = µh, D
2
ξ (Yi) = σ2

h dla i ∈ Uh, h = 1, . . . ,H,

Cov ξ(Yi, Yt) = 0 dla i 6= t, t = 1, . . . , N, i = 1, . . . , N.
(3.38)

Model ten jest szczególnym przypadkiem modelu regresyjnego dla wielu
zmiennych objaśniających określonego wyrażeniem (2.152), w którym przyj-
mujemy, że elementy macierzy XU o wymiarach N ×H są równe zero lub
jeden, przy czym w każdym wierszu tej macierzy jest jedna jedynka, a pozo-
stałe elementy są równe zeru. Dany element h-tej kolumny tej macierzy jest
równy jeden, gdy odpowiadający temu elementowi obiekt należy do h-tej
warstwy. Wówczas elementy wektora β są równe oczekiwanym wartościom
zmiennych w odpowiednich warstwach, czyli βT = [µ1 µ2 . . . µH ]. Ponadto
macierz wariancji i kowariancji V jest diagonalna, każdy z jej N1-pierw-
szych elementów, jest równy σ2

1. Elementy o numerach od
∑h−1
i=1 Ni + 1 do∑h

i=1Ni są równe σ2
h, h = 1, . . . ,H − 1, czyli V = diag[σ2

1 σ
2
1 . . . σ

2
1 σ

2
2 . . . σ

2
h

. . . σ2
H σ

2
H ].

W analizowanym przypadku rozkłady zmiennych w poszczególnych war-
stwach są jednorodne w tym sensie, że zmienne należące do danej warstwy
mają tę samą wariancję i tę samą wartość oczekiwaną. Określony model
jest nazywany warstwowym. Niech sh będzie próbą o liczebności nh wybra-
ną spośród elementów warstwy Uh, przy czym 1 < nh ¬ Nh, h = 1, . . . ,H.
W związku z tym próba s =

⋃H
h=1 sh oraz podpróby są rozłączne, czyli

sh ∩ st = ∅, dla h 6= t, h, t = 1, . . . ,H. Niech

ȲUh =
1
Nh

∑
i∈Uh

Yi, Ȳsh =
1
nh

∑
i∈sh

Yi.

Nieobciążonym predyktorem wartości globalnej jest następująca statystyka:

Ŷs =
H∑
h=1

NhȲsh . (3.39)

Jest ona ξ-nieobciążonym predyktorem wartości globalnej YU . Jej ξ-błąd
średniokwadratowy ma postać:

MSE ξ(Ŷs) = Eξ(Ŷs − YU )2 =
H∑
h=1

Nh(Nh − nh)
nh

σ2
h, (3.40)
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a jego nieobciążony estymator ma postać:

MSE s(Ŷs) =
H∑
h=1

Nh(Nh − nh)
nh

V̂ 2
sh
, (3.41)

gdzie:

V̂ 2
sh

=
1

nh − 1

∑
i∈sh

(Yi − Ȳsh)
2, Ȳsh =

1
n

∑
i∈s

Yi.

Dodajmy, że otrzymane wyniki są również ważne w przypadku rozwa-
żanym w podrozdziale 3.2.5, gdy próba s jest warstwowana (czyli rozdzie-
lana na podpróby sh, h = 1, . . . ,H) po jej wyodrębnioniu, pod warun-
kiem, iż liczebności warstw są z góry znane. Ponadto, każda z podprób sh,
h = 1, . . . ,H, musi zawierać co najmniej jeden element, bo w przeciwnym
przypadku predyktor Ŷs może być obciążony.

Na zakończenie rozważmy ważny problem dotyczący trafności wyboru
modelu. Przypuśćmy, że jest prawdziwy model warstwowy określony za-
łożeniami (3.38). Z kolei statystyk ignoruje możliwość występowania nie-
jednorodności wartości oczekiwanej zmiennej badanej między warstwami
i przyjmuje model określony wyrażeniem (2.51), a co za tym idzie użyje
predyktora Ỹs określonego wzorem (2.57) do oceny wartości globalnej YU .
Wówczas predyktor będzie dawał ξ-obciążone oceny YU , ponieważ można
wykazać że:

E(Ỹs − YU ) =
H∑
h=1

(
N
nh
n
−Nh

)
µh 6= 0.

Stąd wynika, że nietrafnie określony model prowadzi do błędu systematycz-
nego oceny wartości globalnej.

Z drugiej jednak strony załóżmy, że próba S jest prostą losowaną bez-
zwrotnie. Wówczas strategia predykcji (ỸS , Pbz(S)) jest p-ξ-nieobciążona.
Zatem losowanie próby prostej w tym przypadku prowadzi do odporności
predyktora ỸS na ewentualne występowanie odchyleń od założeń modelu
prostego w kierunku tych określających model warstwowy.

Weryfikację jednorodności rozkładu zmiennych losowych odpowiadają-
cych określonej warstwie można przeprowadzić za pomocą np. testów roz-
ważanych w punkcie 2.3.3.

3.3. Estymacja na podstawie próby grupowej

Losowanie grupowe zwykle jest stosowane wtedy, gdy nie jest możliwe po-
siadanie dokładnego operatu losowania, a jedynie spisu grup (zespołów)
elementów tworzących populację. Te zespoły są zazwyczaj zdeterminowane
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w sposób naturalny, jak np. zbiór gmin traktowanych jako grupy gospo-
darstw domowych lub klasy uczniów, grupy studentów.

3.3.1. Jednostopniowa prosta próba grupowa

Przyjmujemy, że N -elementowa populacja U jest podzielona na G rozłącz-
nych i niepustych zbiorów Up o liczebności Np, p = 1, . . . , G, w taki sposób,
że U = Up∪ . . .∪UG, N =

∑G
p=1Np. Te zbiory są właśnie nazywane grupami

lub zespołami elementów populacji.
Przyjmujemy, że g-elementowa próba S jest dobierana za pomocą znane-

go schematu losowania prostej próby grupowej realizującej plan losowania:

Pg(s) =

(
G

g

)−1

. (3.42)

Schemat losowania takiej próby różni się od schematu losowania próby pro-
stej tylko tym, że zamiast poszczególnych elementów populacji są losowane
do niej zespoły tych elementów. Dodajmy, że opisany wcześniej plan lo-
sowania systematycznego może być traktowany jako szczególny przypadek
planu losowania grupowego, przy założeniu, że do próby jest losowana tyl-
ko jedna grupa. Ponadto, gdy założymy, że grupy są jednoelementowe, to
otrzymujemy plan losowania próby prostej.

Wprowadzamy następujące oznaczenia: przez yk oznaczamy k-tą obser-
wację zmiennej. Sumę wartości zmiennej w p-tej grupie określa wzór:

zp =
∑
k∈Up

yk,

a wartość średnią w p-tej grupie przez

ȳp =
zp
Np

.

Średnia suma wartości zmiennej przypadająca na grupę:

z̄ =
1
G

G∑
p=1

zp,

średnia wartość zmiennej w populacji:

ȳ =
1
N

G∑
p=1

zp =
1
N

G∑
p=1

∑
k∈Up

yk.

Wariancja cechy w populacji:

v∗ =
1

N − 1

G∑
p=1

∑
k∈Up

(yk − ȳ)2.
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Wariancja sum wartości cechy w grupach:

v∗(z) =
1

G− 1

G∑
p=1

(zk − z̄)2. (3.43)

Teraz zakładamy, że grupy są równoliczne i każda z nich składa się z M
elementów, czyli rozmiar populacji N = GM . Wtedy wartość globalna w po-
pulacji jest oceniana za pomocą estymatora:

ygS =
G

g

∑
p∈S

∑
k∈Up

yk =
G

g

∑
p∈S

zp. (3.44)

Statystyka ygS daje nieobciążone oceny wartości globalnej yU , a jej warian-
cja ma postać:

D2(ygS) =
G(G− g)

g
v∗(z). (3.45)

Nieobciążony estymator tej wariancji ma postać:

D2
S(ygS , Pg) =

G(G− g)
g

vs(z), (3.46)

gdzie

vS(z) =
1

g − 1

∑
p∈S

(zp − z̄S)2, z̄S =
1
g

∑
p∈S

zp. (3.47)

Przykład 3.14. Populację 96 gmin byłego województwa katowickiego po-
dzielono na równoliczne grupy, z których każda składa się z 4 gmin. Na-
stępnie wylosowano w sposób prosty i bezzwrotny następujące grupy gmin:
{Bytom, Chorzów, Czeladź, Dąbrowa Górnicza}, {Ruda Śląska, Rybnik, Ry-
dułtowy, Siemianowice Śląskie}, {Sławków, Sosnowiec, Świętochłowice, Tar-
nowskie Góry}, {Czechowice-Dziedzice, Czerwionka-Leszczyny, Kuźnia Ra-
ciborska, Libiąż}. Wartości estymatora określonego wzorem (3.44) wynoszą
9614 127.2 i 9652.8 odpowiednio dla zmiennych podlok (wpływy z podatków
lokalnych) i podrol (wpływy z podatku rolnego). Na podstawie wzoru (3.47)
wyliczamy wariancje z próby, które wynoszą: 764 310 948.8 i 7485.0 odpo-
wiednio dla cech podlok i podrol. Wyliczone na podstawie wzoru (3.46) oceny
błędów średnich szacunku wartości globalnych w populacji odpowiednio dla
cech podlok i podrol wynoszą odpowiednio: 963154.7 i 969.9. W końcu oceny
względnych błędów szacunku wynoszą 22.3% i 18.1% odpowiednio dla zmien-
nych: podlok i podrol. Zatem to oznacza, że oceny przeciętnych w populacji
nie są dostatecznie dokładne, jeśli przyjelibyśmy dopuszczalny błąd względny
na poziomie 5%.
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Określoną wcześniej wariancję v∗(z) można zapisać w następującej po-
staci:

v∗(z) =
N − 1
G− 1

v∗
(
1 + (M − 1)r(w)

)
, (3.48)

gdzie:

r(w) =
c(w)

v∗
(3.49)

jest nazywany współczynnikiem korelacji wewnątrzgrupowej, przy czym

c(w) =
2

(N − 1)(M − 1)

G∑
p=1

∑
k∈Up

∑
t∈Up, t6=k

(yk − ȳ)(yt − ȳ).

Współczynnik r(w) przyjmuje wartości z przedziału [− 1
M−1 ; 1].

Na podstawie wzorów (3.45) i (3.48) otrzymujemy następującą postać
wzoru na wariancję strategii estymacji wartości globalnej:

D2(ygS , Pg) =
G(N − 1)(G− g)

(G− 1)g
v∗
(
1 + (M − 1)r(w)

)
. (3.50)

Współczynnik korelacji wewnątrzgrupowej można zapisać następująco
(por np. Konijn 1973, s. 225–227; Zasępa 1972, s. 311–312):

r(w) =
v(m) − 1

M v
(w)

v
(3.51)

lub

r(w) = 1− v(w)

v
, (3.52)

lub

r(w) =
1

M − 1

(
M
v(m)

v
− 1

)
, (3.53)

przy czym v = N−1
N v∗, natomiast przez v(m) oznaczono tzw. wariancję mię-

dzygrupową:

v(m) =
1
G

G∑
p=1

(ȳp − ȳ)2, (3.54)

a przez v(w) oznaczono tzw. wariancję wewnątrzgrupową:

v(w) =
1

G(M − 1)

G∑
p=1

∑
k∈Up

(yk − ȳp)2 =
1
G

G∑
p=1

v∗p, (3.55)

gdzie

v∗p =
1

M − 1

∑
k∈Up

(yk − ȳp)2. (3.56)
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Wariancja wewnątrzgrupowa jest więc średnią wariancji cechy w grupach.
Zatem określa ona przeciętny stopień zróżnicowania zmiennej wewnątrz
grup, na jakie populacja została podzielona.

Wariancję D2(ỹS , Pbz) określa wzór (2.13). Dla n = Mg i dostatecznie
dużej liczby grup na podstawie (3.50) mamy:

e =
D2(ỹgS , Pg)
D2(ỹS , Pbz)

= 1 + (M − 1)r(w). (3.57)

Jeśli ilość równolicznych grup jest duża i współczynnik korelacji we-
wnątrzgrupowej r(w) jest niedodatni (ujemny), to strategia (ỹgS , Pg) jest
nie gorszą (lepszą) od strategii (ỹS , Pbz). W związku z tym, o ile jest to
możliwe, należy tak wyróżniać rozłączne grupy w populacji, by jak najsil-
niej były zróżnicowane obserwacje cech wewnątrz tych grup, bo wówczas
współczynnik korelacji wewnątrzgrupowej będzie ujemny.

Możliwość tworzenia grup równolicznych pojawia się w niektórych bada-
niach praktycznych, np. dotyczących badań reprezentacyjnych w rolnictwie
i środowisku naturalnym. Wobec ograniczonych kosztów przeznaczonych na
badania trzeba zdecydować, jak dużo grup mamy losować i o jakiej liczeb-
ności. Ponadto pojawia się potrzeba określenia związku między liczebnością
grupy i wariancją wewnątrzgrupową bądź współczynnikiem korelacji we-
wnątrzgrupowej. Tym problemem zajmowali się początkowo Jessen (1942),
Mahalanobis (1944), Hedricks (1944), który na podstawie badań empirycz-
nych wywnioskowali m.in., że wariancja wewnątrzgrupowa v(w), dana wzo-
rem (3.55), jest niemalejącą funkcją liczebności grupy. Dla odpowiednio sfor-
mułowanej nieliniowej funkcji kosztów obserwacji cech w próbie grupowej
rozważają dwa zadania optymalizacyjne. Pierwsze polega na takim ustala-
niu liczebności g i M , aby wariancja estymatora osiągnęła minimum przy
ustalonych kosztach dopuszczalnych badania statystycznego. Drugie zadanie
ma na celu znalezienie takich liczebności g i M , które zminimalizują funk-
cję kosztów przy ustalonej dokładności estymacji określonej dopuszczalnym
poziomem wariancji. Więcej szczegółów na ten temat można znaleźć np.
w pracach Cochrana (1963) i Wywiała (1995).

Pozostaje jeszcze problem optymalnego ustalania przynależności elemen-
tów populacji do wyróżnianych grup. Zadanie to podejmował Wywiał (1992,
1993, 1995), formułując odpowiednie kryteria wyróżniania równolicznych
grup na podstawie z góry dostępnych danych o wartościach cech dodatko-
wych.

3.3.2. Próba dwustopniowa

Utrzymujemy w mocy oznaczenia wprowadzone w uprzednim podrozdzia-
le, lecz teraz dodatkowo zakładamy, że próba S jest dobierana za pomocą
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dwustopniowego schematu losowania. Pierwszy stopień losowania polega na
bezzwrotnym losowaniu g grup, przy czym zakłada się, że każda z grup jest
losowana z tym samym prawdopodobieństwem jej wyboru do próby. Na-
stępnie z każdej tak wybranej grupy Up, jest losowana bezzwrotnie próbka
prosta Sp o liczebności np. Plan tak losowanej próby określa wzór:

Pd =

(
G

g

)−1 G∏
p=1

(
Np

np

)−1

.

Niech
ŷgS =

G

g

∑
p∈S

NpȳSp = GẑS , (3.58)

gdzie

ẑS =
1
g

∑
p∈S

ẑSp , ẑSp = NpȳSp , ȳSp =
1
np

∑
k∈Sp

yk. (3.59)

Statystyka ẑSp jest nieobciążonym estymatorem wartości globalnej cechy
w p-tej grupie. Strategia (ŷgS , Pd) daje nieobciążone oceny przeciętnej w po-
pulacji, a jej wariancja ma postać:

D2(ŷgS , Pd) =
G(G− g)

g
v∗(z) +

G

g

G∑
p=1

Np(Np − np)
np

v∗p, (3.60)

przy czym wariancję v∗(z) określa wzór (3.43), a wariancję v∗p wyrażenie:

v∗p =
1

Np − 1

∑
k∈Up

(yk − ȳp)2, ȳp =
1
Np

∑
k∈Up

yk. (3.61)

Nieobciążony stymator wariancji D2(ȳgS , Pd) ma postać:

D2
S(ŷgS , Pd) =

G(G− g)
g

v∗S(z) +
G

g

G∑
p=1

Np(Np − np)
np

v∗Sp , (3.62)

przy czym:

v∗S(z) =
1

g − 1

∑
p∈S

(ẑSp − ẑS)2,

v∗Sp =
1

np − 1

∑
k∈Sp

(yk − ȳSp)2.
(3.63)

Nieobciążony estymator średniej w populacji ma postać:

ȳgS =
ŷS
N
. (3.64)

Wówczas: D2(ȳgS , Pd) = N−2D2(ŷgS , Pd), D2
S(ȳgS , Pd) = N−2D2

S(ŷgS , Pd).
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Przykład 3.15. Rozważaną w przykładzie 3.9 populację gmin województwa
katowickiego podzielono na grupy, które nie są równoliczne. Średnia liczeb-
ności grupy wynosi 4 gminy. Następnie wylosowano w sposób prosty i bez-
zwrotny g = 5 grup gmin spośród G = 24. Z kolei z każdej z tych grup
wylosowano trzy gminy, tak że ostatecznie w próbie znajdują się następujące
gminy: {Dąbrowa Górnicza, Imielin, Jaworzno, Lędziny, Miasteczko Śląskie,
Mikołów, Pyskowice, Racibórz, Ruda Śląska, Wojkowice, Zawiercie, Żory,
Babice, Borowniki, Bojszowy}. Na podstawie wzorów (3.58) i (3.64) wyli-
czamy oceny wartości średnich cech podlok (wpływy z podatków lokalnych)
i podrol (wpływy z podatku rolnego), które odpowiednio wynoszą 9856.581
i 90.07. Wartość wariancji D2

S(ȳgS , Pd) wynosi 14 121 453.451 i 665.967
odpowiednio w przypadku cech podlok i podrol. Zatem oceny błędów śred-
nich szacunku estymatorów średnich populacji cech podlok i podrol wyno-
szą odpowiednio 3757.852 i 25.806. Uwzględniając wcześniejsze oszacowania
wartości średnich w populacji wyliczamy oceny względnych błędów średnich
szacunku, które odpowiednio wynoszą: 38.1% i 28.7%.

Zakładamy, że próba S jest automatycznie wyważona, co oznacza, że
z każdej wybranej do próby S grupy Up jest losowana próbka Sp o liczebności
równej ustalonej frakcji f elementów tej grupy, czyli:

np = fNp, p = 1, . . . , G. (3.65)

Wtedy określony wzorem (3.58) estymator wartości globalnej w populacji
przekształca się do postaci:

ŷgS =
G

gf

∑
p∈S

∑
k∈Sp

yk. (3.66)

Oznaczając plan losowania próby dwustopniowej zrównoważonej przez
P ′d na podstawie wzoru (3.60) wnioskujemy, że:

D2(ŷSp , P
′
d) =

G(G− g)
g

v∗(z) +
GN(1− f)

gf
v

(w)
∗ , (3.67)

gdzie wariancję v∗(z) określa wzór (3.43), natomiast wariancję wewnątrz-
grupową v(w)

∗ określa wyrażenie:

v
(w)
∗ =

G∑
p=1

wpv∗p, wp =
Np

N
,

przy czym v∗p określa wzór (3.61).
W szczególności rozważmy schemat losowania próby dwustopniowej. Na

pierwszym stopniu są losowane grupy elementów z prawdopodobieństwa-
mi proporcjonalnymi do liczebności elementów tworzących grupy zgodnie
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ze schematem bezzwrotnego losowania próby Rao-Hartleya, który opisa-
no w punkcie 3.1.2. Zatem zakładamy, że πIk = gpk ¬ 1, k = 1, . . . , N
i pk = Nk\

∑N
i=1Ni. Na drugim stopniu spośród już wylosowanych na pierw-

szym stopniu grup są losowane bezzwrotnie próby proste Si o liczebności
ni, i = 1, . . . , g. Wówczas nieobciążonym estymatorem wartości globalnej
w populacji jest statystyka (por. np. Bracha, 1996):

ỹπ,S =
∑
i∈S

Ni

πini

∑
e∈Si

ye,

której wariancję określa wzór:

D2 (ỹπ,S) =
G∑
k=1

πk

(
1− g − 1

g
πk

)(
zk
πk
− yU

g

)2
+

+
G∑
k=1

Nk(Nk − nk)
v∗k
πknk

+O(N−1),

przy czym v∗k określa wzór (3.61).
Estymator wariancji D2 (ỹπ,S) ma postać:

D2
S (ỹπ,S) =

1
2(g − 1)

∑
h,t∈S

(
1 + g

N∑
k=1

p2
k − πh − πt

)(
ẑSh
πh
− ẑSt

πt

)2
+

+
∑
h∈S

Nh

πhnh
(Nh − nh)v∗Sh ,

przy czym ẑSh i v∗Sk określają odpowiednio wzóry (3.59) i (3.63).
Pozostaje jeszcze m.in. problem optymalnego wyznaczania liczebno-

ści losowanych grup oraz liczebności losowanych na drugim stopniu prób.
W tym celu formułuje się generalnie dwa rodzaje zadań. Pierwsze, częściej
rozważane w praktyce, polega na minimalizacji odpowiednio definiowanej
oczekiwanej funkcji kosztów losowania próby dwustopniowej i obserwacji
w niej danych przy zadanej dokładności estymacji, czyli przy ustalonej po-
stulowanej wartości wariancji estymatora. Drugie zadanie polega na mi-
nimalizacji wariancji estymatora przy ograniczonej wartości tych kosztów
oczekiwanych. Te zadania były m.in. analizowane przez Konijna (1973)
i Wywiała (1992, 1995) dla przypadlku dwustopniowej próby prostej. Do-
dajmy, że Kokan (1963) oraz Kokan i Khan (1967) rozwiązywali ogólniej-
sze zadanie polegające na minimalizacji oczekiwanej funkcji kosztów przy
ustalonych dopuszczalnych wartościach wariancji strategii (ŷgS , Pd) estyma-
cji wartości globalnych wielu zmiennych w populacji, lecz dla przypadku,
gdy podczas drugiego stopnia losowania są wybierane próbki równoliczne
z wcześniej dobranych grup.

121



3.3.3. Predykcja na podstawie grupowego modelu nadpopulacji

Rozważmy następujący model nadpopulacji:{
Eξ(Yi) = µg, D

2
ξ (Yi) = σ2

g dla i ∈ Ug, g = 1, . . . , G,

Cov ξ(Yi, Yt) = 0 dla i 6= t, t ∈ U, i ∈ U.
(3.68)

Z populacji jest dobierana próba dwustopniowa s = [s1 . . . sg], gdzie si jest
ni-elementową próbką dobraną z grupy Ui, którą już wcześniej wyselekcjo-
nowano spośród G grup. Wartość globalną YU =

∑G
g=1

∑
i∈Ug Yi oceniamy

na podstawie próby dwustopniowej za pomocą statystyki:

Ỹs =
G

g

∑
si∈s

Zsi , (3.69)

przy czym

Zsi = NiȲsi , Ȳsi =
1
ni

∑
k∈si

Yk, (3.70)

a w szczególności, gdy si = Ui, i = 1, . . . , G, czyli całe grupy są losowane
do próby, to

Zsi = ZUi =
∑
k∈Ui

Yk, i = 1, . . . , G. (3.71)

W przypadku arbitralnie dobranej próby statystyka Ỹs jest ξ-obciążonym
predyktorem wartości globalnej. Można również pokazać, że ten predyk-
tor wyznaczony z prostej próby dwustopniowej daje pξ-nieobciążone oceny
wartości globalnej.

Można pokazać, że ξ-błąd średniokwadratowy predykcji ma postać:

MSE ξ

(
Ỹs
)

= Eξ
(
Ỹs − YU

)2
=
G2

g2

∑
si∈s

N2
i

σ2
i

ni
+

G∑
i=1

Niσ
2
i + ∆2

ξ , (3.72)

gdzie ∆ξ = Eξ
(
Ỹs
)
−Eξ (YU ) jest obciążeniem predyktora Ỹs. W przypadku

strategii predykcji
(
Ỹs, Pd(s)

)
, czyli predyktora Ỹs z prostej próby dwustop-

niowej wzory (3.60) i (3.61) pozwalają wyprowadzić następujące wyrażenie
dla pξ błędu średniokwadratowego:

MSEPξ

(
Ỹs
)

= EPEξ
(
Ỹs − YU

)2
= Eξ

(
D2
P (ȳgs, Pd)

)
=

=
(G− 1)(G− g)
gG(N − 1)

G∑
k=1

Nkσ
2
k +

G

g

G∑
p=1

Np(Np − np)
np

σ2
p + v#, (3.73)
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gdzie

v# =
1

N − 1

G∑
k=1

(Nkµk − µ̄)2, µ̄ =
1
G

G∑
k=1

Nkµk.

Ograniczmy losowanie dwustopniowe do jednostopniowego, w którym do
próby losuje się całe grupy. Wtedy nk = Nk, k = 1, . . . , G, a wzór (3.73)
redukuje się do następującego:

MSEPξ

(
Ỹs
)

=
(G− 1)(G− g)
gG(N − 1)

G∑
k=1

Nkσ
2
k + v# ≈

G− g
g

σ̄2 + v#, (3.74)

gdzie σ̄2 =
∑G
k=1wkσ

2
k, wk = Nk

N .
Weryfikację jednorodności rozkładu prawdopodobieństwa zmiennych lo-

sowych odpowiadających określonej grupie można przeprowadzić za pomocą
np. testów rozważanych w punkcie 2.3.3.

Pytania i zadania

1. Określ plan bezzwrotnego losowania próby warstwowej.
2. Określ konstrukcję funkcji kosztów obserwacji cech.
3. Podaj proporcjonalną lokalizację prób w warstwach.
4. Przy jakich warunkach średnia z próby warstwowej jest lepszym estyma-

torem od średniej z próby prostej?
5. Od czego i jak zależy optymalna liczebność próby (losowanej z warstwy)

otrzymanej z warunkowej minimalizacji wariancji średniej z próby war-
stwowej?

6. Od czego i jak zależy optymalna liczebność próby (losowanej z warstwy)
otrzymanej z minimalizacji kosztów obserwacji zmiennej przy ustalonym
dopuszczalnym poziomie wariancji średniej z próby warstwowej?

7. Podaj inne sposoby optymalnej lokalizacji prób w warstwach.
8. Zaproponuj konstrukcję przedziału ufności dla oceny wartości średniej

w populacji na podstawie próby warstwowej.
9. Opisz systematyczny schemat losowania próby.

10. Wyjaśnij grupowy schemat losowania próby.
11. Zaproponuj konstrukcję przedziału ufności dla oceny wartości średniej

w populacji na podstawie próby grupowej.
12. Wyprowadź wzór na wariancję średniej z prostej próby warstwowej.
13. Wyjaśnij, w jaki sposób wariancja średniej z próby grupowej zależy od

wartości współczynnika korelacji wewnątrzgrupowej.
14. Wymień podstawowe własności współczynnika korelacji wewnątrzgrupo-

wej.
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15. Opisz związki między współczynnikiem korelacji wewnątrzgrupowej
a wariancjami wewnątrzgrupową i międzygrupową oraz wynikające stąd
wnioski dotyczące interpretacji współczynnika korelacji wewnątrzgrupo-
wej.

16. Porównaj precyzję średniej z próby grupowej i średniej z próby prostej.
17. Określ model nadpopulacji opisujący warstwową strukturę obserwacji.
18. Opisz strategię predykcji wartości globalnej z próby warstwowej.
19. Opisz model grupowy lub warstwowy nadpopulacji.
20. Wyjaśnij dwustopniowy schemat losowania próby.
21. Zaproponuj konstrukcję przedziału ufności dla oceny wartości średniej

w populacji na podstawie próby dwustopniowej.
22. Od czego zależy wariancja średniej z próby dwustopniowej?
23. Wyjaśnij dwustopniowy schemat losowania próby zrównoważonej.
24. Wskaż możliwości wykorzystania estymatorów ilorazowych lub regresyj-

nych przy estymacji na podstawie próby dwustopniowej lub próby war-
stwowej.

25. Opisz strategię predykcji wartości globalnej z próby dwustopniowej.
26. Wykaż nieobciążoność średniej z prostej próby warstwowej oraz wypro-

wadź jej wzór na wariancję traktując ten estymator jako szczególny przy-
padek estymatora Horvitza-Thompsona.

27. Wartości cechy dodatkowej w populacji wynoszą: 1, 8, 4, 4, 22, 2, 0, 5,
3, 49. Wyznacz prawdopodobieństwa inkluzji rzędu pierwszego propor-
cjonalne do tych liczb. Potem na ich podstawie wylosuj systematycznie
próbę czteroelementową.
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